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Resumo

Devido às mudanças climáticas, a ocorrência de incêndios em diversos biomas, adap-

tados ou não ao fogo, tem aumentado significativamente nas últimas décadas, causando

danos ambientais sendo, alguns, irreparáveis. Nesse contexto, modelos computacionais ba-

seados em Autômatos Celulares (AC) são capazes de simular e prever o comportamento

da propagação de incêndios, auxiliando as autoridades na tomada de medidas de controle

e prevenção. A construção e o ajuste de parâmetros desses modelos são tarefas comple-

xas devido à quantidade de variáveis envolvidas. Características do ambiente influenciam

diretamente o comportamento dos incêndios. Assim, uma ferramenta capaz de realizar

o ajuste de forma automática baseada em Algoritmos Genéticos (AG) tem se mostrado

promissora. Sendo assim, o objetivo desta pesquisa é produzir um AG capaz de ajustar

adequadamente um conjunto de parâmetros de um modelo de propagação de incêndios

florestais baseado em AC, de modo a replicar a dinâmica das chamas representada em um

conjunto de dados de incêndios de uma região monitorada. Adicionalmente, é proposto

um novo parâmetro “taxa de amostragem” (SR), a fim de melhorar a adaptabilidade do

modelo AC à dinâmica de propagação do fogo, independentemente do intervalo de amos-

tragem presente nos dados de referência. Também foi avaliado o impacto de diferentes

funções de aptidão na convergência do algoritmo. Durante os experimentos, conjuntos

de dados artificiais foram utilizados como referência, os quais foram gerados a partir de

simulações com nosso próprio modelo de AC, bem como por outro modelo de propaga-

ção de incêndios da literatura, a fim de validar a robustez da abordagem. Os resultados

mostraram que o AG conseguiu encontrar parâmetros adequados para o modelo de pro-

pagação de incêndios, inclusive o número de passos do AC necessários para representar

a evolução do fogo em conformidade com os dados de referência gerados por ambos os

modelos.

Palavras-chave: Algoritmos Genéticos, Ajuste de Parâmetros, Autômatos Celulares,

Modelo de Propagação de Incêndios, Taxa de Amostragem.





Abstract

Due to climate change, the occurrence of fires in various biomes, whether fire-adapted

or not, has significantly increased in recent decades, causing environmental damage, some

of which is irreparable. In this context, computational models based on Cellular Automata

(CA) can simulate and predict fire propagation behavior, assisting authorities in making

control and prevention decisions. However, constructing and tuning the parameters of

these models are complex tasks due to the number of variables involved. Environmental

characteristics directly influence fire behavior. Thus, a tool capable of performing auto-

matic parameter tuning based on Genetic Algorithms (GA) has proven to be promising.

Therefore, the objective of this research is to develop a GA capable of properly adjusting

a set of parameters of a forest fire propagation model based on CA to replicate the fire dy-

namics represented in a dataset of monitored region fires. Additionally, a new parameter,

“sampling rate” (SR), is proposed to improve the adaptability of the CA model to fire pro-

pagation dynamics, regardless of the sampling interval in the reference data. The impact

of different fitness functions on the algorithm’s convergence was also evaluated. During

the experiments, artificial datasets were used as references, generated from simulations

with our own CA model as well as another fire propagation model from the literature, to

validate the robustness of the approach. The results showed that the GA successfully found

appropriate parameters for the fire propagation model, including the number of CA steps

required to represent fire evolution in accordance with the reference data generated by both

models.

Keywords: Genetic Algorithms, Parameter Tuning, Cellular Automata, Fire Propaga-

tion Model, Sampling Rate.
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Capítulo 1

Introdução

Recentemente, devido às mudanças climáticas, vários focos de incêndios em diferentes

locais do globo têm tomado proporções alarmantes, sendo prejudiciais tanto para vegeta-

ções quanto para áreas urbanas (EDO et al., 2024). Temperaturas mais altas ressecam a

paisagem e ajudam a criar o ambiente perfeito para incêndios florestais mais extensos e

mais frequentes.

Em 2024, os incêndios florestais resultaram na perda de 30,8 milhões de hectares

queimados no Brasil, afetando diversos biomas como a Amazônia, Cerrado, Pantanal,

Mata Atlântica, Pampa e Caatinga. A ocorrência de incêndios florestais representa um

aumento de 79% (13,6 milhões de hectares) em relação a 2023, (MAPBIOMAS Brasil,

2025). O boletim apresentado pelo Instituto Nacional de Pesquisas Espaciais (INPE)

mostra que o Brasil registrou mais de 278,3 mil focos de incêndio (Figura 1), cidades

do triângulo mineiro como Uberlândia e do interior de São Paulo como Ribeirão Preto

sofreram devido a imensas nuvens de fumaça decorrentes das queimadas (CARDOSO,

2024). Ao longo do globo a situação também se agravado incêndios na Califórnia, Los

Angeles, Canadá, Portugal e em outros países causaram diversos danos, autoridades da

Organização das Nações Unidas (ONU) alertam que incêndios florestais vão ficar cada vez

mais intensos e prolongados (BIERNATH, 2025).

Um estudo realizado pela Global Forest Watch (MACCARTHY et al., 2025), repre-

sentado graficamente na Figura 2, mostra que as queimadas levam a um ciclo vicioso,

pois, conforme as emissões de carbono aumentam, o clima se torna mais quente e seco,

o que favorece a incidência de queimadas em áreas cada vez maiores e por um período

prolongado, o que gera mais emissão de carbono. O ciclo vai se repetindo e, a cada ano,

os danos oriundos da propagação de incêndios são maiores, além de fatores relacionados

à intervenção humana que agravam ainda mais o quadro.

Dentre os esforços ligados à prevenção e combate dos incêndios estão aqueles relativos

à ampliação do entendimento de como esse fenômeno se propaga em diferentes paisagens.

Esta é, de fato, uma questão complexa uma vez que, entre as dificuldades no combate a

incêndios estão a falta de acesso às áreas atingidas e o entendimento de como áreas com
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maior potencial de queima são influenciadas por elementos como relevo, vegetação, solo

e vento no episódio de queima (CARRILLO et al., 2023).

Modelos computacionais desempenham um papel cada vez maior no avanço da ci-

ência, sendo aplicados a uma ampla variedade de temas. O seu objetivo é replicar o

comportamento de sistemas com base nas propriedades reais e conhecidas de seus com-

ponentes, fornecendo um complemento importante para estudos experimentais e teóricos

ao incrementar sua base de conhecimento (BRODLAND, 2015).

Tais modelos tiveram grandes avanços partindo de áreas de engenharia e física, especi-

almente nos domínios estrutural, aeroespacial, mecânico, eletromagnético, fluidodinâmico,

químico, de controle e elétrico (ZIENKIEWICZ; TAYLOR, 2005). Nesse contexto, houve

um extenso desenvolvimento de algoritmos e da teoria matemática necessários para as-

segurar a confiança aos cálculos, sendo as características destes modelos descritas por

equações (BRODLAND, 2015). Tais equações muitas vezes são diferenciais e descrevem

a evolução dos modelos ao longo do tempo, porém o principal desafio é encontrar aquelas

capazes de descrever as variáveis do sistema e suas interações já que cada uma delas possui

características próprias (FRAGA; OLIVEIRA; MARTINS, 2020).

Autômatos Celulares (ACs) têm sido utilizados como alternativa à complexidade apre-

sentada no modelamento tradicional com equações diferenciais (MARTÍNEZ et al., 2013).

Os ACs podem ser definidos como modelos computacionais que representam sistemas di-

nâmicos a partir de componentes simples que, ao atuarem em conjunto, são capazes de

produzir padrões de comportamento complexos (computação emergente). Eles são carac-

terizados por uma computação descentralizada, onde cada célula evolui com base no seu

estado atual e de sua vizinhança, através de regras de transição simples que representam a

interação local da vizinhança, mas que, num espaço de tempo discreto, proporcionam uma

dinâmica global (PACKARD; WOLFRAM, 1985). Tais características tornam ACs uma

técnica versátil capaz de representar fenômenos físicos, químicos, naturais, entre outros.

Dessa forma, seu uso tem se tornado cada vez mais presente na modelagem da dinâmica

de espalhamento do fogo em incêndios florestais, tais como os modelos de (CATCHPOLE;

CATCHPOLE; ROTHERMEL, 1993) um dos pioneiros no estudo de incêndios, (LOU-

ZADA; FERREIRA, 2008), (LIMA; LIMA, 2014), (LEI; ZHIQIANG, 2017), (FREIRE;

DACAMARA, 2019), (FERREIRA et al., 2022), (FERREIRA et al., 2023), (BRASIEL;

LIMA, 2023) e entre outros.

Entretanto, para que os ACs que sejam capazes de representar esses fenômenos de

forma adequada, é necessário ajustar corretamente os parâmetros do modelo. A esti-

mação precisa dos valores para esses parâmetros não é uma tarefa trivial, exigindo um

elevado conhecimento do fenômeno em estudo, e costuma demandar um tempo conside-

rável. Sendo assim, uma ferramenta capaz de ajustar automaticamente o conjunto de

parâmetros de um modelo para reproduzir adequadamente a dinâmica presente em dados

históricos é fundamental para o estudo desses fenômenos, auxiliando no planejamento de
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políticas públicas de combate e prevenção de incêndios florestais (FRAGA; OLIVEIRA;

MARTINS, 2020).

Abordagens baseadas em algoritmos evolutivos, como os algoritmos genéticos, são am-

plamente usadas na literatura para ajustar os parâmetros de modelos complexos, como

classificação de densidade (PAREDIS et al., 1997), definição de parâmetros de redes neu-

rais (TIRUMALA, 2020), problemas de escalonamento (SHEN; GUO; LI, 2020), resolução

de problemas reais como otimização de abastecimento de água (SILVA et al., 2003) e vias

de transporte (MUGNELA, 2021), dentre outros.

Algoritmos Genéticos (AGs) são algoritmos de busca, inspirados na teoria da evolução

de Darwin, que empregam conceitos de seleção natural, combinando a sobrevivência do

mais apto e a propagação de seus genes para as gerações futuras, a fim de direcionar

a exploração pelo espaço de busca (GOLDBERG, 1989). Embora não haja garantia de

obtenção do resultado ótimo, o AG costuma encontrar boas soluções (ótima ou próxima

dela) para o problema investigado, usando seus operadores genéticos ao longo do processo

evolutivo para fugir de mínimos ou máximos locais, a depender da natureza do problema,

e conduzir a busca para regiões promissoras do espaço de soluções (LINDEN, 2006).

Este trabalho tem como objetivo desenvolver uma abordagem evolucionária usando

algoritmos genéticos para ajustar automaticamente os parâmetros de um modelo de pro-

pagação de incêndios florestais baseado em autômato celular probabilístico, tendo como

base a dinâmica e os padrões de espalhamento de fogo observados em conjuntos de dados

históricos das queimadas na região monitorada. Nossa abordagem é uma extensão do

modelo proposto em (FERREIRA et al., 2022). O trabalho original se mostra eficiente

na reprodução de incêndios a partir de dados gerados artificialmente pelo próprio modelo

de autômato celular ajustado pelo AG. Entretanto, apresenta dificuldades no ajuste dos

parâmetros a fim de representar a dinâmica do fogo a partir de dados gerados usando

outro modelo de propagação.

A principal contribuição de nossa pesquisa é propor mecanismos para melhorar a

adaptabilidade da abordagem aos vários padrões presentes nos conjuntos de dados. Inici-

almente, investigamos diferentes formas de avaliação usadas pelo algoritmo genético para

aferir a aptidão das possíveis soluções (configurações do modelo de propagação). Além da

função objetivo em si, também avaliamos os estados das células que são considerados no

cálculo das diferenças entre os cenários esperados e os reticulados do AC ao longo da si-

mulação. Também introduzimos um novo parâmetro a ser configurado pelo AG, chamado

taxa de amostragem (SR - Sample Rate), o qual determina o intervalo de simulação entre

as avaliações, ou seja, quantos passos de evolução do autômato celular são executados

para gerar cada reticulado que será comparado com uma amostra temporal presente no

conjunto de dados de incêndios da região monitorada. Tais melhorias visam uma aferição

mais precisa da similaridade entre a evolução temporal do AC e a dinâmica presente no

conjunto de dados analisado.
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A capacidade do AG em encontrar valores adequados para os parâmetros do AC é

analisada considerando diferentes intervalos de amostragem entre os dados representa-

dos no conjunto de dados usado como referência. O desempenho da abordagem também

é validado a partir de dados gerados artificialmente com outro modelo de propagação,

confirmando o aumento da sua robustez e adaptabilidade em relação ao modelo origi-

nal (FERREIRA et al., 2022). Resultados experimentais mostram que os valores dos

parâmetros sugeridos pelo AG resultam em uma dinâmica de espalhamento das chamas

semelhante à dinâmica representada em cada conjunto de dados de referência, demons-

trando a robustez e adaptabilidade do método.

1.1 Motivação

O fogo nem sempre é prejudicial, podendo ser benéfico em alguns biomas, como o

caso do cerrado brasileiro, onde algumas plantas florescem apenas após a passagem de um

incêndio como o caso da Bulbostylis paradoxa (PILON et al., 2023). Os efeitos do fogo são

bastante conhecidos, porém, devido às ações humanas como desflorestamento e mudanças

climáticas têm tornado seu comportamento imprevisível (SANTOS et al., 2021). Neste

cenário, controlar e prever a dinâmica de espalhamento pela paisagem é uma forma de

preservar o ambiente e evitar maiores consequências, tal prática é denominada manejo

do fogo. No Brasil, este manejo considera diferentes usos do fogo sob aspectos sociais

ecológicos como queimas relacionadas às práticas de manejo agrícola, conservacionista ou,

ainda, para caça e rituais religiosos realizados por povos indígenas e povos e comunidades

tradicionais (IBAMA, 2023). Entretanto, este uso deve ser controlado e realizado em

épocas que não exista risco de uma queimada descontrolada.

Nos últimos anos devido às mudanças climáticas, focos de incêndio têm se tornado

mais frequentes e, a cada ano, a intensidade e danos causados têm sido cada vez mais

graves, especialmente em áreas com alto valor biológico, como áreas de preservação, onde

os incêndios são um risco para a fauna e a flora, ou de alta densidade demográfica,

prejudicando a população e a economia local (ARCA; GHISU; TRUNFIO, 2015).

Nesse contexto, modelos de simulação são ferramentas extremamente úteis na repre-

sentação de sistemas naturais, como a propagação de incêndios florestais, sendo aliados

importantes em práticas de manejo de fogo, uma vez que são capazes de fornecer in-

formações importantes sobre o comportamento do fogo na região estudada, auxiliando

na tomada de decisão dos órgãos responsáveis pela prevenção e combate de incêndios,

visando evitar grandes desastres e prejuízos ao ecossistema da área monitorada.

Modelos baseados em autômatos celulares têm sido aplicados em diferentes áreas do

conhecimento, desde criptografia, artes, até modelagem e simulação de sistemas comple-

xos. Na última área, entretanto, às vezes a capacidade de representar adequadamente

dinâmicas complexas, mas distintas, que ocorrem dentro de uma determinada área, é
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limitada pela necessidade de modelos de calibração nos quais o número de parâmetros

necessários aumenta. Custos ocultos relacionados à identificação de valores específicos

ou faixas plausíveis para parâmetros podem se tornar opressores (GARCÍA-DURO et al.,

2018).

No caso de incêndios florestais, para que os autômatos celulares (ACs) sejam capazes

de simular o fenômeno de forma adequada, sua parametrização envolve fatores como

clima, relevo, quantidade de material combustível, intensidade do vento e muitos outros

parâmetros. O ajuste adequado desses parâmetros não é uma tarefa trivial, a depender do

número de variáveis a serem consideradas, demandando um conhecimento especializado

e um tempo considerável (FRAGA; OLIVEIRA; MARTINS, 2020). Além disso o ajuste

depende da qualidade dos dados e do intervalo de amostragem, que precisam ter um

tamanho adequado e devem conter as informações necessárias para a identificação dos

padrões de espalhamento durante a avaliação. Assim, uma ferramenta capaz de ajustar

os parâmetros de forma automática é de extrema utilidade.

Este trabalho combina AC e AG para reproduzir o comportamento de incêndios flo-

restais, encontrando valores para os parâmetros do modelo de propagação, de modo a

simular adequadamente o espalhamento do fogo de acordo com os padrões presentes no

conjunto de dados de referência. A validação da abordagem foi realizada por meio da

análise comparativa entre as simulações resultantes do modelo configurado pelo AG e o

conjunto de dados analisado.

1.2 Objetivos e Questões de Pesquisa

O objetivo da pesquisa é desenvolver uma abordagem evolutiva capaz de ajustar os

parâmetros de um modelo de propagação do fogo baseado em autômatos celulares pro-

babilísticos para representar adequadamente os comportamentos observados em dados

históricos de incêndios florestais.

Nesse sentido, este trabalho busca atingir os seguintes objetivos específicos:

❏ Estudar e implementar um modelo de propagação de incêndios baseado em autô-

matos celulares, o qual será usado como estudo de caso na avaliação do módulo de

ajuste de parâmetros.

❏ Estudar e implementar uma abordagem evolutiva de configuração de parâmetros do

modelo de propagação de incêndio, utilizando Algoritmos Genéticos (AG).

❏ Investigar e avaliar outras funções de fitness que considerem mais informações além

da existência do fogo como área não queimada e em recuperação.

❏ Incluir a taxa de amostragem entre as avaliações como parâmetro a ser configurado

pelo AG.
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❏ Analisar a eficiência da abordagem evolutiva ao ajustar o comportamento do modelo

de referência a dados produzidos por outros modelos de propagação de incêndios.

Desta forma, buscou-se responder às seguintes questões de pesquisa:

❏ Qual função de avaliação permite aferir com maior precisão a similaridade entre a

dinâmica simulada pelo modelo de propagação e aquela representada no conjunto

de dados de referência?

❏ Quais estados do autômato celular são relevantes na avaliação dos indivíduos do

AG, a fim de melhorar a qualidade da dinâmica simulada?

❏ Qual a quantidade mínima de registros no conjunto de dados necessária para que

o algoritmo genético seja capaz de identificar o padrão representado e ajustar ade-

quadamente o modelo de propagação de incêndios?

❏ Qual a sensibilidade do algoritmo em relação à taxa de amostragem, ou seja, qual

é o limiar máximo de amostragem dos dados do conjunto de referência que o AG

consegue reconhecer os padrões, sem comprometer a qualidade da dinâmica repro-

duzida?

❏ As modificações propostas nesta pesquisa proporcionam uma abordagem evolutiva

mais adaptativa, capaz de reproduzir de forma satisfatória diferentes comportamen-

tos de incêndios florestais?

1.3 Contribuições

Neste trabalho foi desenvolvida uma abordagem evolutiva para ajuste automático dos

parâmetros de modelos de propagação de incêndios baseados em autômatos celulares bi-

dimensionais probabilísticos que representam a vegetação florestal da região monitorada.

O modelo de AC configurado deve ser capaz de reproduzir a dinâmica e padrões de es-

palhamento do fogo observados no conjunto de referência, que representa o histórico de

incêndios florestais. Utilizando como inspiração modelos usados em sistemas epidemioló-

gicos, foi desenvolvida uma função de avaliação capaz de considerar informações impor-

tantes no processo de espalhamento do fogo, além da presença ou ausência de chamas em

uma célula, fazendo com que nossa abordagem alcance um refinamento mais preciso dos

parâmetros do modelo em estudo. Por fim, a principal contribuição deste trabalho é a

introdução de um novo parâmetro utilizado na avaliação do modelo de AC, denominado

taxa de amostragem, que permite ao AG tornar-se mais adaptável a diferentes cenários ao

ajustar os passos de evolução entre as amostras de dados para capturar adequadamente

a dinâmica de fogo presente no conjunto de referência.
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1.4 Organização da Dissertação

O restante do documento está organizado da seguinte maneira:

❏ Capítulo 2: são apresentados os fundamentos e conceitos relacionados as técnicas de

computação bio-inspirada investigadas neste trabalho que são autômatos celulares

e algoritmos genéticos. Também são apresentadas as técnicas de normalização e

padronização de dados utilizadas na combinação das diferenças calculadas na função

de avaliação, com escalas distintas, em um único valor que descreve a aptidão de

uma possível solução. Por fim, são apresentados trabalhos correlatos a ACs e AGs

que fornecem outros conceitos fundamentais para o entendimento desta pesquisa e

serviram de inspiração para o desenvolvimento da abordagem.

❏ Capítulo 3: é apresentado de forma detalhada a reprodução dos modelos baseados

em autômatos celulares utilizados como referência e validação da abordagem desen-

volvida para ajuste automático dos parâmetros dos modelos por meio de algoritmos

genéticos.

❏ Capítulo 4: descreve em detalhes a abordagem evolutiva proposta utilizando algo-

ritmos genéticos e suas configurações.

❏ Capítulo 5: são apresentados os resultados alcançados nos experimentos efetuados,

bem como suas respectivas análises.

❏ Capítulo 6: são apresentadas as considerações adicionais, conclusões e perspectivas

de trabalhos futuros.
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Capítulo 2

Fundamentação Teórica

Nesta seção serão abordadas as características das técnicas utilizadas no desenvol-

vimento desta pesquisa. Sendo assim, a Seção 2.1 aborda os conceitos de Autômatos

Celulares, a Seção 2.2 apresenta os Algoritmos Genéticos, técnica evolutiva utilizada na

calibragem dos modelos. A seção 2.4 apresenta algumas técnicas de normalização de

dados utilizadas na unificação do cálculo de fitness. Por fim, uma visão geral dos princi-

pais trabalhos que estão sendo realizados utilizando Autômato Celular (AC) e Algoritmo

Genético (AG) é apresentada na Seção 2.5.

2.1 Autômatos Celulares

A proposta inicial dos autômatos celulares (AC) é creditada a John Von Neumann

e Stannislaw Ulam. Na década de 50, Neumann tinha como objetivo projetar agentes

computacionais capazes de auto-reprodução; na mesma época, Ulam investigava jogos

matemáticos dispostos em uma grade bidimensional onde o estado de cada ponto era

atualizado com base no seu estado e no dos vizinhos. A partir desta sugestão, Von

Neumann construiu o primeiro modelo de AC e este autômato resolvia a questão da auto-

reprodução. Ele foi capaz de encontrar uma máquina universal de Turing encapsulada

em uma grade de células, usando 29 estados por célula e cinco células como vizinhança

(OLIVEIRA, 2003).

Em 1982, Wolfram estudou a mecânica estatística e o funcionamento dos autômatos

celulares e a formação de padrões. Devido à complexidade dos resultados, concluiu que

eles poderiam ser utilizados como modelos dinâmicos complexos, presentes em sistemas

físicos, biológicos, entre outros. Em 2002, apresentou os resultados de 20 anos de pesquisa

no livro A New Kind of Science (WOLFRAM, 2002).

Um autômato celular é definido pelo seu espaço celular (reticulado) e por sua regra de

transição. O espaço celular é composto por um conjunto de células dispostas de maneira

N-Dimensional (1D, 2D, 3D), em que cada célula se conecta de maneira igual com sua

vizinhança, sendo facilmente configurados em qualquer estrutura geométrica, conforme
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(a) AC1D e regras de transição. (b) Evolução temporal.

Figura 4 – Autômato celular unidimensional e evolução temporal.
Fonte: (OLIVEIRA, 2003)

do tempo, produzindo assim a evolução temporal mostrada na Figura 4b até o passo de

tempo t = 4.

2.1.2 ACs Bidimencionais

Em autômatos bidimensionais, o espaço celular (reticulado) é formado por células

dispostas em uma matriz ou grade, conforme ilustrado na Figura 5a. Nesse tipo de AC,

as duas vizinhanças mais comum são: von Neumann e Moore. Considerando um raio de

alcance unitário (r = 1), a vizinhança de von Neumann é composta por 5 células, conforme

ilustrado na Figura 5b-[a], isto é, envolve a célula central e suas vizinhas cardinais (direita,

esquerda, acima e abaixo). A vizinhaça de Moore é formada por 9 células, sendo as mesmas

células da vizinhança anterior, mais as quatro células diagonais, como mostrado na Figura

5b-[b]. Assim como em um AC unidimensional, o estado de uma célula é evoluído a partir

de uma regra de transição que considera o estado da célula atual e dos seus vizinhos

imediatos.

(a) Espaço celular AC2D.

Fonte: Sarkar (2000)

(b) Vizinhança Von Neuman [a] e Moore [b].

Fonte: Oliveira (2003)

Figura 5 – Espaço celular de um AC bidimensional e tipos de vizinhança
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Segundo Castro e Castro (2008) um exemplo de AC bidimensional bem conhecido

na literatura é o “jogo da vida” (“game of life”, em inglês) proposto por John Holton

Conway em 1970. Ele utiliza um reticulado formado por células binárias, isto é, que

assumem apenas 2 estados possíveis: morta (0) ou viva (1). A mudança dos estados das

células ao longo da evolução do AC, considera uma vizinhança de Moore de raio 1 e é

determinada por uma regra de transição totalística, que considera a quantidade de células

em cada estado na vizinhança, como segue:

1. Uma célula viva com 2 ou 3 vizinhos vivos, permanece viva ;

2. Uma célula viva com apenas 1 ou 0 vizinhos vivos, morre (solidão);

3. Uma célula viva com 4 ou mais vizinhos, morre (sufocada);

4. Uma célula morta com exatamente 3 vizinhos vivos, renasce.

Embora adote uma regra de transição simples, esse AC é capaz de gerar padrões

interessantes e complexos (OLIVEIRA, 2003). Na Figura 6a são apresentados alguns

exemplos de padrões estacionários (block, beehive, boat, loaf e ship), enquanto a Figura 6b

ilustra dois padrões oscilatórios (blinker e toad). A Figura 6c ilustra a evolução temporal

de uma estrutura oscilatória propagante, chamada glider, a qual tende a retornar ao seu

estado inicial após um período de tempo, com um pequeno deslocamento espacial.

Figura 6 – Padrões Game of Life.
Fonte: A e B adaptado de Castro e Castro (2008) e C de Oliveira (2003).
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2.2.3 Seleção dos Pais

O método de seleção é usado para simular o mecanismo de seleção natural que atua

sobre as espécies biológicas em que os indivíduos mais capazes têm uma descendência

maior, embora os cromossomos menos aptos também possam procriar. Sendo assim,

indivíduos com uma avaliação alta são privilegiados porém, aqueles com uma avaliação

baixa não devem ser desprezados, uma vez que podem possuir características que sejam

favoráveis para a geração de um indivíduo que seja mais adequado à solução do problema.

Se deixarmos apenas os melhores indivíduos se reproduzirem, a população será composta

cada vez mais por indivíduos semelhantes faltando diversidade para que a evolução siga de

forma satisfatória, a este processo denominamos convergência genética (LINDEN, 2006).

Existem diferentes formas de selecionar os indivíduos (pais) que participarão do cros-

sover, sendo que os mais comumente utilizados são os métodos da roleta e por torneio.

A seleção por roleta foi proposta por (HOLLAND, 1975), em que os indivíduos candi-

datos a pais participam do sorteio por meio da simulação de uma roleta em que cada um

recebe um pedaço proporcional à sua avaliação. Após a criação da roleta é feito um sorteio

para definir qual indivíduo será selecionado, indivíduos com melhores avaliações recebem

porções maiores da roleta, dessa forma possuem uma chance maior de serem selecionados,

porém indivíduos com parcelas menores, isto é, com aptidões menores ainda tem a opor-

tunidade de serem escolhidos (LINDEN, 2006). A Figura 13 exemplifica a construção de

uma roleta, em que o indivíduo mais apto 0110 recebe mais da metade da role (58,07%) e

o com pior aptidão 0001 recebe apenas 1,61%, sendo assim, ao se sortear aleatoriamente

uma parcela na roleta aquele que ocupa mais espaço tendem a ser escolhidos como pais

pais.

Na seleção por torneio, são selecionados alguns indivíduos da população de forma

aleatória e, então, eles são comparados em relação aos seus respectivos fitness, sendo

escolhido aquele mais apto.

Neste método, existe um parâmetro denominado tamanho do torneio (K) que define

quantos indivíduos irão competir sendo o tamanho mínimo de 2 indivíduos. Não existe

nenhum favorecimento para melhores indivíduos como acontece no método da roleta,

a única vantagem é que, quando selecionados, estes indivíduos provavelmente serão os

vencedores.

Na Figura 14 é mostrado um exemplo de seleção por torneio com K igual a 3 para um

problema de maximização. Logo, indivíduos com um fitness mais alto são os melhores

para a solução do problema. No primeiro torneio, foram selecionados aleatoriamente os

indivíduos X1, X7 e X8, e o primeiro (X1) é considerado o vencedor, pois seu fitness é o

maior entre eles. O mesmo processo é aplicado aos demais torneios, sendo selecionados

os indivíduos X3, X6, X1 e X3 como vencedores, respectivamente.
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heurística que encontra boas soluções a cada execução, mas não necessariamente a mesma

(LINDEN, 2006).

2.2.4.1 Crossover

O operador de crossover ou recombinação é o responsável por transmitir a carga ge-

nética, as características, dos pais para os filhos de modo a manter essas informações

para a próxima geração e também permitir a exploração de novos espaços de soluções.

Existem diversas formas de se realizar crossover que pode ser complexo e dependente da

representação cromossômica e do tipo de problema abordado. Por isso, existem tipos reco-

mendados para cada situação que garantem um melhor desempenho do AG (LAMBORA;

GUPTA; CHOPRA, 2019).

Dentre os tipos de crossover, podemos citar o crossover uniforme que utiliza uma

máscara gerada aleatoriamente com o mesmo comprimento dos cromossomos dos pais

para realizar o cruzamento. Cada gene dos filhos é copiado dos pais de acordo com a

máscara, se o bit da máscara for 1 o bit, é copiado do primeiro pai se for 0 do segundo. No

crossover de três pais, três indivíduos são escolhidos aleatoriamente para gerar o gene dos

filhos. Cada gene do primeiro e segundo pai são comparados; se forem iguais, o gene será

copiado para o filho; se forem diferentes, será escolhido o gene do terceiro pai. O PMX

(Partially Matched or Mapped Crossover) foi proposto por Goldberg e Lingle em 1985,

para o problema do caixeiro viajante. Dois pontos são escolhidos aleatoriamente e acontece

a troca dos cromossomos. Em seguida, é feita uma correção dos genes para que não haja

uma repetição. O crossover cíclico (CX), é utilizado para problemas em que o cromossomo

representa uma permutação. Neste tipo de crossover, há uma limitação de quais genes

venham de cada pai, e é selecionado uma posição inicial aleatória no primeiro pai por

onde o crossover começa. Este valor é procurado no segundo pai; quando é encontrado

verifica-se qual o valor correspondente desta posição no primeiro. Isto acontece até que o

ciclo se repita finalizando o crossover. O crossover aritmético é usado para cromossomos

de representação real e combina linearmente dois pais, sendo seus descentes a mistura

linear de ambos (KORA; YADLAPALLI, 2017).

O crossover de ponto simples e N-pontos são amplamente utilizados em diversos traba-

lhos, sendo o crossover dois pontos de corte utilizado nesta pesquisa. Eles se diferenciam

pela quantidade de pontos de corte em que a troca de informações e a mistura de genes

dos pais ocorre para produzir a prole.

O crossover de ponto simples é um dos operadores mais utilizados principalmente por

sua simplicidade pois, apenas uma localidade de troca de informações denominada “ponto

de corte” é escolhida dentre as possíveis. Em seguida, os pais são divididos em partes

à direita ou à esquerda deste ponto e os novos filhos são compostos pelas combinação

das partes, sendo o primeiro composto pelo lado esquerdo do primeiro pai e à direita do

segundo; já o segundo filho, segue a ordem contrária, conforme Figura 15.
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2.4 Normalização de Dados

Técnicas de normalização têm sido utilizadas para melhorar o desempenho de clas-

sificadores em diferentes áreas, ao transformar ou redimensionar dados brutos de modo

que tenham uma contribuição uniforme, valendo-se de medidas estatísticas como média,

desvio padrão e medianas (SINGH; SINGH, 2020).

Nesta pesquisa a normalização será utilizada para combinar o fitness calculado para

informações diferentes como quantidade de chamas, vegetação e área em recuperação em

um único fitness de modo que seja possível avaliar o quão bom um indivíduo é em repro-

duzir o comportamento geral da solução. Foram avaliadas cinco formas de normalização;

uma forma baseada na média e desvio padrão Z-score, três baseadas no valor mínimo e

máximo (Minimax, Max, Amplitude) e uma transformação de dados pela raiz quadrada

inspirada no trabalho de (MONTEIRO; GANDINI; SCHIMIT, 2020).

❏ Z-Score: usa a média (µ) e desvio padrão (σ) para re-escalar os dados (x) de modo

que os novos valores tem uma média igual a zero e desvio padrão igual a um. Seu

cálculo é dado por:

Z − Score =
x− µ

σ
(6)

❏ Minimax: re-escala os dados em um intervalo de 0 a 1 ou de -1 a 1 com base no

valor máximo e mínimo, conforme Equação 7. Do valor a ser normalizado subtrai-

se o valor mínimo e, em seguida o resultado é dividido pela amplitude da amostra

(diferença entre os valores máximo e mínimo).

Minimax =
x− xmin

xmax − xmin

(7)

❏ Max: é uma técnica variante do minimax que traz os dados para uma escala de -1

a 1, dividindo-se o valor a ser normalizado pelo máximo da amostra, como segue:

Max =
x

xmax

(8)

❏ Amplitude: é uma técnica de normalização utilizada em análise de dados (ADEYEMO;

WIMMER; POWELL, 2018) e aprendizagem de máquina (VENTOURAS et al.,

2014), (BHANJA; DAS, ) para colocar valores em uma mesma escala. O trabalho
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de (JAIN, 1986) descreve essa normalização como a divisão de cada item por uma

função que produz um resultado mais uniforme. Nesse caso, a função é a diferença

entre o valor máximo e mínimo do fitness, sendo a amplitude calculada por:

Amplitude =
x

xmax − xmin

(9)

❏ Raíz e Logarítmo Natural: Osborne (2002) descreve que transformações nos dados

como o logaritmo natural e a raiz quadrada deixam os dados em uma escala única

de modo que seja possível realizar sua análise. Essas normalizações são calculadas

respectivamente por:

Raíz =
√

x (10)

Logarítimico = ln x (11)

2.5 Trabalhos Correlatos

Nesta seção é apresentada uma revisão da literatura que inclui alguns trabalhos im-

portantes relacionados tanto aos modelos baseados em autômatos celulares para simular

a propagação de incêndios florestais apresentados na Seção 2.5.1, quanto aos algoritmos

genéticos empregados para otimizar os parâmetros de tais modelos (Seção 2.5.2).

2.5.1 Modelos de Propagação de Incêndios

A abordagem proposta em Chopard e Droz (1998) é uma referência para modelos de

propagação de incêndios usando autômatos celulares. É uma rede AC bidimensional com-

posta por células de três estados e regras de transição estocásticas, que usa a vizinhança

de Moore e simula a recuperação de células queimadas e a combustão espontânea.

Em Yongzhong et al. (2004), foi proposto um modelo baseado em AC com células

hexagonais integradas como um modelo Rothermel para simular a propagação temporal

e espacial de incêndios florestais. Dados reais de uma província chinesa e dados artificiais

foram usados em experimentos que mostraram sua capacidade de reproduzir incêndios

em paisagens heterogêneas.

No trabalho de Yassemi, Dragićević e Schmidt (2008), o AC foi integrado ao GIS (Sis-

temas de Informação Geográfica) para fornecer simulações de propagação de incêndios em

que elementos topográficos, combustíveis florestais e variáveis climáticas são considerados.

A proposta foi avaliada em dados reais de uma cidade canadense e os autores concluíram

que ela pode ser aplicada para reproduzir incêndios realistas e outras aplicações espaço-

temporais.
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Usando um estudo de caso relacionado a um incêndio florestal na Ilha Spetses em 1990,

um modelo de propagação de incêndio baseado em AC foi desenvolvido em Alexandridis

et al. (2008), onde uma abordagem de otimização não linear de caixa preta é usada para

ajustar os parâmetros de dados GIS reais. Os resultados mostraram que o evento foi

bem representado e que a abordagem pode ser usada para gerenciar riscos em incêndios

futuros.

Em Ghisu et al. (2015) foi apresentado um modelo de propagação de incêndio base-

ado em AC que aplica uma abordagem de otimização numérica para encontrar valores

que correlacionam os parâmetros do modelo. De acordo com os autores, os resultados

encontrados foram próximos às abordagens clássicas.

No trabalho de Xuehua et al. (2016), um modelo baseado em AC foi usado para avaliar

a influência de um conjunto de fatores, como materiais combustíveis, vento, temperatura

e terreno, na dinâmica das chamas. Os autores concluíram que a abordagem proposta foi

capaz de simular satisfatoriamente as tendências de comportamento das chamas, auxili-

ando a entender os principais fatores de propagação de um incêndio florestal sob diferentes

condições.

Rashid et al. (2020) desenvolveram um modelo de monitoramento de incêndios flo-

restais utilizando modelagem computacional e drones sociais que coletam informações de

redes sociais de localidades próximas a incêndios que se comunicam entre si coletando

dados em tempo real do incêndio e de uma base de dados meteorológica. E essas informa-

ções são enviadas para o modelo de AC para prever o comportamento do espalhamento

do incêndio.

Pavlova, Rubtsov e Telyatnikov (2020) desenvolveram um modelo de autômato celu-

lar com uma matriz triangular com obstáculos naturais e artificiais para propagação de

incêndios em terrenos acidentados explorando como modelos podem descrever o compor-

tamento de incêndios em diferentes terrenos, tendo como base um mapa de krasnodar

obtido por meio de dados de sistemas geográficos. Segundo os autores o modelo desenvol-

vido pode ser utilizado em conjunto com outros modelos para fornecer informações sobre

a propagação de incêndios, seu impacto e liberação de poluentes para tomada de decisão

em situações de emergência relacionadas a previsão e espalhamento de incêndios.

No trabalho de Cerruti, Dutto e Murru (2020) foi proposta uma implementação de

AC cujas regras determinam qual célula é o melhor candidato para reproduzir e o ope-

rador de crossover determina o resultado dos filhos. Os autores conceituam que, com

esta característica o sistema pode ser tanto um Autômato Celular quanto um Algoritmo

Genético, e o aplicam para reproduzir o “Jogo da Vida” e outros problemas clássicos.

Uma abordagem híbrida foi apresentada em Sun et al. (2021), em que o AC é com-

binado com outras técnicas que calculam um índice de propagação usando dados me-

teorológicos de sensoriamento remoto para ajustar o passo de evolução do autômato à

propagação do incêndio. De acordo com os resultados, o modelo foi capaz de prever a
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dinâmica das chamas, garantindo precisão e adaptabilidade nas simulações.

Zhang et al. (2022) utilizam a fórmula de velocidade de propagação de incêndios do

modelo de Rothermel (fatores como vegetação, umidade, vento e topografia são utilizados)

de forma simplificada em conjunto com autômatos celulares para produzir uma abordagem

multidimensional. O trabalho buscou, desta forma produzir previsões e simulações mais

precisas sendo capazes de produzir bons resultados em laboratório se aproximando dos

dados de espalhamento, entretanto a diminuição de erro ao longo do tempo ainda será

avaliado.

Os autores Xu et al. (2022) propõem um modelo de autômato celular baseado em

aprendizado de máquina em um ambiente GIS para modelar a propagação de incêndios

florestais denominado “LSSVM-CA”, em que os mínimos quadrados suportam máqui-

nas de vetores (LSSVM) são combinados com uma estrutura tridimensional de AC para

incêndios florestais. O LSSVM foi utilizado para encontrar as regras de transformação

para a propagação do incêndio por meio de treinamento em dados reais. Os resultados

apontados pelos autores relatam que a abordagem foi capaz de simular a probabilidade e

propagação de incêndios com um bom desempenho.

Meng et al. (2023) desenvolvem um modelo baseado em autômato celular para propa-

gação de incêndios em um cenário virtual 3D que permite a visualização da propagação e

extinção de um incêndio, foi criada uma biblioteca de plantas 3D onde cada célula repre-

senta uma vegetação, isto permite observar a combustão em escala unitária ou florestal.

Os resultados do estudo apontaram uma melhora na imersão e realismo de uma simulação

de incêndios florestais possibilitando uma melhor análise do comportamento e mudança

vegetal durante a propagação de um foco de incêndio.

No estudo de Brasiel e Lima (2023), foi desenvolvido um AC bidimensional para

reproduzir o comportamento de incêndios no cerrado brasileiro, tendo como parâmetros

de intensidade de combustão, presença de vento, fontes de água, vegetações homogêneas

e heterogêneas. No trabalho, foi avaliado como esses diferentes parâmetros podem afetar

a dinâmica de espalhamento do fogo através da vegetação. Os resultados obtidos pelos

autores apontam que os parâmetros avaliados afetam diretamente o espalhamento do

foco especialmente a intensidade em vegetações com grande quantidade de matéria seca e

menor em locais com fontes de água que atuam como uma barreira física para propagação.

Boters-Pitarch et al. (2024) propõem uma evolução de modelos anteriores baseados

em autômatos celulares para simular incêndios de uma forma mais realista combinando

aprendizado de máquina com o autômato celular de forma que a rede possa aprender com

a vizinhança do modelo. Os dados utilizados são de uma localidade real permitindo a

integração de informações climáticas e distribuição espacial do incêndio para calcular a

vizinhança. A abordagem se mostrou eficiente para melhorar a precisão de simulações

e espera-se que a arquitetura proposta possa ser adaptada para outros fenômenos que

dependam de dados espaciais e climáticos.
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Os autores Liu, Liu e Tian (2024) combinam modelos para propagação de incêndios,

fluxo de ar e dinâmica de voo da aeronave e modelo de controle automático por meio de

modelos físicos para simular a dinâmica de voo de aeronaves de combate a incêndios flores-

tais. Tais modelos são integrados por meio de um framework para produzir informações

a respeito do espalhamento de incêndios em uma determinada área para se construir um

plano de combate de combate pelas aeronaves, o automato celular é usado para discretizar

as área da floresta e mapear os focos de incêndio para ser utilizado nos outros modelos e

produzir a saída do framework.

Perello et al. (2024) utilizam como caso de estudo a cidade de Ligúria na Itália e

fazem, o uso da ferramenta PROPAGATOR, desenvolvida com um paradigma baseado

em autômato celular pela CIMA (Departamento de Defesa Civil Italiana) para identificar

locais em que planos de incêndios controlados podem ser aplicados para mitigar riscos de

uma queimada descontrolada. Simulações de Monte Carlo foram utilizadas para avaliar

a eficácia do plano de ação indicado, levando em conta material combustível, focos de

incêndio e fatores meteorológicos. O trabalho buscou ressaltar a importância de modelos

baseados em AC como ferramenta para o desenvolvimento de planos de combate eficientes

pelo governo de Ligúria.

Para os autores Ferreira et al. (2022), um modelo 2D probabilístico baseado em AC

está sendo ajustado para melhorar a qualidade das simulações de propagação do incêndio.

A regra de transição de AC considera características como intensidade do vento, tempo

de queima e recuperação da vegetação; em que a probabilidade de uma célula no estado

de árvore começar a queimar é calculada com base nos vizinhos em chamas e na direção e

intensidade do vento. O modelo de propagação de incêndio baseado em um AC probabi-

lístico 2D é proposto por Tinoco et al. (2022). O modelo adota diferentes estados de fogo

e uma função de recuperação de vegetação não linear, além de modelar características

importantes que afetam a dinâmica das chamas como o tempo de queima, a intensidade

do fogo, a intensidade e direção do vento e a presença de obstáculos. Os dois últimos

modelos foram usados como estudo de caso nesta pesquisa. A abordagem apresentada

em Ferreira et al. (2022) foi adotada como o modelo padrão a ser configurado pelo AG,

enquanto o modelo proposto em Tinoco et al. (2022) foi usado para gerar conjuntos de

dados de referência para os experimentos.

2.5.2 Algoritmos Genéticos no Ajuste de Parâmetros de ACs

Algoritmos genéticos são uma técnica bio-inspirada que têm sido aplicados a uma

grande variedade de problemas e áreas devido a sua adaptabilidade e capacidade de pro-

duzir soluções ótimas. Como exemplo, podemos citar áreas da medicina especialmente

em iniciativas de combate e identificação de infecção por coronavírus (COVID-19), bioin-

formática, aprendizado de máquina, por exemplo para encontrar a melhor combinação de

parâmetros para uma rede, jogos, problemas de otimização, sistemas dinâmicos, proble-
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mas de engenharia, calibragem de modelos, especificação de regras dentre outros. Sendo

assim os parágrafos abaixo trazem uma revisão do uso de algoritmos genéticos para cali-

bragem de modelos baseados em autômatos celulares que é o foco desta pesquisa assim

como outras aplicações desta técnica.

Em Handa et al. (1997) foi proposta uma abordagem evolutiva inspirada na relação

hospedeiro-parasita para busca efetiva de informações utilizando dois AGs no qual o pri-

meiro busca por soluções no espaço de busca (hospedeiro) e o segundo (parasita) procura

subestruturas que podem ter informações úteis para buscar soluções de forma mais eficaz.

No trabalho de Paredis et al. (1997) o algoritmo genético foi usado para busca de autô-

matos celulares que resolvem o problema de classificação de densidade e o AG co-evolui

duas populações que se comportam como predador e presa. Na natureza, as interações

predador-presa fornecem uma força motriz para a complexidade. Isso porque há uma

forte pressão evolutiva para que as presas se defendam melhor, por exemplo, correndo

mais rápido, criando escudos maiores, melhor camuflagem entre outros e os predadores

para conseguirem superar estas defesas.

Para os autores Kim, Kim e Kim (2000) foi construído um algoritmo genético capaz

de lidar simultaneamente com problemas de balanceamento e produção de uma variedade

de produtos em uma linha de montagem. Tais problemas são fortemente correlacionados,

porém na maioria dos casos, são tratados separadamente. Foi adotado uma interação

localizada dentro e entre populações, e desenvolvidos métodos de seleção de parceiros

simbióticos e avaliação de aptidão levando em consideração as características específicas

dos problemas. Os autores chegam à conclusão que a abordagem produz bons resultados

e que é mais eficiente que as abordagens já produzidas na época.

No trabalho de Cai e Peng (2002) foi desenvolvido um Algoritmo Genético Adaptativo

para planejamento de caminhos de sistemas de robôs multi-móveis cooperativos usados

em ambientes e tarefas complexas que não são adequadas para serem executadas por seres

humanos como montagem e manufatura.

Para os autores García-Pedrajas, Hervás-Martínez e Muñoz-Pérez (2003) foi desenvol-

vido um novo modelo cooperativo para a evolução de redes neurais artificiais, sub-redes

devem cooperar para formar uma solução para um problema específico, em vez de evoluir

redes completas. A combinação dessas sub-redes faz parte de um processo co-evolutivo

no qual, várias subpopulações de sub-redes co-evoluem cooperativamente e isoladas gene-

ticamente. O indivíduo de cada subpopulação é combinado para formar redes inteiras. O

desempenho das redes foi testado aplicando-as em problemas de classificação.

Monteiro et al. (2009) avalia o efeito de escala espacial na previsão de séries temporais

em um estudo de caso de varicela com um modelo SIR baseado em autômato celular no

Arizona (Estados Unios) entre os anos de 1994 a 2004. O AG foi utilizado para encontrar

os parâmetros do modelo que varia de acordo com o raio e tamanho da matriz. Os autores

fizeram experimentos com matrizes e raios distintos, com e sem restrições, cujos resultados
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indicaram que o tamanho do reticulado impacta diretamente na qualidade solução, assim

como restrições pois os experimentos sem restrição levaram a melhores resultados porém,

esses não foram compatíveis com os dados reais.

Para Gerardi, Monteiro et al. (2011) casos de espalhamento de dengue são investigados

na cidade do Rio de Janeiro no ano de 2007 através do uso de modelos SIS (Suscetível-

Infectado-Suscetível) e SIR (Suscetível-Infectado-Recuperado) baseados em autômatos

celulares. O algoritmo genético foi utilizado para identificar a probabilidade de transição

de indivíduos suscetíveis para infectados com base na série temporal de 2007. Após isto,

a combinação de AC e AG foi utilizada para prever casos de infecção do ano seguinte.

O autor Amol (2020) enfatiza que a modelagem de incêndios requer muitos parâmetros

que nem sempre são conhecidos e um algoritmo genético é utilizado para encontrar esses

parâmetros a partir de dados históricos e calibrar o modelo ao final da execução. A

população de AG é avaliada utilizando uma métrica chamada FFDI (Forest Fire Danger

Index), que é calculada com base em fatores de variáveis climáticas como temperatura,

umidade relativa, velocidade do vento e fator de seca.

No trabalho de Monteiro, Gandini e Schimit (2020), é avaliada a influência de indi-

víduos imunes no processo de contágio e recuperação de varicela na Bélgica e na Itália

nos períodos de pré-vacinação. O modelo epidemiológico é baseado em um AC com três

parâmetros obtidos por um algoritmo genético por meio de dados históricos das duas

cidades, sendo possível predizer a ocorrência da doença com um erro de dois (2) a quatro

(4) por cento. Concluiu-se que a metodologia pode ser usada em outras doenças como

COVID-19, mas que o papel de indivíduos imunes deve ser delimitado.

Fraga, Oliveira e Martins (2020) desenvolveram um algoritmo genético para o ajuste

de parâmetros de um modelo epidemiológico da doença de Chagas em uma vila na pe-

nínsula de Yucatam no México. Por ter apresentado bons resultados no ajuste do modelo

o algoritmo foi adaptado para uma abordagem multi-estágio no trabalho de (FRAGA;

OLIVEIRA; MARTINS, 2021) de modo que diferentes estágios se especializam em um

conjunto de parâmetros específico produzindo uma calibragem mais precisa pois, quanto

maior a quantidade de parâmetros ajustado, maior a complexidade da solução a ser en-

contrada pelo algoritmo genético.

Shen, Guo e Li (2020) construíram um modelo matemático para o problema de escalo-

namento de projeto de software multiobjetivo em larga escala e propõem um algoritmo ge-

nético multiobjetivo co-evolutivo cooperativo para resolver o modelo estabelecido. Foram

incorporadas estratégias de decomposição de variáveis , alocação de recursos computacio-

nais aprimorados e o otimizador de subcomponentes específicos do problema. Para teste

da solução, foram realizados testes em 15 instâncias de projetos gerados aleatoriamente

com até 2048 variáveis de decisão e três instâncias derivadas de projetos de software do

mundo real.

Tirumala (2020) propõe o uso de duas técnicas de co-evolução (cooperativa e compe-
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titiva) em duas populações diferentes nas etapas de treinamento e aprendizado de redes

evoluindo os neurônios de modo que ao final sejam produzidas redes profundas otimiza-

das. Novos parâmetros foram propostos para evitar a convergência prematura e manter

a diversidade genética. Os testes foram realizados em datasets já conhecidos para testes

de redes neurais sendo eles o MNIST e o IRIS.

No trabalho de (PEREIRA; SCHIMIT; BEZERRA, 2021) foi utilizado um modelo

baseado em AC para simular a propagação de uma epidemia. A partir deste modelo,

foi desenvolvido um outro baseado em deep learning para prever a eficácia de diferentes

parâmetros no comportamento do AC de modo que estes se adaptassem a dados reais.

O Algoritmo Genético foi então utilizado para ajustar os parâmetros do AC utilizando o

modelo substituto para avaliar cada conjunto de parâmetros produzidos.

Tinoco, Vizzari e Oliveira (2021) utilizaram algoritmo genético para otimizar os pa-

râmetros de um modelo de coordenação de enxames de robôs que combina ACs e colônia

de formigas invertidas. Os resultados obtidos mostraram que o AG foi capaz de produzir

resultados melhores que ajustes empíricos do modelo feitos inicialmente pelos autores.

Os autores Ferreira et al. (2022), usaram um AG para ajustar os parâmetros de um

modelo de propagação de incêndio que considera elementos como intensidade e direção

do vento e cenários de vegetação homogênea e heterogênea com base em dados históri-

cos em uma determinada área, sendo capaz de reproduzir bons resultados em diferentes

experimentos.

No trabalho de Jr et al. (2023) o AG é utilizado para ajustar um modelo hidrológico-

hidrodinâmico e de qualidade de água utilizando dados de uma bacia hidrográfica como

descargas e quantidades de poluentes. Os resultados apontaram que o algoritmo foi capaz

de encontrar um conjunto de parâmetros quase ideal para as informações observadas e

que um conhecimento prévio da bacia capaz é capaz fornecer um conjunto mais preciso de

ranges de parâmetros que reduza a chance de encontrar parâmetros com equifinalidade.

Na abordagem descrita por Carrillo et al. (2023) uma estratégia de duas etapas é

utilizada para calibrar o modelo, em que a qualidade da solução é avaliada comparando os

dados da simulação com os dados do incêndio real (queimado no incêndio real, queimado

no incêndio simulado ou não queimado). Em seguida, é construída uma tabela 2 × 2

com quatro possibilidades (Hits, False Alarms, Misses, Correct Negatives). Por fim,

é calculada a aptidão do indivíduo. Os autores concluíram que houve uma melhora

significativa no desempenho sem comprometer o tempo de execução.

Por fim, um AG paralelo com vizinhança variável e múltiplas subpopulações é proposto

por Li et al. (2024) com o objetivo de ajustar os parâmetros do modelo para otimizar as

rotas de combate a incêndios e minimizar os danos resultantes da propagação simulada.
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3.1.1 Regras de Transição

A regra de transição do modelo de propagação de incêndios considera características da

vegetação, como tempo de queima (LQ) e tempo de recuperação (LR), que representam,

respectivamente, o tempo que uma célula permanecerá no estado de fogo e o tempo

necessário para que uma célula queimada esteja suscetível a queimar novamente. Essa

dinâmica de evolução do AC implementado segue as seguintes regras:

I. Células do tipo árvore começam com o valor máximo de LR;

II. Uma célula do tipo fogo evolui por diferentes estágios até atingir o valor máximo

LQ;

III. Ao atingir o valor máximo de LQ, uma célula do tipo fogo se transforma em uma

do tipo árvore, com idade igual a 1;

IV. Uma célula do tipo árvore tem probabilidade P de pegar fogo definida como:

P =
Idade

LR
× IWfogo

LQ
(15)

IWfogo é a média do produto entre o estágio de queima e a influência do vento (W )

de cada vizinho (∀xij ε η8
ij) em estado de fogo (Sfij

) e é definido pela Equação:

IWfogo =
η
∑

ij

Sfij
×Wij (16)

3.1.2 Modelo Estocástico e Determinístico

A Regra V da Seção 3.1.1 define a probabilidade de uma célula passar do estado

de vegetação para o de fogo. Entretanto, há uma diferença no comportamento do mo-

delo quando ele tem um tempo de recuperação determinístico ou estocástico, conforme

apresentado nas evoluções temporais do modelo ilustradas na Figura 21.

Para o modelo com uma recuperação determinística, uma célula que tenha sofrido

queima passará pelos LR estágios de recuperação até alcançar o valor máximo e estar apta

a sofrer uma nova queima. Isso permite uma maior previsibilidade no tempo que uma

área sofrerá uma nova queima e permite uma observação mais precisa do foco principal

do incêndio e da propagação das ondas secundárias.

Por outro lado, uma recuperação estocástica permite uma adaptação a cenários mais

complexos e realísticos, uma vez que uma área pode queimar novamente após uma onda

recente de chamas, enquanto outra com a mesma vegetação pode demandar um tempo

maior para acumular novamente material combustível. Em outras palavras, no modelo

estocástico, a vegetação não precisa estar totalmente recuperada como no modelo deter-

minístico para voltar a queimar, pois outras fontes podem servir de combustíveis para o

fogo.







62 Capítulo 3. Modelos Propagação de Incêndios

IV. Se a célula está no estado Fogoestável, o estado se mantém por Tfe passos de tempo

e, no passo seguinte muda para Brasa;

V. Se a célula está no estado Brasa, o estado se mantém por Tb passos de tempo e,

no passo seguinte muda para Cinzas;

VI. Se a célula está no estado Cinzas, ela pode mudar para o estado de vegetação de

acordo com a probabilidade de recuperação, definida da seguinte forma:

Pr(xij) =







0.0, Se Ocioso
(tsr)2

10a , Senão se tsr ≥ 1 e α ≥ 1
(19)
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Capítulo 4

Abordagem Evolutiva Proposta:

EVOCA-WiSM

Este capítulo apresenta uma abordagem evolutiva utilizando algoritmos genéticos

(AGs), denominada como Evolutionary Optimization of Cellular Automata-based Wildfire

Spreading Models (Otimização evolutiva de modelos de propagação de incêndios florestais

baseados em autômatos celulares) (EVOCA-WiSM), que tem como propósito realizar o

ajuste dos parâmetros do modelo de propagação de incêndios descrito na Seção 3.1 para

produzir adequadamente o comportamento de espalhamento do fogo observado nas amos-

tras do conjunto de referência, o qual representa dados históricos de incêndios na região a

ser monitorada. Inicialmente, é apresentada a estrutura de representação dos indivíduos

do AG, que codifica uma possível solução para o problema. Em seguida, são descritas as

diferentes formas de avaliação investigadas durante a pesquisa. Por fim, são especificados

os métodos e operadores genéticos utilizados no algoritmo genético, bem como os valores

dos parâmetros de configuração adotados na abordagem evolutiva.

4.1 Representação do Indivíduo

Cada indivíduo é uma configuração possível para o modelo baseado em AC composto

por 11 genes, conforme mostrado na Figura 23. Os primeiros oito genes têm valores reais

entre [0, 1] representando a matriz de vento W que compõe a vizinhança de Moore (azul).

Como uma analogia a rosa dos ventos, cada um dos oito genes representa a influência de

uma direção do vento na célula central, sendo respectivamente noroeste - GNw, norte -

GN, nordeste - GNe, oeste - GW, leste - GE, sudoeste - GSw, sul - GS e sudeste - GSe. A

célula central (cinza) é sempre considerada zero, portanto não é incluída no cromossomo.

Os próximos dois genes são valores inteiros representando o valor de queima LQ com

valores entre [0, 10], o valor de recuperação LR variando entre [0, 1000].

O último parâmetro Sample Rating (Taxa de Amostragem) (SR), também é um inteiro

pertencente ao intervalo [0, 10]. Este parâmetro é a principal contribuição desta pesquisa;
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9), durante o processo é contabilizado a quantidade de células que estão em chamas ou

se recuperando em cada partição; este processo é realizado 5 vezes e a média dessas

execuções (linha 10) é comparada com a base de referência no cálculo de aptidão na

linha 15. Em cada partição se avalia todos os reticulados selecionados de acordo com a

taxa de amostragem (linha 14) até se atingir o tamanho máximo da base de referência.

O valor desse cálculo por cada partição é armazenado (linha 15) para compor o valor

final de fitness, que considera todas as partições, obtendo assim a aptidão em relação ao

reticulado completo.

Algoritmo 1 Cálculo de Aptidão
1: var MaxPassos← 50
2: var passos←MaxPassos× SR
3: var size← Sizeof(Dataset)
4: var particao← 8
5: var q[particao][size]
6: var grid[100][100]
7: for times← 0, times++, while times < 5 do
8: grid← grid + Model(genes) {Obtem o reticulado com os genes do A! (A!)}
9: end for

10: grid← AV G(grid) {Obtém a média das 5 execuções}
11: for i← 0, i++, while i < particao do
12: var S ← 0
13: for d← 0, d++, while d < passos do
14: if d mod SR = 0 then
15: q[i][d]← F (grid[i][d], Dataset[i][d]) {Aptidão no Intevalo}
16: S++
17: if S = size then
18: BREAK
19: end if
20: end if
21: end for
22: end for
23: for s← 0, s++, while s < size do
24: fitness← (q[0][s] + ... + q[7][s])/X {X é definido com função adotada }
25: end for

A seguir, são mostradas as funções consideradas na avaliação de cada indivíduo; Fit9P

proposta no trabalho de referência (FERREIRA et al., 2022) e considera a diferença da

simulação com relação à referência em cada uma das 9 partições. Esta ideia de divisão

do reticulado foi combinada com as funções F1 e F2 do trabalho de (MONTEIRO; GAN-

DINI; SCHIMIT, 2020) para produzir as funções F1P9 e F2P9. Devido ao fato de F1 e

F2 serem utilizadas em modelos epidemiológicos, o conceito de SIR (Suscetível, Infectado,

Recuperado) foi feito um um paralelo para incêndios ao considerar fogo como infectado,

vegetações que sofreram queima como em recuperação e vegetação intacta como suscetí-

veis.



4.2. Funções de Avaliação 69

4.2.1 F1P9 e F2P9

F1P9 e F2P9 são funções inspiradas em modelos SIR (Suscetível, Infectado, Recu-

perado), pois, além da quantidade de fogo (indivíduos infectados), outros fatores são

considerados como vegetação ainda não queimada (indivíduos suscetíveis) e vegetação

que sofreu queima e está se regenerando (indivíduos recuperação). Os valores de Fs se

referem aos valores de fogo simulados pelos parâmetros do AG, Fr é a quantidade de

focos de incêndio na referência, de modo análogo V s é a vegetação simulada sem queima

e V r a de referência, Qs é a vegetação simulada que sofreu queima e está em recuperação

e Qr a de referência. O epsilon (ε) atua como um filtro pois é o limiar mínimo de que os

valores podem assumir no cálculo das funções. Foram feitos testes para encontrar o valor

mais adequado para o problema (0,1). Esse valor também foi utilizado para substituir o

denominador em casos que é zero e produz um log infinito.

O valor de F, Q, V é encontrado nas Equações 22, 23 e 24 dado pelo valor máximo

do limiar ε e o módulo do log da divisão do valor simulado pelo de referência. Uma vez

encontrados os valores de F, Q e V em F1P9, eles são utilizados conforme a Equação 20

para produzir o fit ao tirar a raiz quadrada da soma dia a dia em cada partição. No final,

o valor médio é obtido dividindo-o por nove que é a quantidade de partições. Para F2P9,

na Equação 20 o cálculo é feito de modo análogo a F1P9, porém, sem a raiz quadrada.

F1P9 =

∑9
q=1

∑50
i=1

2

√

Fiq + Qiq + Viq

9
(20)

F2P9 =

∑9
q=1

∑50
i=1 Fiq + Qiq + Viq

9
(21)

F = max
(

ε,
∣

∣

∣

∣

log
(

Fs

Fr

)
∣

∣

∣

∣

)

(22)

Q = max

(

ε,

∣

∣

∣

∣

∣

log

(

Qs

Qr

)
∣

∣

∣

∣

∣

)

(23)

V = max
(

ε,

∣

∣

∣

∣

log
(

V s

V r

)∣

∣

∣

∣

)

(24)

4.2.2 Funções Normalizadas Pelo Máximo

Como ao se considerar diferentes estados do AC no cálculo de aptidão produz fitness

com diferentes dimensões, se avaliou técnicas de normalização e padronização (Z-Score,

Minimax, Max, Amplitude, Log, Raíz) para unificar os resultados dos diferentes estados

em um único valor de fitness. O melhor resultado obtido foi utilizando-se a normalização

pelo valor máximo dos estados de estados Fogo (F), Queimado(Q) e Vegetação (V) em

cada partição.



70 Capítulo 4. Abordagem Evolutiva Proposta: EVOCA-WiSM

A função função foi inspirada na F1P9 explicada na seção anterior e desta maneira,

o cálculo de estados Fogo (F), Queimado(Q) e Vegetação (V) se mantém. Entretanto, a

forma de combinar os valores de erro em cada dimensão são diferentes porque, ao invés

da raíz, utilizamos a normalização pelo valor máximo. Assim sendo para cada quadrante,

o valor máximo de cada dimensão é utilizado para normalizar o valor.

Para a função Fit9PMax (Equação 25) continua-se realizando a diferença entre si-

mulação e referência porém para cada estado analisado de normaliza e ao final e feita a

média do valor para as 9 partições. Para FitMax (Equação 26) e Fit2Max (Equação 27) o

cálculo dos estados de Fogo, Recuperação e Vegetação (Equações 22, 23, 24) se mantém.

Entretanto para FitMax ao final, os valores são somados e a média entre os os valores é

feita. D se refere ao valores utilizados. Por exemplo, se forem considerados apenas fogo e

queimado, D será igual a dois; se foram considerados fogo, vegetação e queimado, D será

igual a três.

Fit9PMax =

∑9
q=1

∑50
i=1

∣

∣

∣

Fiq−Refiq

QMAXFq
+ Qiq−Refiq

QMAXQq
+ Viq−Refiq

QMAXVq

∣

∣

∣

9
(25)

FitMax =

∑9
q=1

∑50
i=1

Fiq

QMAXFq
+ Qiq

QMAXQq
+ Viq

QMAXVq

D
(26)

Fit2Max =
9
∑

q=1

50
∑

i=1

Fiq

QMAXFq

+
Qiq

QMAXQq

+
Viq

QMAXVq

(27)
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Capítulo 5

Experimentos e Análise dos Resultados

Neste capítulo, são descritos os experimentos realizados para o ajuste do modelo de

propagação de incêndios baseado em Autômato Celular utilizando uma abordagem evo-

lutiva baseada em Algoritmos Genéticos 1. A Seção 5.2 descreve o processo de geração

das bases de dados sintéticas utilizadas no processo experimental e diferentes dados fo-

ram gerados de acordo com o objetivo do experimento. Para permitir a visualização do

comportamento médio de uma solução, a frequência de queima em uma área é avaliada

por meio de uma abordagem de mapa de calor descrito na Seção 5.3. Os critérios para

avaliação da abordagem são descritos na seção 5.4.

Devido ao fato do modelo de propagação proposto por Ferreira et al. (2022), utili-

zado como referência, possuir um comportamento diferente para o cenário de recuperação

determinística e probabilística, a fim de avaliar essa influência na calibragem do modelo

e reprodução do fenômeno de propagação, os experimentos foram divididos em duas se-

ções: uma com ênfase na recuperação determinística (Seção 5.5) e outra com enfoque na

probabilística (Seção 5.6).

Para essas Seções, foram feitos experimentos para avaliar qual função e base de dados

mais adequadas, de Sensibilidade em que se avalia a capacidade de adaptação do AG a

diferentes entradas sem a perda de qualidade no ajuste e de Robustez, cujo objetivo é

avaliar a capacidade de generalização do algoritmo ao utilizar informações provenientes

de outro modelo de propagação baseado em AC.

5.1 Configuração Experimental

Esta seção apresenta o detalhamento dos valores utilizados para configurar os parâ-

metros do AC (Seção 5.1.1) e AG (Seção 5.1.1) utilizados na execução dos experimentos.

1 O código fonte e o conjunto de dados usados nos experimentos estão disponíveis no repositório
https://github.com/lucasmurilo/Evol-Adj-of-a-CA-based-Model-for-WF-SD.git
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5.1.1 Hiperparâmetros do AC

Foram feitos experimentos para determinar a melhor combinação dos parâmetros para

os autômatos celulares, de modo que as chamas alcancem a bordas do reticulado em tempo

suficiente para que o AG seja capaz de reconhecer os padrões de espalhamento, pois uma

vez que as chamas sejam muito intensas e atinjam o limite muito rápido o algoritmo pode

não ser capaz de encontrar uma boa solução. De modo similar se as chamas se espalharem

de forma muito lenta serão necessários muitos passos de tempo tornando a solução mais

custosa computacionalmente.

Para o modelo utilizado como referência (FERREIRA et al., 2022), a matriz utilizada

W3×3 = {{0.140, 0.500, 0.850},{0.000, 0.000, 1.00}, {0.140, 0.500, 0.850}} produz ventos

com uma I! (I!) igual a 2.0 e inclinação θ = 180∘ . O tempo de queima LQ foi definido

como 3 em todos os experimentos. Já o tempo de recuperação LQ foi definido como 15

para a Seção 5.5 com a estratégia de recuperação determinística e para Seção 5.6 com

recuperação probabilística esse valor foi definido como 30.

Para o modelo utilizado como validação (TINOCO et al., 2022), nos experimentos de

robustez adotou-se a seguinte configuração para os parâmetros:

❏ pb! (pb!): 0,16

❏ d! (d!): 0,03

❏ Intensidade Global das Chamas - Caloria (λ): 1,0

❏ il! (il!):

– Fogoinicial: 0,6

– Fogoestável: 1,0

– Brasa: 0,2

❏ Estágios de Queima Fogoinicial (Tfi): 3

❏ Estágios de Queima Fogoestável (Tfe): 3

❏ Estágios de Queima Brasa (Tb): 10

❏ Constante de Recuperação (α): 6

Para o teste de adaptabilidade (Seção 5.6.4) o valor de lambda foi definido como 25%

mais intenso (λ = 1.25) para as direções nordeste e oeste. Na direção sul este valor foi 25%

menos intenso (λ = 0.75) logo são necessários mais passos de tempo para o espalhamento

do incêndio.
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5.1.2 Hiperparâmetros do AG

Para determinar a melhor combinação de hiperparâmetros do AG, foram realizados

experimentos preliminares, partindo-se dos valores adotados no artigo original (FER-

REIRA et al., 2022). Nesses experimentos, fixava-se alguns parâmetros enquanto outros

eram variados, a fim de determinar o melhor; ao encontrar o valor mais adequado, este

era mantido e se alterava outros hiperparâmetros até se determinar os melhores para o

problema de reprodução da propagação de incêndios florestais. Foram avaliados crosso-

vers de ponto simples e duplo, mutação por indivíduo e por gene, reinserção por elitismo

e ordenado, seleção por torneio com tour 2, 3 e 4. Após a selecão das melhores técnicas

se avaliou quais taxas produziam a melhor solução.

O algoritmo genético tem como critério de parada a execução de 100 gerações e uma

população inicial de 100 indivíduos, gerada em primeiro momento de forma aleatória

e, com o intuito de promover uma maior diversidade, algumas técnicas foram avaliadas.

Como primeira abordagem, manteve-se os parâmetros da matriz de vento gerados de forma

aleatória e os parâmetros de LQ e LR foram variados em faixas. Para LQ, foram definidas

três faixas variando de 1 a 4, 5 a 7, e 8 a 10 e, para LR foram definidas quatro faixas 1

a 25, 26 a 50, 51 a 75 e 76 a 100. Foi fixado uma faixa de LQ e gerados seis indivíduos

para cada faixa de LR correspondente, tendo um total de 72 indivíduos gerados com

uma distribuição normal e, os 28 indivíduos restantes foram gerados utilizando valores

aleatórios de LQ e LR.

Como a primeira abordagem obteve bons resultados, a segunda abordagem buscou

conseguir uma distribuição mais ampla para valores de LQ de modo que exista um valor

de LQ para cada faixa de LR, além de buscar uma distribuição mais uniforme das matrizes

de vento garantindo que haja representatividade para cada elemento da rosa dos ventos.

Nesta abordagem, os valores de LR foram divididos em dez faixas 1-100, 101-200, 201-300,

301-400, 401-500, 501-600, 601-700, 701-800, 801-900, 901-1000 em que cada valor de LQ

será gerado em cada uma das faixas de LR. Os genes que correspondem à matriz de vento

podem assumir valores entre [0, 1], sendo assim, o intervalo foi dividido inicialmente em

quatro faixas e, em seguida, em cinco faixas. Esta divisão foi a que obteve os melhores

resultados sendo 0-200, 201-400, 401-600, 601-800, 801-1000.

A seleção dos pais para a próxima geração é feita por uma seleção com torneio simples

de Tour = 3, o Crossover é feito por ponto duplo com probabilidade de 90% pelo qual,

são selecionados dois pontos de corte aleatoriamente sem repetição em que o material

genético dos dois pais é trocado gerando dois filhos. A mutação realizada é por gene e,

para cada um, é feito o sorteio de uma probabilidade e, quando o valor sorteado é menor

que 20%, o gene é mutado (Equação 28). Para genes com valores reais, é selecionado um

valor aleatório por meio de uma distribuição uniforme no intervalo de [−0.2, 0.2], o valor

atual do gene é então incrementado ou decrementado de acordo com o valor sorteado.

Para os valores inteiros, ocorre um incremento ou decremento de 1.
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valor_mutado = valor_atual + incremento (28)

A reinserção é feita de forma pura com um elitismo 25%, isto é, ao final de cada

geração são mantidos os 25 melhores pais da geração atual e o restante da população é

preenchida pelos 75 melhores filhos dentre os 90 gerados no processo de crossover. A

configuração descrita é apresentada de forma resumida a seguir:

❏ Tamanho População: 100

❏ Gerações: 100

❏ Seleção Pais: Torneio Simples Tour=3

❏ Crossover de dois pontos: 90%

❏ Mutação por Gene: 20%

❏ Elitismo: 25%

5.2 Geração das Bases de Dados

Dado um conjunto de dados de referência composto por N instantes de propagação

de fogo, essas amostras podem ser geradas por outros modelos de propagação de fogo ou

mesmo extraídas de uma sequência de imagens obtidas em uma propagação do mundo

real.

Usamos dados artificiais gerados por simulações de incêndio como conjunto de dados

de referência. Os experimentos iniciais usam o mesmo modelo para gerar esses conjuntos

de dados. No experimento subsequente, um modelo de espalhamento baseado em AC

diferente foi usado para gerar os dados de referência. Para ambos os casos, avaliamos a

capacidade do AG de especificar um conjunto adequado de parâmetros para reproduzir o

comportamento geral observado nas imagens capturadas da área durante a evolução de

um incêndio.

Inicialmente, o AC descrito na Seção 3.1 foi reproduzido. Ele foi executado 100 vezes

usando os parâmetros da matriz W correspondentes ao vento para o oeste, LQ = 3 e

LR = 15 em 50 passos de tempo. O valor médio para cada passo de tempo foi compu-

tado considerando as 100 simulações de AC e datasets (DS) de referência com tamanhos

diferentes foram criados. O primeiro dataset armazena os valores médios relacionados a

todos os 50 passos de tempo. O segundo banco de dados é composto por apenas 25 valores

médios em que, foram armazenados apenas os passos de tempo pares {2, 4, 6, ..., 50}. De

forma semelhante, outros quatro bancos de dados foram construídos para armazenar 16,

10, 7 e 5 valores médios. Assim, conjuntos de dados de referência (DS) foram confec-

cionados usando períodos de amostragem distintos p = {1, 2, 3, 5, 7, 10}, resultando em
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diferentes tamanhos de conjuntos de dados N = {50, 25, 16, 10, 7, 5}, respectivamente.

Esses conjuntos de referência foram chamados de Dataset i ou DSi em que, i indica o

i-ésimo elemento de p e S. Embora esses conjuntos de dados caracterizem o mesmo ce-

nário de incêndio florestal, uma vez que foram construídos com base em grupo igual de

100 simulações do modelo de AC, eles representam os dados de um mesmo fenômeno com

frequência de amostragem diferente. Generalizando para um incêndio florestal do mundo

real, as imagens de propagação são armazenadas com frequência de captura diferente.

Para o experimento seguinte, a fim de avaliar a robustez da abordagem, um segundo

modelo de propagação, descrito na Seção 3.2, foi utilizado para gerar três conjuntos de

dados com 20 registros (em cada um) executando-o com diferentes taxas de amostragem

SR ∈ {5, 7, 10}, sendo nomeados Conjunto de dados 7 (DS7, SR=5), Conjunto de dados

8 (DS8, SR=7) e Conjunto de dados 9 (DS9, SR=9), considerando-se a média de 100

simulações do CA.

Seguindo-se esse raciocínio foram gerados um total de 21 bases de dados utilizando

sempre a média de 100 simulações do autômato celular. Desde o DS10 ao DS21 os

experimentos foram gerados para avaliar a sensibilidade, adaptabilidade e capacidade da

proposta em configurar o modelo com recuperação probabilística.

5.3 Análise Mapa de Calor Propagação de Fogo

Durante o espalhamento de um incêndio, as chamas tendem a espalhar mais em uma

determinada direção devido às características do ambiente como tipo de vegetação, quanti-

dade de material combustível, intensidade e direção do vento. Considerando esse fenômeno

representado por meio de modelos baseados em AC descritos no Capítulo 3, foi desenvol-

vido um mapa de calor que representa a distribuição e concentração de focos de incêndio

na área de estudo durante um período de tempo específico por meio de cores com dife-

rentes temperaturas e é um conceito que se refere ao aquecimento ou esfriamento de um

corpo, representado como uma esfera (Figura 27a) ou gradiente cromático. Cores basea-

das em vermelho, amarelo, roxo são cores quentes enquanto cores baseadas em verde, azul

e violeta são cores frias; cores neutras são baseadas em verde-amarelo e vermelho-violeta.

Estas podem ser quentes ou frias dependendo das cores próximas, propriedades de cores

como intensidade e saturação influenciam no surgimento e percepção de temperatura de

uma cor (YELIZAVETA; TAT-SENG; IRINA, 2005).

O mapa de calor (Figura 27b) foi gerado utilizando o gradiente abaixo dos reticulados

em que as cores frias (mais à esquerda) representam áreas que sofreram pouca ou nenhuma

queima e, conforme as cores se tornam quentes (mais à direita), isso indica que o pixel

foi foco de incêndio com alta ou baixa intensidade. Como o intuito do mapa de calor

é representar o comportamento médio geral do incêndio fornecendo uma análise mais

precisa da direção e concentração dos focos, já que determinadas sementes se mostram
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resultado foi usado para configurar o modelo de simulação no cenário investigado. A fim

de avaliar a qualidade da simulação produzida pela configuração encontrada pelo AG, o

autômato foi executado com semente fixa 1 no ponto central 49-49, pois propicia uma

melhor análise da propagação já que os focos podem se espalhar melhor pelo reticulado

do que se estivessem em um dos pontos próximos das extremidades que alcançam a borda

mais rápido. Por fim com intuito de avaliar o comportamento médio das simulações foi

gerado um mapa de calor com o valor médio dos focos de incêndios considerando-se 100

execuções com sementes de 0 a 99. Em seguida foi feita uma análise do vetor de força

encontrado pelo AG versus a referência, pois valores de LQ, LR e um vetor de força

próximos tendem a produzir um bom comportamento.

Foi feita uma análise dos valores de genes encontrados nessas execuções para avaliar

a aproximação das soluções aos valores desejados, além da quantidade de boas soluções

produzidas por uma abordagem a fim de verificar a estabilidade mas, a análise gráfica terá

o maior peso na escolha da melhor função. O enfoque é na reprodução do comportamento

e pode acontecer que uma função não seja tão estável, porém, produza soluções mais

assertivas ao ser executada algumas vezes mas também, para dados reais ou simulados

por outros modelos não se conhece os valores adequados para os parâmetros essa se mostra

uma boa estratégia.

Como método de avaliação foram considerados os seguintes critérios:

1. Capacidade de aproximação dos parâmetros de referência para queima (LQ) e re-

cuperação (LR);

2. capacidade de reprodução da intensidade e inclinação do vetor de matriz de prefe-

rência do vento;

3. capacidade de reprodução da evolução temporal do autômato celular nos instantes

de tempo definidos;

4. capacidade de apresentar uma evolução temporal média adequada (mapa de calor)

nos instantes de tempo definidos.

5.5 Modelo com Recuperação Determinística

O objetivo desta seção é realizar uma análise do comportamento de um incêndio ao se

espalhar por uma área, com enfoque principal na primeira onda de queima e em sequência

na ocorrência de novas ondas de requeima. Com estas informações, foram geradas várias

bases de dados contendo informações de células em ignição, ignição e em processo de

recuperação e; por fim, ignição, recuperação e que não sofreram queima. Tais bases com

diferentes características do fenômeno foram utilizadas para a avaliação da capacidade das

funções analisadas em representar o fenômeno (Seção 5.5.1), e quais informações produzem
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uma melhor aproximação do fenômeno no cálculo de fitness. Definida a melhor função

de avaliação e formato da base de dados, na Seção 5.5.2, foram feitos testes para avaliar

a influência de diferentes entradas na adaptabilidade do AG e a robustez da abordagem

é avaliada na Seção 5.5.3 ao aplicar o algoritmo para reproduzir dados provenientes de

outro modelo da literatura.

5.5.1 Desempenho Diferentes Funções de Aptidão

A fim de comparar o desempenho de cada função investigada no cálculo de aptidão

(Fit9P, F1, F2) foram feitas execuções considerando uma a três informações, sendo apenas

a contabilização células no estado de fogo denominadas como F, correspondendo ao estado

infectado de uma função SIR. Para as duas informações além da contabilização de células

no estado de Fogo, considera-se o estado queimado Q: tal estado não existe no modelo

propriamente dito, ele refere a células do tipo árvore que acabaram de sofrer queima e tem

idade 1 ou que estão em processo de recuperação e não atingiram o valor máximo de LR

para estarem suscetíveis a nova queima. Para as três informações, além dos dois estados

anteriores, a quantidade de células do tipo árvore com valor máximo de LR também é

contabilizada, isto é, são células que estão suscetíveis V a sofrerem queima no próximo

passo de tempo do AC. A matriz foi fixada com vento da direção oeste com intensidade

2 e ângulo de 180º com valor de queima (LQ) igual a 3 e de recuperação (LR) igual a

15. Considerando o foco central de queima, foi feita uma análise numérica e gráfica das

funções a fim de determinar qual obteve o melhor resultado com base nos 4 critérios da

Lista 5.4. Cada uma das funções foram executadas 30 vezes para cada estado em análise

sendo apenas fogo, fogo e áreas em recuperação e por fim fogo, recuperação e áreas que

não sofreram queima.

Na Tabela, 1 são apresentados os melhores cromossomos encontrados para cada função

analisada em relação aos parâmetros utilizados como Referência para geração da base de

dados que contabilizam apenas a ocorrência de fogo em uma célula. A linha fitness da

tabela se refere à avaliação produzida pelos genes mostrados e a linha Máximo se refere

à pior avaliação encontrada para cada função. Como a forma de avaliação é diferente em

cada uma, o valor máximo foi utilizado para normalizar o valor do fitness de modo que

possam estar em uma escala única e o erro encontrado por cada função seja comparado.

Também foi considerada a direção do vetor de intensidade do vento e a reprodução dos

reticulados nos instantes de tempo t = {7, 20, 35, 50}, tendo como ponto inicial de queima

a posição central do reticulado (49, 49) e uma semente fixa em 1 de modo que o resultado

produzido pelas funções possa ser comparado.

Em relação ao erro produzido pelas funções as que obtiveram o melhor erro, Fit9P

e F2P9 obtiveram o menor erro. Entretanto no pior caso, F2P9 foi a que obteve o pior

desempenho. Da mesma maneira, Fit9P obteve um desempenho geral melhor. Um fator

importante na representação do comportamento de um incêndio é o tempo de propagação
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Tabela 1 – Melhores resultados: Fogo

Parâmetros Referência Fit9P F1P9 F2P9
G:0 0.140 0.125 0.169 0.003
G:1 0.500 0.515 0.525 0.752
G:2 0.850 0.916 0.832 0.696
G:3 0.000 0.025 0.03 0.234
G:4 1.000 0.811 0.971 1.272
G:5 0.140 0.15 0.089 0.014
G:6 0.500 0.425 0.706 0.79
G:7 0.850 0.939 0.959 0.886
LQ 3 3 3 3
LR 15 15 15 15
Fitness * 3.926 16.756 5.914
Máximo * 56.368 59.396 125.291
Normalizado * 0.070 0.282 0.047

(LQ) e recuperação (LR), encontrado por todas as funções foi encontrado, pois esses

parâmetros descrevem o tempo que uma célula permanece em chamas e quanto tempo

será necessário para que essa esteja suscetível a uma nova queima. A combinação desses

fatores faz com que os espalhamento seja mais acelerado ou gradual, uma vez que valores

mais altos de LQ produzem uma queima mais gradual e mais baixos uma queima mais

acelerada; de modo similar, quanto mais baixo o valor de LR, mais rápido uma área estará

propícia à queima, levando a uma propagação interna ao do foco principal.

Uma característica que leva a uma boa reprodução da base de dados é a capacidade da

função em capturar a combinação de valores que produzem um vetor de influência do vento

adequado, pois a combinação deles deve produzir uma força resultante com intensidade

e angulação adequada, uma vez que a intensidade em conjunto com LQ ditam o ritmo

de espalhamento do incêndio na vegetação e a inclinação a direção da propagação. Na

Figura, 28 são apresentados os vetores resultantes das matrizes de vento encontradas

por cada função: o vetor de referência possui uma intensidade 2 e inclinação de 180º

graus na direção Oeste (o vento sopra do Leste para o Oeste a partir de posições com

valores mais altos para mais baixos). As funções foram capazes de encontrar a direção

adequada do vento porém com ligeiras diferenças na inclinação e intensidade. A função

Fit9P encontrou um ângulo de 181,69º e intensidade de 1,90 (uma diferença de 1,69º e

0,10 em relação à inclinação e intensidade de referência); já a função FP91, obteve uma

inclinação de 173,98º e intensidade de 2,04 uma diferença de 6,02º e 0,04 para os valores

base; por fim, F2P9 obteve um ângulo de 175,20º e intensidade de 2,15 sendo a diferença

de 4,8º e 0,15 para a referência. Desta forma, pode-se afirmar que a função com melhor

desempenho neste critério continua sendo Fit9P.

Uma vez analisado o desempenho dos parâmetros, o passo final é a análise gráfica

dos resultados produzidos por cada função investigada. Deste modo, na Figura 29a, a

evolução temporal do AC é apresentada nos passos de tempo definidos. No reticulado de
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Tabela 2 – Melhores resultados: Fogo e Queimado

Parâmetros Referência Fit9P F1P9 F2P9
G:0 0.140 0,111 0,073 0,114
G:1 0.500 0,538 0,604 0,573
G:2 0.850 0,847 0,818 0,809
G:3 0.000 0,165 0,179 0,075
G:4 1.000 0,942 1,193 1,205
G:5 0.140 0,022 0,034 0,075
G:6 0.500 0,766 0,814 0,711
G:7 0.850 0,892 0,926 0,919
LQ 3 3 3 3
LR 15 15 15 15
Fitness * 2,572 23,574 11,231
Fit Máximo * 95,971 29,298 19,175
Fit Normalizado * 0,027 0,805 0,586

valor foi utilizado para produzir o mapa de calor apresentado na Figura 29b. Conforme se

observa no mapa de calor na média, as funções obtiveram um comportamento adequado

tanto no raio externo quanto interno, porém com pequenas inclinações devido aos vetores

de força produzidos, havendo uma leve inclinação para noroeste em F1P9 e para sudoeste

em F2P9. A Fit9P pela inclinação estar quase alinhada com a de referência não houve

inclinação perceptível no mapa de calor.

Devido ao desempenho em todos os critérios adotados para análise ao se considerar

apenas o cenário de incêndio e pela simplicidade no cálculo o que leva a um melhor

desempenho computacional, a Fit9P foi escolhida como a melhor função.

Assim como na análise anterior, serão utilizados três critérios de análise (análise dos

genes e fitness do cromossomo, evolução do autômato celular e mapa de calor) para

definir qual função produziu a melhor configuração ao contabilizar a existência de focos de

incêndio e áreas queimadas. Sendo assim, a Tabela 2 apresenta os melhores cromossomos

encontrados pelas funções de aptidão considerando essas duas informações.A função Fit9P

obteve um fitness mais baixo do que o cenário de contabilização de apenas fogo, entretanto

para o pior resultado obtido o valor quase dobrou passando de 56,368 para 95,971 sendo

a função que obteve a maior diferença entre a melhor e pior solução quando comparada a

F1P9 que obteve uma diferença de 5,724 e F2P9 com 7,944. Dessa forma, F2P9 e F1P9

se mostraram mais estáveis que Fit9P ao se acrescentar uma nova informação ao cálculo,

especialmente F1P9, que apresentou a menor diferença sendo a melhor nesta análise,

mesmo não apresentando o melhor valor na normalização pela diferença entre os valores

ser muito próxima.

Comparando as matrizes de preferência do vento do experimento anterior, ao se in-

cluir mais uma informação, percebe-se que houve um ligeiro aumento na inclinação para

a direção Noroeste, conforme apresentado na Figura 31. Essa pequena diferença na incli-

nação não foi significativa, pois, as funções conseguiram uma boa aproximação em que,
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Tabela 4 – Melhores funções por cenário avaliado

Parâmetros Referência Fit9P-F F1P9-FQ F2P9-FQV
G:0 0.140 0,125 0,073 0,109
G:1 0.500 0,515 0,604 0,57
G:2 0.850 0,916 0,818 0,827
G:3 0.000 0,025 0,179 0,136
G:4 1.000 0,811 1,193 1,365
G:5 0.140 0,15 0,034 0,03
G:6 0.500 0,425 0,814 0,891
G:7 0.850 0,939 0,926 0,871
LQ 3 3 3 3
LR 15 15 15 15
Fitness * 3,926 23,574 16,54

mado) e três (fogo, queimado, vegetação) informações no cálculo de fitness, foram reunidos

em uma tabela e nos plots de evolução temporal e frequência com o intuito de permitir

uma melhor visualização e comparação do desempenho entre as funções com o intuito de

se avaliar a melhor.

A Tabela 4 mostra as melhores soluções encontradas para cada função considerando-

se diferentes informações no cálculo de aptidão. Ao se considerar apenas a quantidade

de células no estado de fogo (uma informação) Fit9P foi a melhor. Incluindo-se mais

informação no cálculo de aptidão, funções com inspiração SIR obtiveram um melhor

resultado. Incluindo a informação de queimado no cálculo, isto é, duas informações (fogo,

queimado), F1P9 foi a melhor função. Ao se considerar três informações (fogo, queimado,

vegetação) F2P9 apresentou o melhor desempenho.

Ao compararmos as matrizes de vento da Figura 34 podemos notar que, conforme novas

dimensões são adicionadas, menos precisa é a angulação e intensidade e, deste modo, a

função Fit9P-F foi a que apresentou o vetor com melhor inclinação e intensidade. Do

ponto de vista de representação da evolução temporal do AC apresentado na Figura 35a,

a função que apresentou a melhor representação em relação à referência foi a função F2P9-

FQV, logo após F1P9-FQ e por fim, Fit9P-F. Porém, ao se estender a análise para o mapa

de calor, percebemos que o comportamento médio foi muito parecido em todas as funções,

não havendo ganhos significativos ao se utilizar múltiplas dimensões dada a influência da

matriz de preferência de vento e sua intensidade os mapas tem ligeiras inclinações de

acordo com o vetor encontrado e, desta forma, o mapa de calor que está mais alinhado

com o de referência é o da função Fit9P-F.

Diante dos resultados encontrados, não há ganhos em se utilizar mais informações

no cálculo do fitness e essa complexidade adicional leva a uma matriz de ventos mais

imprecisa, além de ser necessário mais poder computacional nos cálculos, optou-se por

manter Fit9P com apenas a informação da existência de focos de incêndio como a função

de referência.
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apenas 25 valores médios e que, foram armazenadas apenas as etapas de tempo pares {2,

4, 6, ..., 50}. Da mesma forma, outros quatro bancos de dados foram construídos para

armazenar 16, 10, 7 e 5 valores médios. Assim, seis conjuntos de dados de referência

(DS) foram construídos usando diferentes períodos de amostragem p = {1, 2, 3, 5, 7, 10},
resultando em diferentes tamanhos de conjunto de dados N = {50, 25, 16, 10, 7, 5} res-

pectivamente. Esses conjuntos de dados de referência foram chamados de Dataset i ou

DSi, em que i indica o i-ésimo elemento de p e S. Embora esses conjuntos de dados

caracterizem o mesmo cenário de incêndio florestal, já que foram construídos com base

no mesmo grupo de 100 simulações do modelo de AC, eles representam os dados de um

mesmo fenômeno com diferentes frequências de amostragem. Generalizando para um in-

cêndio florestal no mundo real, eles armazenam uma sequência de imagens da propagação

com diferentes frequências de captura.

A matriz de vento (W ) na Figura 20a produz um vetor resultante mostrado na Fi-

gura 20b, que representa a intensidade do vento (I = 2) e a direção Oeste (θ =180º). Esse

vetor é obtido por meio da decomposição vetorial em que, a célula central W2x2 representa

a origem do plano cartesiano e cada célula da matriz Wij é decomposta em componentes

verticais e horizontais que são utilizados para gerar o vetor resultante da matriz conforme

demonstrado na Seção 3.1, mesmo que não sejam encontrados os valores exatos dos parâ-

metros da matriz; uma boa reprodução do comportamento do vento pode ser alcançada

a partir de uma configuração capaz de produzir um vetor resultante semelhante, ou seja,

com intensidade e direção do vento próximas.

O AG foi aplicado para otimizar os parâmetros do modelo de AC para os conjuntos

de dados usados como referência (DS1, DS2, DS3, DS4, DS5 e DS6). Foram realizadas 30

execuções do AG para cada conjunto de dados. Na Tabela 5, os parâmetros de referência

usados nas simulações do modelo baseado em AC para a geração do conjunto de dados

original com 50 grades são apresentados na coluna denominada “Referência”. As melhores

soluções encontradas pelo AG para cada conjunto de dados são apresentadas nas outras

colunas. Os genes GNw a GW que compõem a matriz W para cada experimento são mos-

trados. Esses valores são utilizados para produzir o vetor resultante com sua intensidade

e inclinação, os valores para os parâmetros de tempo de queima (LQ), tempo de recupe-

ração (LR) e taxa de amostragem (SR) também são apresentados, assim como a aptidão

alcançada pelo melhor indivíduo do AG em cada conjunto de dados.

Como pode ser observado, o AG alcançou os valores exatos dos parâmetros LR, LQ

e SR para todos os conjuntos de dados. É importante notar que os valores de aptidão

alcançados pelo melhor indivíduo em cada experimento não são comparáveis entre os

experimentos DS1 a DS6, já que o cálculo dos valores depende do número de registros

pertencentes a cada banco de dados.

Considerando o experimento DS1, o maior conjunto de dados com 50 registros foi

usado, então o AG acessa todas as informações de propagação (50 grades), tornando
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Tabela 5 – Referência e melhores parâmetros encontrados pelo AG para cada dataset

Parâmetros Referência DS1 DS2 DS3 DS4 DS5 DS6
GNw 0.140 0.102 0.036 0.015 0.117 0.113 0.030
GN 0.500 0.441 0.626 0.858 0.583 0.497 0.626
GNe 0.850 0.929 0.816 0.746 0.859 0.954 0.839
GE 0.000 0.125 0.247 0.102 0.101 0.044 0.245
GSe 1.000 0.750 1.235 1.062 0.897 0.834 1.039
GS 0.140 0.117 0.007 0.139 0.096 0.169 0.014
GSw 0.500 0.371 0.715 0.430 0.464 0.384 0.677
GW 0.850 1.057 0.679 0.905 0.952 0.871 0.814
LQ 3 3 3 3 3 3 3
LR 15 15 15 15 15 15 15
SR - 1 2 3 5 7 10

Fitness - 4.315 3.01 1.717 0.959 0.840 0.353

o caso mais fácil de ajuste. O valor de SR igual a 1 foi encontrado, e a matriz W

produziu valores próximos aos originais, conforme mostrado na Figura 38a, com um vetor

de intensidade de 1,87 e uma inclinação de 179,04º, que é próxima ao vetor resultante

relacionado à matriz original W . As amostras da evolução temporal escolhidas para o

plotagem gráfica foram t = {7, 20, 35, 50}. A Figura 36a apresenta a evolução temporal

de (i) o DS1 de referência (gráfico superior); e (ii) a simulação baseada nos parâmetros

do melhor indivíduo evoluído pelo AG (gráfico inferior). Para todas as outras evoluções

temporais apresentadas na Figura 36, o gráfico superior foi feito com base no conjunto de

dados usado como referência, e o gráfico inferior foi gerado a partir da simulação utilizando

o melhor indivíduo do AG evoluído para esse conjunto de dados. O comportamento

observado na Figura 36a foi apropriado, com áreas queimadas muito semelhantes para

ambas as ondas principal e secundária. Além disso, essa observação pode ser generalizada

para várias simulações, conforme mostrado no mapa de calor na Figura 37a, com uma

leve tendência a evoluir para Noroeste devido ao grau de diferença no vetor, mas nada

muito significativo.

No experimento DS2, a metade dos registros (25) foram utilizados, portanto o AG

tem menos informações sobre a propagação do fogo - amostrando o fenômeno a cada dois

intervalos de tempo - o que aumenta a dificuldade do AG em encontrar um bom ajuste

de parâmetros. Apesar disso, ele foi capaz de determinar que o SR mais adequado é 2. O

AG também obteve bons resultados em relação à matriz W (Figura 38b), com um vetor

de intensidade de 2,01 e uma inclinação de 180,8º e foi o melhor até agora comparado

à referência. As amostras escolhidas para a plotagem gráfica foram t = {4, 10, 18, 25}.
A simulação utilizando o melhor indivíduo apresentou uma evolução temporal adequada

na Figura 36b, quando comparada ao comportamento dos dados, especialmente na onda

principal, enquanto a segunda onda existe, mas é ligeiramente menor que a referência.

Considerando o mapa de calor na Figura 37b, o comportamento médio foi bastante similar
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Tabela 6 – Teste de robustez

Params. GA-DS7 GA-SR-DS7 GA-DS8 GA-SR-DS8 GA-DS9 GA-SR-DS9
GNw 0.265 0.744 0.329 0.790 0.064 1.077
GN 0.786 0.907 0.990 1.330 0.060 1.450
GNe 0.367 0.706 0.084 0.628 0.330 0.931
GE 0.903 0.645 0.149 0.297 0.333 0.523
GSe 0.540 0.887 0.811 0.762 0.153 0.976
GS 0.465 0.093 0.271 0.364 0.057 0.357
GSw 0.661 0.636 0.438 0.184 0.289 0.290
GW 0.216 0.148 0.202 0.216 0.401 0.205
LQ 10 10 10 10 9 10
LR 91 33 57 23 28 37
SR - 3 - 4 - 5

Fitness 70.474 4,223 103.086 5,848 134.999 6.997

Para validar a maior precisão da abordagem proposta, os conjuntos de dados artificiais

foram submetidos ao ajuste dos parâmetros do modelo baseado em AC usando duas

versões diferentes do algoritmo genético. A primeira versão não utiliza o parâmetro SR

na codificação do indivíduo, enquanto a segunda versão do AG usa o parâmetro proposto

no código genético, conforme apresentado no Capítulo 4.

Os resultados de cada abordagem do AG são apresentados e analisados para destacar

o efeito da inclusão do parâmetro SR. Para cada versão do AG e cada conjunto de da-

dos, foram realizadas 30 execuções, e elas foram analisadas usando a mesma abordagem

utilizada nos experimentos anteriores DS1 a DS6. Os novos experimentos com o Dataset

7 foram nomeados GA-DS7 e, o AG sem o parâmetro SR foi utilizado, GA-SR-DS7 em

que, o parâmetro proposto SR é ajustado junto com os outros parâmetros no indivíduo.

O mesmo foi feito para o Dataset 8 e o Dataset 9, resultando nos experimentos nomea-

dos GA-DS8, GA-DS9, GA-SR-DS8, GA-SR-DS9. Para a plotagem, são apresentados os

mesmos passos de tempo (t = {5, 10, 15, 20}).
Considerando o experimento GA-DS7, a Tabela 6 mostra que o melhor indivíduo evo-

luído pelo AG mais simples tem LQ = 10 (valor máximo possível) e LR = 91, produzindo

uma evolução temporal com uma área queimada menor, como mostrado na Figura 39a.

Por outro lado, no experimento GA-SR-DS7, o melhor indivíduo evoluído tem LQ = 10

e LR = 33, resultando em uma área queimada maior, que é mais próxima da referência,

especialmente em t = 20. É importante notar que existe um processo de recuperação no

modelo (TINOCO et al., 2022) que não foi capturado pelo AG, mas o GA-SR foi capaz de

encontrar uma recuperação semelhante usando SR = 3. Considerando o comportamento

médio mostrado na Figura 39d, destaca-se que o GA-SR-DS7 apresentou uma dinâmica

mais próxima da referência.

Em relação ao experimento GA-DS8, a Tabela 6 mostra que o melhor indivíduo evo-

luído pelo AG mais simples tem LQ = 10 e LR = 57. Devido ao fato de que o período
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pois este requer um tempo considerável, que pode ser desde resquícios de uma vegetação

que não queimou totalmente, dejetos humanos como plástico, pneus ou outro material.

Diante disso, a regra em que uma célula só pode estar suscetível à queima com LR

máximo foi retirada proporcionando um comportamento mais aleatório mais próximo do

fenômeno real. Ao ser inserido mais estocasticidade no modelo, a calibragem torna-se

mais desafiadora para o Algoritmo genético e, com o intuito de verificar a robustez das

funções no ajuste, foi escolhido o período p = 10, com frequência de gravação dos registros

do dataset mais espaçado. Serão feitas análises de sensibilidade, configuração do modelo

de referência, validação e adaptabilidade.

5.6.1 Análise de Sensibilidade

Nesta seção, o intuito é fazer uma análise da capacidade da abordagem em produzir

uma boa aproximação do comportamento previsto no dataset em um modelo com repro-

dução probabilística sem que se perca a qualidade do ajuste. De modo similar a Seção

5.5.2, será avaliada a capacidade do algoritmo em se adaptar a diferentes entradas sem

que perca a qualidade da solução. Sendo assim, foram geradas bases com diferentes perío-

dos de amostragem p = {1, 2, 5, 7, 10}, resultando em diferentes tamanhos de conjunto de

dados N = {50, 25, 10, 7, 5}. Esses períodos foram escolhidos, pois os dois primeiros são

os que possuem maior quantidade de informação para o AG sendo menos desafiadores e

os três últimos por serem mais complexos. A matriz de preferência do vento W conside-

rada será a mesma dos experimentos anteriores com direção Oeste, intensidade I = 2.00 e

inclinação θ = 180º. O parâmetro de queima se mantém LQ = 3, porém o de recuperação

foi ajustado para o novo comportamento do modelo sendo definido como LR = 30.

A numeração de dataset continuará sempre que um conjunto de dados novo for gerado

e, na Tabela 7, são apresentados os resultados encontrados pelo AG para os datasets

DS10 e DS11. Foram feitos experimentos com duas abordagens com (GA-SR-DSi) e sem

(GA-DSi) o parâmetro Taxa de amostragem (SR). Nos experimentos realizados com DS10

cujos registros são salvos a cada passo de tempo do AC, tanto a abordagem tradicional

que não utiliza SR (GA-DS10) quanto nossa abordagem (GA-SR-DS10) encontraram

bons resultados. Porém, ao passar para um SR com período igual a 2 a abordagem

clássica já não foi capaz de encontrar valores adequados para os para o tempo de queima

e recuperação, tendo encontrado respectivamente LQ = 2 e LR = 48.

Uma vez verificado que períodos de amostragens diferentes de unitários não produzem

bons resultados na abordagem clássica em cenários mais complexos, os experimentos

seguintes com taxas mais esparsas (Tabela 8) sempre se considerou o parâmetro SR. Em

todos os experimentos a abordagem foi capaz de se aproximar de um valor aceitável para

os parâmetros com erros próximos a mais ou menos 1 para LR, sendo encontrado o valor

exato de LQ e LR para GA-SR-DS13 e com um erro ligeiramente maior para o período

de recuperação em GA-SR-DS14.
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Tabela 7 – Comparação abordagem tradicional e proposta

Parâmetros GA-DS10 GA-SR-DS10 GA-SR-DS11 GA-DS11
Gnw 0.122 0.060 0.145 0.775
Gn 0.410 0.627 0.516 0.420
Gne 0.894 0.782 0.935 0.306
Ge 0.081 0.086 0.014 0.216
Gse 0.946 0.863 0.738 0.792
Gs 0.060 0.149 0.123 0.228

Gsw 0.836 0.462 0.429 0.723
Gw 0.748 0.890 1.009 0.874
LQ 3 3 3 2
LR 31 29 31 48
SR 1 - 2 -

Fitness 6.072 6.607 3.007 87.506

Tabela 8 – Teste de sensibilidade

Parâmetros GA-SR-DS12 GA-SR-DS13 GA-SR-DS14
Gnw 0.139 0.172 0.027
Gn 0.547 0.348 0.798
Gne 0.824 0.895 0.828
Ge 0.028 0.013 0.177
Gse 1.057 0.919 1.144
Gs 0.113 0.127 0.067

Gsw 0.513 0.572 0.595
Gw 0.862 0.866 0.891
LQ 3 3 3
LR 31 30 34
SR 5 7 10

Fitness 1.451 0.905 0.383

Com relação à matriz de preferência do vento, para o experimento com dataset DS10

(Figura 40b), cujo período de amostragem é única, isto é, todas as informações de evolução

dos incêndios produzidas pelo AC estão disponíveis e são consideradas no cálculo de

fitness. A taxa de amostragem não tem um impacto na reprodução do fenômeno já que

não é necessário fazer esse ajuste, logo, nesse cenário, a abordagem sem o parâmetro teve

um desempenho ligeiramente melhor que a que utiliza (Figura 40c), pois, nela é requerido

calibrar, além dos parâmetros do modelo, a taxa. Por outro lado, quando partimos para

um cenário em que a frequência de captura não é mais unitária, sendo a cada 2 passos de

tempo (DS11), a abordagem sem o parâmetro (Figura 40d) teve uma intensidade muita

abaixo que a desejada obtendo 0,76 quando se busca uma intensidade próxima a 2 um

erro de 1,24 a menor e, quanto a inclinação, foi obtido um valor de 155,61º que é um

erro de quase 25º. A abordagem com o parâmetro de amostragem produziu uma matriz

bem similar à referência tanto em intensidade quanto em inclinação com um desempenho

melhor do que a abordagem com parâmetro e p = 1.
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temporal e o mapa de calor do AG com esse gene. GA-SR-DS12 com p = 5 foi o que

apresentou melhor reprodução da matriz de preferência do vento que, combinados com

bons valores LQ e LR levam a uma evolução temporal (Figura 41c) bem próxima à refe-

rência. De modo análogo, o mapa de calor (Figura 42c) tem ondas primárias e secundárias

de propagação adequadas. Os experimentos seguintes GA-SR-DS13 e GA-SR-DS14 fo-

ram capazes de produzir uma boa evolução temporal (Figuras 41d e 41e), mas com uma

forma um pouco mais alongada que a referência devido às matrizes encontradas possuírem

uma ligeira inclinação, porém, de uma forma geral, o comportamento médio foi adequado

conforme indicado pelos mapas de calor nas Figuras 42d e 42e.

Experimentos com uma taxa de amostragem superior a p = 10 e com uma quantidade

de informações na base de dados inferior a dez (10) registros começam a perder a qua-

lidade do ajuste, pois é necessário um balanço adequado entre intervalo de amostragem

e quantidade, já que os registros contidos devem ser capazes de descrever corretamente

a evolução do fenômeno. Tal fato pode ser observado em p = 5 que produziu a melhor

combinação de parâmetros do modelo, pois a base continha o tamanho mínimo necessário

para a convergência e o intervalo de gravação estava com espaçamento adequado entre

os registros facilitando, assim, para o AG convergir. A partir de p = 7, a qualidade do

ajuste começou a decair havendo erro na inclinação do vetor de forças e na reprodução

temporal, pois a quantidade de registros era menor que o estipulado mas, ainda assim,

o AG foi capaz de encontrar uma boa aproximação, porém, o resultado é mais assertivo

quando o balanço entre amostragem e quantidade de registros é garantido.

5.6.2 Análise de Robustez

Uma vez verificada a sensibilidade da abordagem em se adaptar a diferentes entradas, o

passo seguinte é examinar a robustez reproduzindo o comportamento de um incêndio com

base em dados produzidos pelo modelo de Tinoco et al. (2022) utilizado como validação

de modo a se aproximar de um incêndio real, assim como na Seção 5.5.3.

Devido ao fato de mais aleatoriedade no processo de recuperação deixar a calibragem

do modelo pelo AG mais complexa, foi gerado um dataset (DS15) que contabiliza apenas

a ocorrência de incêndios, considerando o período de amostragem p = 10, intervalo esse

mais desafiador nos experimentos anteriores para testar a capacidade da melhor função

Fit9P em produzir uma boa solução.

Entretanto, conforme apresentado na Tabela 9, Fit9P não apresentou uma taxa de

amostragem adequada tendo encontrado o valor de 1, LQ foi um valor próximo do ideal

porém LR, que se refere ao tempo de recuperação foi encontrado um valor de 100 que,

em conjunto a valores que produzem a matriz de preferência do vento, levaram a uma

propagação bem diferente da referência conforme mostrado na Figura 43a. Tal diferença

fica mais evidente no mapa de calor (Figura 43b) no qual o comportamento médio se

assemelha mais a uma chama de um isqueiro do que ao espalhamento em uma área.
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e recuperação capazes de levar a frequências e evoluções temporais capazes de reproduzir

adequadamente a dinâmica de propagação de incêndio descritas nos datasets conforme

Figura 46, havendo um leve destaque para DS19 pois foi o que mais se aproximou da

solução ideal nas métricas numéricas e gráficas.

5.6.4 Análise de Adaptabilidade

Após identificar qual a função mais adequada para cenários de recuperação determi-

nística e probabilística, com o intuito de verificar se a abordagem é capaz de reproduzir

incêndios com diferentes intensidades e direções para o modelo de avaliação da robustez,

foram avaliadas três novas direções Nordeste e Oeste 25% mais intensas e direção Sul com

uma intensidade menor o que requer mais tempo para a evolução.

A Tabela 12, apresenta os cromossomos encontrados para cada experimento; para a

direção Nordeste foi encontrado o tempo de queima LQ = 9, quase o máximo, e o tempo

máximo de recuperação LR = 1000; Já Oeste definiu o tempo de queima LQ = 10 como

máximo e recuperação próximo LR = 973; a direção Sul por ter uma intensidade de

propagação menor produziu um tempo de queima menos intenso LQ = 7 e recuperação

alta LR = 978. Para a taxa de amostragem os valores encontrados foram em média

próximos a 5, um valor adequado para a reprodução da dinâmica e que nos leva a crer que

o modelo de referência necessita da metade do tempo para obter mesmo comportamento

da entrada.

Tabela 12 – Teste de adaptabilidade

Parâmetros Nordeste Oeste Sul
Gnw 0.704 0.324 0.729
Gn 0.222 0.573 1.318
Gne 0.231 0.857 0.726
Ge 0.584 0.012 0.720
Gse 0.170 0.998 0.749
Gs 1.351 0.296 0.098

Gsw 0.815 0.555 0.453
Gw 0.771 0.830 0.197
LQ 9 10 7
LR 1000 973 978
SR 5 6 6

Fitness 1.112 1.131 1.498

A evolução temporal, considerando a direção Oeste, é apresentada na Figura 47a e

pode-se perceber que a área de espalhamento é bem similar e também que o AG foi capaz

de encontrar a direção representada no dataset. A frequência da área de espalhamento é

muito similar à referência com o mesmo tamanho praticamente.
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Capítulo 6

Conclusão

Este trabalho propôs uma abordagem evolutiva baseada em AG (EVOCA-WiSM)

para ajuste automático de parâmetros de modelos de propagação de incêndio baseados

em Autômatos Celulares, para reprodução da dinâmica observada na propagação de in-

cêndios florestais. O fenômeno a ser representado pode ser uma sequência de reticulados

gerados pelo próprio modelo, por outro modelo de propagação de incêndio ou uma sequên-

cia de imagens digitalizadas de um incêndio real. Entretanto, é necessário uma quantidade

mínima de registros na base de dados que, devem estar corretamente espaçados e represen-

tar a evolução do fenômeno ao longo do tempo para que seja possível a convergência sem

perder a qualidade do ajuste. Foi possível observar uma redução na eficiência do AG para

conjuntos de dados pequenos (tamanho < 10), com 20 registros sendo suficientes para a

reprodução do comportamento do fogo mesmo para conjuntos de dados mais esparsos.

Dessa forma, estabelecemos que é relevante nesta investigação que esse ajuste evolu-

tivo de parâmetros possa reproduzir adequadamente a dinâmica considerando diferentes

taxas de amostragem para gerar o conjunto de dados de referência. Nesse sentido, um

novo parâmetro SR (taxa de amostragem) foi ajustado pelo AG, que determina quais

reticulados de uma simulação de AC serão usados para avaliar a similaridade do com-

portamento em relação aos dados de referência, sendo essa a principal contribuição deste

trabalho.

Os experimentos mostraram que a inclusão deste novo parâmetro tornou a aborda-

gem mais versátil, capaz de se adaptar a modelos e entradas distintas, especialmente ao

reproduzir conjuntos com dados mais esparsos e permitiu, uma representatividade mais

assertiva dos fenômenos estudados. Quando comparado a uma abordagem tradicional sem

o uso deste parâmetro em que, o AG não foi capaz de reproduzir o fenômeno corretamente.

Outro fator importante para que um AG seja capaz de encontrar uma boa solução,

é a função de aptidão, responsável por avaliar a qualidade da combinação cromossômica

na resolução de um problema. Sendo assim, ela guia a busca pelo espaço de soluções

com o intuito de verificar qual a mais adequada. Foram avaliadas diferentes funções,

Fit9P proposta por Ferreira et al. (2022) e duas funções para modelos SIR (F1 e F2)
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provenientes do trabalho de Monteiro, Gandini e Schimit (2020) foram adaptadas para o

cenário de propagação de incêndio (F1P9 e F2P9) considerando a divisão do reticulado

em nove partes.

Foram inclusas mais informações no cálculo de fitness além de a existência de cha-

mas, com o objetivo de avaliar se adicionar mais características do fenômeno possibilita

um ajuste mais preciso. Tal premissa se mostrou verdadeira, tendo a função FitMax

(utilizando a normalização pelo máximo em cada partição) contabilizando a existência

de fogo e áreas em recuperação e foi a que apresentou o melhor resultado tanto em um

cenário de recuperação determinística quanto probabilística. Uma vez que a inclusão de

aleatoriedade no processo de recuperação tornou a convergência do AG mais complexa e

Fit9P não foi capaz de reproduzir adequadamente a dinâmica apresentada no modelo de

validação (TINOCO et al., 2022).

6.1 Trabalhos Futuros

Como trabalhos futuros, pretendemos avaliar a inclusão de mais informações, estados

do AC, no cálculo de fitness da FitMax de modo a verificar se ela consegue capturar estas

características. Além disto pretende-se avaliar a inclusão de métricas usadas na avaliação

do desempenho do modelo como mapa de calor, que permite visualizar o comportamento

médio do incêndio, o que permitiria uma melhoria na qualidade dos resultados alcança-

dos pelo algoritmo. Entretanto em sua geração são necessárias 100 simulações, o que

aumentaria consideravelmente o o custo computacional de cada avaliação. Deste modo,

é necessária uma investigação de alternativas de implementação que balanceiem o custo

computacional e tempo de execução no cálculo de aptidão.

Também pretende-se testar abordagens co-evolutivas ou a multiestágio proposta por

(FRAGA; OLIVEIRA; MARTINS, 2021) a fim de verificar se ao evoluir diferentes parâme-

tros separadamente como por exemplo, a matriz de preferência do vento, e os parâmetros

de queima, recuperação e a taxa de amostragem leva a um refinamento mais preciso.

Visando a simplificação do conjunto de parâmetros do modelo sem afetar a represen-

tatividade do fenômeno modelado, pretende-se avaliar uma alternativa para representar a

influência do vento na simulação que considere dois parâmetros (intensidade, amplitude)

diminuindo o custo computacional no ajuste e tornando o algoritmo mais adaptável a

diferentes modelos onde não há relação de localidade entre os parâmetros, uma vez que

onde os parâmetros da matriz são dispostos de acordo com suas respectivas posições para

compor o indivíduo. Nesse sentido, o uso de operadores de recombinação que favorecem

uma busca local mais eficiente ao misturar mais as características dos genes como um

crossover uniforme, ou de uma recombinação própria para números reais como o crosso-

ver aritmético possibilitam uma exploração local mais eficiente ao realizarem ajustes sutis

nos valores dos genes. Isso permite utilizar uma taxa de mutação mais baixa, fazendo com
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que o operadores sejam usados mais raramente e para provocar alterações mais significati-

vas, possibilitando a exploração de novas regiões no espaço de busca (exploração global);

desta forma, pretende-se avaliar o uso uma mutação normal que permita alterações mais

significativas, ou seja, gerar uma gaussiana e aplicar o desvio padrão.

Na abordagem atual a taxa de elitismo de 25% é alta para propiciar a manutenção

de características favoráveis para a convergência da abordagem evolutiva permitindo uma

melhor combinação de fatores como queima, recuperação e influência do vento, uma vez

que, nas gerações iniciais devido a diferentes magnitudes de valores possíveis (especifica-

mente entre LQ e LR) os indivíduos são bem diferentes; mas a medida que o AG evolui

as gerações finais essa dissimilaridade não é tão presente. Como alternativa um elitismo

adaptativo que começa com taxas mais altas que são decrementadas ao longo das gerações

pode proporcionar um refinamento maior das soluções encontradas pelo AG.

Pretende-se avaliar a eficácia da nossa abordagem na reprodução da dinâmica real de

propagação de incêndios florestais, sendo necessário a geração dos dados para comparação

a partir das imagens, que devem ser discretizadas para gerar os reticulados; e investigar

o ajuste de modelos de fogo mais complexos, que têm mais parâmetros e são, consequen-

temente mais desafiadores para o AG mas, ao mesmo tempo, permitem representar uma

gama maior de informações do fenômeno estudado, pois uma das limitações da abordagem

se deve as características possíveis de representação utilizando o modelo de referência.

Nesta pesquisa avaliou-se apenas cenários com uma vegetação homogênea, entretanto,

em ambientes reais a vegetação tende a ser mais heterogênea, desta forma, investigar essa

característica e incluir novas podem melhorar a capacidade de reprodução do fenômeno

pelo modelo de referência. Por fim a abordagem pode ser estendida para que o AG seja

capaz de planejar ações de combate aos incêndios; por exemplo, escolher mudanças na

vegetação (capina e poda de vegetação seca (diminuição de material combustível), molhar

determinadas células, inclusão de barreiras, dentre outros) e usar o modelo de AC para

avaliar o impacto dessas ações na propagação das chamas.

Os trabalhos futuros descritos, são listados por melhorias em cada técnica (AG e AC):

Algoritmo Genético:

❏ Inclusão de mais informações no cálculo do fitness considerando mais estados do

AC ou mapa de calor;

❏ Avaliar a abordagens co-evolutivas ou multiestágio para refinamento dos parâmetros;

❏ Avaliar a eficácia da nossa abordagem na reprodução da dinâmica de incêndios

florestais reais;

❏ Investigar o uso de diferentes modelos como referência, a fim de, verificar de refinar

a reprodução do dinâmica de propagação;
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❏ Avaliar formas de representar a influência do vento considerando-se dois parâmetros

que representam a intensidade e amplitude;

❏ Avaliar o uso de crossover uniforme ou aritmético e de uma mutação normal para

tornar o AG mais genérico e adaptável a diferentes modelos e características de um

incêndio florestal;

❏ Estender a abordagem permitindo que o AG possa planejar ações de combate ao

espalhamento de incêndios florestais;

❏ Incluir um elitismo adaptativo que permite a abordagem se adequar as característi-

cas de manutenção de características do problema e promove uma maior diversidade.

Autômato Celular:

❏ Estender a abordagem para lidar com vegetação heterogênea, possibilitando o mo-

nitoramento de cenários florestais mais realísticos;

❏ Incorporar novas características do ambiente no modelo de propagação de incêndio,

como umidade, relevo, entre outros, a fim de melhorar sua capacidade de represen-

tação de diferentes dinâmicas de espalhamento do fogo;

❏ Investigar modelos de propagação mais complexos capazes de representar mais ca-

racterísticas do fenômeno;

❏ Adaptar o modelo para ser compatível com outras formas de representação da in-

fluência do vento.

6.2 Contribuições em Produção Bibliográfica

Esta pesquisa resultou na publicação do artigo “Evolutionary Adjustment of a Cellular

Automata-based Model for Wildfire Spreading” (MURILO; OLIVEIRA; MARTINS, 2025)

na 34th Brazilian Conference on Intelligent Systems (BRACIS) e, apresenta nossa abor-

dagem evolutiva para ajuste dos parâmetros do modelo de referência com recuperação

determinística, destacando a inclusão do novo parâmetro “taxa de amostragem” ajustado

pelo AG e sua importância na adaptabilidade da abordagem.

Foi submetido e aguarda-se a resposta do evento IEEE Congress on Evolutionary

Computation (CEC) o artigo intitulado “Evolutionary Adjustment of Probabilistic Models

based on Cellular Automata applied to Fire Propagation”. No artigo se avalia o impacto

da taxa de amostragem e de diferentes funções no cenário de recuperação probabilística

do modelo de referência.
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