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Resumo

O objetivo deste trabalho é propor um sistema de aprendizagem de damas, o D-
VisionDraughts (Distributed VisionDraughts): um agente distribuido jogador de damas
baseado em redes neurais que aprende por reforco. O D-VisionDraughts é treinado em
um ambiente de processamento distribuido de modo a alcangar um alto nivel de jogo sem
a anéalise de especialistas e com o minimo de intervengao humana possivel (diferentemente
do agente campeao do mundo de damas Chinook). O D-VisionDraughts corresponde a
uma versao distribuida do eficiente jogador VisionDraughts, onde este tiltimo corresponde
a uma rede neural MLP (multilayer perceptron) que aprende pelo método das diferencgas
temporais. O papel da rede neural é avaliar o quanto um estado de tabuleiro é favoravel
ao agente (valor de predigao). Este valor ird guiar o modulo de busca na procura pela
melhor acao (neste caso, o melhor movimento) correspondente ao estado de tabuleiro
corrente do jogo. Outro fator que é importante na eficiéncia da busca, e que foi analisado
neste trabalho, ¢ o grau de ordenacao da arvore de jogo. Desta forma, as principais
contribuigoes deste trabalho consistem em: substituir o algoritmo serial utilizado para
a busca em arvore de jogos do VisionDraughts, o minimax com poda alpha-beta, pelo
algoritmo distribuido Young Brothers Wait Concept (YBWC); o uso de heuristicas para
ordenacgao da arvore de jogos, que é essencial para o bom desempenho do YBWC e da poda
alpha-beta em geral; a anélise do impacto do ambiente de processamento distribuido nas
habilidades de aprendizado nao supervisionadas do jogador. Este trabalho mostra que,
com a aplicagao das técnicas no D-VisionDraughts, reduzimos expressivamente o tempo
necessario para a etapa de busca e, através de torneios realizados com o VisionDraughts,
o desempenho geral do agente distribuido foi nitidamente melhor.

Palavras chave: damas, aprendizagem de maquina, aprendizagem por reforco, apren-
dizagem por diferencas temporais, redes neurais artificiais, poda alpha-beta, tabelas de

transposicao, aprofundamento iterativo, busca paralela.






Abstract

The objetive of this work is to propose a draughts learning system, the D-VisionDraughts
(Distributed VisionDraughts): a distributed draughts player agent based on neural net-
works that learns by reinforcement. The D-VisionDraughts is trained in a distributed
processing environment in order to achieve a high level of play without expert game anal-
ysis and with minimal human intervention as possible (distinctly from the world draughts
champion Chinook). The D-VisionDraughts corresponds to a distributed version of the
efficient VisionDraughts player, where the latter corresponds to a MLP (multilayer percep-
tron) neural network that learns by means of temporal differences. The role of the neural
network is to evaluate how much a board state is favorable to the agent (prediction). This
value will lead the search module to determine the best action (in this case, the best move)
of the current board state of the game. Another factor that has an important impact on
the search efficiency, which is analyzed in this work, is the degree of ordering of the game
tree. Thus, the main contributions of this work are: the replacement of the serial algo-
rithm used in VisionDraughts, the minimax with alpha-beta pruning, by the distributed
algorithm Young Brothers Wait Concept (YBWC); the use of heuristics for game tree
ordering, that is essential for the proper performance of YBWC and alpha-beta pruning
in general; the impact analysis of the high-performance processing environment on the
unsupervised learning skills of the player. This work shows that with the techniques used,
the time required to perform a game tree search was significantly reduced and through
tournaments played with VisionDraughts the overall performance of the distributed agent
is improved.

Keywords: draughts, machine learning, reinforcement learning, temporal differences
learning, artificial neural network, alpha-beta pruning, transposition table, iterative deep-

ening, parallel search.
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Capitulo 1
Introducao

Este trabalho apresenta o D-VisionDraughts: uma versao distribuida e aperfeicoada
do bem-sucedido agente jogador de damas - baseado em uma rede neural MLP (Multi-
layer Perceptron) que aprende por refor¢o - o VisionDraughts [10]. O trabalho continuo
dos autores para melhorarem seu jogador ¢ motivado pelas suas intengoes de estudar,
propor e testar ferramentas apropriadas para tratar problemas relativos ao aprendizado
de maquina onde interferéncia humana nao é desejada ou disponivel, onde o espaco de
estados é muito grande (o que demanda uma estratégia de busca muito eficiente) e onde a
escolha da melhor acao nao depende apenas do estado corrente, mas de fatores adversos.
O aprendizado por reforco tem sido tema de grande interesse na area de aprendizado
de maquina, uma vez que nao requer um instrutor inteligente para prover exemplos de
treinamento. Por este motivo é uma ferramenta adequada para dominios complexos onde
¢ dificil ou mesmo impossivel obter tais exemplos [44], [37].

Dentre os métodos de aprendizado por reforco, um que se destaca é o método das difer-
engas temporais (Temporal Differences - TD). Ele é amplamente utilizado com resultados
altamente eficientes, inclusive na construcao de agentes capazes de aprender a jogar damas,
xadrez, gamao, othelo, go entre outros jogos [45], [28], [29], [36], [49], [58], [56], [24], [52]
e [13]. Tais agentes tém demonstrado que jogos sdo um dominio adequado para estu-
dar e verificar a eficiéncia das principais técnicas de aprendizado. Particularmente, os
autores escolheram damas como um laboratorio para testar os métodos de aprendizado
apropriados devido ao fato desse jogo apresentar muitas similaridades com outros jogos,
oferecendo muitos dos desafios de pesquisa de outros jogos de tabuleiro, como o xadrez,
mas sem a complexidade desnecesséaria [50], além de similaridades significantes com di-

versos problemas praticos , como:

1. Problema de navegagcao em que 0s mapas sao obtidos autonomamente por um robd
movel: a tarefa de aprendizagem parte de um ponto de referéncia inicial, onde o
rob6 deve aprender uma trajetoria de navegagao de modo a atingir um ponto alvo

e, a0 mesmo tempo, desviar dos obstaculos do ambiente [42];

25



26 Capitulo 1. Introdugdo

2. Problema de interagcao com humanos por meio de um didlogo: cada vez mais, a vida
moderna demanda agentes que dialogam com humanos (tais como os atendentes
eletronicos em empresas de prestagao de servigos). Como exemplo de sistema que
ataca esse problema, cita-se o sistema ELVIS (Elvis Voice Interactive System) de
Walker [59], que cria um agente que aprende a escolher uma oOtima estratégia de

dialogo por meio de suas experiéncias e interacoes com os usuarios humanos;

3. Problema do controle de trifego veicular urbano: o objetivo é criar um agente ca-
paz de controlar o nimero médio de veiculos sobre uma rede urbana de forma a

minimizar os congestionamentos e o tempo de viagem sob esta rede [61] [2].

Note que todos estes problemas apresentam dificuldades similares ao problema encon-

trado no dominio dos jogos, a saber:

e Aprender a se comportar em um ambiente onde o conhecimento adquirido é ar-

mazenado em uma funcao de avaliacao;

e Escolha de um conjunto minimo de atributos possiveis que melhor caracterize o
dominio e que sirva como um meio pelo qual a funcao de avaliacao adquirird novos
conhecimentos (esta questdo é de fundamental importancia para a obtencao de

agentes com alto nivel de desempenho);

e Selegao da melhor agdao para um determinado estado ou configuracao do ambiente

onde o agente estéd interagindo (problema de otimizagao);

e Estratégias de aprendizagem que facilitem a geracao de um agente com 6timo nivel

de desempenho.

O jogador de damas desenvolvido pela equipe liderada por Schaeffer na Universidade
de Alberta, o Chinook, é o atual campeao homem-méaquina de damas. Sua funcao de avali-
acao é manualmente ajustada e o sistema conta com bases de dados para otimizar a escolha
da melhor agao. Isto significa que o processo de construcao do Chinook, diferentemente

da proposta que motiva a construcao do D-VisionDraughts, é fortemente supervisionado.

1.1 Motivacao e Objetivos

No jogador automatico de damas NeuroDraughts [28|, seu autor Mark Lynch imple-
mentou uma rede neural jogadora cujos pesos eram atualizados por meio do algoritmo
Minimax e o método das diferengas temporais, usando como estratégia de treinamento a
técnica self-play com clonagem. NeuroDraughts adota a técnica de mapeamento NET-
FEATUREMAP para representar o estado de tabuleiro, isto é, ele as representa por um
conjunto de funcoes - denominadas de caracteristicas - que capturam conhecimentos rel-

evantes sobre o dominio de damas e usa este conhecimento para mapear um estado de
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tabuleiro para ser avaliado na entrada da Rede Neural. No NeuroDraughs, as carac-
teristicas s@o selecionadas manualmente e ndo variam (o jogador é treinado apenas com
um conjunto de caracteristicas). A boa capacidade de aprendizado do NeuroDraughts
mostra a eficiéncia do NET-FEATUREMAP para representar os estados de tabuleiro.
Apesar de ser um bom jogador com uma selecao manual e arbitraria de caracteristicas, o
NeuroDraughts pode ser certamente otimizado com a inser¢ao de um modulo automatico
para selecioné-las. Da mesma maneira, o processo de busca do NeuroDraughts pode ser
otimizado, pois o algoritmo minimax desperdica muito tempo de execuc¢ao explorando
ramos desnecessarios [44]. E por este motivo que no NeuroDraughts a profundidade da
busca nao deve ser maior do que 4, caso contrario o tempo de execucao requerido para
a escolha do melhor movimento e para o treinamento seria impraticavel. Esta restricao
compromete o possivel look-ahead disponivel cada vez que o agente deve escolher um
movimento, o que também compromete o desempenho do agente. Considerando os fatos
mencionados acima, os autores do sistema D-VisionDraughts apresentado neste trabalho
usaram o bem sucedido agente NeuroDraughts como um laboratério para efetuar suas
investigacoes. Neste meio tempo, suas motivagoes tem sido analisar, separadamente,
os ganhos obtidos por sucessivas substituicoes de ferramentas ou técnicas ineficientes
usadas no NeuroDraughts. A fim de lidar com tal objetivo, trés versoes preliminares
do D-VisionDraughts foram desenvolvidas: LS-Draughts 35|, VisionDraughts [9] ¢ MP-
Draughts [12]. O LS-Draughts aperfeicoa o NeuroDraughts com a inser¢ao de algoritmos
genéticos para selecionar, automaticamente, o conjunto de caracteristicas mais apropri-
ado para representar os estados de tabuleiro. Varios torneios ganhos pelo LS-Draughts,
jogando contra o NeuroDraughts, confirmaram o melhor desempenho do tltimo, como
mostrado na se¢ao [3.3.1] No VisionDraughts, para melhorar a escolha do melhor movi-
mento, os autores substituiram o algoritmo minimax do NeuroDraughts por uma estraté-
gia de busca eficiente baseada na poda alpha-beta, combinada com tabela de transposicao
e aprofundamento iterativo. Véarios torneios ganhos pelo VisionDraughts jogando contra
o NeuroDraughts e LLS-Draughts confirmaram que o modulo aperfeicoado do tltimo con-
tribuiu significamente para o bom desempenho do agente .

Ainda com o objetivo de otimizar as técnicas de aprendizado, os autores do presente
trabalho participaram da implementacao de uma versao multi-agentes do VisionDraughts:
o MP-Draughts. O MP-Draughts foi construido segundo uma estratégia na qual os agentes
sao especializados para fases de inicio ou final de jogo. Neste contexto, ha um agente
treinado para operar nas fases iniciais e intermediarias de jogo e 25 agentes treinados
para lidar com um determinado tipo de cluster de tabuleiro de final de jogo, todos eles
apresentando arquitetura analoga a do VisionDraughts. Esses 25 clusters sao minerados
por redes de Kohonen-SOM a partir de uma base de dados que contém milhares de estado
de tabuleiro de final de jogo.

Apesar de o MP-Draughts ter melhorado significativamente o desempenho do Vision-
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NeuroDraughts

LS-Draughts VisionDraughts

AN

MP-Draughts D-VisionDraughts

Figura 1.1: Relagao entre os jogadores automaticos de damas.

Draughts [12], todos os 25 agentes responsaveis pelas fases de fim de jogo compartilham
um tunico conjunto de caracteristicas, o mesmo utilizado pelo agente das fases inicial e
intermediaria. Este é um grande inconveniente, pois cada agente deveria variar sua visao
do tabuleiro em funcao do cluster para o qual se especializou, o que nao é possivel com
um conjunto tnico de caracteristicas. A solucao seria integrar o médulo de algoritmos
genéricos do LS-Draughts a cada agente do MP-Draughts, de modo a detectar o melhor
conjunto de caracteristicas em fun¢do dos clusters e das fases do jogo. Contudo, a enorme
quantidade de individuos (redes neurais) para serem treinados, somada ao grande nimero
de agentes que compoem o MP-Draughts, onde cada agente teria seu conjunto proprio
de caracteristicas, tornaria inviavel o tempo de treinamento da arquitetura multi-agente.
Assim sendo, o presente trabalho, o D-VisionDraughts, tem como uma de suas motivagoes
distribuir o0 modulo de busca do VisionDraughts, de modo a melhorar seu desempenho (a
figura esquematiza a relacao entre os jogadores autométicos de damas NeuroDraughts,
LS-Draughts, VisionDraughts, MP-Draughts e o D-VisionDraughts).

Para atingir tal objetivo, o D-VisionDraughts substitui o algoritmo de busca serial
poda alpha-beta utilizado no VisionDraughts pelo algoritmo distribuido de busca Young
Brothers Wait Concept (YBWC), além de introduzir heuristicas para ordenacao da &rvore
de jogo, que se mostraram essenciais para um bom desempenho dos algoritmos de busca
serial e distribuido. A combinacao de busca distribuida com ordenacao da arvore de jogo
diminuiu expressivamente o tempo gasto pela etapa de busca do agente, permitindo, desta
forma, buscas em profundidades maiores. Os resultados de torneios realizados entre o D-
VisionDraughts e o VisionDraughts, todos favoraveis ao D-VisionDraughts, indicam que,
com sua busca mais poderosa, seu nivel de jogo superou o nivel de seu predecessor, o
VisionDraughts.

Como trabalho futuro, os autores pretendem propagar tal estratégia de busca dis-
tribuida a todos os agentes do MP-Draughts estendido com o moédulo de algoritmos

genéticos gerador de caracteristicas.
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1.2 Resultados Bibliograficos Obtidos

A proposta desta dissertacao se insere no contexto de um trabalho extenso e contin-
uado. A participacao das atividades de pesquisas ligadas ao desenvolvimento do sistema
anterior ao sistema apresentado neste trabalho, o MP-Draughts, resultou na publicacao
do artigo MP-Draughts: a Multiagent Reinforcement Learning System based on MLP and
Kohonen-SOM Neural Networks, como co-autor, publicado na conferéncia IEEE SMC
2009 (Conference on Systems, Man and Cybernetics) |12].

Com os resultados deste trabalho, o artigo intitulado D-VisionDraughts: a Draughts
Player Neural Network That Learns by Reinforcement in a High Performance Environ-
ment foi submetido e aceito para publicagao na conferéncia ESANN 2011 (European Sym-

posium on Artificial Neural Networks, Computational Intelligence and Machine Learn-
ing) [1]

1.3 Organizacao do Trabalho

Os préximos capitulos estao organizados conforme disposto a seguir:

Capitulo 2. Apresentacao dos conceitos de redes neurais e aprendizagem por reforco,
que sao fundamentais para a compreensao do funcionamento do sistema proposto.

Capitulo 3. Um levantamento do estado da arte em programas que aprendem a
jogar.

Capitulo 4. Apresentacao do agente jogador VisionDraught, jogador no qual o D-
VisionDraught foi inspirado.

Capitulo 5. E explorado as abordagens para busca paralela em arvore de jogos.

Capitulo 6. Apresenta o D-VisionDraughts, um agente jogador de damas baseado em
algoritmos de busca distribuidos e heuristicas para ordenacao da arvore de jogos. Neste
capitulo é apresentada uma anélise do seu desempenho.

Capitulo 7. Conclusoes e perspectivas de trabalhos futuros

1.4 Definicoes

Nesta secao, serao definidos os principais conceitos utilizados neste trabalho, conforme
apresentado em [15]. Por N (Nj) denotamos o conjunto dos nimeros naturais (incluindo

0), por Z denotamos o conjunto dos nimeros inteiros.

Definigao 1.1. (Grafo)
Um grafo direcionado G = (V, E') é uma tupla composta por um conjunto de nos (ou
vértices), onde V' é um conjunto de arestas £ C V x V. Se E C P?*(V), entdo G ¢
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chamado de grafo nao direcionado.
Para um grafo direcionado G = (V, E) o grau de entrada (grau de saida) de um no

v € V é definido como
degi(v) = {v' € V|(v',v) € E}|(deg,(v) = |[{v" € V|(v,v') € E}|)

Para um grafo nao direcionado G = (V| E), deg(v) = |{v' € V|{v,v'} € E}| para qualquer
v € V é chamado de degree de v.

Definicao 1.2. (Caminho)

Seja G = (V, F) um grafo (ndo) direcionado. Uma sequéncia W = (vy,...,v,) de
vértices ¢ chamada de um caminho em G, se (v;,v;11) € E ({vi,v;41} € E) para todo
ie{l,..,n—1}

W = (vl,...,un) é chamdado simples, se vi # vj para todo 7,5 € {1,...,n}, i # j. W

é chamado de um ciclo, se vl = vn.

Definicio 1.3. (Arvore)

Um grafo direcionado G = (V, E) é chamado de arvore se

1. G nao contém um ciclo

2. Exatamente um né de G tem grau de entrada 0, todos os outros nds tem grau de

entrada 1.

Se G = (V, E) é uma arvore, entao o n6 que possui grau de entrada 0 é chamado de
raiz de G. Um n6 com grau de saida 0 é chamado de uma folha de G, n6s com grau de
safda > 0 sao chamados de noés internos. Se v € V & um n6 de G diferente da raiz de G,
entao o n6 v’ com (v',v) € E é chamado de o pai de v. Se v € V nao é uma folha, entdo
os n6s v' € V com (v,v") € E sao chamados de sucessores ou filhos de v. Qualquer dois
sucessores de um noé sao chamados de irmaos. Para cada n6 v € V a profundidade de v
é a distancia da raiz da arvore até v. Todos os nés com a mesma profundidade d em G

formam um nfvel em G.

Defini¢ao 1.4. (Subérvore)
Seja G = (V, E) uma arvore com raiz v, e sejav € V umné de G. G(v) = (V(v), E(v))
com

V(v) = {v" € V]o menor caminho de v, a v’ contém v}
E() ={('v") e Elv',v" € V(r)}

é chamada subarvore G com raiz v.

As seguintes notacgoes sobre os n6s de uma arvore é 1til em muitas situacgoes.

Definicao 1.5. (Sistema Decimal de Dewey)
Seja G = (V, E) uma arvore.
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1. A raiz de GG é chamada €.

2. Os sucessores de um n6 v € V com deg,(v) = b € Ny sdo chamados v.1, ..., v.b

Com a ajuda da notacao decimal de Dewey somos capazes de distinguir os sucessores

de um n6 interno de G da seguinte forma:

Definicao 1.6. (sucessor(es) a esquerda e a direita)

Seja G = (V, E) uma arvore, seja v € V um no6 interno de G.

1. O n6 v.1 é chamado de sucessor a esquerda de v.

2. Todos os demais sucessores de v sao chamados de sucessores a direita.

Usando as notagoes e definicoes acima, podemos definir uma arvore de jogo:
Definicdo 1.7. (Arvore de jogo)

Uma arvore de jogo G = (V, E, f) é uma 3-upla satisfazendo
1. G=(V,FE) ¢ uma arvore e V # (.
2. [V =5 ZU{too}

Os noés de uma arvore de jogo correspondem as posicoes do jogo, as arestas correspon-
dem aos movimentos de uma posicdo & uma posicao sucessora. A funcdo f é chamada
de funcdo de avaliacdo para G. Ela mapeia as folhas de G para o conjunto ordenado
Z U {xoo}. Nos de profundidade par em G sado chamados de MAX-nodes e nos de pro-

fundidade impar em G sao chamados de MIN-nodes.

Definicao 1.8. (Valor Minmax)
Seja G = (V, E, f) uma arvore de jogo. Entao o valor minmax F'(v) de um n6 v € V

é definido como

fw) se v é uma folha de G.
F(v) =19 maz{F()|(v,v') € E}  se v éum MAX-node interno de G.
min{F(v")|(v,v") € E} se v € um MIN-node interno de G.

Com o uso da nocao do valor minmax, o problema da busca em arvore de jogo pode

ser formalizado como segue:

Defini¢ao 1.9. (Problema da busca em arvore de jogo)

O problema seguinte é definido como sendo o problema de busca em arvore de jogo
Dado: Uma arvore de jogo G = (V, E, F') com raiz ¢.
Computar: F(e).

Todo algoritmo que calcula o valor de F'(¢) ¢ chamado de algoritmo de busca em drvore
de jogo. Para qualquer n6 interno de uma arvore de jogo, o conceito de melhor sucessor

é definido como segue:
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Definigao 1.10. (Melhor sucessor)
Seja G = (V, E, f) uma arvore de jogo, seja v € V um no interno de G. Entao, um

sucessor v.j ¢ chamado de o melhor sucessor de v, se

o F(v.j) > F(vi),1<i<jeF(v.)

v

F(v.i),i > j, if v € um MAX-node.

v
o Flv.j) < F(vi),1<i<je F(v.j) < F(v.i),i> j,if v & um MIN-node.

Com isso, pode-se definir o conceito de variacao principal, que é tinica para qualquer

arvore de jogo.

Definicao 1.11. (Variagao principal)

Seja G = (V, E, f) uma arvore de jogo com raiz . Entao, a principal variagao (v0,...,vt)
de G é definida por:

e vV0=c¢

e vi+ 1 é o melhor sucessor de vi, 0 < i < t.

e vt é uma folha de G.



Capitulo 2
Referencial Tedrico

Neste capitulo sao apresentadas as técnicas e os conceitos fundamentais para o en-

tendimento do agente jogador de damas que serd detalhado nos proximos capitulos.

2.1 Rede Neural Artificial - RNA

As redes neurais consistem em um grande ntimero de nos relativamente simples, onde
em cada um executa-se um mesmo algoritmo. Estes nés sao os neurdnios artificiais,
originalmente destinados a simular as operacoes de uma tnica célula cerebral. Cada
neur6énio se comunica com um subconjunto de outros neurdnios artificiais que compoe
a rede. Eles sao conectados em padroes caracteristicos dos varios tipos de rede neural.
Estes padroes sdo chamados de arquitetura ou topologia da rede neural [33].

O trabalho em redes neurais artificiais, usualmente denominadas “redes neurais”, tem
sido motivado desde o comeco pelo reconhecimento de que o cérebro humano processa
informacoes de uma forma inteiramente diferente do computador digital convencional.
O cérebro é um “computador” altamente complexo, nao-linear e paralelo. Ele tem a ca-
pacidade de organizar seus constituintes estruturais, conhecidos por neurénios, de forma a
realizar certos processamentos muito mais rapidamente do que os computadores modernos
mais rapidos [18§].

Destaca-se entretanto que, devido & grande diversidade de arquiteturas de RNA en-
contradas na literatura, apenas as de maior importancia ou de alguma forma relevantes ao
trabalho proposto serao abordadas, em especial o perceptron multicamada. Um panorama
geral de outras arquiteturas pode ser encontrado em algumas referéncias bibliograficas da
area [18], [14], [21].

2.1.1 A modelagem Matematica do Neurdnio

Uma rede neural artificial € um modelo computacional, baseado em redes neurais

biolégicas, que consiste em uma rede de unidades basicas chamadas neurénios. O primeiro

33
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ag=-1 a;= g(in)
WO.]
Wy a;
Wn,j Vinculo de
ap saida

Vinculos de Fungao de Funcao de Saida
entrada soma ativagao

Figura 2.1: Modelo de um neurénio artificial [32]

modelo matematico de um neurénio artificial foi proposto por McCulloch e Pitts em
1943 [32] e pode ser visto na figura [2.1] Nesse modelo, tem-se:

1. o neuronio que é referenciado pela letra j;

2. os vinculos de entrada sao representados por ag, a; até a,. Exceto a entrada ag que
estd fixa e vale -1, as demais entradas do neuronio j representam saidas de outros

neurdnios da rede;

3. os pesos sao referenciados pela letra w. O peso wy; , por exemplo, define o grau de

importancia que o vinculo da entrada a; possui em relagao ao neurénio j;

4. a funcao de soma acumula os estimulos recebidos pelos vinculos de entrada a fim
de que a funcao de ativacdo possa processa-los. A funcao de ativacao é dada por

. n 2 . ~ s P .
aj = g(in;) = g(>_;_,wij.a;), onde a; é a ativacao de saida do neurodnio i conectado

a J, e w;; ¢ o peso na ligacao entre os neurénios 7 e j;

5. 0 peso wy; , conectado & entrada fixa ag = -1, define o limiar para o neuroénio j, no
sentido de que o neur6nio j serd ativado quando a soma ponderada das entradas

reais » ., w;;.a; exceder w;.ao.

A funcao de ativacao g, ou camada de processamento de limiares, é projetada para

atender a duas aspiracoes:

1. o neur6nio devera ser ativado, se, e somente se, as entradas recebidas superarem o

limiar do neurdnio;

2. a ativagao precisa ser nao-linear para redes MLP, caso contrario, a rede neural se

torna uma funcao linear simples;

Um exemplo de func¢ao de ativacao é a tangente hiperbodlica mostrada na figura [2.2]

O ajuste sindptico entre os neuronios de uma RNA representa o aprendizado, em cada
neurénio, do fato apresentado, isto é, cada neuronio, conjuntamente com todos os outros,
representa a informacao que atravessou a rede. Nenhum neuronio guarda em si todo o

conhecimento, mas faz parte de uma malha que retém a informacao gragas a todos os seus
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Figura 2.2: Modelo de uma funcao de ativacao baseada na tangente hiperbolica

neuronios. Dessa forma, o conhecimento dos neurdnios e, consequentemente, da prépria
rede neural, reside nos pesos sinapticos.

Desse modo, pode-se dizer que as redes neurais artificiais tém sido desenvolvidas como
generalizacoes de modelos matematicos de cognicao humana ou neurobiologia, assumindo

que:

e 0 processamento da informagcao ocorre com o auxilio de varios elementos chamados

neuronios;
e 0s sinais sao propagados de um elemento a outro por meio de conezoes;

e cada conexao possui um peso associado que, em uma rede neural tipica, pondera o

sinal transmitido;

e cada neurdnio possui uma funcio de ativacio (geralmente nao-linear), cujo argu-

mento é a soma ponderada dos sinais de entrada, que determina a saida do neurénio.

Os tipos de redes neurais, apresentadas na proxima se¢ao, sao classificados de acordo

com sua estrutura e a forma de treinamento.

2.1.2 Os tipos de Redes Neurais

A abordagem conexionista das RNAs abre um amplo leque de formas de conexao entre
as unidades de processamento, isto é, os neurdnios. Isso abrange o niimero de camadas
presentes na rede, a forma de conexao entre tais unidades, a forma de treinamento, as
funcoes de ativacao presentes em cada camada etc.

Devido & grande bibliografia disponivel sobre o tema redes neurais artificiais, até
mesmo sua classificagdo gera algumas discussoes. Fausett [14], por exemplo, define ar-
quitetura de uma rede neural como a disposi¢ao dos neurénios em camadas e as conexoes
entre as camadas. Em um sentido mais amplo, outros pesquisadores utilizam a notacao

arquitetura na denominacao de todo um conjunto de caracteristicas de uma rede, en-
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globando sua forma de treinamento, finalidade etc.

Em [63], Xing e Pham definem dois critérios basicos para a classificacio das RNAs:

e (Quanto a estrutura;

e Quanto a forma de treinamento.

A estrutura das redes

Com relacao as estruturas, uma rede neural pode ser definida por duas formas:

e Redes aciclicas ou redes de alimentagao direta (feedforward): a propagacgao
do processamento neural é feita em camadas sucessivas, ou seja, neurdnios dispostos
em camadas terao seus sinais propagados seqiiencialmente da primeira a tltima
camada, de forma unidirecional. Um exemplo tipico desse tipo de rede seria o

Perceptron Simples ou o Perceptron Multicamadas (MLP);

e Redes ciclicas ou redes recorrentes (recurrent): as saidas de um (ou to-
dos) os neur6nios podem ser realimentadas a neuronios de camadas precedentes
(tipicamente da primeira camada). Esse tipo de rede é classificado como memdria

dindmica. Um exemplo tipico dessa rede ¢ a rede de Hopfield [19].

O treinamento das redes

Haykin propoe a seguinte definicao para o aprendizado no contexto de redes neurais:
“(...) é um processo pelo qual os parametros livres de uma rede neural sao adaptados
através de um processo de estimulacao pelo ambiente no qual a rede esté inserida. O tipo
de aprendizagem é determinado pela maneira pela qual a modificacao dos parametros
ocorre” [18§].

Esta definicao de Haykin sobre o processo de aprendizagem implica na seguinte se-

quéncia de eventos:

1. A rede neural é estimulada por um ambiente;

2. A rede neural sofre modificagoes nos seus parametros livres como resultado desta

estimulacao;

3. A rede neural responde de uma maneira nova ao ambiente, devido as modificacoes

ocorridas na sua estrutura interna.

A forma de treinamento, entao, diz respeito a como sao atualizados os valores dos

pesos sinapticos durante o aprendizado da rede. Neste contexto, pode-se destacar:

1. Redes com treinamento supervisionado;

2. Redes com treinamento nao-supervisionado;
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3. Redes com aprendizado por reforco.

Nas redes com treinamento supervisionado, tipicamente, uma seqiiéncia de padroes de
entrada associados a padroes de saida é apresentada a rede. Esta utiliza as comparacoes
entre a sua classificagao para o padrao de entrada e a classificacao correta dos exemplos
para ajustar seus pesos. Enquadram-se nesse contexto a maioria das redes utilizadas,
como o Perceptron Simples e o Perceptron Multicamadas (MLP).

Nas redes com treinamento nao-supervisionado nao existe a apresentacao de mapea-
mentos entrada-saida a rede: caberd exclusivamente a ela a tarefa de realizar a classificacao
correta, com base na informagao de numero de classes (padroes de saida) e topologia da
rede. Para este tipo de treinamento nao se usa um conjunto de exemplos previamente
conhecidos. Uma medida da qualidade da representacao do ambiente pela rede é estabe-
lecida e os parametros sao modificados de modo a otimizar esta medida.

O aprendizado por refor¢o refere-se a utilizacao de alguma fungao heuristica (definida
a priori) que descreve o quao boa é a resposta da rede a uma dada entrada, e da busca
da maximizagao de tal fungdo [63]. Em outras palavras, ndo é fornecido a rede o ma-
peamento direto entrada-saida, mas sim uma recompensa (ou penalizac¢ao) decorrente da
saida gerada pela rede a entrada apresentada. Tal reforco é utilizado no ajuste dos pesos

da rede.

2.1.3 O Perceptron simples e o Perceptron multi-camada - MLP

Os perceptrons de tnica camada sao o tipo mais antigo de redes neurais, as quais sao
formadas por uma camada tnica de neuronios de saida que estao conectados as entradas
z;(n) através dos pesos w;;(n), onde z;(n) representa o i-ésimo elemento do vetor padrao
de entrada na iteracao n; e, w;;(n) representa o peso sinaptico conectando a entrada x;(n)

a entrada do neuronio de saida j na iteracdo n (veja figura 2.3).

a4

Xq
k]

Mriy
Camada a,

de entrada

Camada
de saida

Figura 2.3: Arquitetura de um perceptron simples.
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Figura 2.4: Arquitetura de um Perceptron Multicamadas - MLP

A soma do produto entre pesos e entradas alimenta cada neurdnio de saida e, se
o resultado desta operacao exceder um certo limiar (bias), o neurénio de saida devera
ser ativado, caso contrario, serd desativado. Neuronios com esse comportamento sao
chamados de neurénios de McCulloc-Pitts ou neurénios com limiar [32]|. Na literatura, o
termo perceptron diz respeito a redes com apenas um desses neuronios.

O modelo do perceptron de camada tnica de uma RNA consegue aprender apenas
problemas linearmente separaveis. O perceptron simples é incapaz de resolver problemas
cujas funcoes nao sao linearmente separaveis, isto €, problemas que apresentam carac-
teristicas de comportamento nao linear.

Os perceptrons multicamadas ou MLPs se caracterizam pela presenca de uma ou
mais camadas intermediarias ou ocultas (camadas em que os neurénios sdo efetivamente
unidades processadoras, mas nao correspondem a camada de saida). Adicionando-se uma
ou mais camadas intermediarias, aumenta-se o poder computacional de processamento
nao-linear e armazenagem da rede. Em uma tinica camada oculta, suficientemente grande,
é possivel representar, com exatidao, qualquer funcao continua. O conjunto de saidas dos
neuronios de cada camada da rede é utilizado como entrada para a camada seguinte. A
figura ilustra uma rede MLP feedforward com duas camadas ocultas.

As redes feedforwards de multiplas camadas sao geralmente treinadas usando o algo-
ritmo de retropropagacao do erro (error backpropagation), embora existam outros algo-
ritmos de treinamento. Este algoritmo requer a propagacao direta (feedforward) do sinal
de entrada através da rede, e a retropropagacao (propagagao reversa, ou backpropagation)
do sinal de erro.

O algoritmo de retropropagagao do erro (do inglés error backpropagation) é o principal
algoritmo de treinamento para redes MLPs e certamente o algoritmo de treinamento mais
conhecido dentro da comunidade de redes neurais. Também chamado de regra delta

generalizada, o algoritmo é derivado do famoso método da regra delta de Widrow e Hoff



2.2. Aprendizagem por Reforco 39

[60] e consiste em uma otimizagdo nao-linear baseada em gradiente descendente. Mais

informacoes a respeito deste algoritmo podem ser encontradas em [14] e |1§]

2.2 Aprendizagem por Reforco

O aprendizado por refor¢co ¢ um nome genérico dado a uma familia de técnicas na
qual o agente tenta aprender uma tarefa através da interagao direta com o ambiente.
Este método tem suas raizes no estudo do comportamento animal sobre a influéncia de
estimulos externos [57]. Nas ultimas duas décadas, o aprendizado por refor¢o tem sido
estudado extensivamente pela comunidade de Inteligéncia Artificial, onde a énfase esta na
forma em que o agente pode aperfeicoar seu desempenho, em uma dada tarefa, através
da sua percepcao e por tentativa e erro.

Dentro do paradigma de Aprendizagem de Maquina, as abordagens tradicionais que
utilizam aprendizagem supervisionada trabalham com sistemas que aprendem através de
exemplos de pares de entrada e saida. Tais pares fornecem aos sistemas indicativos de
como se comportar para tentar aprender uma determinada funcao que “poderia” gera-los.
Formalmente, isto significa que, dado exemplos de pares (x;, f(x;)), onde z; é a entrada e
f(x;) é a saida da func¢ao aplicada a z;, entao a tarefa é encontrar, dentre uma colegao de
exemplos de f, uma funcao h que mais se aproxime de f. Estes métodos sao apropriados
quando existe alguma espécie de “professor” fornecendo os valores corretos para a saida da
funcao de avaliacao. Entretanto, se nao houver nenhum “professor” fornecendo exemplos,
o que o agente podera fazer 7 Experimentando movimentos aleatérios em seu ambiente, o
agente terd que ter uma total liberdade e ser capaz de aprender, com base em recompensas
ou reforcos fornecidos por um “critico” ou pelo proprio agente, através da observagao das
transigoes de estados que ele provoca no ambiente [44].

Segundo Sutton e Barto [54], Aprendizagem por Refor¢o (AR) nada mais é do que a
aplicacao dos conceitos bésicos de Aprendizagem de Maquina: um individuo deve aprender
a partir da sua interacdo com o ambiente onde ele se encontra, através do conhecimento
do seu proprio estado no ambiente, das agoes efetuadas no ambiente e das mudancas de
estado que aconteceram depois de efetuadas as agoes.

A importancia de utilizar AR como uma técnica de aprendizagem esta diretamente
ligada ao fato de se tentar obter uma politica 6tima de acoes. Tal politica é representada
pelo comportamento que o agente segue para alcancar o objetivo e pela maximizacao de
alguma medida de refor¢o a longo prazo (globais), nos casos em que ndo se conhece, a
priori, a fun¢ado que modela esta politica (fun¢ao do agente-aprendiz).

Nas proximas secoes serao abordados os contetidos voltados & AR, apresentando suas
caracteristicas, seus problemas, sua formulacao matematica em torno do Modelo de Markov

e o método de resolugao por TD(N).
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2.2.1 Fundamentos da Modelagem Markoviana

Existem dois conceitos que devem ser conhecidos para facilitar a modelagem de um
problema como um sistema de Aprendizagem por Reforco. A seguir, serd apresentado

uma breve descri¢ao destes conceitos, baseando-se em [54].

Propriedade de Markov

Quando a probabilidade de transicio de um estado s para um estado s depende apenas
do estado s e da acao a adotada em s, isso significa que o estado corrente fornece infor-
macao suficiente para o sistema de aprendizado decidir que acao a ser tomada. Quando
o sistema possui esta caracteristica diz-se que ele satisfaz a Propriedade de Markov |3].

No caso mais geral, se a resposta em ¢ + 1 para uma acao efetuada em ¢ depende de
todo o histérico de agoes até o momento atual, a dinAmica do ambiente é definida pela

especificagdo completa da distribuicao de probabilidades, como mostra a equacao abaixo:

PT{St+1 = 5/>Tt+1 = T‘Sm Gty Tty St—1,At—1, " , 71, S0, ao} (2-1)

onde a probabilidade (Pr) do préximo estado s,,1 ser o estado s e o refor¢o 741 ser r é
uma func¢ao que depende de todos os estados, agoes e reforcos passados.

Logo, se a resposta do ambiente & acao a; depende apenas dos estados e reforgos em ¢,
entdo, a probabilidade da transicdo para o estado s’ em ¢+ 1 pode ser obtida pela formula

(2.2) (que corresponde a uma simplificacao da equagao (2.1)) do caso geral):
Py = Pr{sy1 =811 =rls, a, e} (2.2)

A probabilidade de transicao satisfaz as seguintes condicoes:
1) P¢y > 0,Vs,s € S,Va € A(s); e,

2) Y Pl =1Vs€ S Vac Als)

s'es

A Propriedade de Markov é de fundamental importancia na AR, uma vez que tanto as
decisoes como os valores sao fungoes apenas do estado atual, abrindo a possibilidade de
métodos de solucoes incrementais, onde podem-se obter solugoes a partir do estado atual

e dos estados futuros, como é feito no método das Diferencas Temporais.

Processo de Decisao de Markov - PDM

Segundo Sutton e Barto [54], um Processo de Decisao Markoviano é definido como um
conjunto de estados S, um conjunto de ages A(s), Vs € S, um conjunto de transi¢oes

entre estados associadas com as a¢oes e um conjunto de probabilidades P sobre o conjunto
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S que representa uma modelagem das transicoes entre os estados. Assim, dado um par
de estado e aciio, a probabilidade do estado s passar para um estado s é:

Plo = Prisiy = s = s,a; = a}

onde Pr é a probabilidade de transicao, isto é, Pr representa a probabilidade do estado
i1 Ser s, sempre que o estado s, for igual a s e a acdo a, for igual a a. Desta forma, a
dependéncia que o estado seguinte s, seja o estado s  esta relacionada a tomar a acdo a
no instante .

Similarmente, dados um estado e acdo atuais e um estado seguinte s, o valor esperado
do retorno é:

Risl = E{riq|si =s,as = a, 8.1 =5}

onde E ¢é o valor esperado do reforco 7,1, sempre que o estado s; no instante ¢ passe a
ser o estado s’ no instante ¢ + 1.
Os valores de probabilidade P¢,, e retorno esperado R? ,, determinam os aspectos mais

importantes da dindmica de um PDM finito:

1) um ambiente evolui probabilisticamente baseado em um conjunto finito e discreto de

estados;
2) para cada estado do ambiente existe um conjunto finito de agdes possiveis;

3) cada passo que o sistema de aprendizado executar uma agdo, é verificado um custo

positivo ou negativo para o ambiente em relagao a agao executada; e,
4) estados sao observados, acoes sao executadas e reforgos sao relacionados.

Assim, para quase todos os problemas de Aprendizagem por Reforco é suposto que o
ambiente tenha a forma de um Processo de Decisao de Markov, desde que seja satifeita
a Propriedade de Markov no ambiente. Nem todos os algoritmos de AR necessitam uma
modelagem PDM inteira do ambiente, mas ¢ necessario ter-se pelo menos a visao do

ambiente como um conjunto de estados e agoes [54].

2.2.2 O Problema da Aprendizagem por Reforco

Um sistema tipico de AR constitui-se, basicamente, de um agente interagindo em um
ambiente via percepcao e acao. Em outras palavras, o agente percebe as situacoes dadas
no ambiente, pelo menos parcialmente, e, baseado nessas medicoes, seleciona uma acao
a tomar no ambiente. A acao tomada muda de alguma forma o ambiente, afetando o
estado na tentativa de alcancar o objetivo relacionado, e as mudancas sao comunicadas
ao agente através de um sinal de reforgo. A figura 2.5 a seguir mostra a estrutura de um

problema de Aprendizagem por Reforgo [54].
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g Agente
Estado Reforco (Ganho) Acio
st rt at
I rt+l
I: Ambiente |=———
|
| st+l

Figura 2.5: A interacao agente-ambiente em Aprendizagem por Reforgo.

Como os efeitos das agoes nao podem ser perfeitamente antecipados, o agente deve
monitorar o ambiente frequentemente e reagir apropriadamente. Formalmente, o modelo

de um sistema AR consiste em [54]:

1. um conjunto de varidveis de estado percebidas pelo agente, onde o conjunto das
combinagoes de valores dessas varidveis forma o conjunto de estados discretos do
agente (5);

2. um conjunto de agoes discretas, que escolhidas por um agente muda o estado do
ambiente (A(s), onde s € S); e,

3. valor das transicoes de estados, que é passado ao agente através de um sinal de

refor¢o, denominado ganho (valores tipicamente entre [0,1]).

O objetivo do método de Aprendizagem por Reforco é levar o agente a escolher a se-
quéncia de acoes que tendem a aumentar a soma de valores de reforco, ou seja, é encontrar
a politica m, definida como o mapeamento de estados em acoes que maximize as medidas
do reforco acumuladas no tempo.

Definido o problema e o objetivo central da Aprendizagem por Reforco, a seguir
descrevem-se, sucintamente, com base em [54], os cinco componentes elementares deste

contexto:

1. Ambiente: todo sistema de AR aprende um mapeamento de situacoes e acoes
por experimentacao em um ambiente dinamico. O ambiente no qual esté inserido
o sistema, em geral, deve ser, pelo menos parcialmente observavel através de sen-
sores, o0 que permite que toda informacao relevante do mesmo esteja perfeitamente
disponivel para que o agente possa escolher acoes baseadas em estados reais desse

ambiente;
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2. Politica: uma politica expressa pelo termo 7 representa o comportamento que o
sistema AR segue para alcancar o objetivo. Em outras palavras, uma politica 7 é um
mapeamento de estados s e agdes a em um valor 7(s, a). Assim, se um agente AR
muda a sua politica, entao as probabilidades de selecao de agoes sofrem mudancas
e consequentemente, o comportamento do sistema apresenta variacoes a medida
que o agente vai acumulando experiéncia a partir das intera¢des com o ambiente.
Portanto, o processo de aprendizado no sistema AR pode ser expresso em termos da
convergéncia até uma politica 6tima (7*(s, a)) que conduza a solugdo do problema

de forma Otima;

3. Reforgo e Retorno: o refor¢o ¢ um sinal do tipo escalar (r,11) que é devolvido
pelo ambiente ao agente assim que uma acao tenha sido efetuada e uma transicao
de estado (s; — s;11) tenha ocorrido. Existem diferentes formas de definir o reforgo
para cada transicao no ambiente, gerando-se funcoes de reforco que, intrinseca-
mente, expressam o objetivo que o sistema AR deve alcancar. Assim, o agente deve
maximizar a quantidade total de reforcos recebidos, o que nem sempre implica em
maximizar o refor¢o imediato (r,,1) a receber, uma vez que pode corresponder, tam-
bém, a maximizar o reforco acumulado durante a execucao total. Tal acimulo de
reforcos recebidos pelo ambiente, referente a uma determinada execucao, é chamado
de retorno. E justamente este retorno que o agente busca maximizar.

De modo geral, pode-se dizer que o sistema AR busca maximizar o valor esperado
de retorno, que pode ser definido como uma funcao da sequéncia de valores de re-
forco até um tempo T final. No caso mais simples é um somatorio como aparece na
equacgao (2.3):

Rr=ri1+rye+ras+..+ry (2.3)

Em muitos casos a interacao entre agente e ambiente nao termina naturalmente em
um episodio (sequéncia de estados que chegam até o estado final), mas continua
sem limite, como por exemplo, em tarefas de controle continuo. Para essas tarefas a
formulacao do retorno é um problema, pois T = oo e o retorno que se deseja obter
também tende ao infinito (Ry — 00).

Para estes problemas, ¢ criada uma taxa de amortizacao (), a qual determina o
grau de influéncia que tém os valores dos reforgos futuros sobre o reforco total (ou

retorno). Assim, aplicando a taxa de amortizagao a expressao do retorno da equagao
(2.3), tém-se a seguinte equagao:

Ry =T + T2 + 713 + o = Z'ykrt+k+1 (2.4)
k=0

onde, 0 < v < 1. Se v — 0, o agente tem uma visao miope dos refor¢os, maxi-

mizando apenas os reforcos imediatos, e se v — 1, a visao do reforco abrange todos
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os estados futuros dando maior importancia ao estado final, desde que a sequéncia
R seja limitada.

Dessa forma, um sistema de AR faz um mapeamento de estados em acoes baseado
nos reforgos recebidos. Com isso, o objetivo do AR é definido usando-se o conceito
de func¢ao de reforgo, a qual é uma funcao dos reforcos futuros que o agente procura
maximizar. Ao maximizar essa funcao, o objetivo sera alcancado de forma 6tima.

E a funcao de reforco que define quais sao os bons e maus eventos para os agentes;

. Funcao de Reforco: as funcoes de reforco podem ser bastante complicadas, porém

existem pelo menos trés classes de problemas frequentemente usadas para criar

funcoes adequadas a cada tipo de problema:

e Reforco so no estado final: nesta classe, as recompensas sao todas zero, exceto
no estado final, em que o agente recebe uma recompensa (ex: +1) ou uma
penalidade (ex: —1). Como o objetivo é maximizar o refor¢o, o agente ira
aprender que os estados que levaram a uma recompensa sao bons e os que

levaram a uma penalidade devem ser evitados;

o Tempo minimo ao objetivo: nesta classe as fungoes de reforco fazem com que
o agente realize agoes que produzam o caminho ou trajetéria mais curta para
alcancar um estado objetivo. Toda acdo tem penalidade (-1), sendo que o
estado final ¢ (0). Como o agente tenta maximizar valores de reforco, ele
aprende a escolher acoes que minimizam o tempo que leva para alcancar o

estado final;

o Minimizar refor¢os: em certas ocasioes o agente nem sempre precisa ou deve
tentar maximizar a funcao de reforco, podendo também aprender a minimiza-
la. Isto é util quando o reforco é uma funcao para recursos limitados e o agente

deve aprender a conserva-los ao mesmo tempo em que alcanca o objetivo.

5. Funcoes de Valor-Estado: define-se uma funcao valor-estado como o mapea-

mento do estado, ou par estado-agao em um valor que é obtido a partir do reforco
atual e dos reforcos futuros.

Se a funcao valor-estado considera s6 o estado s ¢ denotada como V(s), enquanto
se é considerado o par estado-agao (s,a), entdo a funcio valor-estado é denotada

como fungdo valor-agao Q(s,a).

a) Funcgao valor-estado V' (s): uma vez que os refor¢os futuros mantém depen-
déncias das acoes futuras, as funcoes valor dependem também da politica
m que o AR segue. Em um Processo de Decisio Markoviano (ver subsecao

2.4.3.2), define-se uma fungao valor-estado V™ (s) dependente da politica 7
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cOImo a equagao:

o0

V™(s) = Ex[Rils = 5] = Ex[>_ vripuslse = s (2.5)
k=0

onde a func¢ao V7(s) é o valor esperado do retorno para o estado s; = s, isto &,

o somatorio dos reforcos aplicando a taxa de amortizacao .

b) Fungao valor-agdo (s, a): se considerar o par estado-a¢ao, a equacao para a

fungao valor-estado Q™ (s, a) sera a seguinte:

o0

Q" (s,a) = Ex[R|st = s,a; = a] = Eﬂ[z Yorisea|se = s, = a (2.6)
k=0

que é semelhante & equagao (2.3), s6 que considerando o refor¢o esperado para

um estado s; = s e uma agao a; = a.

As equacoes 2.3 e 2.4 apresentam as funcoes valor-estado e valor-a¢ao respectiva-
mente, que dependem exatamente dos valores de reforco, o qual implica o conheci-
mento completo da dinamica do ambiente como um Processo de Decisao Markoviano

(PDM). Na proxima se¢ao resumem-se o processo PDM e suas propriedades.

2.2.3 Meétodo de solugao por Diferencas Temporais

Dentre toda as técnicas existentes para solucionar o problema da Aprendizagem por
Reforco, destacam-se a Programag¢ao Dindmica Adaptativa (PDA), Monte Carlo (MC),
Q-learning, Sarsa e Diferencas Temporais TD(\) de Sutton. Esta segdo resume o método
das Diferencas Temporais, que ¢ a técnica de aprendizado adotada no D-VisionDraughts.

Os métodos das Diferencas Temporais nao exigem um modelo exato do sistema e
permitem serem incrementais na busca de solugoes para problemas de predicao. Tal
vantagem nao se verifica em todos os algoritmos de AR. Por exemplo, a Programacgao
Dinamica Adaptativa (PDA) requer conhecimento a priori da distribuicao de probabili-
dade completa para todas as possiveis transigoes de estado do ambiente [54].

As Diferengas Temporais [54] sdo capazes de utilizar o conhecimento anterior em ambi-
entes parcialmente conhecidos para predizer o comportamento futuro. Aprender a predizer
¢ uma das formas mais bésicas e predominantes em aprendizagem. Através de um certo

conhecimento, alguém poderia aprender a predizer, por exemplo:
e se uma determinada disposicao de pecas no tabuleiro de xadrez conduzira a vitoria;

e se uma determinada formacao de nuvens acarretard em chuva;

e se para uma determinada condicao economica de um pafs, isto implicarda em um

aumento ou diminuicao na bolsa de valores.
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Os métodos de Diferencgas Temporais sao guiados pelo erro ou diferenga entre predicoes
sucessivas temporarias de estados seqiienciais experimentados por um agente em um
dominio. Assim, o aprendizado do agente pelo método TD é extraido de forma incre-
mental, diretamente da experiéncia deste sobre o dominio de atuacgao, atualizando as
estimativas da fungao valor-estado sem a necessidade de ter que alcancar o estado final de
um episodio (o episodio pode ser definido como sendo um tnico estado ou uma seqiiéncia
de estados de um dominio) para efetuar tais atualizagoes. Neste caso, a avaliagdo de uma
politica que defina o comportamento do agente sobre um ambiente, determinando que
acao este deve executar em cada estado, ¢ abordada como um problema de predicao, isto
é, estimar a funcdo valor-estado V™ sob a politica 7. A seguir, uma anélise comparativa
entre a equacao de atualizacao da funcao valor-estado V™ do método TD e do método

Monte Carlo seré realizada a fim de verificar as vantagens de se utilizar o método TD.
Avaliacao da Politica - Predigcao TD

Tanto TD quanto MC utilizam a experiéncia para resolver o problema da predicao.
Dada certa experiéncia sob a politica m, se é visitado um estado intermediario s;, ambos
os métodos atualizam suas estimativas da fungao valor-estado V™ (s;) baseando-se no que
acontece depois de visitado o estado. Sendo que o método de Monte Carlo espera até
que o retorno total de um episddio seja conhecido e usa esse retorno como objetivo para

a atualizagao de V7™ (s;), tal como é mostrado em ((2.7))):
Vﬂ(St) = Vﬂ(St) + OZ[Rt — VW(St)], (27)

onde R; representa o retorno atual no instante ¢t e o a representa a constante de atualizacao
ou taxa de aprendizagem, sendo que « € [0, 1].

Por outro lado, os métodos de Diferencas Temporais nao necessitam alcancar o estado
final de um episodio, e, sim, o estado seguinte no instante ¢ + 1. Em TD sao utilizados
o valor de refor¢o imediato r,41 e a fungdo de valor estimada V7 (s;;1) para o préoximo
estado ao invés do valor real de retorno R;, como no método de Monte Carlo, isto é, em
TD a atualizacao é executada imediatamente apos cada passo. Com estas condicoes, nos

métodos de Diferencas Temporais a equacao 2.8 converte-se na equacao abaixo:
V(st) = V7(st) + afreer + 9V (se11) = V()] (2.8)

onde a atualizacdo se refere ao valor 7,11 + V™ (s441) — V7 (s;) que precisamente define a
diferenca entre os tempos t e t + 1. E devido a esta caracteristica que a técnica recebe o
nome de método das Diferencas Temporais. Como a atualizacao é feita a partir do estado

seguinte, os métodos TD também sao conhecidos como métodos single-step.
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Algoritmo de predicao TD para estimar V™

INICIALIZAR V(s) DE FORMA ARBITRARIA, E 7 (POLITICA A SER AVALIADA)
REPETE (PARA CADA EPISODIO):
INICIALIZAR s (ESTADO INICIAL)
REPETE (PARA CADA PASSO DO EPISODIO):
A < ACAO DADA POR 7 PARA s
TOMAR A AGCAO a, OBSERVAR REFORCO r E PROXIMO ESTADO s’
V(s) <= V(s)+a[r+V(s) —V(s)]
s+ ¢
ATE s SER O ESTADO FINAL

Vantagens do Método TD

A principal vantagem do método de Diferenca Temporal, em relagao aos outros méto-
dos tradicionais de Aprendizagem por Reforco, como o proprio método de Monte Carlo
visto anteriormente, é que ele pode ser implementado de forma totalmente incremen-
tal, sendo que nao ha necessidade de aguardar até o final de um episédio para obter o
retorno verdadeiro do estado atual, bastando, apenas, aguardar o estado seguinte. Ex-
iste um algoritmo baseado nas Diferencas Temporais que dispensa a politica (off-policy
methods) e utiliza a fun¢ao de valor-agdo Q(s, a;) para resolver problemas de predigao.
E o método Q-learning. Sua versao mais simples, One-Step Q-learning, é definida pela

seguinte equagao:

Q(s¢, ar) < Q(5¢, 1) + afreyr +ymaz,Q(s41,a) — Q(s¢, ay)), (2.9)

onde a fungao de valor-agao Q(s;, a;) é atualizada a partir do seu valor atual do reforgo
imediato 7,11 e da diferenca entre a maxima fungao valor no estado seguinte (encontrando
e selecionando a agao do estado seguinte que a maximize) e o valor da fungao valor-agao no
estado atual. O fato de selecionar a acao que maximize a funcao valor no estado seguinte
faz com que a funcao valor-acao () aprendida aproxime-se, diretamente, da funcao valor-
acdo otima Q*, sem depender da politica que esta sendo utilizada [54]. Observe que o
algoritmo @-learning, da mesma forma que o TD()), permite ser incremental na busca
de solucoes para problemas de predicao.

O algoritmo de Aprendizagem por Reforgo utilizado no sistema D-VisionDraughts é
o método das Diferencas Temporais. Ele é utilizado para ajustar os pesos da rede neural
do agente jogador de Damas. O processo de reajuste dos pesos e o funcionamento do

algoritmo é discutido com mais detalhes na subsecao 4.4.






Capitulo 3

Estado da Arte

Devido a vasta aplicabilidade de técnicas de aprendizado em jogos de computadores,
este capitulo apresenta algumas das técnicas mais usadas no dominio de jogos, mais
especificamente no dominio de jogos de tabuleiro.

A criagao de programas jogadores com alto nivel de desempenho tem sido um dos
maiores triunfos da Inteligéncia Artificial. A exemplo disso, tém-se os sucessos obtidos com
os jogos Gamao, Xadrez, Damas e Othello. Esses jogos usam variadas técnicas inteligentes
no aprendizado de seus jogadores, e todos com bom nivel de competicao. Entre os métodos
utilizados para obter esses resultados, a busca e a utilizacao da capacidade de memoria
dos computadores tem sido uma das técnicas mais bem sucedidas. Nesse contexto, a
Aprendizagem por Reforco aparece como uma opcao dentre técnicas inteligentes para a

aquisicao auténoma de conhecimento em estratégias de aprendizagem em jogos.

3.1 Redes Neurais e Diferencas Temporais aplicadas

aos jogos de tabuleiro

Um dos principais requisitos para se construir um jogador automaético com alto nivel
de jogo é possuir um modelo eficiente de funcao de avaliagdo. Dado um estado legal
possivel, a fungao de avaliacao deve orientar o jogador automético a executar uma agao
que traga resultados positivos para si proprio. Quanto mais complexo for um jogo, maior
a quantidade de estados distintos possiveis e mais complexa se torna a tarefa de construir
um bom modelo de funcao de avaliagao.

Representar, através de funcoes, todas as descontinuidades produzidas pelos diversos
estados legais disponiveis em um jogo ¢ quase impossivel. Entao, a utilizagao de redes
neurais se tornou bastante popular como recurso de aproximagdo de tais fungoes [18].
Como exemplo, pode-se citar os jogadores TD-GAMMON de Tesauro [55], [56], o Neuro-
Draughts de Lynch [28] e o LS-Draughts de Neto e Julia [36]. Todos eles utilizam redes

neurais como func¢oes de avaliacao para treinarem seus jogadores automaticos.

49
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Um dos paradigmas utilizados por jogadores automaticos para o ajuste dos pesos de
uma rede neural é o treinamento por reforco. Treinar por reforco significa aprender a
jogar de forma a poder, incrementalmente, testar e refinar uma funcao de avaliagao. O
processo se da da seguinte forma:

Primeiramente, a rede é recompensada por um bom desempenho (isto é, recebe do
ambiente um refor¢o positivo correspondente ao estado final do jogo, em caso de vitoria) e
é punida por um mal desempenho (recebe do ambiente um refor¢o negativo correspondente
ao fim do jogo, no caso de derrota). Para todos os estados de tabuleiro intermediarios
(entre o tabuleiro inicial e o tabuleiro final) representados na entrada da rede neural,
como nenhuma recompensa especifica é disponivel, o mecanismo de diferencas temporais

calcula a predigdo P de vitoria por meio da equagao (3.1]).

P = g(in®"Put) (3.1)

output ¢ o campo local induzido do neurdnio

onde g é a fungao tangente hiperbdlica e in
da camada de saida da rede neural. Isto significa que o valor de P depende dos pesos
da rede neural. Entao, uma predicao P corresponde a um nimero real pertencente ao
intervalo [-1,41], que indica o quanto o estado de tabuleiro representado na entrada da rede
neural é favoravel ao agente. A cada vez que o agente deve mover uma peca, o algoritmo
de busca em profundidade é usado para expandir a arvore até uma profundidade n tendo
a raiz S como o estado atual (resultante do ultimo movimento do oponente), onde os nos
da profundidade 1 correspondem aos estados resultantes de todos os movimentos possiveis
disponiveis para o agente considerando o estado S, e assim por diante nas profundidades
2 a n. A rede neural calcula, entao, as predicoes P para cada estado da profundidade n.
Finalmente, estes valores serao retornados para o algoritmo de busca para que este possa
indicar ao agente qual é a melhor acao a ser escolhida e executar em S. Sempre que o

agente executa um movimento, os pesos da rede neural sao atualizados de acordo com a

equagao (3.2)) [54]:

—_

t_
Aw, = a(P, — P_1) Y MYy, P, (3.2)

1

T

onde P; é a predicao correspondente ao estado corrente e P,_; e a predicao correspon-
dente a predicao do estado prévio, cada Py representa a predicao correspondente de um
estado anterior, v é a taxa de aprendizagem (definida de acordo com o quanto se quer que
a tltima predicdo tenha impacto nos pesos da rede neural), A é uma constante definida de
acordo com o quanto se quer que o sistema deva considerar o valor de predicoes anteriores
Py, e VP corresponde a derivada parcial de Py em relacdo a w (peso).

Uma contribuicao relevante no campo de Aprendizado por Reforco ocorreu com o tra-

balho de Tesauro quando ele aplicou o método TD para treinar uma funcao de avaliacao
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de um jogo de tabuleiro. O programa do Tesauro, TD-Gammon [56], é um jogador de
gamao que, apesar de ter pouco conhecimento sobre o jogo de gamao, foi capaz de jogar
tao eficientemente quanto os melhores jogadores do mundo. Os principios das diferencas
temporais foram primeiramente aplicadas por Samuel [45|, que foi o pioneiro na ideia de
atualizar os coeficientes de um polinémio que servia como uma func¢ao de avaliagao de um
jogo de damas, pelo método de sucessivas predigoes. Outro trabalho bem sucedido com
o método das diferengas temporais foi o proposto por Schaeffer et al. [51] que produzi-
ram um estudo comparativo detalhado entre fungoes de avaliacao ajustada manualmente
por especialistas (que e o caso do atual campedo de damas Chinook) e uma fungao de
avaliacao treinada por diferencas temporais. Esta anélise mostrou que a estratégia de
auto-aprendizado com o método das diferencas temporais é uma ferramenta eficiente para

produzir agentes jogadores capazes de jogar com um alto nivel de desempenho.

3.2 Programas de Computador para Damas

Esta secao e a proxima resumem alguns dos principais agentes bem sucedidos para
o jogo de damas, incluindo o LS-Draughts e VisionDraughts, que consiste em versoes

anteriores do D-VisionDraughts.

3.2.1 Chinook

O Chinook é o mais famoso jogador de damas do mundo, sendo também o pro-
grama campeao mundial homem-maquina. Chinnok nao usa técnicas de aprendizagem
de maquina para aperfeicoar seu jogo, confiando principalmente em informacoes perfeitas
contidas em bases de dados e em um rapido processamento para alcancar buscas profun-
das, tao profundas quanto possivel.

Chinook usa uma funcao de avaliacao linear ajustada manualmente (cujo papel e esti-
mar o quanto o estado de tabuleiro e favoréavel e ele) que considera diversas caracteristicas
do jogo, por exemplo: niimero de pecas, nimero de damas, damas cercadas e pecas com
caminho desimpedido para virarem damas. Além disso, ele possui acesso a uma biblioteca
de movimentos de abertura de partidas jogadas por grandes mestres e uma poderosa base
de dados de fim de jogo, uma colecao de posicoes geradas automaticamente com valor
teorético de jogo provado. Atualmente, esta base de dados é composta por uma colecao
de 39 trilhdes de posigoes (todas as posigoes com 10 pecas ou menos no tabuleiro). Para
escolher o melhor movimento a ser executado, Chinook usa busca alpha-beta paralelo com
aprofundamento iterativo e tabelas de transposicao.

Recentemente, Schaeffer et al. conseguiram resolver o problema do jogo de damas [48|.

Mais detalhes sobre o Chinook podem ser encontrados em [50].
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3.2.2 Anaconda

Fogel explorou o potencial de um processo co-evolutivo para aprender a jogar damas
sem contar com a usual inclusao de conhecimentos de peritos humanos. O autor focou
no uso de uma populacao de redes neurais, onde cada rede serviu como uma funcao de
avaliacao para descrever a qualidade de um estado de tabuleiro. A rede neural usou apenas
posicoes, tipos e niimero de pecas do tabuleiro como entrada da rede neural. Nenhuma
outra caracteristica que envolveria conhecimento humano foi incluida.

Experimentos foram conduzidos para verificar a melhor rede neural, chamada Ana-
conda, por uma competicao em 10 jogos contra uma versao preliminar do Chinook. Para
propositos comparativos, Fogel avaliou os experimentos de duas maneiras, primeiro, sem
acesso ao banco de dados do Chinook e depois com acesso. Da primeira forma, Anaconda
obteve 2 vitérias, 4 derrotas e 4 empates, enquanto que da segunda forma, anaconda
melhorou seu desempenho com 4 vitérias, 3 derrotas e 3 empates. Assim, Anaconda é

avaliado como um jogador especialista em damas.

3.2.3 Cake

Cake é um jogador de damas criado por Martin Fierz [16]. Ele roda sobre o Checker-
Board (interface de damas para o sistema operacional windows) e faz uso de uma base
de dados de fim de jogo, que significa o conhecimento perfeito do valor de qualquer jogo
que tenha até 8 pecas no tabuleiro. Também faz uso de um livro de abertura gerado
automaticamente que contém até 2 milhoes de movimentos. Entre as fazes de abertura
e fim de jogo, Cake usa o algoritmo de busca MTD(f) para a escolha dos movimentos,
com uma avaliacao média de 2 milhoes de movimentos por segundo em um computador

moderno. Mais detalhes sobre o Cake podem ser vistos em [16].

3.2.4 NeuroDraughts

O NeuroDraughts ¢ um agente que aprende sem supervisao humana. Sua arquitetura
¢ mostrada na figura[3.1] O modulo da rede neural artificial (RNA) consiste em uma rede
MLP, que ¢é a parte central do NeuroDraughts. Ela corresponde a um perceptron de trés
camadas cuja camada de saida é composta de um tnico neuronio. O papel desta rede
é estimar o quanto o estado de tabuleiro corrente - representado por meio de 12 carac-
teristicas manualmente e arbitrariamente escolhidas pelo autor do sistema, - é favoravel ao
agente. Esta estimacao é a predicao e é quantificada por um nimero real compreendido
entre 0 e 1. O moédulo de busca Busca Minimaz seleciona, usando o algoritmo de busca
em arvore minimax e as predigoes calculadas, o melhor movimento correspondente ao
estado de tabuleiro corrente.

O modulo de busca TD corresponde ao processo de aprendizado do agente jogador ou
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Figura 3.1: Arquitetura do NeuroDraughts

RNA. Este médulo usa o método das diferencas temporais e self-play com clonagem como
estratégia de treino.

Mais detalhes sobre NeuroDraughts podem ser vistos em |28], [29]

3.3 Versoes anteriores do D-VisionDraughts

Como ja mencionado, o D-VisionDraughts foi inspirado no NeuroDraughts e teve trés
versoes anteriores: O LS-Draughts, na qual os autores, pelo uso de algoritmos genéticos,
automatizaram o processo de selecao de caracteristicas que representarao os estados de
tabuleiro; o VisionDraughts, onde os autores otimizaram o processo de busca introduzindo
a poda alpha-beta, tabelas de transposicao e aprofundamento iterativo; e o MP-Draughts
que, através do uso de uma arquitetura multiagente, aprimorou a capacidade do Vision-

Draughts de finalizar jogos onde claramente estava em vantagem.
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3.3.1 LS-Draughts

A fim de melhorar o NeuroDraughts, Neto de Julia inicialmente propuseram o LS-
Draughts [36]. O LS-Draughts amplia o NeuroDraughts com a insercao de algoritmos
genéticos que automaticamente selecionam as caracteristicas que irao representar os es-
tados de tabuleiro. O algoritmo genético gera T'p individuos que representam subcon-
juntos de todos as caracteristicas do mapeamento NET-FEATUREMAP. Cada individuo
gerado ¢ anexado a uma rede neural MLP que aprende, assim como o NeuroDraughts,
pelo método das diferencas temporais. Como no NeuroDraughts, o treinamento do LS-
Draughts se da por torneios baseados em self-play com clonagem. O objetivo do processo
de treinamento do LS-Draughts ¢ detectar qual conjunto de caracteristicas é o mais conciso
e apropriado para produzir um jogador eficiente.

Os resultados obtidos mostraram que os algoritmos genéticos sao, de fato, uma boa
alternativa para melhorar o processo de aprendizagem do NeuroDraughts: os melhores
individuos da 25* geracdo derrotaram o NeuroDraughts (em um torneio com 9 jogos,
obteve 2 vitérias e 5 empates) contando com apenas 7 caracteristicas para representar
os estados de tabuleiro (contra 12 usadas pelo NeuroDraughts). Mais detalhes sobre o

LS-Draughts podem ser encontrados em [35], [37].

3.3.2 VisionDraughts

Com o intuito de aprimorar o NeuroDraughts, Caixeta e Julia propuseram o Vision-
Draughts [9], [10]. O VisionDraughts é um jogador automéatico de damas que substitui
o moédulo de busca minimax do NeuroDraughts por uma rotina de busca baseado em
poda alpha-beta, tabelas de transposicao e aprofundamento iterativo. Este agente serviu
como ponto de partida para a construcao do D-VisionDraughts e serd descrito em mais
detalhes na se¢ao [d] Resultados experimentais mostraram que o tempo requerido para
efetuar a busca foi reduzido para 2.27% do tempo original, comparado com a busca us-
ada pelo NeuroDraughts, o que permitiu ao VisionDraughts aumentar a profundidade de
busca e obter assim um jogador muito melhor em um tempo de treinamento menor. O
capitulo 4 apresentard em mais detalhes o VisionDraughts, uma vez que sua compreen-
sao ¢ imprescindivel para a andlise e entendimento do D-VisionDraughts proposto neste
trabalho.

3.3.3 MP-Draughts

O MP-Draughts é um sistema multiagente com agentes responséveis por fases distintas
do jogo. Este jogador possui 26 agentes especializados, sendo que um agente é especial-
izado nas fases iniciais/intermediarias de um jogo (tabuleiros com no minimo 13 pegas),

chamado de IIGA (Initial /Intermidiate Game Agent) e outros 25 agentes para fases finais
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(tabuleiros com 12 pegas ou menos), chamados de EGA (End Game Agent). Todos os
agentes possuem a mesma estrutura de um agente do VisionDraughts e cada um dos 25
EGA ¢ treinado para lidar com um determinado cluster de estados de tabuleiro de final
de jogo diferente. Esses 25 clusters sao minerados de uma base de dados de 4000 estados
de tabuleiros através do algoritmo de Kohonen-SOM. O jogo é conduzido da seguinte
maneira: primeiro, uma versao do VisionDraughts é usada como o IIGA enquanto o jogo
tiver 13 pecas ou mais; depois, um agente de final de jogo que representa o cluster que
mais se aproxima do estado corrente do tabuleiro do jogo deverd substituir o ITGA e
jogar até o fim da partida. Os resultados obtidos indicaram que, apesar do aumento no
tempo de treino por causa do nimero maior de agentes a serem treinados, o uso de uma
arquitetura multiagente aumentou o desempenho do jogador, ganhando, em um torneio

de 20 jogos contra o VisionDraughts, 10 jogos e perdendo 6.






Capitulo 4

VisionDraughts - Um Sistema de
Aprendizado de Damas com Eficiente
Método de Busca

Neste capitulo é apresentado o VisionDraughts |10], [9], um sistema de aprendizagem
de jogos de damas cujo principal objetivo ¢ construir um agente automatico capaz de
aprender a jogar com alto nivel de desempenho e sem auxilio de especialistas humanos.
Esse jogador é um aperfeicoamento do jogador NeuroDraughts de Mark Lynch |28], [29],
e utiliza um eficiente moédulo de busca no lugar do algoritmo de busca minimax usado
pelo NeuroDraughts

O sistema implementa um agente jogador de damas como uma rede neural MLP que
utiliza a busca com poda alfa-beta, tabela de transposicao e aprofundamento iterativo
para, em funcao do estado corrente do jogo, escolher a melhor jogada . Além disso, ele uti-
liza 0 método de aprendizagem por reforco TD(\) aliado a estratégia de treino por self-play
com clonagem como ferramenta para atualizar os pesos da rede. Para tanto, o tabuleiro é
representado por um conjunto de funcoes que descrevem as caracteristicas do proprio jogo
de damas. A utilizacao de um conjunto de caracteristicas para representar o mapeamento
do tabuleiro de damas na entrada da rede neural é a mesma definida por Lynch em seu
jogador NeuroDraughts [28] como sendo um mapeamento NET-FEATUREMAP (a ser
detalhado na se¢ao [1.1.2).

Dessa forma, para conseguir alto nivel de desempenho, o VisionDraughts introduziu
um novo modulo em relacao ao jogador NeuroDraughts 28] [29], que é um modulo de busca
eficiente em arvores de jogos que fornece ao agente jogador de damas maior capacidade
de analisar jogadas futuras.

As proximas secoes abordam, em detalhes, o desenvolvimento do VisionDraughts, cuja
compreensao é fundamental para o entendimento do jogador D-VisionDraughts (apresen-

tado no capitulo @ As segoes se sucedem de acordo com o disposto a seguir: i) a repre-
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sentacao do tabuleiro nos jogadores de damas; ii) a arquitetura geral do VisionDraughts;
ili) o calculo da predicao e a escolha da melhor agdo; iv) reajuste de peso da rede MLP;

v) e finalmente o eficiente modulo de busca desse jogador.

4.1 Representacao do Tabuleiro nos Jogadores de Damas

Existem diversas maneiras de representar internamente um tabuleiro de jogo de damas
[9]. A representacdo interna de um tabuleiro no jogador VisionDraughts faz-se de duas
maneiras: representacao vetorial e representacao por caracteristicas, também chamada de
NET-FEATUREMAP. Essas representacoes também sao usadas no jogador desenvolvido
nesse trabalho, o D-VisionDraughts.

A representacao vetorial é usada para representar o tabuleiro na entrada do algoritmo
alfa-beta durante o processo de busca pelo melhor movimento. A representacao NET-
FEATUREMAP é usada na entrada das redes neurais no momento de calcular a predicao
de um dado estado.

As proximas secoes se dedicam a explicar, em detalhes, como é feito cada um dos tipos

de representacao de tabuleiros citados acima.

4.1.1 Representacao Vetorial

A escolha de uma estrutura de dados para representar o tabuleiro em um jogo é
fundamental para a eficiéncia de um jogador automatico de damas. Algoritmos de busca
em profundidade, baseados no alfa-beta, estao presentes nos melhores projetos da historia
dos jogos de tabuleiro; e a escolha adequada de uma estrutura de dados para representar
o tabuleiro afeta, consideravelmente, a velocidade de execucao desse tipo de algoritmo. A
representacao vetorial é recomendada para casos em que um algoritmo alfa-beta é usado
em virtude de sua precisao na representacao de um estado de tabuleiro.

O vetor que representa o estado de tabuleiro de um jogo tem 32 posi¢oes correspon-
dentes as posicoes existentes em um tabuleiro de damas. O modo de como se faz a

representagao vetorial de um tabuleiro de damas é apresentado a seguir:

O tabuleiro do jogo de damas representado, de maneira simples e direta, por meio de

representacao vetorial:

BOARDVALUES{
EMPTY = O,
BLACKMAN = 1,
REDMAN = 2,
BLACKKING = 3,
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REDKING = 4
}
BOARD{
BOARDVALUES p[32]

O tabuleiro é uma estrutura do tipo BOARD implementada como um vetor de 32 ele-
mentos do tipo BOARDVALUES. Cada elemento do vetor BOARD representa uma casa
do tabuleiro e cada casa do tabuleiro possui um dos valores presentes em BOARDVALUES
(EMPTY, BLACKMAN, REDMAN, BLACKKING, REDKING).

4.1.2 Representacao NET-FEATUREMAP

A utilizacao de um conjunto de caracteristicas para treinar um jogador de damas
foi primeiramente proposta por Samuel [45|, com o intuito de prover medidas numéricas
para melhor representar as diversas propriedades de posicoes de pecas sobre um tab-
uleiro. Varias dessas caracteristicas implementadas por Samuel resultaram de anélises
feitas sobre o comportamento de especialistas humanos em partidas de damas. Em ter-
mos praticos, essas andlises tinham o objetivo de tentar descobrir quais caracteristicas
referentes a um estado do tabuleiro sao frequentemente analisadas e selecionadas pelos
proprios especialistas quando vao escolher seus movimentos de pecas durante uma partida
de damas.

Samuel implementou 28 caracteristicas referentes ao dominio de jogo de damas. Caix-
eta e Julia utilizaram 12 dessas caracteristicas para representar o tabuleiro do jogo no
VisionDraughts [9].

Tais caracteristicas fornecem medidas quantitativas e qualitativas para melhor rep-
resentar as diversas propriedades das posicoes das pecas sobre um tabuleiro de damas.

Essas caracteristicas, implementadas por Samuel, podem ser observadas na tabela

Conjunto de Caracteristicas implementadas por Samuel

CARACTERISTICAS| DESCRICAO FUNCIONAL

PieceAdvantage Contagem de pecas em vantagem para o jogador preto (no

caso, ntimero de pecas que o jogador tem a mais).

PieceDisadvantage Contagem de pegas em desvantagem para o jogador preto (no

caso, ntimero de pecas que o jogador tem a menos).

PieceThreat Total de pecas pretas que estao sob ameaca.

PieceTake Total de pecas vermelhas que estao sob ameaca de pecas pre-

tas.
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Advancement Total de pecas pretas que estdo na 52 e 62 linha do tabuleiro
menos as pecas que estao na 32 e 42 linha.

DoubleDiagonal Total de pecas pretas que estao na diagonal dupla do tab-
uleiro.

BackRowBridge Se existe pecas pretas nos quadrados 1 e 3 e se nao existem
rainhas vermelhas no tabuleiro.

CentreControl Total de pecas pretas no centro do tabuleiro.

XCentreControl Total de quadrados no centro do tabuleiro onde tem pecas

vermelhas ou para onde elas possam mover.

TotalMobility - MOB

Total de quadrados vazios para onde as pecas vermelhas po-

dem mover.

Ezposure Total de pegas pretas que sao rodeadas por quadrados vazios
em diagonal.

Taken Total de posicoes para qual uma pecga vermelha pode se mover
e, assim, poder ameacar uma peca preta em um movimento
subsequente.

Pole Total de pecas simples pretas que estao completamente
rodeada de posi¢oes vazias.

Node Total de pecas vermelhas que estao rodeada por, no minimo,
3 posigoes vazias.

KingCentreControl Total de rainhas pretas no centro do tabuleiro.

TriangleofOreo Se nido existe rainhas vermelhas e se o triangulo de Oreo
(posicoes 2,3 e 7 ) estd ocupado por pecas pretas, ou se nao
existe rainhas pretas e se o triangulo de Oreo (posicoes 26,30
e 31) esta ocupado por pecas vermelhas.

Threat Total de posicoes para qual uma peca preta pode se mover e
assim poder ameacar uma peca vermelha em um movimento
subsequente.

UndeniedMobility Esta caracteristica é a diferenca entre MOB e DenialofOccu-
pancy.

Hole Total de posicoes vazias que estao rodeadas por 3 ou mais
pegas.

BackRowControl Se nao existem rainhas pretas e, se, uma ponte ou um trian-

gulo de Oreo é ocupado por uma peca vermelha




4.1. Representac¢ao do Tabuleiro nos Jogadores de Damas 61

Gap

Total de posicoes vazias separadas por duas pecas vermelhas
ao longo de uma diagonal ou que separam uma peca vermelha

de uma margem do tabuleiro.

Exchange

Total de posicoes que a peca preta pode avancar uma casa e

forcar o oponente a comer uma peca.

DiagonalMoment

Total de pecas vermelhas que estao localizadas na posicao 1
ou na posicao 2 de uma diagonal dupla mais as pecas passivas

que estao na ponta da diagonal.

Apex

Se nao existe rainha preta no tabuleiro, ou se os quadrados 7
ou 26 estao ocupados por uma peca preta e se nenhum desses

quadrados estao ocupado por uma peca vermelha.

Cramp

Se ocorre uma limitagao de posicao para as pecas vermelhas e

pelo menos uma das posicoes estao ocupadas por pecgas pretas.

Dyke

Total de pecas vermelhas que ocupem trés posicoes de diago-

nal adjacentes.

DenialofOccupancy

Total de posicoes onde, no proximo movimento, uma peca
preta pode ocupar esta posicao e ser capturada na proxima

jogada.

Fork

Total de pecas vermelhas que ocupam duas posicoes adja-
centes em uma coluna e que nessa mesma coluna, existam
trés posicoes vazias; assim a peca preta, pela ocupagao de
uma dessas posicoes pudo capturar uma ou duas pecas ver-

melhas.

Tabela 4.1: Conjunto de 28 Caracteristicas implementadas por Samuel

A representacao NET-FEATUREMAP é mais conveniente do que a representacao

vetorial em alguns casos como, por exemplo, na representacao do tabuleiro de jogo de

damas na entrada das redes neurais no momento de calcular a predicao de um dado estado,

uma vez que fornece, também, uma visao qualitativa do tabuleiro que é mais apropriada

ao processo de sua avaliacdo do que a visao meramente posicional e quantitativa da

representacao vetorial.

Sendo assim, uma colecao de n caracteristicas fornece uma representacao quantitativa

e qualitativa de um conjunto B de estados de tabuleiros. Cada caracteristica f; representa

um certo atributo de um determinado tabuleiro z e pode ser definida como:

fi B —> N, onde:

fi(x) = a, em que a representa o atributo do tabuleiro z referente a caracteristica f;,
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PieceAdvantage PieceDisadvantage
[ 5 [ o | | | | |
1 2 1 2 27 28

Figura 4.1: Exemplo de tabuleiro representado por NET-FEATUREMAP

conforme exemplificado abaixo.

Considere f; como sendo a caracteristica pecas em vantagem " PieceAdvantage", que
verifica em um dado tabuleiro z a quantidade de pecas em vantagem de um jogador. Se
o jogador para o qual a caracteristica esta sendo verificada possui 5 pecas em vantagem
em relacdo ao seu oponente, o atributo f;(z) produz 5 (ou seja, a =5); caso ele ndo
possua pecas em vantagem, o valor do atributo f;(z) é 0 (ou seja, a =0). Se um tabuleiro
possui pecas em vantagem para um jogador, consequentemente, ele nao possui pecas em
desvantagem para esse mesmo jogador. A figura ilustra como seria a representacao
do tabuleiro em relagao as caracteristicas PieceAdvantage e PieceDisadvantage, ambas
ocupando a 12 e a 22 posicao do tabuleiro, respectivamente, considerando 5 pecas em
vantagem.

Conforme visto anteriormente, a conveniéncia de se usar representacao vetorial ou
representacao NET-FEATUREMAP depende do processo em foco. Para as situacoes
em que a representacdo NET-FEATUREMAP ¢é mais adequada, faz-se necessario um
processo de conversdo de representacdo vetorial para tal representagdo (médulo NET-
FEATUREMAP apresentado na arquitetura do jogador), que é definido pelo mapeamento
C abaixo:

C: B — N", onde:

Cx) = = fil®)ys Fulx) =

Em que n é a quantidade de caracteristicas usadas na representacao do tabuleiro por
caracteristicas, a serem escolhidas entre as 28 caracteristicas propostas por Samuel [45],
[46]. Tsso significa que cada estado de tabuleiro z é representado por uma n-tupla composta

de n atributos, os quais correspondem as caracteristicas fi,..., fn, respectivamente.

4.2 Arquitetura Geral do VisionDraughts

O fluxo mostrado na figura ilustra a arquitetura do jogador VisionDraughts. Con-
forme ja comentado, esse jogador consiste de uma rede neural MLP treinada pelo método
de aprendizagem por reforco TD(\). Esse método utiliza predigoes (ou estimativas de
resultados finais de jogo) sucessivas para ensinar a rede neural a jogar damas. O jogador
alcanca alto nivel de desempenho simplesmente jogando contra si mesmo (estratégia de
treino por self-play com clonagem) com uma busca eficiente e com minima anélise de

jogos de especialistas humanos.
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6 - movimento

Estado Corrente

Préoximo Estado
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9 - predi¢do

\melhoragéo

Aprendizagem TD <

Figura 4.2: Fluxo de aprendizado do VisionDraughts: um sistema de aprendizagem de
jogos de damas

Os moédulos no qual a arquitetura se divide, mostrados na figura [4.2] sao:

1. Rede Neural Multicamadas: a rede neural recebe, em sua camada de entrada,
um estado do tabuleiro do jogo e devolve, em seu tnico neuronio na camada de
saida, um valor real compreendido entre -1.0 e +1.0. Tal valor (predi¢ao) representa
o quao o estado do tabuleiro presente na camada de entrada da rede é favoravel ao

jogador automatico;

2. Médulo NET-FEATUREMAP: por meio do mapeamento C (apresentado na
segdo anterior), esse modulo converte a representacao vetorial do estado corrente
em representacao NET-FEATUREMAP e apresenta esta tltima & de entrada da
rede neural MLP. Como o VisionDraughts usa 12 caracteristicas para representar o
tabuleiro, tem-se que C: B — N!2. Cada caracteristica tem um valor absoluto que
representa a sua medida analitica sobre um determinado estado do tabuleiro. Tal
valor absoluto é convertido (conversao numérica entre as bases decimal e binaria)
em bits significativos que, em conjunto com os demais bits das outras caracteris-
ticas presentes na conversao, constituem a sequéncia binéria de saida do modulo
NET-FEATUREMAP a ser apresentada na entrada da rede neural. As caracteris-
ticas implementadas no VisionDraughts, juntamente com as quantidades de bits

significativos de cada uma, podem ser vistos na tabela [£.2}



6dapitulo 4. VisionDraughts - Um Sistema de Aprendizado de Damas com Eficiente Método de Busca

CARACTERISTICAS | N° BITS

e

PieceAdvantage

PieceDisadvantage
Piece Threat
PieceTake

Advancement

DoubleDiagonal
BackRowBridge
CentreControl
XCentreControl
TotalMobility - MOB

Exposure

W k| W W | =W W|W|

w

KingCentreControl

Tabela 4.2: Conjunto de Caracteristicas implementadas no jogador VisionDraughts

3. Médulo Eficiente de Busca: seleciona a melhor acao a ser executada pelo agente
em funcao do estado corrente do tabuleiro. Esse moédulo expande uma arvore em
busca da melhor agdo e os nos presentes na camada mais profunda (folhas) sdo

mapeados, pelo médulo 2 na entrada da rede neural do modulo 1;

4. Médulo Ajuste de Peso: o ajuste dos pesos da rede neural é feito pelo método
das Diferengas Temporais TD(A). Esse processo é responsavel pela aquisi¢do de

conhecimento do sistema;

De acordo com a figura [£.2] o funcionamento do VisionDraughts se da da seguinte
forma: Sempre que o agente deve escolher uma peca para mover, o estado corrente, B1, é
apresentado para o algoritmo Alpha-Beta serial, mostrado no passo 1 da figura. O médulo
de busca expande a arvore de jogo correspondente ao tabuleiro B1 (passo 2), e submete
cada tabuleiro situado nas folhas da arvore para a rede neural no passo 3 (previamente,
estes tabuleiros sao convertidos em uma representacao por caracteristicas no modulo de
mapeamento). A rede neural avalia cada um destes tabuleiros e d4 uma predi¢ao, que
indica o quanto o tabuleiro é favoravel ao agente jogador. Este valor é retornado para o
algoritmo de busca (passo 4), de modo a permiti-lo apontar qual o melhor movimento a
ser aplicado em B1 (passo 5). O agente entao executa o movimento (passo 6) e o estado
de tabuleiro alcangado é mapeado (passo 7) e apresentado para a rede neural (passo 8).
Se o agente estiver em modo de treinamento, a predigao calculada pela rede neural para
o tabuleiro B2 sera usada pelo modulo de aprendizagem TD(\) para atualizar os pesos
da rede neural (passo 9). Note que se o agente nao estiver em treinamento, ele apresenta
a mesma arquitetura descrita acima, apenas retirando o modulo de aprendizagem TD(\)

e 0s passos 9 e 10.
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Quase todos os programas para jogos de tabuleiro possuem a mesma arquitetura basica
[38]. Suas diferentes partes precisam gerar os proximos movimentos legais, avalié-los e
retornar o melhor movimento a ser executado pelo agente jogador.

Observe que, para o problema de treinar uma rede neural com a finalidade de jogar
damas utilizando o método TD()) e mapeamento NET-FEATUREMAP do tabuleiro,
a escolha da melhor acao estd vinculada a dois fatores fundamentais: a profundidade
de busca (que indica a capacidade que o agente jogador possui de analisar combinagoes
futuras de jogadas) e a fungdo de avaliacdo (que avalia uma determinada posi¢cdo do

tabuleiro do jogo).

4.3 Calculo da Predicao e Escolha da Melhor Acao

O calculo das predigoes é efetuado por uma rede neural artificial aciclica com 3 ca-
madas. O nimero de ndés na camada de entrada da rede varia de acordo com o nimero
de caracteristicas e bits significativos presentes no modulo de mapeamento. A camada
oculta é formada por 20 neurénios fixos e a camada de saida por um tnico neurénio.
A arquitetura geral da rede neural é mostrada na figura Nessa arquitetura, cada
um dos neuronios da rede estd conectado a todos os outros das camadas subsequentes
(amplamente conectada); um termo bias é utilizado para todos os neurénios da camada
oculta e outro para o neurdonio da camada de saida.

Formalmente, o processo de calculo da predicao P, referente a uma configuragao do
tabuleiro do jogo de damas em um instante temporal ¢, isto é, S;, pode ser descrito da

seguinte forma:

1. a representacao interna do tabuleiro S; ¢ mapeada na entrada da rede neural pelo

(1) .
as bias=1——_ (0
. Y Wom w?
() W Mg 2 1m,
as hias =1 —— o 1??\ Wi
“"‘ e Wym “\f}“ 2
= ' i b
W (1) ™ ™
X1 e Wm, T
[N T e R \“\Q\
350 —3 P
X o t
) ma=1
)(n _,_/ Wm1m,
§ (o)
w0 ¥mgm,
ITI‘] i, 1 =
my=2{
Camada de Camada oculta Calnqda de
entrada {I=1) salda
{1=0} (I=2)

Figura 4.3: Rede Neural utilizada pelo VisionDraughts
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modulo de mapeamento mostrado na figura [4.2;

2. calcula-se o campo local induzido mg.’) para o neurdnio j (valor de entrada para o

neur6nio j) na camada [, para 1 <1< 2, da seguinte forma:

( M@1-1)
(-1) (1-1) NIV _
E w a7, para neurdnio j na camada (=1
1=0
.
in; =
ma-1) m(i-2)
(-1 _(-1) (-2) (I-2) Amin i _
E w; Ca; o+ E w;; “.a; 7, para neuronio j na camada [=2
=0 i=0

\

onde m,; representa neur6nios na camada [; al é o sinal de saida do neur6nio i na

camada [ e wﬁj é 0 peso sinaptico da conexao de um neurdnio ¢ da camada [ com

o neurénio j das camadas posteriores & camada [. Para as camadas ocultas ([ = 1)

e de saida (I = 2) sendo i = 0, tem-se que al™ = 41e wéé-*l) ¢ o peso do bias

aplicado ao neurénio j na camada [;

3. obtido o campo local induzido, o sinal de saida do neurénio j, na camada [, para
)
J

hiperbolica definida por g;(z) = ﬁ

1 <1< 2, ¢ dado por aé = g;(in;"), onde g;(z) é uma funcao de ativacao tagente

) _ 2 _ p

4. a predigao retornada pela rede neural para o estado S; € a;” = @, =

Funcionalmente, predigoes P;’s calculadas pela rede neural MLP podem ser vistas como
uma estimativa do quao o estado S; se aproxima de uma vitoria (representada pelo retorno
do valor +1 pelo ambiente), derrota (representada pelo retorno do valor -1 pelo ambiente)
ou empate (representado pelo retorno do valor 0, ou proximo de 0, pelo ambiente). Assim,
configuragoes de tabuleiros (ou estados do jogo) que receberem predi¢oes proximas de +1
tenderao a ser consideradas como bons estados de tabuleiro, resultantes de boas agoes, que
poderdo convergir para vitoria (+1). Da mesma forma, tabuleiros cujas prediges estdo
proximas de -1 tenderao a ser considerados péssimos estados de tabuleiro, resultantes de
acoes ruins, que poderao convergir para derrota (-1). O mesmo vale para configuracoes de
tabuleiros proximos de 0, que poderao convergir para empate (0 ou valor proximo deste).

O problema de escolher a melhor agao a ser executada pelo jogador VisionDraughts é
solucionado por meio de uma rede neural artificial, utilizando o célculo das predigoes e
do algoritmo alfa-beta. O alfa-beta recebe como parametro de entrada o estado corrente
do tabuleiro do jogo, expande uma arvore de busca e envia suas folhas para o modulo de
mapeamento que gera a sequéncia binédria de entrada na rede neural. O pseudo-cédigo do

algoritmo alfa-beta sera apresentado na secao 4.6.1
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4.4 Reajuste de Pesos da Rede Neural MLP

O reajuste dos pesos da rede é online, isto é, o agente vai jogando contra o seu clone
(oponente) e os pesos da rede vao sendo ajustados pelo método TD(A) de acordo com
a escolha das melhores acoes e os estados resultantes dessas acoes. Apods o fim de cada
partida de treino, um reforco final é fornecido pelo ambiente informando o resultado
obtido pelo agente jogador em fungio da sequéncia de agdes que executou (+1 ou -1, caso
o resultado tenha sido vitoria ou derrota, respectivamente). Caso tenha ocorrido empate,
o resultado serd zero ou valor proximo disso.

O agente jogador seleciona a melhor acao M, a ser executada a partir de um estado
S; com o auxilio do procedimento de busca alfa-beta e dos pesos atuais da rede neural.
O estado Sy, resulta da acdo M, sobre o estado S;. A partir de entao, o estado Sy 1 é
mapeado na entrada da rede neural e tem sua predigdo P, calculada (a predigdo é o
valor de saida no neuronio da dltima camada da rede neural). Os pesos da rede neural
sao reajustados com base na diferenca entre P, e a predicao P;, calculada anteriormente
para o estado S;. Apoés o fim de cada partida de treino, um reforco final é fornecido
pelo ambiente informando o resultado obtido pelo agente jogador em fungao da sequéncia
de agoes que executou (+1 para vitoria, -1 para derrota e um valor proximo de 0 para
empate).

Formalmente, o calculo do reajuste dos pesos é definido pela equacio do método TD(\)
de Sutton (SUTTON, 1988):
wl) = wz(»;-) (t—1)+ Awg) (1)

ij

— wg)(t—l)+a(l).(Pt+1 _pt).zzﬂ Ak P )

= wl(t — 1) +aO(Pyy — P,).elig) (t),

onde a® & o parametro da taxa de aprendizagem na camada. Caixeta e Julia [9)
utilizou uma mesma taxa de aprendizagem para todas as conexoes sinapticas de uma
mesma camada 1); wg) (t) representa o peso sinaptico da conexao entre a saida do neuronio
i da camada [ e a entrada do neur6nio j da camada (I + 1) no instante temporal £. A

correcao aplicada a esse peso no instante temporal ¢ é representada por Awg.) (t); o termo
0]
]
de eligibilidade das predicoes calculadas pela rede para os estados resultantes de acoes

eligi(]l-) (t) é unico para cada peso sinaptico w,;(t) da rede neural e representa o traco
executadas pelo agente desde o instante temporal 1 do jogo até o instante temporal ;
VP representa a derivada parcial de P, em relacao aos pesos da rede no instante k.

Cada predicao P, é uma funcao dependente do vetor de entrada X(k:) e do vetor de pesos
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m da rede neural no instante temporal k. O termo A%, para 0 < A < 1, tem o papel
de dar uma "pesagem exponencial"para a taxa de variagao das predigoes calculadas a k
passos anteriores de . Quanto maior for A, maior o impacto dos reajustes anteriores ao
instante temporal ¢ sobre a atualizagao dos pesos wg-) (t).

Neto e Julia [35], [37], [36] descrevem o processo de reajuste de pesos por Diferengas

Temporais TD()\) nas seguintes etapas:

1. o vetor W(k‘) de pesos é gerado aleatériamente;
2. as eligibilidades associadas aos pesos da rede sao inicialmente nulas;

3. dadas duas predicoes sucessivas P, e P, 1, referentes a dois estados consecutivos Sy
e S;i1, calculadas em consequéncia de agoes executadas pelo agente durante o jogo,

define-se o sinal de erro pela equacao:
oft) = (1P = PY),

onde o parametro v é uma constante de compensacao da predicao P, em relacao
a predicao Pi;

0
ij
Assim, as eligibilidades vinculadas aos pesos da camada [, para 0 < [ < 1, no instante

4. cada eligibilidade eligi(]l-) (t) estd vinculada a um peso sindptico w;; (t) correspondente.

temporal t eligg.) (t) sdo calculadas observando as equagoes dispostas a seguir:

e para os pesos associados as ligagoes diretas entre as camadas de entrada ([ =
0) e saida (I = 2):

eligi(]l-) (t) = A.eligg) (t—1)+ g’(Pt)_a(l),

7

onde A tem o papel de dar uma "pesagem exponencial"para a taxa de variacao
O]

das predigoes calculadas a k£ passos anteriores de t;a;,’ o sinal de saida do
neurdnio ¢ na camada [;¢'(z) = (1 — x?) representa a derivada da fungao de
ativacdo (tangente hiperbolica) [29).

e para os pesos associados as ligagdes entre as camadas de entrada (I = 0) e

oculta ({ = 1):

eligl) (t) = .eligl) (t — 1) + ¢'(P)wl ().¢'(a!*).a)",

+1)

onde agl ¢ o sinal de saida do neurdnio j na camada oculta (I + 1);

e para os pesos associados as ligagoes entre as camadas oculta (I = 1) e de saida
(1 =2):

elig) (t) = Aeligl) (t — 1) + ¢'(P,).a{";



4.5. Estratégia de Treino por Self-Play com Clonagem 69

5. calculados as eligibilidades, a correcao dos pesos wg-) (t) da camada [, para 0 < [ < 1,

é efetuada através da seguinte equacao:

Awd (1) = o e(t).cligl (t), (4.2)

onde o parametro de aprendizagem o) ¢ definido por Caixeta [9] como:

, para [=0

L =1
50’ para [=

6. existe um problema tipico associado ao uso de redes neurais no qual a convergéncia
ndo ¢ garantida para o melhor valor [35]. Caixeta [9], assim como Lynch [28|, [29]
utilizou o termo momento p para tentar solucionar esse tipo de problema. Para isso,
ele empregou uma checagem de direcao na equacao [4.1jou seja, o termo momento u
é aplicado somente quando a correcao do peso atual Awg) () e a corre¢ao anterior
Awg) (t—1) estiverem na mesma dire¢do. Portanto, a equacao final TD()) utilizada
para calcular o reajuste dos pesos da rede neural na camada [, para 0 < [ < 1, é
definida por:

wi () = wi (t = 1) + Awf) (1); (4.3)

onde Awg) (t) é obtido nas seguintes etapas:

e calcule Awg) (t) pela equagao ;
e se (Awg) (t)>0e Awg) (t—1)>0) ou Awg) (t)<0e Awg-) (t—1) <0), entao
faca:

Awd (1) = Awl) (1) + pAw) (t - 1);

4.5 Estratégia de Treino por Self-Play com Clonagem

A ideia do treinamento por self-play com clonagem é treinar um jogador por varios
jogos contra ele mesmo, ou seja, uma copia de si proprio. A medida que o jogador melhora
seu nivel de desempenho de forma a conseguir bater sua cépia, uma nova clonagem é
realizada e o jogador passa a treinar contra esse novo clone. O processo se repete por um
determinado ntimero de jogos de treinamento.

Na pratica, o treinamento do agente jogador VisionDraughts segue os passos:

1. primeiro, os pesos da rede neural MLP do jogador opp! (nome atribuido a rede

original) sao gerados aleatoriamente;
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2. antes de iniciar qualquer treinamento, a rede opp1 é clonada para gerar a rede clone

oppl-clone;

3. inicia-se entdo o treinamento da rede oppl que joga contra a rede oppI-clone (opo-
nente). As redes comegam uma sequéncia de n jogos de treinamento. Somente 0s

pesos da rede oppl sao ajustados durante os n jogos;

4. ao final dos 7 jogos de treinamento, um torneio de dois jogos é realizado para verificar
qual das redes é a melhor. Caso o nivel de desempenho da rede opp1 supere o nivel
da rede oppl-clone, é realizada a copia dos pesos da rede oppl para a rede oppl-
clone. Caso contrario, nao se copiam os pesos e a rede original oppl permanece

inalterada para a préxima sessao de treinamento;

5. va para etapa 3 e execute uma nova sessao de n jogos de treinamento entre a rede
oppl e o seu dltimo clone opp1-clone. Repita o processo até que um nimero maximo

de jogos de treinamento (parametro do jogo) seja alcancado.

Observe que essa estratégia de treinamento utilizada no VisionDraughts é eficiente,
uma vez que o agente jogador oppl deve sempre procurar melhorar o seu nivel de de-
sempenho a cada sessao de n jogos de treinamento, de forma a poder bater seu clone
oppl-clone em um torneio de dois jogos. No primeiro jogo do torneio, a rede oppl joga
com as pecas pretas do tabuleiro de damas e a rede oppI-clone joga com as pecgas vermel-
has. Ja no segundo jogo, as posicoes de ambas as redes sobre o tabuleiro de damas sao
invertidas. O objetivo dessa troca de posigoes dos jogadores sobre o tabuleiro ¢ permitir
uma melhor avaliacao do desempenho das redes oppl e oppl-clone, ao jogarem entre si
em ambos os lados do tabuleiro, uma vez que as caracteristicas referem-se a restri¢oes

sobre pecas pretas e/ou vermelhas.

4.6 Eficiente Método de Busca do VisionDraughts

Quando se fala que o VisionDraughts [9] é uma otimizacdo do NeuroDraughts 28|,
na verdade, quer-se dizer que o VisionDraughts expande o NeuroDraughts por incluir
um eficiente algoritmo de busca baseado em poda alfa-beta, tabela de transposicao e
aprofundamento iterativo.

A qualidade de um programa jogador depende muito do ntimero de jogadas que ele
pode olhar adiante (look-ahead), o que é aumentado com o uso do modulo de busca efi-
ciente [9]. O jogador automatico tem maior capacidade de analisar jogadas futuras(estados
do tabuleiro mais distantes do estado corrente) e, consequentemente, realizar melhores jo-
gadas.

Como confirmacao do ganho obtido pelo aperfeicoamento do modulo de busca, tem-

se que: com a introducao do algoritmo alfa-beta, o VisionDraughts treinou um jogador
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automatico de damas em apenas 5,83% do tempo gasto pelo NeuroDraughts; além disso,
usando o alfa-beta combinado com tabelas de transposicao e aprofundamento iterativo,
esse tempo caiu para 2.27% do tempo total gasto pelo NeuroDraughts.

Para verificar o impacto do médulo de busca no desempenho do VisionDraughts, dois
torneios com 14 jogos foram executados entre o VisionDraughts e os jogadores automati-
cos de damas NeuroDraughts [28] e LS-Draughts [35]. Os resultados dos torneios com-
provaram, além da otimizacao do tempo de busca obtida pelo alfa-beta, a eficiéncia do

aumento do look-ahead:

o VistonDraughts x NeuroDraughts: 5 vitorias para o VisionDraughts, 8 empates e 1

derrota;

o VisionDraughts x LS-Draughts: 4 vitorias para o VisionDraughts, 8 empates e 2

derrotas.

Na sequéncia sera apresentado o médulo de busca do jogador. A sequéncia da ap-
resentacgao foi organizada de modo a facilitar o entendimento do leitor como segue: i)O
algoritmo Alfa-Beta; ii) A Tabela de Transposigao; iii) Integragao entre o Algoritmo Alfa-
Beta e a Tabela de Transposi¢ao, iv) O Aprofundamento Iterativo; v) e finalmente O
Algoritmo Alfa-Beta com a Tabela de Transposi¢ao e o Aprofundamento Iterativo ( pegas

fundamentais para o entendimento do médulo de busca eficiente).

4.6.1 O algoritmo Alfa-Beta

O jogo de damas pode ser pensado como uma arvore de possiveis estados futuros do
tabuleiro do jogo, ou seja, uma arvore representando uma evolucao dos préximos movimen-
tos disponiveis de acordo com as regras do jogo. Geralmente a raiz da arvore tem varios
filhos representando todas as possiveis jogadas permitidas a partir do estado corrente(raiz
da arvore). A profundidade maxima de busca nessa arvore é determinada baseando-se
na quantidade de recursos computacionais disponiveis. Os estados do tabuleiro presentes
na camada mais profunda da arvore de busca denominam-se folhas da arvore (para sim-
plificar a representacao da arvore de busca, cada estado do tabuleiro é representado, de
agora em diante, por um circulo chamado n6 da arvore de busca).

O VisionDraughts utiliza o algoritmo alfa-beta para escolher, na arvore de busca, a
melhor agdo a ser executada de acordo com o estado corrente do tabuleiro do jogo. O
algoritmo alfa-beta pode ser resumido como um procedimento recursivo que escolhe a
melhor jogada a ser executada fazendo uma busca em profundidade, da esquerda para a
direita, na arvore do jogo [51], [4]. A versdo mais conhecida do algoritmo alfa-beta é a
versao fail-hard, apresentada nesta secao.

Com o objetivo de simplificar o entendimento do algoritmo alfa-beta, apresenta-se, a

seguir, o pseudo-c6digo do algoritmo minimax juntamente com a explicagao de como ele
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funciona. Em seguida, sera adicionado o mecanismo de poda alfa-beta no contexto do

procedimento minimax. Na verdade, o que acontece, de fato, é a introducao de uma poda

alfa-beta (limites que guiam as podas) no minimax; por isso o entendimento do minimax

faz-se necessario.

10:
11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22:
23:
24:
25:
26:
27:
28:

Pseudo-cédigo do algoritmo minimax

: minimax(node:n, int:depth, move:bestmove)

if leaf(n) or depth=0 then
return evaluate(n)
end if
if n is a max node then
besteval := - infinity
for each child of n: do
v := minimax (child,d-1,bestmove)
if v > besteval then
besteval:= v
thebest = bestmove
end if
end for
bestmove = thebest
return besteval
end if
if n is a min node then
besteval := -+ infinity
for each child of n: do
v := minimax (child,d-1,bestmove)
if v < besteval then
besteval:= v
thebest = bestmove
end if
end for
bestmove = thebest

return besteval

end if

e linha 1: o algoritmo recebe como parametro de entrada um estado do tabuleiro do
jogo de damas n, uma profundidade de busca d e um parametro de saida bestmove
que armazena a melhor jogada a ser executada a partir do estado do tabuleiro n.
Ele retorna a predicao associada ao estado n na forma de um nimero real, a qual é

a avaliacao do estado n do ponto de vista do agente jogador;
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e linhas de 2 a 4: o algoritmo minimax é recursivo e escolhe a melhor jogada a
ser executada fazendo uma busca em profundidade, da esquerda para a direita, na
arvore do jogo. Por se tratar de um procedimento recursivo, exige-se uma condic¢ao
de parada. Tal condicao de parada do algoritmo verifica se o estado do tabuleiro
n é uma folha da arvore, ou seja, se n nao possui filhos. Nos dois casos, a funcao
evaluate(n) é retornada indicando a predigao dada pela rede neural para o estado

do tabuleiro n;

e linha 5: o estado do tabuleiro presente na raiz da arvore do jogo montada pelo
algoritmo é um n6é maximizador e a predicao associada a um né maximizador sera
igual & maior predicao de seus filhos. Os filhos do estado do tabuleiro presente
na raiz da arvore do jogo sao n6s minimizadores e a predicao associada a um noé
minimizador sera igual & menor predicao de seus filhos. Assim, os niveis da arvore
do jogo alternam entre nés maximizadores e minimizadores e o pedaco de codigo

delimitado por esta linha é executado para os nés maximizadores;

e linha 6: besteval representa a melhor avaliacao encontrada para o ndé n até o
presente momento. Como n representa um né maximizador, inicialmente, o valor
de besteval é configurado como o maior valor negativo possivel, por exemplo, -
infinity. Note que besteval recebe - infinity e serd incrementado até o maximo valor

das predigoes associadas aos filhos de n;

e linha 7: para cada um dos filhos de n, realiza-se os procedimentos das linhas 8 a
12;
e linha 8: Para cada um dos filhos child, do estado do tabuleiro n, o algoritmo

minimax é chamado, recursivamente, com profundidade d - 1. O valor da predicao

associada ao filho child de n é armazenado na variavel v;

e linhas de 9 a 12: caso a predicao armazenada na variavel v seja maior que besteval
(melhor avaliagdo encontrada até o momento para n), o algoritmo atualiza o valor
de besteval com v e o valor de thebest (melhor movimento encontrado até o momento

para n) com bestmove;

e linha 14: assim que o algoritmo sair do laco da linha 7, thebest contera o melhor
movimento a ser executado a partir do estado n. Entao, bestmove é atualizado com

o valor de thebest;

e linha 15: Assim que o algoritmo sair do laco da linha 7, besteval contera a maior
predigdo de todos os filhos do estado do tabuleiro n (n é maximizador). Entao,

besteval serd retornado como valor da predicao associada ao estado do tabuleiro n;

e linha 17: o pseudo-cédigo delimitado por esta linha é similar ao delimitado pela

linha 5, porém, tratam-se, agora, de nés minimizadores.
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linha 18: besteval representa a melhor avaliagao encontrada para o né n até o
momento. Como n representa um nd minimizador, inicialmente, o valor de besteval
é configurado como o maior valor positivo possivel, por exemplo, + infinity. Note
que besteval recebe + infinity e serd decrementado até o minimo valor das predicoes

associadas aos filhos de n;

linha 19: para cada um dos filhos de n, realizam-se os procedimentos das linhas 20
a 24,

linha 20: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo
¢ chamado, recursivamente, com a profundidade de busca decrementada de uma
unidade. O valor da predicao associada ao filho child de n é armazenada na variavel

V.

linhas de 21 a 24: caso a predicao armazenada na variavel v seja menor que
besteval (melhor avaliagdo encontrada até o momento para n), o algoritmo atualiza
o valor de besteval com v e o valor de thebest (melhor movimento encontrado até o

momento para n) com bestmove;

linha 26: assim que o algoritmo sair do lago da linha 19, thebest contera o melhor
movimento a ser executado a partir do estado n. Entao, bestmove é atualizado com

o valor de thebest;

linha 27: assim que o algoritmo sair do lago da linha 19, besteval conterd a menor
predi¢do de todos os filhos do estado do tabuleiro n (n é minimizador). Entao,
besteval seré propagado, ou seja, retornado como valor da predicao associada ao

estado do tabuleiro n.

Como citado anteriormente, o algoritmo minimax examina mais estados do tabuleiro

que o necessario e, nesse sentido, o mecanismo de poda alfa-beta elimina secoes da arvore

de busca que, definitivamente, nao podem conter a melhor acao a ser executada pelo

agente jogador. Abaixo é apresentado o pseudo-codigo do algoritmo alfa-beta seguido de

uma explicacao dos pontos em que ele difere do minimax.

Pseudo-cédigo do algoritmo alfa-beta fail-hard

alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)
if leaf(n) or depth=0 then

return evaluate(n)

end if

if n is a max node then

besteval := min

for each child of n: do
v := alphaBeta(child,d-1,besteval,max,bestmove)
if v > besteval then
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10: besteval:= v

11: thebest = bestmove
12: end if

13: end for

14:  if besteval >= max then
15: return max

16: end if

17:  bestmove = thebest

18:  return besteval

19: end if

20: if n is a min node then

21:  besteval := max

22:  for each child of n: do
23: v := alphaBeta(child,d-1,min,besteval bestmove)
24: if v < besteval then
25: besteval:= v

26: thebest = bestmove
27: end if

28:  end for

29:  if besteval <= min then
30: return min

31:  end if

32:  bestmove = thebest

33:  return besteval

34: end if

e linha 1: enquanto o algoritmo minimax recebe um estado do tabuleiro do jogo de

damas n, uma profundidade de busca d e um parametro de saida para armazenar a
melhor acao a ser executada, bestmowve a partir de n, o algoritmo alfa-beta recebe,
ainda, um intervalo de busca delimitado pelos parametros min (representando o
limite inferior do intervalo de busca, sendo também conhecido como alfa) e maz
(representando o limite superior do intervalo de busca, sendo também conhecido
como beta). A predigao de retorno do algoritmo alfa-beta para o estado do tabuleiro
presente na raiz da arvore de busca é exatamente igual a predicao retornada pelo

algoritmo minimax;

linha 8: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo alfa-
beta ¢ chamado, recursivamente, com profundidade d - 1. O valor da predicao
associada ao filho child de n é armazenado na variavel v. Note, porém, que um

novo intervalo de busca serd utilizado para a chamada recursiva: em vez de utilizar
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Figura 4.4: A esquerda: arvore de busca expandida pelo minimax. A direita: arvore
expandida pelo Alfa-Beta.

o intervalo [min; maz|, sera utilizado o intervalo |besteval; mazx]. Tal fato significa
que, no nivel de maximizacao, sempre que ocorrer atualizacdo de um dos limites do
intervalo de busca, ela serd um incremento no limite inferior. Isso acontece sempre

que a predicao v calculada para child superar o valor de besteval na linha 9;

e linhas de 14 a 16: se acontecer de a predicao armazenada na variavel besteval
ultrapassar o limite superior do intervalo de busca (besteval > max), o algoritmo re-
tornard, imediatamente, o limite superior do intervalo de busca (maz) como predi¢ao
associada ao estado do tabuleiro n. Tal fato expressa a ideia de que o intervalo de
busca deve ser respeitado, ou seja, a predicao associada ao estado do tabuleiro n

deve estar contida dentro do intervalo de busca passado como parametro;

e linha 23: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo
minimax é chamado, recursivamente, com profundidade d - 1. O valor da predicao
associada ao filho child de n é armazenado na variadvel v. Note, porém, que um
novo intervalo de busca seré utilizado para a chamada recursiva: em vez de utilizar
o intervalo [min; maz|, sera utilizado o intervalo [min; besteval|. Tal fato significa
que, no nivel de minimizagao, sempre que ocorrer atualizacao de um dos limites do
intervalo de busca, ela serd um decremento no limite superior. Isso acontece sempre

que a predi¢ao v calculada para child for inferior ao valor de besteval na linha 24;

e linhas de 29 a 31: se acontecer de a predicao armazenada na variavel besteval
tornar-se menor que o limite inferior do intervalo de busca (besteval < min), o
algoritmo retornard, imediatamente, o limite inferior do intervalo de busca (min)
como predi¢ao associada ao estado do tabuleiro n. Tal fato expressa a ideia de que
o intervalo de busca deve ser respeitado, ou seja, a predicao associada ao estado do

tabuleiro n deve estar contida dentro do intervalo de busca passado como parametro.

Para melhor esclarecer como funciona a poda alfa-beta durante um processo de busca

pela melhor agao ( no caso de damas, melhor movimento), observe na figura :
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Considerando o exemplo de arvore do jogo de damas mostrado na figura [4.4] o algo-
ritmo minimax executaria a seguinte sequéncia de busca pelos nos da arvore , S7, Sy,
S12, St13, Sa, Sa1, S3, S31, S32 € por ultimo S33. Como é possivel perceber, o algoritmo
percorre todos os nos da arvore e, s6 ao final, retorna o melhor movimento, no caso S;.
J& se tratando do algoritmo alfa-beta, a sequéncia de busca seria a seguinte Sy, Si1, Sio,
S13, S2, Sa1, S3, S31 €, nesse momento, a busca seria interrompida (porque o valor minimo
encontrado na arvore 0.2 ja ¢ menor que o valor minimo permitido pelo intervalo de busca
que ¢é 0.3) e o melhor movimento seria retornado, assim como no minimax,a melhor agao
seria se mover para Sj.

Portanto, com base no exemplo mostrado na figural4.4]e no pseudo-cédigo do algoritmo
alfa-beta, é possivel abstrair a seguinte ideia para o mecanismo de poda: a avaliacdo dos
filhos de um né de minimizac¢ao pode ser interrompida tao logo a predicao calculada para
um de seus filhos seja menor que o parametro alfa (poda alfa). Similarmente, a avaliagao
dos filhos de um n6 de maximizagao pode ser interrompida tao logo a predigao calculada
para um de seus filhos seja maior que o parametro beta (poda beta).

Como citado anteriormente, o primeiro avanc¢o do VisionDraughts em relacao ao seu
predecessor, NeuroDraughts, foi conseguido com o algoritmo alfa-beta, o qual diminuiu
o tempo de execucao do VisionDraughts para um valor inferior 4 10% do tempo exigido
pelo algoritmo minimax do NeuroDraughts.

A fim de proporcionar ainda mais eficiéncia ao mecanismo de busca, o VisionDraughts
utiliza o algoritmo alfa-beta em conjunto com tabela de transposicao. A subsegao seguinte
introduz o conceito de transposicao e descreve o funcionamento de uma tabela de trans-

posicao.

4.6.2 A Tabela de Transposicao

O algoritmo alfa-beta apresentado na secao anterior nao mantém um historico dos
estados da arvore de jogo ja procurados anteriormente. Assim, se um estado do tabuleiro
for apresentado 2 vezes para o algoritmo alfa-beta, a mesma rotina sera executada 2 vezes
a fim de encontrar a predigdo associada ao estado. Para evitar que o algoritmo alfa-
beta seja executado duas vezes para encontrar uma mesma predicao associada ao estado,
pode-se associd-lo com uma tabela de transposicao [6], [5].

Sabe-se que em um jogo de damas, pode-se chegar a um mesmo estado do tabuleiro
2 vezes (ou mais); quando isso ocorre, diz-se que houve uma transposi¢ao [33]. Essas

transposicoes acontecem, em um jogo de damas, de duas formas béasicas:

e diferentes combinacoes de jogadas com pecas simples: as pecas simples nao se movem
para tras, apesar disso, elas podem desencadear uma transposicao, como mostrado
na figura [1.5] Nesse caso, os estados do tabuleiro mostrados em a e d sdo idénticos,

assim como os estados mostrados em ¢ e f. Assumindo a como estado inicial, é
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Figura 4.5: Exemplo de transposicdo em ¢ e f : 0 mesmo estado do tabuleiro é alcangado
por combinagoes diferentes de jogadas com pecas simples.

a b c

Figura 4.6: Exemplo de transposicao em a e ¢: o mesmo estado do tabuleiro é alcangado
por combinagoes diferentes de jogadas com reis.

possivel alcancar ¢ passando por b. Assumindo d como estado inicial, é possivel
alcancar f passando por e. Entao, os tinicos estados diferentes sao b e e. No caso da
sequéncia de movimentos a, b e ¢, 0 jogador preto move-se primeiro para a direita
e, em seguida, para a esquerda, enquanto na sequéncia de movimentos d, e e f, o

jogador preto move-se primeiro para a esquerda e, em seguida, para a direita;

e diferentes combinacdes de jogadas com reis: o0s reis se movem em qualquer direcao,
gerando transposigoes facilmente, conforme mostrado na figura Partindo do
estado a, avancando o rei, ¢ possivel alcancar o estado b e, em seguida, recuando o

rei, é possivel alcancar o estado ¢, idéntico ao a.

Para entender melhor como o VisionDraughts utiliza a tabela de transposicao, as
subsecoes, a seguir, abordam em detalhes como isso é feito. Como a compreensao da téc-
nica de Zobrist é fundamental para a construcao da tabela de transposi¢ao, inicialmente,
apresenta-se a técnica de Zobrist . Na sequéncia, é apresentada a estrutura da tabela

de transposicao, e como tratar possiveis colisoes de estados do tabuleiro dentro da tabela.
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Técnica de Zobrist - Criacao de Chaves Hash para Indexagao dos Estados do

Tabuleiro do Jogo

A tabela de transposicao utilizada pelo VisionDraughts foi implementada como uma
tabela hash. Uma tabela hash é uma estrutura de dados que associa chaves a valores
[44]. Cada chave representa um estado do tabuleiro do jogo de damas e é associada a
informagoes relevantes obtidas, a partir do algoritmo alfa-beta, para aquele estado. A
representacao de um determinado estado do tabuleiro do jogo, na forma de uma chave
hash, ¢ feita utilizando a técnica descrita por Zobrist [64].

O método descrito por Zobrist utiliza o operador XOR (ou exclusivo), simbolizado
matematicamente por ®. Logicamente, o XOR é um tipo de disjuncao logica entre dois
operandos que resulta em “verdadeiro” se, e somente se, exatamente, um dos operandos
tiver o valor "verdadeiro”. Computacionalmente, o operador XOR pode ser aplicado sobre

dois operandos numéricos |9]. Por exemplo:

1. operandos numéricos na base binaria: o XOR aplicado sobre dois bits quaisquer
resulta em "1'"se, e somente se, exatamente, um dos operandos tiver o valor "1".
Assim, considere Seq; = by, bs, ..., b, uma sequéncia binaria de n bits. Além disso,
considere Seqs = rq,79,...,7, outra sequéncia binaria, também, de n bits. Para
calcular Seqs = Seq; ®Seqs, basta aplicar o operador XOR sobre os bits das posi¢oes

correspondentes de Seq; e Seqs, isto é, basta fazer Seqz = by ®711,by @71y, ..., b, Rrn;

2. operandos numéricos na base decimal: a operacao XOR sobre dois inteiros dec-
imais segue o mesmo procedimento mostrado para operandos numéricos na base
binéria, exceto, os dois argumentos inteiros decimais que devem ser, antes de tudo,
convertidos para a base binaria. A conversao de inteiros decimais para binérios é
transparente em C-++ 1. Isso significa que dois operandos inteiros decimais podem
ser passados como argumentos para o operador XOR (a conversio é feita implicita-

mente).

Assuma as seguintes propriedades, descritas em [64], para o operador XOR aplicado

sobre sequéncias aleatorias (r) de inteiros decimais de n bits:
1. ® (rj RrE) = (r; ® Tj) & Tk
2. 7"1'®7'j :7"]'®7"Z';

ri @1 = 0;

se s; =71 ®ry® ... ¥1r; entao s; é uma sequéncia aleatoria de n bits;

AN

s; €& uniformemente distribuida (uma variavel é dita uniformemente distribuida

quando assume qualquer um dos seus valores possiveis com a mesma probabilidade).

Ninguagem usada na implementacio do jogador
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Suponha que exista um conjunto finito S qualquer e que se deseje criar chaves hash
para os subconjuntos de S. Um método simples seria associar inteiros aleatorios de n bits
aos elementos de S e, a partir dai, definir a chave hash de um subconjunto Sy de S como
sendo o resultado da operacao ® sobre os inteiros associados aos elementos de Sy. Pelas
propriedades 1 e 2, a chave hash é tUnica e, pelas propriedades 4 e 5, a chave hash é
aleatoria e uniformemente distribuida. Se qualquer elemento for adicionado ou retirado
do subconjunto Sy, a chave hash mudara pelo inteiro que corresponde aquele elemento.

No caso do VisionDraughts, existem 2 tipos distintos de pecas (peca simples e rei), 2
cores distintas de pecas (pega preta e peca branca) e 32 casas no tabuleiro do jogo. Entao,
existem, no maximo, 128 possibilidades distintas (2x2x32) de colocar alguma peca em
alguma casa do tabuleiro. Assim, criou-se um vetor de 128 elementos inteiros aleatorios,
mostrado na figura para representar os estados possiveis do tabuleiro (cada elemento
representa uma possibilidade de se ocupar uma das 32 casas do tabuleiro com alguma das
4 pegas inerentes ao jogo). A chave hash, para representar cada estado do tabuleiro, é
o resultado da operacao XOR realizada entre todos os elementos do vetor associados as
casas nao vazias do tabuleiro. Na figura pode-se visualizar que sao criadas 4 chaves
para cada posicao do tabuleiro, o que cobre a necessidade de variagoes de chaves em um
jogo de damas.

A técnica de Zobrist é, provavelmente, o método disponivel mais rapido para calcular
uma chave hash associada a um estado do tabuleiro do jogo de damas [64]. Os fundamentos
dessa informacao é a velocidade com que se executa a operacao XOR por uma CPU. Para
entender como ocorre a atualizacao incremental das chaves hash, associadas aos estados

do tabuleiro, considere as movimentacoes possiveis no jogo de damas:

1. movimento simples: um movimento simples pode ser tratado como a remocao de
uma peca simples da casa de origem do movimento e sua inser¢ao na casa de destino

do movimento;

2. promocao: uma promocao acontece quando uma peca simples se torna rei. Pode ser
tratada como sendo a remocao de um tipo peca e a insercao de outro tipo de peca

na mesma casa do tabuleiro;

3. captura: uma captura pode ser tratada como sendo a remocao da peca capturada,
a remocao da peca capturadora da casa de origem do movimento e a insercao da

peca capturadora na casa de destino do movimento.

Considere o exemplo de movimento simples da figural4.8|e o vetor de niimeros aleatérios

utilizados pelo VisionDraughts, mostrado na figura 4.7

1. para conseguir o niimero aleatorio associado & peca preta simples, localizada na casa
21 do tabuleiro Sy, basta fazer uma consulta ao vetor V e encontrar o valor Iy; =
1171196056361380757;
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Figura 4.8: Exemplo de movimento simples.

Figura 4.7: Vetor de 128 elementos inteiros aleatorios utilizados pelo VisionDraughts
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2. para conseguir o nimero aleatério associado a peca preta simples, localizada na casa
22 do tabuleiro Sy, basta fazer uma consulta ao vetor V e encontrar o valor Ioy =
9204715365712158256;

3. para conseguir o ntimero aleatério associado & pega branca simples, localizada na
casa 31 do tabuleiro Sy, basta fazer uma consulta ao vetor V e encontrar o valor
131 = 6271745259985944523;

4. para conseguir a chave hash (), associada ao estado do tabuleiro Sy, basta considerar
Co = 151 ® 15 ® I31. Logo, Cy = 1171196056361380757 ® 9204715365712158256 ®
6271745259985944523 , ou seja, Cy = 4104165011015584366;

5. para conseguir a chave hash (', associada ao estado do tabuleiro S7, nao é necessario
repetir os passos anteriores; basta atualizar, incrementalmente, o valor da chave Cj

conforme passos 6 e 7;

6. C1 = Cy®I5. Indica a remogao da peca preta simples da casa 21 do estado Sy (veja a
propriedade nimero 3). Logo, C7 = 4104165011015584366 ® 1171196056361380757,
ou seja, C7 = 2932970144385327611;

7. C1 = (1 ® I5. Isso indica a insercao da peca preta simples na casa 25 do tabuleiro,
gerando o estado S; (veja a propriedade niimero 1). Logo, C; = 2932970144385327611®
8978665553187022367, ou seja, C; = 8988798927364941823.

Estrutura ENTRY - Dados Armazenados para um Determinado Estado do
Tabuleiro do Jogo

A tabela de transposicao utilizada pelo VisionDraughts, implementada como uma
tabela hash a fim de que se consiga méaxima velocidade de manipulacao, mantém um
registro de estados analisados do tabuleiro do jogo com respectivos valores obtidos para
os estados pelo algoritmo alfa-beta. A partir de entao, sempre que um estado do tabuleiro
for apresentado como entrada do procedimento alfa-beta, primeiro o algoritmo verificara
se esse estado se encontra na tabela de transposicao e, caso afirmativo, utilizara os valores
armazenados em memoria, o que abreviard todo o procedimento de busca.

O VisionDraughts utiliza uma estrutura chamada ENTRY para armazenar os dados

de entrada para a tabela de transposicao. Veja:

struct ENTRY{

int64 hashvalue;

int scorevalue;
MOVE bestmove;
int depth;

int scoretype;

int checksum;
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}

onde o campo hashvalue armazena a chave hash mostrada na secao acima; o campo
bestvalue armazena o valor da predicao retornada pelo algoritmo alfa-beta; o campo best-
move armazena a melhor jogada que é, também, retornada pelo algoritmo alfa-beta; o
campo depth armazena a profundidade de busca utilizada pelo algoritmo alfa-beta; O
campo scoretype armazena um flag que indica o real significado da predicao contida em
bestvalue. Esse flag pode assumir trés valores diferentes, hashAtMost (quando acontece
uma poda alfa), hashAtLeast (quando acontece uma poda beta) e hashEzact quando
nao acontece nenhuma poda e o valor de bestvalue é exato. O campo checksum ar-
mazena outra chave hash, gerada de forma idéntica a chave hashvalue, porém, partindo
de nameros aleatérios diferentes. A chave checksum utiliza ntimeros inteiros de 32 bits
enquanto hashvalue utiliza inteiros de 64 bits.

A estrutura ENTRY é a unidade béasica de entrada para a tabela de transposicao
utilizada pelo VisionDraughts. A tabela de transposicao é uma estrutura do tipo TTABLE
que contém dois vetores (e; e ey, ambos com elementos do tipo ENTRY'), um método
para armazenar novas entradas e um método para ler as entradas ja existentes na tabela
de transposicao. Um exemplo de como ¢ armazenada uma estrutura ENTRY na tabela

pode ser visto logo abaixo:

struct ENTRY{

int64 hashvalue = hv;
0.3;
S1;

int bestvalue
MOVE bestmove
int depth = 2;

int scoretype = hashExact;

int checksum = ck;

+

A préxima secao se dedica a explicar os possiveis problemas de colisdo de registros
na tabela de transposicao e utiliza esta segunda chave hash, checksum, para o mesmo
estado do tabuleiro, como um dos instrumentos para deteccao e tratamento de colisdes. A
estrutura TTABLE sera detalhada na se¢ao[4.6.2] porém, é necessario entender, primeiro,

o mecanismo de tratamento de colisoes utilizado pelo VisionDraughts.

Colisoes - Conflitos de Enderecos para Estados do Tabuleiro do Jogo

A tabela de transposicao do VisionDraughts trata dois tipos de erros identificados por
Zobrist [64]. O primeiro tipo de erro, chamado erro tipo 1, ocorre quando dois estados
distintos do tabuleiro do jogo de damas sao mapeados na mesma chave hash. Caso o erro
nao seja detectado, pode acontecer de predicoes incorretas serem retornadas pela rotina

de busca alfa-beta com tabela de transposigao.
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Para controlar os erros tipo 1, sao usadas as duas chaves hash da estrutura ENTRY
. hashvalue e checksum. Cada uma das chaves é gerada utilizando nimeros aleatorios
independentes. Se dois estados diferentes do tabuleiro produzirem a mesma chave hash,
hashvalue, &€ improvavel que produzam, também, o mesmo valor para checksum. A segunda
chave hash nao precisa ser, necessariamente, do mesmo tamanho da primeira. Porém,
quanto maior o ntmero de bits presentes nas chaves hash, menor a probabilidade de
ocorréncia dos erros tipo 1. A primeira chave hash, hashvalue, contém 64 bits e a segunda,
checksum, possui 32 bits.

O erro tipo 2 ocorre em virtude dos recursos finitos de memoria existentes, quando dois
estados distintos do tabuleiro, apesar de serem mapeados em chaves hash diferentes, sao
direcionados para o mesmo endereco na tabela de transposigao.F:m seguida é apresentada
a estratégia utilizada pelo VisionDraughts para resolver o dilema dos erros tipo 2.

O VistonDraughts utiliza dois esquemas de substituicao quando acontece uma colisao
do tipo 2, um chamado Deep e outro chamado New. Esses esquemas foram escolhidos
entre os sete estudados por Breuker em [6], [5]. A escolha desses dois esquemas foi feita
baseada no jogador Chinook [50], [48]. O Chinook utiliza uma tabela de transposi¢ao
de dois niveis em que cada entrada da tabela pode conter informacoes relativas a até 2
estados do tabuleiro (um estado em cada nivel). Experimentos no Chinook mostram que
tal estrutura para a tabela de transposicao reduz o tamanho da arvore de busca em até
10% [47].

Caso um endereco da tabela de transposicao armazene informacoes sobre o mesmo
estado do tabuleiro Sy em seus dois niveis, isso indica que as informacoes sobre Sy do
primeiro nivel teriam sido obtidas a partir de uma busca mais profunda que aquela a
partir da qual foram obtidas as informagoes sobre S, armazenadas no segundo nivel.
Caso um endereco da tabela de transposicao armazene, em seus dois niveis, informacoes
sobre dois estados distintos do tabuleiro, isso indica que o segundo nivel foi utilizado para
resolver um problema de colisao. Em termos praticos, o primeiro nivel armazena os dados
de maior precisao enquanto o segundo, age como um ’cache'"temporal.

Entao, a tabela TTABLE contém 2 vetores el e e2, do tipo ENTRY, representando
os 2 niveis da tabela de transposicao, e cada esquema de substituicao esta associado a um

dos dois vetores de TTABLF, como mostrado abaixo:

e Deep: o esquema de substituicao Deep é tradicional e baseado nas profundidades
das sub-arvores examinadas para as posicoes envolvidas. Em uma colisao, a posicao
com a mais profunda sub-arvore é preservada na tabela. O conceito por tras desse
esquema é que uma sub-arvore mais profunda, normalmente, contém mais nos do
que uma sub-arvore mais rasa, e tal fato faz com que o algoritmo alfa-beta economize

um tempo maior quando é poupado de pesquisar uma sub-arvore mais profunda;

e New: o esquema de substituicao New substitui o conteddo de uma posicao na
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tabela quando uma colisao ocorre. Tal conceito ¢ baseado na observacao de que
a maioria das transposi¢oes ocorrem localmente, ou seja, dentro de pequenas sub-
arvores da arvore de busca global. O segundo vetor da tabela de transposicao
TTABLE (ENTRY* €2 ) utiliza esse esquema de substituicao.

Foi possivel constatar que, utilizando os dois esquemas de substituicio (deep e new),

os erros tipo 2 foram totalmente controlados no VisionDraughts.

Estrutura TTABLE - Manipulacao de Dados na Tabela de Transposicao com

Tratamento de Colisoes

Conforme dito anteriormente, a tabela de transposicao utilizada pelo VisionDraughts
é uma estrutura do tipo TTABLE composta por dois vetores, (el e e2 com elementos do
tipo ENTRY'); um método para armazenar novas entradas na tabela; um método para
ler as entradas ja existentes na tabela.

Em pseudo-codigo a estrutura de TTABLE é a seguinte:

class TTABLE{

int tableSize;
ENTRY* el;
ENTRY* e2;

StoreEntry (...);
GetEntry (...);
}

O campo tableSize passa a ideia do espaco alocado na tabela de transposicao para
manipulacdo de registros do tipo ENTRY na memoria. Importante notar que TTABLE
utiliza tanta meméria quanta tiver disponivel e, claro, quanto mais memoéria, melhor o
desempenho da tabela de transposicao.

Cada par de vetor el e e2 é formado por elementos do tipo ENTRY e disponibiliza, em
memoria, os dados relevantes de até dois estados do tabuleiro do jogo de damas. Tais dados
sao obtidos durante o procedimento de busca e os detalhes de como sao armazenados e
recuperados sao definidos, respectivamente, pelos métodos GetEntry(...) e StoreEntry(...)

apresentados a seguir.

GetEntry(n; hashvalue; checksum; pdepth); (4.4)

O método GetEntry(...) da expressao visa recuperar informacoes sobre um dado
estado do tabuleiro eventualmente armazenado na tabela de transposicao. Para tanto,

ele recebe 4 parametros de entrada associados ao estado, que sao: n representa o proprio
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estado; hashvalue representa a primeira chave hash associada ao estado; checksum rep-
resenta a segunda chave hash associada ao estado; e pDepth especifica a profundidade
minima de busca desejada.

A partir dai, GetEntry localiza o endereco E; associado ao pardmetro hashvalue na
tabela de transposicao e verifica se existe algum elemento do tipo ENTRY gravado no
primeiro vetor e; de E;. Caso exista, verifica se a primeira chave hash associada ao
elemento de e; é igual a hashvalue. Caso afirmativo, verifica se a segunda chave hash
associada ao elemento de e; é igual a checksum. Caso seja, verifica se a profundidade
de busca associada ao elemento de e; é maior ou igual a pDepth. Caso isso também se
confirme, o método GetEntry terd obtido sucesso em sua busca e terd encontrado, em
TTABLE, as informagoes desejadas para o tabuleiro n. Assim, o algoritmo alfa-beta pode
utilizar os dados armazenados em memoéria em vez de continuar expandido a arvore de
busca do jogo. Caso nao se tenha obtido éxito com o primeiro vetor e;, 0 mesmo processo

é realizado, novamente, para o segundo vetor e, de Fj.

StoreEntry(newEntry); (4.5)

O método StoreEntry(newEntry), representado na expressao , representa o método
de armazenamento de informacoes sobre um dado estado do tabuleiro na tabela de trans-
posicao. Para tanto, o método recebe um elemento newEntry do tipo ENTRY e tenta
armazena-lo em TTABLE. O método localiza o endereco F; em TTABLE associado ao
parametro hashvalue de newEntry. Considerando o endereco Ej, trés situagoes podem

ocorrer.

1. F, encontra-se vazio: como inexiste informagcao gravada no endereco FE,, basta ar-

mazenar newEntry no primeiro vetor e; do endereco Ei;

2. E; possui o mesmo elemento passado como parametro: o endereco E; ji possui
informagao e o valor da primeira chave do primeiro vetor e; de E1 é exatamente
igual ao valor hashvalue de newEntry. Assim, caso a profundidade de busca do
elemento newFEntry seja maior que a profundidade de busca do elemento e; presente
em ', transfere-se o elemento presente no vetor e; para a mesma posicao no vetor e,
e sobrescreve-se a informacao presente em e; com a informacao de newEntry. Caso a
profundidade de busca do elemento newFEntry seja menor, mantém-se a informacao

presente em e; e perdem-se as informacoes de newEntry;

3. E) possui elemento diferente: o endereco F; ja possui informacao e o valor da
primeira chave do primeiro vetor e; de E; é diferente do valor hashvalue de newFn-
try. Nesse caso, StoreEntry resolve a colisao mantendo a informacao de e; e, inde-
pendentemente do contetido do segundo vetor es, gravando o valor de newFEntry em

€2 ;
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Portanto, havendo uma tabela de transposicdo como a TTABLE, sempre que um
determinado estado do tabuleiro for apresentado ao algoritmo alfa-beta, ele verificard,
primeiro, a tabela de transposicao para ver se aquele estado do tabuleiro ja foi analisado.
Caso afirmativo, a informacao armazenada na memoria sera utilizada diretamente. Caso
contrario, a arvore do jogo serd expandida pela rotina de busca e uma nova entrada serd

gravada na tabela de transposicao.

4.6.3 Integracao entre o Algoritmo Alfa-Beta e a Tabela de Trans-
posicao

A primeira tentativa do VisionDraughts para integrar o algoritmo alfa-beta com uma
tabela de transposicao nao obteve éxito. A tentativa baseou-se no pseudo-codigo da secao
e na tabela de transposi¢do da segao [£.6.2 A introducdo da estrutura TTABLE
dentro do procedimento de busca fez surgir erros dificeis de serem rastreados, impedindo a
escolha apropriada da melhor acao a ser executada pelo agente jogador, porque a resposta
obtida, em alguns casos, nao coincidia com a resposta apontada pelo minimax na mesma
situagdo). O problema foi solucionado com a utilizagdo de uma variante do algoritmo
alfa-beta chamada fail-soft alfa-beta [53|, [40].

A Variante Fail-Soft do Algoritmo Alfa-Beta

A variante fail-soft alfa-beta é bastante parecida com a fail-hard, bastando realizar
alteracoes minimas na versao fail-hard para que se consiga a versao fail-soft. Tais alter-
acoes, no entanto, provocam grandes mudancas nas predicoes retornadas pelo algoritmo
e permitem a integragao com as tabelas de transposigao.

O Pseudo-codigo abaixo apresenta os pontos em que a versao fail-soft se difere da

versao fail-hard:

Pseudo-cédigo do algoritmo alfa-beta fail-soft

alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)
if leaf(n) or depth=0 then

return evaluate(n)
end if
if n is a max node then

besteval := min

for each child of n: do

v := alphaBeta(child,d-1,besteval,max,bestmove)

if v > besteval then
10: besteval:= v
11: thebest = bestmove
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12: end if

13:  end for

14:  if besteval >= max then
15: return besteval

16: end if

17:  bestmove = thebest

18:  return besteval

19: end if

20: if n is a min node then

21:  besteval := max

22:  for each child of n: do
23: v := alphaBeta(child,d-1,min,besteval,bestmove)
24: if v < besteval then
25: besteval:= v

26: thebest = bestmove
27: end if

28:  end for

29:  if besteval <= min then
30: return besteval

31:  endif

32:  bestmove = thebest

33:  return besteval

34: end if

Sendo que:

e nas linhas de 14 a 16 se acontecer de a predicao armazenada na variavel besteval

ultrapassar o limite superior do intervalo de busca (besteval > maz), o algoritmo
retornara, imediatamente, o valor constante da variavel besteval, em vez do limite
superior do intervalo de busca (maz), como predigao associada ao estado do tabuleiro
n. Tal fato expressa a ideia de que a predicao associada ao estado do tabuleiro n é,

no minimo, besteval ;

nas linhas de 29 a 31 se acontecer de a predicao armazenada na variavel besteval
for menor que o limite inferior do intervalo de busca (besteval < min), o algoritmo
retornara, imediatamente, o valor constante da variavel besteval, em vez do limite
inferior do intervalo de busca (min), como predigao associada ao estado do tabuleiro
n. Tal fato expressa a ideia de que a predicao associada ao estado do tabuleiro n é,

no maximo, besteval;

Com base na explicagao do algoritmo fail-soft alfa-beta, mostrada acima, pode-se

concluir que:



4.6. Eficiente Método de Busca do VisionDraughts 89

e na poda alfa: a avaliagao dos filhos de um n6 n de minimizacao pode ser inter-
rompida tao logo uma predi¢ao P;, calculada para um dos filhos de n, seja menor
que o parametro alfa. Nesse caso, o valor P; indica que o né n possui predicao igual

a, no maximo, P;;

e na poda beta: a avaliacao dos filhos de um n6 n de maximizagao pode ser inter-
rompida tao logo uma predi¢do P;, calculada para um dos filhos de n, seja maior
que o parametro beta. Nesse caso, o valor P; indica que o né n possui predicao igual

a, no minimo, F;.

Tanto a versao fail-hard quanto a fail-soft retornam a mesma predicao para um dado
estado, ambas efetuam as mesmas podas na arvore de busca, porém a versao fail-soft
armazena o valor real da predi¢do do estado e nao o valor do limite (min ou maz) que
efetuou a poda na busca, como ¢ feito na versao fail-hard. Portanto, durante a construcao
do VisionDraughts, foi possivel concluir que a versao fail-hard é incompativel com o uso
de tabelas de transposicao: caso, com a evolucao do jogo, um dado estado S; precise ser
avaliado novamente, pode acontecer de um valor indevido de S; ser resgatado da tabela
de transposi¢ao. A versao fail-soft garante que caso o estado S; esteja na tabela, seu valor
serd real, nao se tratando de um valor de delimitador de busca.

A seguir, serao analisados os métodos utilizados para ler e escrever dados na tabela

de transposicao a partir do algoritmo fail-soft alfa-beta.

Armazenar Estados do Tabuleiro na Tabela de Transposi¢ao a partir do Algo-
ritmo Fail-Soft Alfa-Beta

Como o algoritmo alfa-beta nao mantém um histérico dos estados da arvore de jogo
procurados anteriormente, se um estado do tabuleiro for apresentado 2 vezes para o al-
goritmo alfa-beta, a mesma rotina sera executada 2 vezes a fim de encontrar a predi¢ao
associada ao estado. A tabela de transposicao utilizada pelo VisionDraughts evita a
referida pesquisa em duplicidade, armazenando e recuperando dados em memoéria.

A estrutura FNTRY, mostrada na secao [4.6.2] é a unidade basica de entrada para a
tabela de transposicao utilizada pelo VisionDraughts. Um método para armazenar estados
do tabuleiro na tabela de transposicao precisa criar uma nova estrutura do tipo ENTRY
e armazené-la no endereco de memoria correto. Entao, para que seja possivel criar uma

estrutura do tipo ENTRY, o método precisa ter a seguinte assinatura:

store(n; besteval; bestmove; depth; score Type); (4.6)

onde n representa um estado qualquer do tabuleiro do jogo, besteval representa a
predicao associada ao estado n, bestmove corresponde ao melhor movimento para o jogador
a partir de n, depth representa a profundidade de busca associada a n e scoreType indica

se a predicao do estado do tabuleiro n é exatamente igual a besteval, no maximo, igual
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a besteval, ou, no minimo, igual a besteval. Considerando que todo e qualquer estado do
tabuleiro do jogo possui duas chaves hash associadas (secao , o método acima ja
possui todas as informacoes para escrever na tabela de transposicao, bastando obedecer
o esquema de substituicao descrito na secao [4.6.2 Para tanto, o método store invoca o
método StoreEntry (equagio .

O detalhe mais importante do método store é o parametro scoreType. Ele pode assumir

os valores hashEzact, hashAtLeast ou hashAtMost de acordo com a seguintes regras:

1. auséncia de poda: caso o estado do tabuleiro n seja uma folha da arvore de busca
ou caso todos os F; filhos de n tenham sido analisados (ndo ocorre poda), significa
que a predicao associada a n é exatamente igual a besteval. Entao, scoreType deve

receber o valor hashFEzract;

2. poda alfa: caso algum dos filhos F; de n tenha sido descartado do procedimento
de busca por uma poda alfa, significa que n ¢ um minimizador e sua predicao é, no

méaximo, igual a besteval. Entao, score Type deve receber o valor hashAtMost;

3. poda beta: caso algum dos filhos F; de n tenha sido descartado do procedimento
de busca por uma poda beta, significa que n é um maximizador e sua predigao &,

no minimo, igual a besteval. Entao, scoreType deve receber o valor hashAtLeast.

Quando acontece algum tipo de poda nos filhos de n tem-se que, a predicao associada
a n éigual a hashAtMost no caso de poda alfa, ou igual a hashAtLeast no caso de poda
beta, como explicado anteriormente. Para saber que valor estd associado a n na tabela

de transposicao quando ocorre alguma poda, deve-se considerar que:
1. um n6é6 n armazenado com predicao P; e scoreType — hashAtMost indica que:

e 0 n6 n foi avaliado em nivel de minimizacdao da arvore de busca e, em tal
avaliacao, ocorreu uma poda alfa. O pai de n estava em nivel de maximizacao
e a avaliacao de n provoca reajustes de incremento no limite inferior do intervalo
de busca do pai de n;

e considerando que n tenha k filhos com predigoes P, ..., Py, entdo P; e { Py, ..., Py},
isto é, P; é a predicao de um dos filhos F; de n;

e a predicdo dos nos podados (irmaos de F;) e {P; | 1 <j<kej#i};

e P, < « (alfa), onde alfa era o limite inferior do intervalo de busca no momento

em que foi calculada a predicao P; para n.
2. um n6 n armazenado com predicao P; e scoreType — hashAtLeast indica que:

e 0 n6 n foi avaliado em nivel de maximizacao da arvore de busca e, em tal

avaliacao, ocorreu uma poda beta. O pai de n estava em nivel de minimizacao e
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a avaliacao de n provoca reajustes de decremento no limite superior do intervalo

de busca do pai de n;

e considerando que n tenha k filhos com predigbes P, ..., Py, entdo P, e { Py, ..., Py},
isto é, P; é a predicao de um dos filhos F; de n;

e a predicdo dos nos podados (irmaos de F;) e {P; | 1 <j<kej#i};

e P, > [ (beta), onde beta era o limite superior do intervalo de busca no momento

em que foi calculada a predicao P; para n.

Nas proximas secoes, quando forem encontradas as expressoes hashFEzxact, hashAtMost
ou hashAtLeast no que diz respeito as predicoes dos estados de tabuleiros, considere que

essas predicoes foram obtidas seguindo os critérios apresentados acima.

Recuperacao dos Estados do Tabuleiro da Tabela de Transposi¢ao a partir do
Algoritmo Fail-Soft Alfa-Beta

O VisionDraughts tenta utilizar os dados armazenados em memoria em vez de expandir
uma arvore de busca do jogo. Um método para verificar se um determinado estado do
tabuleiro do jogo encontra-se armazenado na tabela de transposigao precisa ter a seguinte

assinatura:

retrieve(n; besteval; bestmove; depth; node Type); (4.7)

O estado do tabuleiro do jogo que esta sendo procurado na tabela de transposicao é
representado por n, depth representa a profundidade de busca associada a n, nodeType
indica se o estado pai de n é minimizador ou maximizador, besteval e bestmove sao
parametros de saida que indicarao a predicao e a melhor jogada associadas ao estado
n, respectivamente, caso ocorra sucesso no procedimento de recuperacao do estado n na
tabela de transposicao.

Assim sendo, inicialmente, o método retrieve aciona o procedimento de leitura GetFEn-
try para checar se o estado n estd armazenado na tabela de transposicao. Caso
obtenha sucesso e consiga recuperar uma entrada FE; na tabela correspondente ao estado
n, tal entrada precisa ser tratada de acordo com o parametro nodeType, a fim de verificar
se os valores constantes da tabela de transposicao podem ser utilizados para preencher os
parametros de saida besteval e bestmove.

O estado do tabuleiro n no método retrieve representa, sempre, um né6 filho. O
tratamento baseado no parametro nodelype é feito levando-se em conta o fato de o pai
de n ser maximizador ou minimizador.

Considere o exemplo da figura [4.9| para verificar se os valores da tabela de transposi¢ao
podem ser utilizados para preencher os parametros de saida besteval e bestmove levando

em consideracao se o pai de n é maximizador, sendo que:
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Figura 4.9: Arvore de busca onde o pai de n é maximizador

e a predigao de Sy estd na tabela da transposigao com valor exato de predicao (isto é,

hashEzact) iguais a P;. Sy estd na tabela de transposi¢ao com um valor de predicao
hashAtMost P;;

e suponha que S, tenha £ filhos ( parte pontilhada na figura [4.9)).

Quando o pai de n, representado por Sy, ¢ um n6 maximizador, algum dos valores de
predicao P; e P; associados aos estados S; e S, respectivamente, fornecidos pela tabela
de transposicao pode ser usado?

Partindo da premissa de que a profundidade de busca associada a cada uma das
predicoes P, e P; seja igual ou maior que a profundidade de busca dos estados Sy e S

pode-se concluir que:

1. o valor de P; pode ser usado desde que o valor hashEzact tenha sido obtido no nivel
de minimizacao, ou seja, no mesmo nivel de n. Caso tenha sido obtido em nivel de
maximizagao (nivel oposto ao de n), o valor de P; sera o oposto do valor de predi¢ao

desejado pelo nivel de minimizacgao;

2. P, somente pode ser usado se P; < «, onde « é o limite inferior do intervalo de
busca com que S; seria expandido. Note que Sy, sempre, serd podado pelo limite de
maximizacao de Sy. De fato, nesse caso, nenhum filho de n com predicao menor que
P; "subiria"para Sy, pois o valor de o impediria. Analogamente, nenhum filho de n

com predicao maior que P; "subiria'"para Sy pois o minimizador de S, impediria;

3. caso nenhum dos itens acima possam ser usados, os estados S; e Sy precisam ser

expandidos.

Para a analise de quando o pai de n estd em nivel de minimizacao, considere a arvore
da figura [£.10

Partindo da premissa de que a profundidade de busca associada a cada uma das
predicoes P, e P; seja igual ou maior que a profundidade de busca dos estados S e S5,

pode-se concluir que:
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MIN

F'1 F'i F's

Figura 4.10: Arvore de busca onde o pai de n é minimizador

1. o valor de P; pode ser usado desde que o valor hashEzact tenha sido obtido no nivel
de maximizacao, ou seja, no mesmo nivel de n. Caso tenha sido obtido em nivel de
minimizagao (nivel oposto ao de n), o valor de P; sera o oposto do valor de predigao

desejado pelo nivel de maximizacao;

2. se P, > (3, o valor associado a P, pode ser usado, uma vez que n sera descartado,

pois:

e todo irmao F; de F; que tiver sido podado na poda Beta que gerou F;, e que
tiver predicao P; > P; "subird"pelo maximizador de n, mas sera barrado pelo

minimizador de [;

e todo irmao F; de F; que tiver sido podado na poda Beta que gerou F;, e que

tiver predicao P; < F; serd descartado pelo maximizador de n.

3. se P, < [, o valor associado a F; nao pode ser usado, pois todo irmao F; de F;
que tiver sido podado na poda beta que gerou P;, e que tiver predicao F;, tal que
P, < P; < (8 seria candidato a "subir"até Sj. Inicialmente "subiria"até n caso P;
fosse maior que as predicoes dos filhos de n, posteriormente, "subiria"até Sy, caso

P; fosse a menor entre as predicoes dos filhos de Sp;

4. caso nenhum dos itens acima possam ser usados os estados S; e Sy precisam ser

expandidos.

O Algoritmo Fail-Soft Alfa-Beta com Tabela de Transposicao

Todos os pré-requisitos para a integracao entre o algoritmo alfa-beta e a tabela de
transposicao, no jogo de damas, foram detalhados nas secoes anteriores. Para esclarecer
o assunto, definitivamente, serd apresentado o pseudo-cédigo do algoritmo utilizado pelo
VisionDraughts e detalhadas as linhas mais importantes (as linhas que diferem do pseudo-
codigo da variante fail-soft alfa-beta sem tabela de transposicao, mostrados na secao
4.6.3)).
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Pseudo-c6digo do algoritmo fail-soft alpha-beta com tabela de transposicao

1. alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)
2: if leaf(n) or depth=0 then

3:  besteval := evaluate(n)

4:  store(n, besteval,bestmove,depth,hashExact)
5:  return besteval

6: end if

7: if n is a max node then

8
9

besteval := min

for each child of n do

10: if retrieve(child,besteval,bestmove,depth-1,parentIsMaxNode) then
11: then v := besteval

12: else

13: v := alfabeta(child,depth-1,besteval max,bestmove)
14: end if

15: if v > besteval then

16: besteval:= v

17: thebest = bestmove

18: end if

19: if besteval >= max then

20: store(child,besteval,bestmove,depth,hash AtLeast)
21: return besteval

22: end if

23:  end for

24:  bestmove = thebest

25:  store(n,besteval, bestmove,depth hashExact)
26:  return besteval

27: end if

28: if n is a min node then

29:  besteval := max

30:  for each child of n do

31: if retrieve(child,besteval, bestmove,depth-1,parentIsMinNode) then
32: then v := besteval

33: else

34: v := alfabeta(child,depth-1,besteval,max,bestmove)

35: end if

36: if v < besteval then

37: besteval:= v
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38: thebest = bestmove

39: end if

40: if besteval <= min then

41: store(child,besteval,depth,hashAtMost)
42: return besteval

43: end if

44:  end for

45:  bestmove = thebest

46:  store(n, besteval,depth,hashExact)

47:  return besteval

48: end if

e linha 4: quando o algoritmo de busca chamar a rede neural na linha 3, com a

rotina evaluate(n), para conhecer a predigao associada ao estado folha n, o valor da
predicao recém calculada devera ser armazenado na tabela de transposicao. Assim,
o algoritmo invoca o procedimento store , descrito na segao Como n é
um no6 folha, o valor da predicao deve ser armazenado com scoretype = hashFEzact,

ou seja, predicao exatamente igual a besteval;

linha 10: para cada um dos filhos de um estado maximizador n, antes de chamar
a rotina de busca recursivamente, o repositorio de dados em meméria (tabela de
transposi¢ao) devera ser consultado. Entdo o algoritmo invoca o procedimento re-
trieve , também descrito na secao , com nodeType = parentIsMazxNode.
Outro detalhe muito importante ¢ que, nesta linha, a profundidade de busca deve

ser igual a depth - 1, que corresponde a profundidade de n;

linha 11: se o filho do estado n estiver armazenado na tabela de transposicao e o
método retrieve obtiver sucesso no tratamento das informacoes, o valor da predicao
retornado por retrieve deverd ser utilizado, em vez de chamar o algoritmo alfa-beta
recursivamente. Veja que o método retrieve é chamado com um flag indicando

que o estado do tabuleiro n é do tipo maximizador;

linha 20: Detectada a ocorréncia de uma poda beta, quando o algoritmo estiver
analisando os filhos de um n6 n do tipo maximizador, significara que os demais filhos
de n, caso existam, nao precisam mais ser analisados. A variavel besteval contera,
nesta linha, o valor minimo aceitavel para o estado do tabuleiro representado pelo
n6 n. Assim, a predicdo presente na variavel besteval deverd ser armazenada na
tabela de transposicao pelo método store com o flag hashAtLeast indicando

que a predigao associada ao estado do tabuleiro n é, no minimo, igual a besteval ;

linha 25: quando o algoritmo tiver analisado todos os filhos de um n6 n do tipo

maximizador, a variavel besteval conterd exatamente o valor da predicao para o
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estado do tabuleiro representado pelo né n. Assim, a predicao presente na varidvel
besteval deve ser armazenada na tabela de transposi¢do pelo método store (4.6)
com o flag hashEzact que indica que a predicao associada ao estado do tabuleiro n

¢ exatamente igual a besteval ;

e linha 31: se o filho do estado n estiver armazenado na tabela de transposicao e o
método retrieve obtiver sucesso no tratamento das informacoes, o valor da predicao
retornado por retrieve deve ser utilizado, em vez de chamar o algoritmo alfa-beta
recursivamente. Veja que o método retrieve (4.7)) é chamado com um flag indicando

que o estado do tabuleiro n é do tipo minimizador;

e linha 41: detectada a ocorréncia de uma poda alfa, quando o algoritmo estiver
analisando os filhos de um n6 n do tipo minimizador, significa que os demais filhos
de n, caso existam, nao precisam mais ser analisados. A variavel besteval contera,
nesta linha, o valor méximo aceitavel para o estado do tabuleiro representado pelo n6
n. Assim, a predicao presente na variavel besteval deve ser armazenada na tabela
de transposicao pelo método store com o flag hashAtMost indicando que a

predicao associada ao estado do tabuleiro n é, no maximo, igual a besteval;

e linha 46: quando o algoritmo analisar todos os filhos de um né n, do tipo mini-
mizador, a variavel besteval conterd exatamente o valor da predi¢ao para o estado
do tabuleiro representado pelo né n. Assim, a predicao presente na variavel besteval
deve ser armazenada na tabela de transposicao pelo método store com o flag
hashEzact indicando que a predicao associada ao estado do tabuleiro n é exatamente

igual a besteval.

O segundo avanco do VisionDraughts em relacdo ao sistema NewroDraughts |28], [29]
foi conseguido com o uso das tabelas de transposi¢ao em conjunto com o faul-soft alfa-beta.
O uso de tabelas de transposicao reduz o tempo de execugao necessario para encontrar a
melhor acdo a ser executada pelo agente jogador para menos de 40% do tempo exigido

pelo algoritmo alfa-beta puro.

4.6.4 O Aprofundamento Iterativo

A qualidade de um programa jogador que utiliza o algoritmo de busca alfa-beta de-
pende muito do nimero de jogadas que ele pode olhar adiante (look-ahead). Para jogos
com um fator de ramificacao grande, o jogador pode levar muito tempo para pesquisar
poucos niveis adiante.

Em jogos de damas, a maioria dos programas utilizam mecanismos para delimitar o
tempo maximo permitido de busca. Como o algoritmo alfa-beta realiza uma busca com
profundidade fixa, ndo existe garantia de que a busca ird se completar antes do tempo

méaximo estabelecido. Para evitar que o tempo se esgote e o programa jogador nao possua
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nenhuma informacao de qual a melhor jogada a ser executada, profundidade fixa nao deve
ser utilizada [31].

Larry Atkin [17] introduziu a técnica de aprofundamento iterativo como um mecanismo
de controle do tempo de execucao durante a expansao da arvore de busca. Note que a
ideia basica do aprofundamento iterativo é realizar uma série de buscas, em profundidade,
independentes, cada uma com um look-ahead acrescido de um nivel. Assim, é garantido
que o procedimento de busca iterativo encontre o caminho mais curto para a solucao
justamente como a busca em largura encontraria. Porém, em comparacao com a tltima
estratégia, os recursos de memoria sao insignificantes. Em outras palavras, uma busca
com aprofundamento iterativo "imita"uma busca em largura com uma série de buscas em
profundidade [31].

Seguindo a ideia de Atkin, o VisionDraughts utiliza a técnica de aprofundamento
iterativo da seguinte forma: inicialmente, o algoritmo alfa-beta pesquisa com profundidade
2, depois com profundidade 4, depois com profundidade 6 e assim, sucessivamente, até
que o tempo maximo de busca se esgote.

No VisionDraughts, o algoritmo alfa-beta é chamado com profundidades depth = 2, 4,
6, ..., max, até que o tempo de busca se esgote em uma profundidade qualquer depth = d,
tal que 4 < d < maz. Nesta situacao, os resultados encontrados para a profundidade depth
= d - 2 sao utilizados (se o tempo de busca nao se esgotar, os resultados encontrados para
a profundidade depth = maz sao utilizados). Conforme dito anteriormente, a desvantagem
do aprofundamento iterativo é o processamento repetido de estados de niveis mais rasos
da arvore de busca. Para atenuar tal inconveniente, o VisionDraughts lanca mao de

repositorio da tabela de transposicao descrito na secao anterior.

4.6.5 O Algoritmo Alfa-Beta com a Tabela de Transposicao e o

Aprofundamento Iterativo

Tendo integrado o algoritmo alfa-beta com a tabela de transposicao, falta somente a
integracao com o aprofundamento iterativo para que o eficiente modulo de busca utilizado
pelo VisionDraughts fique completo.

A busca com aprofundamento iterativo ¢, normalmente, mais eficiente que uma busca
alfa-beta com profundidade fixa, além dissom proporciona um bom controle de tempo. A
visualizacao da eficiéncia do procedimento iterativo nao é 6ébvio e, de fato, o procedimento
nao ¢ eficiente se nao for utilizado em conjunto com tabelas de transposicao.

Para executar o procedimento alfa-beta repetidas vezes, ou seja, introduzir aprofun-
damento iterativo, é necessario uma rotina de iteracao. Essa rotina usard o algoritmo
fail-soft alfa-beta com tabela de transposi¢ao, descrito acima. O pseudo-codigo da rotina

pode ser visualizado a seguir:

Rotina de iteracao
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1. iterative(node:n, int:depth, int:min, int:max, move:bestmove)
2: besteval = alfaBeta(n, 2, min, max, bestmove)

3: start = clock()

4: for d—4 : d < MAX-SEARCH-DEPTH : d—d |2 do
5. besteval = alfaBeta(n, d, min, max, bestmove)

6: stop = clock()

7. if (stop - start) > MAX-EXECUTION-TIME then
8: return besteval

9: end if

10: end for

11: return besteval

Abaixo segue a explicacao em detalhes do como tal rotina funciona:

e linha 1: a rotina de iteracao possui os mesmos parametros utilizados no procedi-

mento de busca alfa-beta com tabela de transposicao;

e linha 2: o primeiro passo de iteracao é realizado com profundidade igual a 2.
O melhor movimento a ser realizado é armazenado em bestmove e a predicao em

besteval;

e linha 3: a variavel start representa o inicio da contagem de tempo disponivel para

que o agente jogador encontre o melhor movimento a ser realizado;

e linha 4: o procedimento iterativo se repetird até que o limite de tempo ou profun-

didade de busca méaxima seja alcancada;
e linha 5: representa os passos de iteracao com profundidade depth > 4;
e Linha 6: a variavel stop representa o fim cronoldgico de um passo de iteragao;

e linha 8: se o tempo méximo estabelecido para que o agente jogador encontre o
melhor movimento a ser realizado se esgotar, o procedimento iterativo deve ser
encerrado com retorno do melhor movimento besteval encontrado até o presente

momento;

e linha 11: retorna o melhor movimento besteval apés a profundidade maxima de

busca ter sido atingida.

O terceiro avanco do VisionDraughts em relacao ao sistema NeuroDraughts é con-
seguido com o uso da rotina de aprofundamento iterativo. Tal rotina contribui parcial-
mente para a diminuicao da ocorréncia do problema do loop, identificado por Neto e
Julia [35], [37], [36] no trabalho de Lynch [28]. O problema do loop representa a situacao
na qual o agente jogador de damas, apesar de estar em vantagem com relacao a seu ad-

versario, nao consegue pressiona-lo e entra em loop infinito, ndo evoluindo a partida. O
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aprofundamento iterativo contribui parcialmente com o problema do loop, pois em algu-
mas situagoes o jogador consegue visualizar jogadas diferentes com um look-ahead maior
e variavel.

Ao leitor que desejar conhecer melhor todos os detalhes do jogador VisionDraughts e
NeuroDraughts, é sugerido a leitura dos trabalhos de Caixeta e Julia [9], [10] e Lynch [28],
[29)






Capitulo 5
Busca Paralela

A busca paralela ¢ uma forma de aumentar a velocidade da busca através do uso
de multiplos processadores. Este topico vem ganhando atencao recentemente devido a
popularizagdo de méaquinas com miltiplos processadores [39]. O uso de busca paralela
permite realizar buscas mais profundas que, em jogos, significam aumentar a visao (look-
ahead) do jogador. Jogadores com um campo de visdo maior tém mais condicoes de fazer
melhores escolhas e, consequentemente, de jogarem em um nivel superior ao que jogadores
com uma visao menor do espaco de estados.

Como regra, quanto mais profunda for a busca, melhor é a qualidade da jogada,
pois reduz-se o erro introduzido pela funcao de avaliacdo. Para se obter um nivel de
profundidade extra no jogo de damas, por exemplo, geralmente é requerido o aumento
da velocidade da busca por um fator de duas vezes [30] (no xadrez este fator varia entre
quatro e oito vezes).

O uso de processadores adicionais para a busca é um dominio interessante de pesquisa,
uma vez que percorrer uma arvore de busca é um problema inerentemente serial. Muitas

abordagens foram criadas e algumas delas serao analisadas nas proximas secoes.

5.1 Terminologia

Antes de apresentar os algoritmos paralelos é importante introduzir alguns termos

comuns que sao usados no campo do processamento paralelo.

5.1.1 Medidas de Desempenho

Uma medida de desempenho comum de algoritmos paralelos para busca em &rvore
de jogos, e de computagao paralela em geral, é a aceleragao (speedup). Intuitivamente, o
speedup refere-se a quao mais rapido um problema, é resolvido pelo uso de n processadores
ao invés de apenas um, ou seja, por um processamento sequencial. Se o uso de n pro-

cessadores leva ao speedup de n vezes, entdao temos um speedup linear (ou speedup ideal).

101
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Speedup S é definido como:

S=Ts/Tp (5.1)

onde T'p é o tempo de execucao em n processadores e T's é tempo de execucao do
mesmo algoritmo em um processador.

O speedup nao é normalizado para o nimero de processadores utilizados. Dessa forma,
temos um conceito derivado do speedup, que é a eficiéncia. A eficiéncia representa quanto
do potencial de speedup que foi efetivamente alcancado, ou o quao bem o sistema foi
utilizado. Em sistemas paralelos ideais, o speedup é igual ao nimero de processadores e
a eficiéncia é igual a um. Na prética, o speedup é menor que o niimero de processadores
e a eficiéncia fica entre zero e um. De um modo geral, pode-se dizer que a eficiéncia mede
a qualidade do algoritmo paralelo. A eficiéncia F, quando se executa o algoritmo em n

processadores, é definida como:
E=S/n (5.2)

Um comportamento nao muito comum em algoritmos paralelos, mas que costuma
ocorrer ao se paralelizarem algoritmos do tipo branch-and-bound como o Alpha-Beta,
¢ a obtencao de valores de speedups maiores que o nimero de processadores utilizados
(ou também uma eficiéncia maior que um). Este comportamento é chamado de speedup

superlinear e foi estudado por muitos autores [22], [23], [25].

5.1.2 Sobrecargas (overheads) de um algoritmo de busca em ar-

vore de jogo paralelo

A busca paralela em arvore de jogos ndo seria um campo de pesquisa tao ativo caso
existissem algoritmos com uma eficiéncia quase perfeita (ou seja, proxima de 1). Desta
forma, deve ser entendido de onde vém as ineficiéncias da busca paralela. Podemos

destacar principalmente trés fontes de ineficiéncia |[8]:

e QOverhead de busca: Se refere aos nos explorados pelo algoritmo paralelo que nao sao
explorados pelo algoritmo serial. Este overhead ocorre primariamente pela caréncia
de informacao pelos processadores. A falta de informacao relacionado a uma poda
ou o uso de uma janela de busca ampla fara com que o processador explore nos irrel-
evantes. Em algoritmos do tipo branch-and-bound como o alpha-beta, a informacao
obtida na busca de um ramo da arvore pode causar uma poda em outros ramos.
Assim, se os sucessores de um né sao expandidos paralelamente, um né pode nao
tirar vantagem de toda informacao que estaria disponivel na busca serial, resultando

em busca desperdicada.

e (Querhead de sincronizacao: Este overhead ocorre quando um processador é forcado

a esperar por informagoes provindas de outros processadores. Existem estratégias
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para reduzir tanto o overhead de busca quanto de sincronizagao. Porém, é um
problema dificil, pois h4 uma estreita ligagao entre os dois overheads e compensagoes

devem ser feitas com cuidado.

e Overhead de comunicacio: E causado pela troca de informacoes entre os proces-
sadores e geralmente envolve o envio e recebimento de resultados entre proces-
sadores. Obviamente, no algoritmo serial, nao ha troca de informacoes entre pro-
cessadores. Por conveniéncia, tudo o que nao é atribuido aos overheads de busca ou

sincronizacao sao definidos como overhead de comunicacao.

5.2 Algoritmos de busca paralelos baseados no Alpha-
Beta

O algoritmo Alpha-Beta possui uma natureza intrinsecamente serial; a arvore é per-
corrida em uma certa ordem e o conhecimento sobre os limites no qual o valor real se
encontra sao propagados sequencialmente através da busca.

Algoritmos eficientes para busca sequencial de arvore de jogos existem h&d um bom
tempo (desde 1963 [20]). Em uma arvore onde os melhores movimentos sao avaliados
antes de movimentos ruins, um algoritmo de busca sequencial eficiente examinard apenas
uma fracao da arvore toda. Em sistemas paralelos, algoritmos sequenciais sao estendidos
para permitir que varios processadores compartilhem o esforco da busca. Tentativas
iniciais de busca paralela mostraram um sucesso limitado quando executadas em um
grande nimero de processadores |7] porém esforcos recentes demonstraram que o uso de
um grande nimero de processadores pode ser eficiente [7].

O algoritmo poda alpha-beta é uma especializagao de algoritmos do tipo branch-and-
bound e é baseado em uma propriedade altamente sequencial de busca que depende do
conhecimento prévio para evitar busca em partes da arvore de jogos que nao tém influencia
no resultado final. Embora varios algoritmos paralelos sao encontrados na literatura |7,
apenas quatro foram considerados para o uso no D-VisionDraughts, escolhidos pela sua
relevancia historica e resultados obtidos.

O algoritmo conhecido como Principal Variation Splitting (PVS) foi resultado das
primeiras tentativas de paralelizar o alpha-beta e foi fonte de inspiracao para varios dos
métodos modernos. O PVS classifica cada n6 da arvore de busca de acordo com a tax-
onomia criada por Knuth e Moore [20] (ver figura[5.1]

e PVNodes: O no raiz e todo primeiro sucessor de ndés PVNodes

e CUTNodes: Todos os filhos de PVNodes, exceto o primeiro, e todos os filhos de
ALLnodes

e ALLNodes: O primeiro filho de CUTNodes
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Figura 5.1: Tipos de n6s em uma arvore de jogo.

e UndefinedNodes: Qualquer n6 nao definido acima.

Esta taxonomia ¢ usada para explicar onde o paralelismo ocorre na arvore de jogo em
muitos dos algoritmos paralelos. No caso do PVS, o paralelismo ocorre apenas em noés
PVNodes. Quando um PVNode termina a avaliagao de seu primeiro sucessor, todos os
demais nos podem ser expandidos em paralelo (ver ﬁgura. Apesar de sua importancia
historica, PVS tem uma baixa eficiéncia quando testado em ambientes com um grande
niumero de processadores, mesmo com varias melhorias propostas [30].

O Young Brothers Wait Concept (YBWC) e o Dynamic Tree Splitting (DTS) sao
propostas mais recentes e grandes speedups tém sido reportados [7]. Distintamente do
PVS, o YBWC e DTS, no paralelismo pode ocorrer em qualquer tipo de nds, nao apenas
nos n6s PVNodes como no PVS.

A ideia principal no YBWC é expandir primeiro o sucessor mais a esquerda, referido
como o 'irmao mais velho’, e, ap6s a obtencao de uma janela com sua expansao, pode-se
expandir seus irmaos em paralelo. Em outras palavras, um ponto de divisao na arvore
de jogos é um no cujo valor do primeiro sucessor é conhecido. Este algoritmo é mais efi-
ciente em arvores de jogo ordenadas pois, nestas arvores, o primeiro sucessor tem maiores
chances de causar uma poda (que, no caso o processamento dos irmaos, seria um esforgo
desperdicado), ou retornar uma janela mais apropriadas para a expansao dos seus irmaos.
Se o primeiro movimento nao produz uma poda, entao os movimentos restantes podem
ser expandidos paralelamente. Este algoritmo utiliza o modelo mestre-escravo de par-
alelismo, onde um processador que envia uma tarefa se torna o mestre do processador que
recebe a tarefa. No YBWC, todo n6 tem um processador responsavel pela sua avaliacao

e pelo retorno das informacoes ao seu pai. Note que isto envolve comunicagao, caso o
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R P2

Figura 5.2: Exploragao paralela de uma arvore com 2 processadores pelo PVS

processador responsavel pela avaliacao do no seja diferente do processador responsavel
pelo seu pai. Uma vez que um no6 é atribuido a um processador, a responsabilidade por
este n6 nao pode ser transferida para outro processador.

O funcionamento do algoritmo se da da seguinte forma: Inicialmente, a raiz da arvore
de busca é atribuida a um processador F,, que comeca a executar a procura utilizando
o algoritmo Alpha-Beta como se o fizesse sequencialmente. Ao mesmo tempo, os out-
ros processadores (todos ociosos) enviam pedidos de trabalho para outros processadores
aleatoriamente escolhidos (esta estratégia de balanceamento de cargas é conhecida como
Work-Stealing). Quando um processador P; ao qual ja foi alocado trabalho recebe um
desses pedidos, ele verifica se existem partes por explorar na sua arvore de procura, que
estejam prontas para serem avaliadas. Se nao for possivel, P; responde que nao tem tra-
balho para transferir; caso contrério, responde ao processador que faz o pedido (F;) com
o no6 correspondente a raiz da sub-arvore inexplorada. A partir deste momento, P; passa
a ser um mestre de P; e este ultimo, o escravo, inicia uma procura sequencial. Os proces-
sadores podem ser mestres e escravos simultaneamente, podendo estas relacoes variarem
dinamicamente ao longo das computagoes. Quando P; termina o seu trabalho (possivel-
mente com o auxilio de outros processadores), ele envia uma notificagdo a P;. A relagao
mestre-escravo é desfeita e P; torna-se ocioso, voltando a enviar pedidos de trabalho para
a rede. Este algoritmo é descrito em maior detalhe no capitulo [6]

O DTS tem muitas similaridades com o YBWC, diferindo principalmente por ser

projetado para rodar em uma arquitetura de memoria compartilhada. Como resultado,
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problemas que os desenvolvedores enfrentam em ambientes de memoria distribuida (como
a compartilhardo de informagbes da tabela de transposi¢do) nao sdo problemas para o
DTS. Outra diferenca esta no fato de que a responsabilidade por um né tem um sentido
diferente para o DTS. Enquanto varios processadores podem trabalhar na conclusao de um
no, aquele que concluir sua avaliagao é responsével por retornar o resultado para seu pai.
Por ter sido desenvolvido para arquiteturas com memoria compartilhada, experimentos
com grande nimero de processadores nao estao disponiveis, visto que, méquinas com
um grande niimero processadores e com memoéria compartilhada, sao dificeis de serem
obtidas [30]. No caso de processamento em um ambiente distribuido, a hierarquia de
processadores categoriza os algoritmos com base no rigor da arvore de processadores.
Se a arvore dos processador é estitica, um ou mais processadores sao designados como
mestres, e controla os outros processadores escravos. Esta hierarquia permanece fixa
durante toda a busca na arvore de jogos. Uma arvore de processadores dinamica muda
baseado na distribuicao de processadores ocupados e ociosos. O controle da distribuicao
descreve se o controle do algoritmo é centralizado em um nimero pequeno de mestres, ou
é distribuido entre todos os processadores. Tais conceitos sao explorados na tabela

O APHID (Asycnhronous Parallel Hierarchical Iterative Deepening), proposto por
Brockington [8], ¢ um algoritmo mais recente que o YBWC e DTS e representa uma
ruptura com as abordagens utilizadas antes dele. A grande maioria das abordagens para
busca usam meétodos sincronos, onde o trabalho é concentrado em uma parte especifica
da arvore ou em uma determinada profundidade de busca. Distintamente dessas abor-
dagens, APHID utiliza uma arquitetura mestre-escravo para realizar a busca. Um dos
processadores é considerado o mestre, procura as primeiras d’ jogadas e atribui estati-
camente aos escravos restantes a responsabilidade de procurar iterativamente as d - d’
jogadas, onde d ¢ a profundidade de busca. Cada escravo consegue saber, utilizando uma
tabela compartilhada, qual é o trabalho realizado pelos restantes e quais os melhores val-
ores encontrados até o momento. Esta informagao permite-lhe decidir (sem intervengao
do mestre) qual a janela de busca utilizar e qual dos ramos atribuidos pelo mestre possui
maior profundidade. Se durante a execucao do algoritmo um dos escravos ficar sem tra-
balho, ele pode tomar a iniciativa de comecar uma nova iteracao de maior profundidade
(uma vez que a busca segue a estratégia de aprofundamento iterativo). Para evitar prob-
lemas de balanceamento de carga causado por arvores fortemente ordenadas, o mestre,
quando ocioso, pode auxiliar processando nés nos ramos mais & esquerda em uma pro-
fundidade d’+x, onde x é um nimero arbitrario entre d’ e d. Com este funcionamento
é possivel reduzir bastante os overheads de comunicacao e sincronizagao entre os varios
processadores. O autor do APHID o disponibiliza através de uma biblioteca na qual,
como declarado pelo autores, oferece facil integracao com jogadores existentes que usam
busca serial, sendo testado com sucesso em varios jogadores inclusive no Chinook.

A tabela resume as caracteristicas dos algoritmos apresentados e introduz, na
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Figura 5.3: Exploracao paralela de uma arvore pelo APHID

segunda coluna, tanto a hierarquia dos processadores, quanto o controle de distribuicao

dos algoritmos.

Tabela 5.1: Comparacao algoritmos paralelos

Algoritmo | Hierarquia dos  Proces- | Paralelismo ¢é possivel | Sincronizacao é
sadores / Controle de | nestes nos feita nestes nos
Distribuicao
PVS Estético / Centralizado PVNodes PVNodes
YBWC Dinamico / Distribuido PVNodes + CUTN- | PVNodes +
odes + ALLNodes CUTNodes
DTS Dinamico / Distribuido PVNodes + CUTN- | PVNodes +
odes + ALLNodes CUTNodes
APHID Estatico / Centralizado Primeiras k-jogadas Nenhum







Capitulo 6

D-VisionDraughts: um sistema de
aprendizado de damas para ambientes

de processamento de alto desempenho

Neste capitulo, é apresentado o D-VisionDraughts, um sistema de aprendizado de jogos
de damas para ambientes de processamento distribuido que tem como principal objetivo
construir um agente automatico capaz de jogar damas com alto nivel de eficiéncia ao
longo de um jogo. A proposta para este jogador é que, no seu processo de aprendizagem,
o mesmo aprenda a jogar damas com o minimo de intervencao humana possivel através
do uso de técnicas eficientes de inteligéncia artificial.

Para conseguir tal objetivo, o D-VisionDraughts introduz duas novas técnicas em
relacao ao seu predecessor, o VisionDraughts: um modulo de busca distribuida baseada
no algoritmo YBWC e o uso de heuristicas para a ordenagao da arvore de jogo. As

proximas segoes apresentam a integragao destas técnicas com o D-VisionDraughts

6.1 A distribuicao da busca no D-VisionDraughts

Uma abordagem distribuida que obteve grande éxito na distribuicao do Alpha-Beta,
e que é utilizada neste trabalho, é o algoritmo YBWC. Entre todas as alternativas estu-
dadas, o YBWC foi o que melhor atendeu as necessidades do projeto, por ter um conceito
simples (diferente do APHID), ser adequado & arquitetura disponivel para os experimen-
tos (méquinas com memoria distribuida, o que elimina a possibilidade de utilizarmos o
DTS) e por ter bons resultados obtidos na pratica [7].

O algoritmo desenvolvido trabalha com um ntimero variavel m de processadores e se
baseia na decomposicao dinamica da arvore de jogos a ser avaliada, bem como na avali-
acao paralela dos subproblemas resultantes, pelos m processadores disponiveis. Conforme

resumido na tabela no YBWC a hierarquia dos processadores ¢ dindmica; o controle

109
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de distribuicao é distribuido; o paralelismo pode ocorrer nos nés PVNodes, CUTNodes e
ALLNodes; finalmente a sincronizacao pode ser feita nos n6s CUTNodes e PV Nodes.

Cada processador ¢ identificado por um namero inteiro i e denotado como P; (com
0 <i < m). Um destes processadores, o Py, é chamado de ProcessadorPrincipal e trabalha
em todos os modulos do jogador apresentados na figura Os demais processadores P;
(com 0 < i < m ) sdo chamados de ProcessadoresAuziliares e irdo trabalhar apenas na
etapa de busca, ficando no estado inativo enquanto o processador P, estiver nas demais
etapas.

A exploracao da arvore de jogos é feita por um algoritmo de busca em profundidade
com aprofundamento iterativo. Uma pilha é uma estrutura de dados eficiente para repre-
sentar o espaco de estados a ser explorado neste tipo de busca. A profundidade p da pilha
corresponde a profundidade p do n6 sendo explorado e cada processador possui sua propria
pilha local de estados. As informacdes sobre os nos expandidos que sao armazenadas na
pilha correspondem ao caminho na arvore de busca do estado inicial ao estado corrente.
Tal caminho é definido como a variacao corrente. Em um algoritmo serial todos os nos a
esquerda da variacao corrente ja foram avaliados, ao passo que os nos a direita desta vari-
acao ainda nao foram avaliados. J& em algoritmos paralelos, pode haver nos a esquerda
ainda em avaliagdo e nos a direita ja avaliados. A figura ilustra este conceito com
um exemplo de uma arvore sendo explorada e com a variacao corrente destacada. Note a
correspondéncia entre cada posicao p da pilha de estados com a profundidade p da arvore
de busca (conforme figura [6.1p). Cada posi¢ao da pilha tem uma estrutura definida nos
moldes do pseudocodigo

Pseudocédigo 1 Estrutra StackEntry

struct StackEntry{
float alpha,
float beta,
float low,
float high,
Board v,
int* slaves,
Successors* successors

Onde, no pseudocoddigo

e alpha e beta: valores da janela de busca em que a busca foi iniciada;

e [ow: limite inferior da busca, ou seja, o maior valor dos sucessores avaliados, em um

nivel de maximizacao;

e high: limite superior da busca, ou seja, o menor valor dos sucessores avaliados, em

um nivel de minimizagao;
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Nivel O

Nivel 1

=N.Z,
IAvaliando =N.2
IAlpha = a;, Beta=b,,

Nivel 2 @ @ @ ll . Low =y, Value =vy, High=h,
Successors={N.2.1,N.2.2, N.2.3}

V=N,
7 . JAvaliando=N.2
Legenda: O Nos EXpIOFBdDS ngel Ipha = ag, Beta = by,
Low =y, Value =vy, High=hy
D Nos pertencentes a variagao corrente pcessoie S RER N
O Nés ndo explorados (b)

(a)

Figura 6.1: (a) Exemplo de uma Variagdo Corrente (b) Exemplo de uma pilha local de
estados

e v: 0 16 (ou estado) corrente;

e slaves: lista de escravos. Sempre que um sucessor de v é enviado para avaliagao

remota em um processador P;, P; é adicionado a esta lista;

e successors: os sucessores do ndé v. Os n sucessores do nd v serao referenciados

durante esta secao como v.1 a v.n e possuem a estrutura definida no pseudocodigo

2

Pseudocédigo 2 Estrutura Successors

struct Successors {
Move move,
Status status,
float value

Onde, no pseudocodigo

e move: movimento que se deve aplicar ao n6 v para obter este sucessor;
e value: valor do né apos ser avaliado;
e status: o status de um sucessor. Pode assumir os valores listados no pseudocodigo

Bt

Onde, no pseudocodigo
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Pseudocédigo 3 Status de um n6

enum Status{
AVAILABLE,
LOCAL_EVALUATION,
REMOTE_EVALUATION,
SOLVED

AV AILABLE: N6 nao avaliado e disponivel para avaliacao local ou remota;
LOCAL EVALUATION: N6 que esta sendo avaliado localmente;
REMOTE EVALUATION: N6 que esta sendo avaliado remotamente;
SOLV ED: N6 avaliado.

Um n6 da arvore é dito completo (consequentemente possui status SOLV ED) em um

dos seguintes trés casos: quando ele representa um estado terminal (ndo possui sucessores

ou atingiu profundidade méxima na arvore de busca) e teve seu valor computado pela

rede neural; quando todos os seus sucessores sao completos; ou quando houve uma poda

durante sua expansao.

Para todos os pseudocodigos que serao apresentados nesta se¢ao, as seguintes varidveis

estarao disponiveis:

P: ntimero atribuido ao processador que esta executando o co6digo;
NP: ntimero total de processadores disponiveis;

Vi, ..., Vi: A variagdo corrente sendo expandida, iniciada no nivel r (com a expansao
dono V) e, no instante corrente, avaliando o nivel ¢ (estando em curso a avaliagao do
n6 V;). Note que apenas no ProcessadorPrincipal podemos ter » = 0 (processando

a raiz da arvore) e o valor de ¢ nunca deve ultrapassar a profundidade maxima;

Alpha;, Beta;: Janela de busca com que se inicia a avaliacdo de um né arbitrario V;

da variagao corrente (logo, r < i < t);

Low;: varidvel que guarda as atualizagoes do valor do nivel inferior da janela de

busca de um né V; da variacao corrente que pertenca a um nivel de maximizacao;

High;: variavel que guarda as atualizacoes do valor do nivel superior da janela de

busca de um n6 V; da variacao corrente que pertenca a um nivel de minimizacao;
Sucessors;: Sucessores de um noé arbitrario V; da variacao corrente;

Slaves;: Lista de slaves de um n6 arbitrario V; da variacao corrente.

No inicio da etapa de busca, o estado de tabuleiro a ser avaliado é colocado na pilha

de estados do ProcessadorPrincipal como a raiz da arvore de busca e uma mensagem

InitSearch é enviada para todos os ProcessadoresAuziliares que passam do estado inativo
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para ocioso. Um processador que recebe um subproblema tem a responsabilidade de
avalid-lo corretamente executando o algoritmo Alpha-Beta. Durante esta execucao, novos
subproblemas sao gerados e podem ser enviados a outros processadores para uma avaliacao
paralela, desde que um dado conjunto de restrigoes (a ser apresentado oportunamente)
seja satisfeito.

Um processador ocioso inicia sua busca escolhendo aleatoriamente outro processador
dentre todos os disponiveis, e enviando-lhe uma mensagem RequestTask. Como mostrado
no pseudocddigo [d] sorteia-se o numero do processador para o qual sera feita a solicita¢ao

(linha 2), ndo deixando que o proprio processador requisitante seja escolhido.

Pseudocédigo 4 Solicitagao de Tarefa por um processador ocioso.

1. def request_task():

2. pNumber = rand({0, ..., NP} - {P})

3. envia mensagem RequestTask para processador ’pNumber’

Um processador P; que recebe uma requisi¢ao de tarefa de um processador Py, procura
algum n6 em sua pilha de estados que esteja disponivel. Defini-se um né disponivel como:
Seja v; um nd da variagdo corrente (onde i representa a profundidade do n6 na arvore
de busca de P;). Um n6 v;.m e Sucessores(v;) é dito disponivel se as seguintes restri¢des

forem atendidas:

e k > 1, pois, conforme explicado na secao 5.2, na avaliacao de v;, a distribuicao de

tarefas somente pode ocorrer apds a avaliacao do ramo mais a esquerda de v;.
e ;.1 tem status SOLVED (ver explicacdo acima);

e v;.m nao foi e nem esta sendo avaliado por nenhum processador.

O processo ¢ descrito pelo pseudocodigo [5} O processador P; percorre os nés de sua
variacdo corrente, partindo da maior profundidade para a menor (linha 5) e, para cada
um desses nos, verifica-se se h& algum no6 sucessor disponivel. Se um né disponivel v;.m
for encontrado, ele é enviado para P, e este ultimo processador é adicionado & lista de

escravos da pilha local de estados de P;, na mesma profundidade i correspondente &

I
profundidade de v; na arvore de busca de P; (linha 11). Se nao ha noés disponiveis no
momento da requisi¢do, a mensagem enviada como resposta (chamada ResponseTask)
informa a auséncia de nos disponiveis.

Um processador P, que enviou uma requisi¢ao de tarefa para P;, deve aguardar até
receber uma mensagem ResponseTask de P;. Quando a mensagem ResponseTask
contém um subproblema v;.m a ser transferido, tal problema é enviado junto com as
seguintes informagoes da pilha de P;: alpha;, beta,, low;, high; e value;, além do proprio
i que se refere ao nivel em que ele se encontrava no processador requisitado (no caso,

P;). O processador escravo Py, ao receber a tarefa, inicia a busca na profundidade ¢
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em que a tarefa se encontrava em P;. A relacdo mestre-escravo é terminada através da
mensagem ResponseResult, emitida por P, a P; logo ap6s ter concluido o processamento

do subproblema recebido, comunicando-lhe o resultado do subproblema.

Pseudocédigo 5 Rotina que trata mensagens de solicitacao de tarefa recebidas
1. def request_task_handler(ps):

2. #ps: numero do processador requisitante

3. found = false

4. i=20

5. for i = t to r:

6. if existe sucessor disponivel de v;:

7. found = true;

8. break;

9. if found:

10. envia mensagem ResponseTask com o no disponivel encontrado
para processador ’ps’

11. slaves;.add(ps)

12. else:

13. envia mensagem ResponseTask para ’ps’ informando que

ndo hd nos disponivets

O tratamento que um mestre aplica ao resultado da avaliacao de um n6 v;.m processado
por um escravo P é mostrado no pseudocodigo [6] Primeiramente, o processador Py, que
retornou o resultado é removido da lista de escravos da profundidade 7 da pilha de estados
de P; (linha 5). Se o ndé v;.m estiver em um nivel de maximiza¢do, devemos atualizar
o valor da varidvel low (linha 13) além de verificar se houve uma poda (linha 9) ou
estreitamento da janela (linha 11). Se o n6 v;.m estiver em um nivel de minimizagao,
devemos atualizar o valor da variavel high (linha 27) além de verificar se houve uma poda
(linha 23) ou estreitamento da janela (linha 25). Em ambos os casos, o motivo desta
verificagao é permitir que o mestre propague informagoes relevantes aos seus escravos

(caso haja), de tal modo que:

e cles possam estreitar sua janela de busca caso recebam do mestre uma mensagem
Newbound (linha 18), evitando assim processamento desnecessario de nos, decor-

rentes de uma janela desatualizada; ou

e cles abortem seu processamento caso recebam do mestre uma mensagem de poda
Cutoff (linha 15), pois os resultados de suas avalia¢oes nao teriam influéncia no

resultado do processamento do mestre.

Como a variacao corrente pode estar em uma profundidade ¢t maior do que a profun-
didade 7 do n6 v;.m cujo processamento foi concluido por P, ou seja, t > 4, podas ou
atualizacoes de janela devem ser tratadas também nos niveis intermediarios entre ¢ e ¢t da

variacao corrente. A ocorréncia de uma poda implica em abortar todo o processamento
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do nivel ¢ ao nivel corrente, bem como, através da mensagem Cutoff, o processamento
de todos os escravos situados nestes niveis intermediérios, tal como ilustrado no exemplo
6.2l Nas linhas 15 e 29 ha a chamada da rotina send_cutof f que, como mostrado no
pseudocodigo[7] aborta todo o processamento dos escravos dos nos compreendidos entre os
niveis i e t da variacao corrente. A atualizacao de janela, por sua vez, deve ser comunicada
a todos os escravos do no6 de nivel ¢ da variagao corrente (no6 v; da figura - através da
rotina send_newbound apresentada no pseudocodigo [§]- e propagada até a profundidade ¢
da variacao corrente, bem como a seus escravos, pela funcao update window max, caso o

nivel 7 seja de maximizagao, ou update window _min, caso o nivel ¢ seja de minimizacao.

Pseudocédigo 6 Rotina que trata mensagens ResponseResult recebidas
1. def response_result_handler(v;.m, value, rp):

2. #v,.m: né avaliado remotamente no nivel i
3. #value: resultado da avaliacao do nd v;.m
4, #rp: nimero do processador slave que estd retornando o resultado
5. slaves;.remove (rp)

6. if v;.m is max-node:

7. cutoff = false

8. improvement = false

9. if value >= beta;:

10. cutoff = true

11. if value > low;:

12. improvement = true

13. low; = max(low;, value)

14. if cutoff:

15. send_cutoff (i)

16. else:

17. if improvement:

18. send_newbound (i)

19. update_window_max (i+1,low;)
20. if v;.m is min-node:

21. cutoff = false

22, improvement = false

23. if value <= alpha;:

24 . cutoff = true

25. if value < high;:

26. improvement = true

27. high; = min(high;, value)

28. if cutoff:

29. send_cutoff (i)

30. else:

31. if improvement:

32. send_newbound (i)

33. update_window_min(i+1,high;)

Note que, no pseudocodigo[7] o procedimento send_ cutof f aborta a execucao de todos
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Figura 6.2: Exemplo de expansao de uma arvore de jogo pelo D-VisionDraughts (caminho
da variagao corrente em negrito)

os slaves do nivel k (que lhe é passado via parametro) ao nivel ¢, onde t correspondente

ao nivel atual da variagao corrente.

Pseudocédigo 7 Rotina que envia mensagens Cutoff
1. def send_cutoff (k):
2. for 1 = k to t:
for s in slaves;:

envia mensagem cutoff para ’i’
slaves; =

W

O procedimento send_newbound, mostrado no pseudocodigo [8, comunica a todos os

slaves do nivel k (recebido por parametro) a nova janela de busca.

Pseudocédigo 8 Rotina que envia mensagens Newbound
1.def send_newbound (k) :
2. for s in slaves;:

3. envia mensagem newbound para ’s’

Os procedimentos update window max e update _window min (pseudocodigo @
percorrem a variagao corrente, do nivel informado como parametro (a variavel depth) ao

nivel mais profundo da variacao corrente ¢, atualizando a janela dos niveis intermediarios
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e verificando a ocorréncia de estreitamentos de janela ou podas (varidveis improvement
e cutof f). Se em um nivel d ndo houver um estreitamento, ndo ha necessidade de se
prosseguir, pois os niveis mais profundos também nao sofrerao estreitamentos (linha 13
e 31). Uma poda no nivel d também interrompe o lago das linhas 5 e 23, pois todo o
processamento que estava sendo feito abaixo do nivel d deve ser abortado (linha 13 e 31).

Um processo que recebe a mensagem Newbound chama uma das rotinas de trata-
mento de janelas: wupdate window max ou update window min, em funcao de a
raiz da variacao corrente ser maximizador ou minimizador, respectivamente. O mesmo
ocorre com um processador que recebe a mensagem Cutoff, onde ele chama a rotina
send_cutoff com o parametro r que corresponde ao nivel da raiz da variacao corrente
deste processador, ou seja, aborta-se todo o processamento do referido processador.

A tabela resume as mensagens que compoem o protocolo de comunicagao do D-

VisionDraughts.
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Pseudocédigo 9 Rotina que trata atualizacao de janela

1.

©O© 00 N O O WwN

e e T e
O ~NO Ok WND - O

19.
20.
21.
22.
23.
24.
25.
26.
27.
28.
29.
30.
31.
32.
33.
34.
35.
36.

def update_window_max(depth, alpha):
cuttof = false
improvement = false
d=20
for d = depth to t:
improvement = alpha,; < alpha
alpha; = max(alphay, alpha)
if vy & um max-node:
low; = max(lowy, alpha)
if v4 € um min-node:
if highy; < alpha:
cutoff = true
if improvement and not cutoff:
send_newbound (d)

if (not improvement) or (cutoff):

break;
if cutoff:
send_cutoff (d)

def update_window_min(depth, beta):
cuttof = false
improvement = false
d =0
for d = depth to t:
improvement = beta; > beta
betay = min(beta,, beta)
if v4 & um min-node:
high; = min(high,, beta)
if vy & um max-node:
if lowy; > beta:
cutoff = true
if improvement and not cutoff:
send_newbound (d)

if (not improvement) or (cutoff):

break;
if cutoff:
send_cutoff (d)
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Integracao D-VisionDraughts com MPI

Tabela 6.1: Mensagens do protocolo de comunica¢ao do D-VisionDraughts

Type

‘ Description

- InitSearch (envi-
ada por PO a todos
os ProcessadoresAuz-
iliares).

Comunica o inicio da busca e instrui os Processadore-
sAuziliares a entrarem no estado Ocioso e comegarem a
procuram por tarefas. Em um jogo de treinamento da
rede neural, uma cédpia da rede neural deve ser enviada
para os ProcessadoresAuxiliares para que estes atual-
izem os pesos de suas redes.

- EndSearch (envi-
ada por PO a todos
os Processadores Auz-

Para a busca e instrui os ProcessadoresAuxiliares a
voltarem ao estado Inativo (parando de solicitar tare-
fas).

iliares).

- RequestTask Mensagem utilizada por processadores ociosos para so-
licitar tarefa a outro processador escolhido aleatoria-
mente.

- ResponseTask Resposta a uma mensagem RequestTask. Um proces-
sador que recebeu a mensagem RequestTask e tem nos
disponiveis, envia o n6 mais profundo e mais a esquerda
da sua pilha de estados.

- ResponseResult Apos receber uma tarefa e avalid-la, o processador slave
usa esta mensagem para retornar o resultado para seu
master.

- Newbound Usada por um processador para informar a todos seus
slaves sobre eventuais atualizagoes em sua janela

- Cutoff Usada por um processador para informar a todos seus
slaves sobre eventuais podas detectadas.

-EndExecution (en- | Mensagem responsavel por informar todos os Proces-

viada por PO a to-
dos os Processadore-
sAuxiliares).

sadoresAuzilares sobre o fim da execugao do programa
e finalizarem suas execucoes.

6.2 Integracao D-VisionDraughts com MPI

Esta segdo apresenta a integracao do D-VisionDraughts com a MPI (Message Passing
Interface) |34], que é o mecanismo de comunicagao entre processos adotado neste trabalho.
Tal integracao sera abordada através de diagramas de estados devidamente comentados
com as chamadas da MPI.

O primeiro diagrama (figura 6.3) trata da inicializagdo e finalizacdo da execugao do

D-VisionDraughts e ¢ complementado por outros 3 diagramas de estados compostos:

1. diagrama YBWC (figura 6.4), que trata dos estados de um processador que esta

executando a busca.

2. diagrama ProcessaMensagensBusca (figura 6.5), que trata as mensagens recebidas
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por um processador durante a busca

3. diagrama TrataResultado (figura 6.6), que trata os valores de cada no6 avaliado em
um processo de busca, seja localmente ou remotamente, propagando novas janelas

e podas.

Como mostrado na figura 6.3, todos os processadores iniciam sua execucao com a
chamada da fun¢do MPI_TInit(), que é uma chamada obrigatéria em programas que uti-
lizam a MPI, sendo responsavel por fazer a inicializacao do ambiente de execucao da MPI,
e, apos esta chamada, pode-se obter o niimero tnico atribuido pela MPI a cada proces-
sador (nimero denominado rank pela MPI). Apoés a inicializacao, o ProcessadorPrinci-
pal , aquele que possui o rank 0, segue um caminho diferente dos outros processadores.
Enquanto todos os processadores com rank diferente de 0 (os ProcessadoresAuziliares)
entram no estado Inativo aguardando a busca comecar, o ProcessadorPrincipal fica encar-
regado de executar os processos seriais (simplificados em apenas um estado no diagrama,
embora estas etapas possam ser vistas em mais detalhes na ﬁgura e, ao chegar na etapa
de busca, emite uma mensagem InitSearch para todos os ProcessadoresAuziliares. Os
ProcessadoresAuziliares ficam no estado Inativo até receberem a mensagem InitSearch,
que os informam sobre o inicio da busca. Ao receber esta mensagem, vao para o estado
Ocioso e comecam a solicitar tarefas. O ProcessadorPrincipal, ap6s informar os demais
processadores sobre o inicio da busca, vai para o estado Busca AlphaBeta (figura 6.4, es-
tado composto YBW(') e comega a processar o estado corrente como a raiz da arvore de
busca. Os ProcessadoresAuziliares entram neste estado apos obter sucesso na requisicao
de tarefa.

O algoritmo alpha-beta é executado com o subproblema recebido e, ao completar o
processamento deste subproblema, a busca ¢ finalizada e o valor calculado é retornado.
Sempre que o valor de um no6 é calculado, entra-se no estado composto TrataResultado (di-
agrama 6.6), que é responsavel por atualizar a janela de busca e tratar as podas. Quando
um processador que opera como mestre termina de processar a parte de uma expansao
que lhe foi conferida sem que algum escravo a quem ele eventualmente tenha transferido
tarefa relativa a essa mesma expansao tenha concluido seu trabalho, tal mestre, enquanto
aguarda a conclusao do processamento de seus escravos para concluir o resultado da ex-
pansao, entra no estado ocioso em que pode, eventualmente, tornar-se escravo de outros
processadores (inclusive de seus proprios escravos). Caso alguma mensagem chegue en-
quanto o processador estiver nos estados Busca AlphaBeta ou Ocioso, estas mensagens sao
tratadas conforme mostrado no diagrama de estados composto ProcessaMensagensBusca
mostrado na figura 6.5.

O diagrama da figura 6.5 mostra os estados responsaveis por tratar as mensagens

recebidas durante a busca. Quatro tipos de mensagens sao esperados:

e Cutoff: todo o processamento do subproblema deve ser abortado
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Figura 6.3: Diagrama de estados principal - inicio e fim dos processos

e Newbound: uma nova janela é recebida e encaminhada para TrataResultado

e RequestTask: efetua-se a rotina de procura por noés disponiveis e responde-se com

a tarefa, caso exista.

e ResponseResult: o resultado de um slave é recebido e encaminhado para TrataRe-

sultado.

O diagrama 6.6 apresenta o diagrama de estados composto TrataResultado. Aqui
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Figura 6.4: Diagrama de estados YBWC

trata-se o resultado de um né v;.m sucessor de um noé v; processado (ver figura . Tal
resultado pode tanto causar um estreitamento de janela ou uma poda. No estreitamento
de janela, os escravos sao comunicados sobre os novos valores da mesma. Na poda, o
processamento dos nos compreendidos entre a profundidade de v; e a profundidade em
curso da variagdo corrente (t) é abortada (ver figura [6.2).
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Figura 6.6: Diagrama de estados TrataResultado
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6.3 Ordenacao da arvore de busca

A eficiéncia do YBWC e do Alpha-Beta esta fortemente ligada & ordenacao da arvore
de busca. Tal ordenagao é uma das principais técnicas para reduzir o tamanho da arvore
a ser explorada, pois os nés mais provaveis de causar uma poda sao avaliados primeiro e,
desta forma, pode haver uma substancial reducao no ntimero de nos avaliados, fato que
permite que a busca seja concluida mais rapidamente [62].

No caso mais simples, é possivel usar a funcao de avaliacdo para estimar a ordem
correta dos sucessores de um no, pois a funcao de avaliacao d4 uma indicacao de quanto
um no é favoravel para o jogador [33]. Porém, a funcao de avaliacdo possui um custo alto
de processamento para ser chamada frequentemente, o que tornaria o algoritmo de busca
mais lento. Duas técnicas de ordenagdo dindmica (que sdo dependentes de informagoes

adquiridas durante a busca) foram usadas e serdo apresentadas a seguir.

6.3.1 Tabela de transposicao

O uso da tabela de transposicao com busca por aprofundamento iterativo permite
a obtencao de informacoes uteis para a ordenacao da arvore. No caso da avaliacao da
arvore em uma profundidade n, tais informagoes podem ser usadas na proxima iteracao
do aprofundamento iterativo, com profundidade n+s (onde s é o passo utilizado entre
as iteragoes). O melhor movimento de um no6 pode ser salvo como informagao na tabela
de transposicao de tal modo que, na iteracao seguinte, o ramo relativo a este melhor
movimento seja expandido em primeiro lugar. A heuristica desta estratégia estd no fato
de que o melhor movimento de uma busca mais rasa é provavelmente o melhor movimento

de uma busca mais profunda.

6.3.2 Killer Moves

Os movimentos denominados Killer Moves [27] sao aqueles que causaram uma poda
em algum ponto da arvore de busca. Esta técnica é uma heurfstica baseada na observagao
de que um bom movimento escolhido em determinado nivel da arvore é frequentemente
escolhido como o melhor movimento quando se passa novamente por este nivel da arvore
de busca. Desta forma, guarda-se o tltimo movimento que causou uma poda em um nivel

da arvore em uma tabela indexada pelo nivel em que o movimento foi obtido.

6.3.3 Ordenagao da arvore de busca no D-VisionDraughts

O D-VisionDraughts usa uma tabela de transposi¢ao e de killer moves locais para cada
processador. Pelo fato de estas tabelas serem atualizadas com muita frequéncia durante
uma busca, manté-las sincronizadas de modo que as informacoes fiquem disponiveis para

todos os processadores tem um custo proibitivo para a arquitetura utilizada (com memoria
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distribuida). As duas heuristicas apresentadas sdo utilizadas pelo D-VisionDraughts para

a ordenacao dos sucessores de um nd n da seguinte maneira:

e Se o nbd n é encontrado na tabela de transposicao, o movimento sugerido pela tabela

de transposicao é colocado na primeira posicao da lista de sucessores de n.

e Se o registro nao foi encontrado na tabela de transposicao, verifica-se se 0 movimento
da tabela de killer moves, que se encontra na mesma profundidade do n6 n, é um
dos movimentos possiveis de n. Caso seja, este movimento é colocado na primeira

posicao.

6.4 Resultados

Esta secao apresenta os resultados obtidos com a aplicacao das técnicas apresentadas
nas secoes anteriores: o algoritmo distribuido de busca e ordenacao da arvore de jogos
através do uso de heuristicas. Na subsecao 6.4.2, as heuristicas de ordenacao da arvore
de jogos sao avaliadas comparativamente. Na subsecao 6.4.3, o desempenho do algoritmo
paralelo, com e sem ordenagao, é avaliado. Por fim, a subsecao 6.4.4 apresenta o resultado
dos torneios entre o D-VisionDraughts e o VisionDraughts, onde o D-VisionDraughts foi

treinado com a configuracao que obteve os melhores resultados na subsecao 6.4.3.

6.4.1 Ambiente de execucao dos testes

O D-VisionDraughts foi construido na linguagem C+-+ e compilado com a versao
4.4.1 do GNU Compiler Collection (GCC). Os testes foram executados em um sistema
operacional linux (Ubuntu 9.10) e foi utilizado como implementagao do MPI o OpenMPI,
versao 1.3.2. O hardware utilizado nos experimentos consistiu em dois processadores Intel
Core 2 Quad Q6600 e um Intel Core 2 Duo E6600, conectados por um switch Gigabit
Ethernet.

6.4.2 Impacto das heuristicas de ordenacao na busca

No primeiro teste, a versao original do VisionDraughts (sem ordenacao) e diversas
versoes do mesmo jogador acrescidas de variadas formas de ordenacao avaliaram 20 es-
tados de tabuleiro distintos, escolhidos aleatoriamente de uma base de dados composta
por partidas de jogadores de damas famosos |26]. Estas avaliagoes foram feitas em uma
expansao limitada por profundidade 14. Note que esta profundidade requer um alto nivel
de desempenho do agente. Por exemplo, o NeuroDraughts foi treinado com uma profundi-
dade de apenas 4, pois expansoes mais profundas demandariam um tempo de treinamento
muito longo para conseguir produzir um bom jogador (de fato, em [10] é mostrado que o

tempo de execucao do VisionDraughts é 90% menor que o do NeuroDraughts). O objetivo
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Configuragdo | Tempo meédio (s) | Ganho (%)
1 78,08 0
2 58,56 24099
3 30,94 60.36
4 2305 7047
5 21,14 7291

Figura 6.7: Impacto das heuristicas de ordenagao no Alpha-Beta serial

deste primeiro teste é estimar o tempo médio da busca (em segundos) requerido por cada
agente. A Figura mostra o tempo médio de execucao e o ganho da busca, nos 20

tabuleiros, nos seguintes cenéarios:

1. Alpha-Beta sem ordenagao (utilizado pelo VisionDraughts original)
2. VisionDraughts com Alpha-Beta acrescido de ordenagao por tabela de transposi¢ao
3. VisionDraughts com Alpha-Beta acrescido de com ordenagao por killer moves

4. VisionDraughts com Alpha-Beta acrescido de com ordenagao por tabela de trans-

posicao e killer moves

5. VisionDraughts com Alpha-Beta acrescido de com aprofundamento iterativo e or-

denacao por tabela de transposicao e killer moves .

Observa-se, na tabela 6.7/ os bons desempenhos das técnicas de tabelas de transposicao
e killer moves usadas isoladamente, com ganhos de aproximadamente 24% e 60%, respec-
tivamente. A combinacao das duas técnicas levou a um ganho considerével de cerca de
70%. O uso do aprofundamento iterativo, que além de trazer o beneficio de podermos
controlar o tempo da busca, elevou o ganho para 72%. Com esses testes ficou evidente a

contribuicao das heuristicas para o bom desempenho do algoritmo de busca.

6.4.3 Impacto da distribuicao da busca

Com os mesmos 20 estados do teste anterior, foi analisado o tempo médio do algo-
ritmo distribuido YBWC. Dois testes foram executados: o primeiro, sem ordenagao, e,
o segundo, com ordenacao. O primeiro teste compara algoritmo YBWC sem ordenagao
com o tempo médio gasto pelo VisionDraughts apresentado no teste anterior, que foi de
78 segundos. A figura mostra que o uso da busca distribuida sem ordenagao levou a
um ganho de 83% no melhor caso, que se deu com o uso de 10 processadores.

A figura mostra os testes realizados com o algoritmo YBWC utilizando ordenacao
da arvore de jogo. Foi usado, juntamente com o YBWC, o aprofundamento iterativo e
ordenagao por tabela de transposicao e killer moves. O algoritmo paralelo com ordenagao
foi comparado com os algoritmos seriais sem ordenagao e com ordenagao. O motivo da

comparacao com o algoritmo sem ordenacao é mostrar o ganho obtido em relacao ao
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M2 processadores | tempols) | Ganho do YBWC sem ordenacdo contra versao serial do alpha-
betasem ordenacdo (%)
2 26,16 66.48
4 18,07 76.84
[ 1558 7952
8 14,96 80.83
10 1299 B335

Figura 6.8: Impacto da distribuicao da busca sem ordenacao

M2 processadores | tempols) | Ganho YBWC com ordenacdo ¥ | Ganho YBWC com ordenacdo x
alpha-beta sem ordenacdo (%) alpha-beta com ordenacdo (%)

2 10,63 85.10 44 949

4 7.39 90.52 £5.03

B 597 9234 71.74

3 476 893 .89 7746

10 441 94 34 7912

Figura 6.9: Impacto da distribuicao da busca com ordenagao

tempo requerido pelo VisionDraughts; o motivo da comparacao com o algoritmo serial
com ordenacao é mostrar o ganho do paralelismo em si, executando a versao paralela do
mesmo algoritmo serial com ordenacao. O ganho do algoritmo paralelo chegou a quase
80% em relacao ao algoritmo serial com ordenacdo e, em comparacdo com o algoritmo
original do VisionDraughts, foi obtido um ganho de quase 95

As figuras[6.10]e[6.11] analisam, respectivamente, o speedup e eficiéncia das duas versoes
do algoritmo paralelo, com e sem ordenagao. O algoritmo paralelo sem ordenacao foi
comparado com a mesma, versao serial sem ordenacao e foi obtido um speedup superlinear
(eficiéncia superior a 1) com o uso de 2 e 4 processadores, como é comum em Arvores
nao ordenadas [43]. Porém, note que a partir de 4 processadores o ganho foi decaindo,
chegando a um valor de 6 vezes com 10 processadores, o que equivale a uma eficiéncia de
0,6. O algoritmo paralelo com ordenacao foi comparado com a versao serial também com
ordenacgao e apresentou speedups menores do que os speedups sem ordenagao (ver figura
6.9), porém, seu tempo de execucao foi muito inferior ao obtido com o algoritmo sem
ordenacao (conforme figuras 6.7 e 6.8). O uso de 10 processadores levou a um speedup

abaixo de 5 (figura 6.9) vezes e uma eficiéncia de aproximadamente 0,5 (figura 6.10).

6.4.4 Torneio entre D-VisionDraughts e VisionDraughts

Para poder comparar a capacidade de treinamento da rede neural do D-VisionDraughts
e do VisionDraughts, o melhor jogador de cada sistema disputou um torneio avaliativo
de 40 partidas. Ambos os jogadores foram gerados em um torneio de treinamento com

a mesma duragao de 4 horas e com a mesma profundidade de busca de 14. O algoritmo



Capitulo 6. D-VisionDraughts: uwm sistema de aprendizado de damas para ambientes de processamento
128 de alto desempenho

M2 processadores | Speedup considerando alpha-beta | Speedup considerando alpha-
e YBWC sem ordenagdo betae YBWC com ordenagao

2 2,98 1,98

4 431 2,85

6 4,88 3,53

8 521 443

10 6,00 4,78

Figura 6.10: Speedup do YBWC

M 2 processadores | Efici&ncia considerando alpha-beta Eficigncia considerando alpha-beta
e YBWC sem ordenacdo e YBWC com ordenacio
2 1,40 0,90
4 1,07 0,71
6 0,81 0,58
B 0,65 0.55
10 0.60 047

Figura 6.11: Eficiéncia do YBWC

Resultados obtidos pelo D-VisionDraughts
jogando contra o VisionDraughts
Vitorias 16
Derrotas 10
Empates 14
Loops =]

Figura 6.12: Torneio Avaliativo 1: D-VisionDraughtrs x VisionDraughts

de busca aprimorado do D-VisionDraughts lhe permitiu fazer 79 jogos durante o torneio
de treino, enquanto que o VisionDraughts fez apenas 27. O objetivo deste teste é veri-
ficar qual sistema ird gerar o melhor jogador treinando nas mesmas condicoes. A figura
mostra que o D-VisionDraughts obteve 15% mais vitorias que o VisionDraughts. A
pentultima linha da tabela da figura indica a quantidade de empates e a tltima linha
indica quanto desses empates foram por 'loops’ de fim de jogo.

Em um segundo torneio, os jogadores tiveram suas jogadas limitadas por tempo. Foi
dado a cada um 1 minuto para fazer sua jogada e o nimero de partidas foi fixado em
50. Durante o treinamento, foi observado que o D-VisionDraughts conseguiu atingir uma
profundidade, em média, de 2 a 4 maior que o VisionDraughts. A figura mostra,
através de um torneio de 40 jogos entre os 2 jogadores, que o D-VisionDraughts obteve

30% a mais de vitorias.
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Resultados obtidos pelo D-VisionDraughts
jogando contra o VisionDraughts
Vitdrias 1o
Derrotas Q
Empates 12
Loops 4

Figura 6.13: Torneio Avaliativo 2: D-VisionDraughtrs x VisionDraughts






Capitulo 7
Conclusao e Trabalhos Futuros

Este trabalho apresentou o quanto um eficiente médulo de busca, baseado em um
algoritmo Alpha-Beta distribuido e em heuristicas para ordenacao da arvore de jogos,
pode melhorar o processo de aprendizado de uma rede neural. A estratégia de distribuicao
utilizada consistiu na substituicao do algoritmo alpha-beta serial do VisionDraughts - um
agente jogador de damas constituido de uma rede neural cujo processo de aprendizado é
conduzido pelo método das diferencas temporais - pelo algoritmo Young Brothers Wait
Concept.

Experimentos mostraram que a busca distribuida, contando com 10 processadores,
juntamente com o uso de heuristicas para ordenacao da arvore de jogo, levaram a um
ganho de 95% em relagdo ao algoritmo serial sem ordenagao usado pelo VisionDraughts.
Esta vantagem permite ao D-VisinonDraughts, nas mesmas condigoes de treino, gerar um
jogador com um nivel de jogo superior.

Um torneio foi executado onde o sistema proposto jogou varias partidas contra seu
predecessor, o VisionDraughts. Os resultados desta competicao mostram a melhora obtida
no processo de aprendizado e no desempenho do agente distribuido.

O resultado dessa maior eficiéncia abre possibilidades para a aplicacao de novas técni-
cas de inteligéncia artificial ao agente, que antes eram consideradas impraticaveis devido
ao alto custo computacional da etapa de busca. Dentre essas técnicas, Fogel propos, em
seu jogador de damas Anaconda, o uso de um mapeamento espacial do tabuleiro [11],
abandonando o uso do mapeamento por caracteristicas. Os proprios autores do Vision-
Draughts e do NeuroDraughts testaram este tipo de mapeamento mas abandonaram esta
possibilidade devido ao lento processo aprendizado observado, que fez a continuacao das
investigacoes nesse rumo inviaveis. Pelo fato das caracteristicas terem sido criadas por
especialistas humanos, deixar que a propria rede neural descubra as caracteristicas é um
grande passo rumo a construcao de um agente jogador que nao dependa de nenhum con-
hecimento provindo de especialistas humanos. Além disso, os ganhos com a distribuicao
tornam viavel a adaptacao do D-VisionDraughts em um ambiente multi-agente em que

se trabalham com agentes especializados em fases distintas de jogo, o que demanda um
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complexo processo de treinamento.

7.1 Trabalhos Futuros

Apesar dos bons resultados apresentados pelo D-VisionDraughts, muitas técnicas

ainda podem ser aplicadas na intencao de melhorar os seus resultados. A reducao con-

sideravel do tempo de busca do D-VisionDraughts abre caminho para o uso de varias

técnicas e estratégias de treino antes consideradas impraticaveis. Algumas sugestoes es-

tao relacionadas abaixo:

e Integrar a arquitetura multi-agente do MP-Draughts o modulo de busca paralela

do D-VisionDraughts e o médulo de algoritmos genéticos desenvolvido por Neto e
Julia [36], [37], [35] no jogador LS-Draughts, a fim de automatizar a escolha do
conjunto minimo de caracteristicas fundamentais para representar os tabuleiros dos

diversos agentes. Atualmente, esta escolha é feita manualmente.

Desenvolver uma interface apropriada para que o D-VisionDraughts possa jogar
contra o campeao mundial, o Chinook, e outros jogadores que possuam boa rep-
utacao, no sentido de verificar o desempenho deste jogador quando comparado com

os melhores do mundo.

Utilizar uma representagio de tabuleiro mais eficiente (como o BitBoards [41], uti-
lizada por praticamente todos os jogadores de damas eficientes, como o Chinook e
o Cake), que leve a uma avaliagdo do tabuleiro mais rapida. Através do uso de um
analisador din&mico de programas (gprof) foi detectado que o algoritmo de busca

gasta mais de 90% de seu tempo executando a funcao de avaliacio.

Utilizar o mapeamento espacial para treinar a rede neural, como propds Fogel em
seu jogador Anaconda |11], ao invés do uso do mapeamento baseado em caracteris-
ticas NET-FEATUREMARP. Tal estratégia ficou sem viabilidade pratica no Vision-
Draughts devido ao excessivo tempo necessario para o treinamento da rede. Porém,
com a reducao do tempo obtido com o D-VisionDraughts, esta abordagem pode

tornar-se viavel.
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