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RESUMO

O Poker € um esporte com enorme crescimento e destaque no cenario mundial
atualmente. Nesse contexto, estdo sendo desenvolvidas varias tecnologias
relacionadas a area, que ja é praticada profissionalmente por milhares de atletas.
Também em evidéncia no século XXI, a mineracdo de dados e o aprendizado de
maquina surgem como excelentes mecanismos para executar tarefas que ha alguns
anos seriam executadas apenas por humanos, dando as maquinas esse poder. Nesse
trabalho, sera desenvolvido um mecanismo de tomada de decisbes em um jogo de
poker com a utilizagdo de algoritmos ligados a subarea da inteligéncia artificial, de
aprendizado de maquina, para tarefas de mineragcao de dados. A sua implementagao
contempla varios conceitos de programacéo e estatistica, combinados para conseguir
o0 maior valor esperado (EV — expected value) em um jogo de poker na modalidade
No Limit Holde’m - 6 max, focando nas decisdes pré-flop. Durante o trabalho, serdao
definidas as melhores agdes para cada posicdo da mesa (de um total de seis
posi¢des), considerando as possiveis agdes anteriores dos oponentes, quantidade de

fichas e as cartas recebidas pelo jogador.

Palavras chave: Péquer. Aprendizado de Maquina. Mineragcdo de Dados.
Reconhecimento de Padrdes. Blind. Stack. Algoritmo. Valor Esperado. Range. Flop.

Turn. River. Equidade. Conjunto de dados.



ABSTRACT

Poker is a sport with huge growth and prominence worldwide. In this context,
thousands of athletes already practice poker professionally while several technologies
related to the area are being developed. Also, in evidence in the twenty-first century,
data mining and machine learning emerge as excellent mechanisms for performing
tasks that only a few years ago would be performed by humans, giving machines that
power. In this work, a decision-making mechanism will be developed in a poker game
with the use of algorithms linked to the subarea of artificial intelligence, machine
learning, for data mining tasks. Its implementation includes several concepts of
programming and statistics, combined to achieve the highest expected value in a No
Limit Holde'm - 6 max poker game, focusing on pre-flop decisions. During the work,
the best actions for each position of the table (from a total of six positions) will be
defined, considering the possible previous actions of the opponents, quantity of chips

and the cards received by the player.

Keywords: Poker. Machine Learning. Data Mining. Pattern Recognition. Blind.
Stack. Algorithm. Expected value. Range. Flop. Turn. River. Equity. Artificial

Intelligence. Dataset.
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CAPITULO 1 - INTRODUGAO

Poker € um jogo de cartas que foi reconhecido em 2010 como esporte da mente
pela International Mind Games Association (IMSA) e o colocou na mesma categoria
de outros esportes da mente como xadrez, bridge, dama e go [1].0 poker pode ser
praticado de dois a dez jogadores que participam das rodadas de apostas em dinheiro
(real ou ficticio), vencendo aquele que tiver a combinagdo mais forte conforme a
hierarquia das cartas ou fazendo os adversarios desistirem da jogada. O poker possui

diversas modalidades, sendo mais popular o Texas Hold’em [2].

A beleza do poker é que superficialmente ele € um jogo simples. Qualquer um
pode aprender as regras em poucos minutos. Para os jogadores experientes, essa
simplicidade, que ilude muitos jogadores a pensarem que sao bons, € o que faz a
lucratividade do poker. No longo prazo todos tém a mesma proporgéo e porcentagem
de receber boas ou mas cartas e maos vencedoras ou perdedoras. Os jogadores
profissionais usam suas habilidades para minimizar a sorte, reduzindo as perdas nas

piores maos e maximizando os ganhos nas melhores maos [3].

Nesse contexto, este trabalho aplicara técnicas e conceitos de Machine Learning
e Data Mining, que podem ser consideradas subarea da Inteligéncia Atrtificial (Al -
Artificial Intelligence), para tomar as melhores decisdes pré-flop em um jogo de poker.
Al é a teoria e desenvolvimento de sistemas de computadores capazes de executar
tarefas que normalmente exigem inteligéncia humana, como a percepg¢ao visual,

reconhecimento de voz, tomada de decisao e traducéo entre idiomas, por exemplo [4].

Esse trabalho utiliza algoritmos inteligentes para tomar as melhores decisdes em
um jogo de poker, na modalidade No Limit Texas Hold’em (NLHE) 6-max, quando no
maximo 6 jogadores podem jogar em cada mesa simultaneamente, com foco nas
acdes pré-flop (antes de virar as trés primeiras cartas), em trés faixas de stack
(quantidade de fichas por jogador). Durante o processo de tomada de decisao, varios
fatores importam: (i) a forca da mao, (ii) a posicado da mesa que esta, (iii) quantidade

de fichas e (iv) quais as ag¢des anteriores dos seus oponentes, dentre outras.

Assim, a arvore de decisdes para a melhor jogada se torna bastante complexa pelo
fato de ter que prever as possiveis agdes de cada adversario e, a partir dessas agoes,
apontar a jogada com mais Expected Value (EV), que é o que o jogador perde ou
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ganha em média considerando todos os resultados possiveis e as suas
probabilidades. Por exemplo, se um jogador esta na posi¢ao Big Blind (BB), que sera
a ultima a ter acdo na mesa, ele dependera das possiveis decisbes de cinco

oponentes antes de tomar sua deciséao.

A teoria do jogo de poker parte da hipétese que toda vez que um determinado
jogador joga uma mao diferentemente da maneira que jogaria caso pudesse ver as
cartas de seus oponentes, eles ganham. E toda vez que esse jogador joga sua mao
do mesmo jeito que teria jogado caso pudesse ver todas as cartas de seus oponentes,
eles perdem [3]. Ou seja, se esse determinado jogador tivesse a informacédo completa
no poker, ele sempre venceria. Por outro lado, caso o adversario também tivesse a
informagéo completa, ele venceria. A melhor forma de vencer, portanto, é tentar obter

informacao completa e dificultar ao maximo o adversario de obter essa informacéo [6].

Para isso, serao montadas faixas de decisdes para cada posicdo da mesa,
baseados nas jogadas +EV a longo prazo, tentando maximizar os ganhos do jogador

inteligente, tomando a melhor decisao pré-flop, com trés agdes principais:
1 — fold: desistir de jogar a mao pré-flop;

2 — call: pagar a aposta minima ou a aposta de um oponente feita antes de chegar

a sua vez;
3 — raise: aumentar a aposta anterior [5].

Com uma boa amostragem de maos jogadas pelo jogador inteligente, a taxa de
ganhos pré-flop sera positiva, levando em consideragdo que os ranges foram
construidos para maximizar o EV em cada jogada, analisando todos os cenarios

possiveis e ndo apenas tomando uma decisao aleatoria.

1.1 - OBJETIVOS

Esse trabalho tem o objetivo de desenvolver um jogador inteligente de poker para
tomar as melhores decisdes pré-flop com a utilizagao de classificadores e algoritmos

de aprendizado de maquina. Sao objetivos gerais deste trabalho:

¢ Desenvolver um trabalho de conclusao de curso, relacionando o poker ao curso

de Engenharia Eletrénica e de Telecomunicagoes;
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e Utilizar classificadores e algoritmos de aprendizado de maquina para a melhor

tomada de decisdo em um jogo de poker.

e Desenvolver um programa para a melhor tomada de decisdes a partir de uma
arvore de decisdes baseada em ranges matematicos, que possa ser lucrativo

a longo prazo em um jogo de poker;

e Maximizar acertos e minimizar erros pré-flop cometidos por um jogador

inteligente de poker.

1.2 — JUSTIFICATIVAS

O Poker é um dos esportes com maior crescimento na atualidade, sendo praticado
por milhdes de pessoas por todo o mundo. Atualmente, existem alguns jogadores
brasileiros em destaque no cenario mundial, que ja ultrapassam a casa dos milhdes
de ddlares em lucro, entre poker online e ao vivo. Entre os principais, estdo nomes
como de Joao Simao, Rafael Morais e Bernardo Dias. Além disso, o poker é praticado
profissionalmente pelo autor deste trabalho desde 2016, com os resultados do inicio
da carreira (2016) até hoje mostrados na Figura 1.1. Pode-se perceber uma curva
crescente de lucratividade, quando os principais resultados sdo destacados por curvas

acentuadas e pelo simbolo $.

Figura 1.1: Resultados do autor em torneios a partir de 2016.
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Fonte: [6].
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Surge dai o interesse de desenvolver um trabalho, que relacione o poker, com a
Engenharia Eletrénica e de Telecomunicagdes, visando a criagdo de um sistema

automatizado para tomada de decisao.

1.3 — CONSIDERAGOES

Tanto o poker quanto o aprendizado de maquina estdo em crescimento nos ultimos
anos. Com esse trabalho de conclusdo de curso, sera possivel relacionar as duas
areas e desenvolver um programa que podera ajudar iniciantes e até mesmo

jogadores experientes minimizar erros e maximizar acertos em um jogo de poker.

Assim, este trabalho esta dividido da seguinte forma: no capitulo 2 é apresentado
um referencial tedrico, explicando os conceitos que serdo uteis no desenvolvimento
do trabalho. No capitulo 3, por sua vez, sao apresentados os materiais e a metodologia
utilizada para desenvolver o trabalho, seguido de resultados e discussdes no capitulo
4 e das consideracgoes finais, contribuicoes e projetos futuros relacionados ao trabalho

no capitulo 5.
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CAPITULO 2 - REFERENCIAL TEORICO

Jogar é uma das areas de trabalho/esforgo do aprendizado de maquina. Em
1950, logo apos os computadores se tornarem programaveis, o primeiro programa de
xadrez foi escrito por Claude Shannon (o inventor da teoria da informagao) e por Alan
Turing. Desde entdo, tem ocorrido um sélido progresso nos padrdes de jogar, ao ponto
em que os sistemas atuais podem desafiar campedes mundiais humanos sem medo

de constrangimento [9].

A complexidade dos jogos introduz um tipo de incerteza completamente novo
gue ndo vimos ainda: a incerteza acontece nao por falta de informagao, mas porque
nao ha tempo de calcular a exata consequéncia de qualquer movimento. Ao invés
disso, alguém deve fazer a melhor tentativa baseado em experiéncia passada, e agir

antes de ter certeza de qual agao tomar [9].

Partindo do principio descrito acima, os jogos se tornam um grande estimulo
na subarea de inteligéncia artificial para descobrir novas solu¢des para problemas que
podem ser generalizados e aplicados para resolver situagcbes diarias, ja que os
problemas do cotidiano apresentam semelhangca com os desafios criados em
determinados jogos. Decidir o preco de um produto é um exemplo de um problema
que poderia ser resolvido através de uma solugao semelhante a solugao do Poker,
pois ambos precisam tomar decisdes que podem ser rentaveis ou ndo e ambos

contém informacgdes incompletas [7].

2.1 — REVISAO DE LITERATURA

Esta se¢gdo mostrara o embasamento tedrico desse trabalho, desde as regras
gerais do poker até as tecnicas de aprendizado de maquina, mineragao de dados e

reconhecimento de padrao utilizadas no seu desenvolvimento.
2.1.1 - REGRAS GERAIS DO POKER

No Texas Hold'em (modalidade de poker utilizada para desenvolver o trabalho),
cada jogador recebe duas cartas proprias, de um baralho com cinquenta e duas
cartas, que pertencem somente a ele. Cinco cartas comunitarias sao distribuidas
viradas para cima, para formar o bordo. Todos os jogadores no jogo utilizam essas
cartas comunitarias compartilhadas em conjunto com suas cartas préprias para formar

sua melhor mao de poker de cinco cartas possivel. Assim, um jogador pode utilizar
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qualquer combinacido de sete cartas disponivel para fazer a melhor mao de poker

possivel com cinco cartas, utilizando nenhuma, uma ou duas de suas cartas [10].
2.1.1.1 - RANKING DE MAOS

O ranking é o valor de um conjunto de cinco cartas. Quase todos os Ranking
dependem da “maior carta”. A ordem das cartas sao, em ordem decrescente: A, K, Q,

J,10,9,8,7,6,5, 4, 3, 2[5]. Abaixo, € mostrado o ranking em ordem crescente:

l. Carta alta (High Cards): Cinco cartas diferentes. A maior carta vence.

Figura 2.1: Exemplo de carta alta em um ranking de méos.

AJQ 6 4 |2
a3 A8 KN K

Fonte: [13].

Il. Um par (One Pair): Par sao duas cartas com o mesmo numero e trés cartas

diferentes.

Figura 2.2: Exemplo de um par em um ranking de maos.

Fonte: [13].

[I. Dois pares (Two Pairs): Dois pares e uma carta diferente.

Figura 2.3: Exemplo de dois pares em um ranking de maos.

Fonte: [13].

IV.  Trinca (Three Of A Kind): Trinca sao trés cartas com 0 mesmo numero e

duas cartas diferentes.

Figura 2.4: Exemplo de trinca em um ranking de maos.

Fonte: [13].
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V. Sequéncia (Straight): Sequéncia s&o cinco cartas na sequéncia de numero.

Figura 2.5: Exemplo de sequéncia em um ranking de maos.

8 Q17 6 S 4
4 3 B8 EN A,

Fonte: [13].

VI. Naipes iguais (Flush): Cinco cartas diferentes com naipes iguais.

Figura 2.6: Exemplo de flush em um ranking de maos.

K 4 Q2
v \ A/

Fonte: [13].
VII.  Trinca e par (Full House): Trés cartas com o mesmo numero e duas com o

mesmo numero.

Figura 2.7: Exemplo de full house em um ranking de méaos.

Fonte: [13].

VIIl. Quadra (Four Of A Kind): Quatro cartas com 0 mesmo numero e uma carta

diferente.

Figura 2.8: Exemplo de quadra em um ranking de méos.

Q QS
'Y S
Fonte: [13].

IX. Sequéncia com naipes iguais (Straight Flush): O maior ranking do poker.

Cinco cartas em sequéncia com 0 mesmo naipe.

Figura 2.9: Exemplo de straight flush em um ranking de méos.

AJK J
\ A v

Fonte: [13]
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Com a utilizagao de todas as combinagdes, € mostrado na Tabela 2.1 a chance

de realizar cada mao presente no ranking mostrado anteriormente.

Tabela 2.1: Probabilidade de realizar determinada mé&o.

Maos Frequéncia Probabilidade Probabilidade Expressdao Matematica de
diferentes q Cumulativa frequéncia absoluta

StFTSSg:t 9 36 0,00139% 0,0015% 72.192:1 (%) - (%)
(A1)
Quadra 156 624 0,0240% 0,0256% 4,164:1 IRANE RS
Full House 156 3,744 0,1441% 0,17% 693:1 (113)( g)(112) (g)
Flush 1,277 5,108 0,1965% 0,367% 508: 1 (153)( i‘) i (110) (?l‘)
Sequéncia 10 10.200 0,3925% 0,76% 254:1 (110 | éll) - (110) (j)
Trinca 858 54,912 2,1128% 2,87% 46.3:1 (113)( ;)(122) (llk)z
Dois pares 858 123,552 4,7539% 7.62% 20.0:1 (123)( 2)2(111) (;r)
Um par 2,860 1.098.240 42,2569% 49,9% 137:1 (113)( ;)(132) (1)3
Carta alta 1,277 1,302,540 50.1177% 100% 0,995: 1 [(153) - 10] [( ‘1})5 - 4]

Fonte: Elaborada pelo autor.
2.1.1.2 - BLINDS

No Hold'em, um marcador chamado "botao" indica qual jogador é o dealer
designado para a mao atual. Antes da mao comegar, o jogador imediatamente a
esquerda do botédo coloca o small blind (SB), a primeira aposta obrigatéria. O jogador
imediatamente a esquerda do SB coloca o BB, que geralmente é duas vezes o
tamanho do SB. Os blinds podem variar dependendo dos valores e da estrutura de
apostas em jogo. Nos jogos No Limit, foco desse projeto, os jogos sdo denominados
pelo tamanho dos blinds (por exemplo, um jogo $ 1/ $ 2 de Hold'em tem o SB de US$
1 e o BBde US$ 2) [10].
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ApOs cada jogador receber suas cartas préprias, a agdo acontece no sentido
horario na mesa, com inicio no jogador Under The Gun (UTG), imediatamente a
esquerda do BB, seguido de Hijack (HJ), Cutoff (CO) e Button (BTN).

2.1.1.3 - OPCOES DE ACOES DO JOGADOR

Na modalidade Hold'em, assim como em muitos formatos de poker, as a¢des
disponiveis séo fold (descartar), check (passar), bet (apostar), call (pagar) ou raise
(aumentar). As opg¢des disponiveis dependem da acgédo tomada pelos jogadores
anteriores. Se ninguém ainda tiver feito uma aposta, entdo o jogador pode dar check
(passar a vez sem apostar, mas mantendo as cartas) ou bet (apostar). Se um jogador

tiver apostado, os jogadores subsequentes podem dar fold, call ou raise [10].

2.1.1.4 - PRE-FLOP

Quando todos os jogadores da mesa recebem suas duas cartas e sao postados
o SB e o0 BB, cada jogador, decide entre fold, call ou raise baseado apenas na forga
das suas duas cartas, na posig¢ao e nas agdes anteriores dos outros jogadores, sem

saber o que ira virar nas cinco cartas voluntarias.

2.1.1.5- FLOP

As trés primeiras cartas voluntarias sao distribuidas abertas no bordo,
disponiveis para todos os jogadores ainda na méao. Isso é conhecido como flop. As
apostas no flop comegam com o jogador ativo imediatamente a esquerda do botao.
As opcoes de aposta sado similares ao pré-flop, no entanto se ndo houver apostas
anteriores, os jogadores podem optar por dar check, passando a vez para o proximo

jogador ativo no sentido horario [10].

2.1.1.6 - TURN

O turn é a quarta carta comunitaria no Hold'em e é virada quando a rodada de
apostas no flop é encerrada e mais de um jogador continua na mao. Outra rodada de
apostas se inicia, comegando com o jogador ativo imediatamente a esquerda do

botdo.
21.1.7 - RIVER

O river é a quinta e ultima carta comunitaria em um jogo de Hold'em e é virada

quando a rodada de apostas no turn é encerrada e mais de um jogador continua na



21

mao. A agdo nas apostas comega com o jogador ativo imediatamente a esquerda do

botdo, e as mesmas regras de apostas do flop e do turn se aplicam.

2.1.1.8 - SHOW DOWN

Se existir mais do que um jogador restando quando a rodada final de apostas
estiver completa, a ultima pessoa a apostar ou dar raise mostra suas cartas, a menos
que nado existam apostas na rodada final. Nesse caso, 0 jogador imediatamente a
esquerda do botdo mostra suas cartas primeiro. O jogador com a melhor mao de poker
de cinco cartas ganha o pote. No caso de maos idénticas, o pote sera igualmente
dividido entre os jogadores com as melhores maos. Depois do pote ser concedido aos
vencedores, uma nova mao de Hold'em esta pronta para ser jogada. O botdo agora
se move no sentido horario para outro jogador, os blinds sdo novamente colocados, e

novas maos sao distribuidas para cada jogador [10].
2.1.2—- NO LIMIT HOLDE’M 6-MAX

Em um jogo No Limit Hold'em a aposta minima é igual ao tamanho do Big Blind,
mas os jogadores sempre podem apostar a quantidade que desejarem, até o total de
suas fichas, dai a expressao “No Limit’. Dentre todas as modalidades de apostas no
poker, atualmente a No Limit € a mais popular, provavelmente pela simplicidade de

executar uma aposta.

Ja o termo 6-max, faz referéncia a quantidade de jogadores permitida em uma
mesa. Numa mesa com no maximo seis jogadores, a dinamica do jogo muda bastante
em relagdo ao Full Ring (termo utilizado para mesa com nove jogadores), pois séo
trés posicdes a menos em jogo. Isso significa que mais vezes o jogador vai esta em

posicao final na mesa e certamente a frequéncia que ele ira jogar ira aumentar.

Utilizando a Data Base (o historico de maos jogadas) de um jogador regular de
poker online para demonstrar essa diferenca, com uma amostragem de 322 mil maos
jogadas, nota-se que em média de todas as posi¢cdes o jogador no Full Ring joga
23,95% das m&os, enquanto no 6-max o mesmo jogador joga 30,94% das maos. E
uma diferenca de aproximadamente 7% e que sera muito relevante para estabelecer
o range adequado para o jogador inteligente do projeto. Para a coleta de dados, foi
utilizado o software de mineragao de dados PokerTracker [12]. A Figura 2.10 mostra

como é formada uma mesa 6-max:
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Figura 2.10: Mesa de Poker No Limit Holde’'m 6-max.

6,000
* BB

[ihatepokerept- 16%

UTG ou MP

Fonte: Adaptado de [12].

2.1.3 - COMBOS POSSIVEIS

Em um baralho de 52 cartas, € possivel diversas combina¢des de duas cartas,

como mostrado na Formula 1:

#@42):(522%1326 (1)

As 1326 combinagdes possiveis, consideram os quatro naipes do baralho.
Nesse trabalho, sera mais relevante saber se a combinagdo € suited (do mesmo
naipe) ou off suited (de naipes diferentes), pois como o foco é pré-flop, ndo vai ser
relevante saber se determinado jogo suited é de paus, copas, espadas ou ouros antes

de ver o flop, e sim a forgca da mao pré-flop para executar a melhor agao.

Ao focar nas maos suited e off suited, a combinacao reduz a 169 maos iniciais
possiveis, sendo 13 pares, 78 combinacdes suited e 78 combinacdes off suited. A
frequéncia com que cada combinacgao de cartas vai ser jogada, vai depender da forga
da mao, da posicao e das agdes anteriores, principalmente. A Figura 2.11, mostra as
169 combinagdes possiveis.
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Figura 2.11: Range com as combinagdes possiveis em um jogo de poker.
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T60|960|860|760
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A20]|K20|Q20]|J20[T20|920|820|720]|620(250

980
970

74s|73s|72s
63s|62s

870

Fonte: Elaborada pelo autor.

As combinagdes em verde, sdo as melhores méaos, que tendem a jogar numa
frequéncia maior que as demais. Ja em azul, sdo as maos com equidade
(probabilidade de ganhar) mediana e em branco as maos que sé vao jogar em
posicdes finais e com uma frequéncia reduzida. Vale ressaltar que as combinagdes
com ‘s’ a frente € do mesmo naipe (suited) e com ‘0’ a frente de naipes diferentes (off

suited).

2.1.4 - ESTRATEGIAS PRE FLOP

O jogo pré-flop ainda é a base do jogo de todos os grandes jogadores. Caso
nao haja um bom jogo pré-flop, € muito improvavel que seja um jogador vencedor,

independente de quao boas sejam suas habilidades pés-flop [11].

2.1.4.1 - JOGANDO SHORT STACK (10 a 20bb)

Todas as decisdes que um jogador toma enquanto é short stack (quantidade
pequena de blind) pré-flop valem uma grande parte do seu stack total, entdo usar
estratégias de open e de 3-bet-shove (aumentar a aposta para todas as fichas) é

fundamental para o lucro a longo prazo.
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E importante ter ciéncia do tamanho efetivo do préprio stack e do stack dos
oponentes que estdo na mesa, para que seja possivel construir uma boa estratégia.
E necessario, ainda, considerar a jogabilidade pés flop de determinada mao. Quando
o jogador esta com um short stack com uma mao que vai jogar mal no pdés-flop, mas
provavelmente é a melhor mao pré-flop, o all in pode ser a agao mais apropriada. Isso
deve evitar decisdes dificeis no pds-flop. Exemplo de méaos do tipo sdo pequenos
pares (22 a 55) [14].

2.1.4.2 - JOGANDO COM STACK MEDIO (20 a 40bb)

Nessa situagao, tem-se um stack um pouco mais confortavel para trabalhar.
Nado se pode realizar todo tipo de acdo, mas ja tem espago para uma maior
jogabilidade. Com esse stack pode-se dar mais raise em posigao e jogar de call com
parte do range e ver alguns flops, além de ter espago para dar alguns 3-bet ou 4-bet

light (reaumentar a aposta do(s) adversario(s) por blefe) [15].

2.1.4.2 - JOGANDO DEEP STACK (40bb+)

Nessa faixa de stack, € bem confortavel de se jogar. Podendo variar o estilo de
jogo conforme reagem os oponentes. Vale dar preferéncia em jogar maos com
equidade robusta, ou seja, que jogam bem pds-flop e possibilita extrair muitas fichas
dos adversarios quando fizer a melhor méo. Exemplo de maos com equidade robusta

sdo os “suited conector’, maos conectadas e do mesmo naipe, como 78s ou JTs.

2.1.5 - APRENDIZADO DE MAQUINA

O aprendizado esta diretamente ligado com a inteligéncia, pois realmente se
um sistema € capaz de aprender a exercer determinada tarefa mereca entdo ser
chamado de inteligente. Assim é possivel afirmar que o aprendizado de maquina nada
mais € um aprendizado por experiéncia, que conforme a tarefa é executada, o
problema aprende a melhor maneira de resolver. Além de estruturar o conhecimento

existente, para levar a um entendimento do aprendizado [16].

Existem diversos meétodos de aprendizado de maquina. Entre eles o
aprendizado por habito, que tem como caracteristica o programa aprender por
experiéncia de acordo com o que foi informado anteriormente. Ha também o método
de aprendizado por conceito, que analisa todas as hipdteses e demonstra qual € a

correta. No método do conceito existe uma subdivisdo, que € a “hipétese mais geral”,
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0 que significa que se n&o existe nenhuma possibilidade correta, o programa achara

a que mais se aproxima do correto [17].

Atualmente, uma forma avancada de aprendizado de maquina sao as redes
neurais, que se assemelham com o funcionamento do cérebro humano, sendo uma
grande rede de neurénios. Essa rede é organizada geralmente em duas camadas. A
primeira recebe as informacbes a serem classificadas e usa aprendizado
supervisionado por modificarem a forma das conexdes de acordo com o que é
informado para, por Ultimo, ativar os neurénios de saida. E uma forma bastante
complexa, mas tem muita utilidade por ser bastante precisa e dificilmente acontecer

erros, que em outros ambientes de aprendizagem sdo comuns [17].

Os algoritmos de Machine Learning podem ser divididos em 3 categorias:
aprendizagem supervisionada, aprendizagem nao supervisionada e aprendizado por
reforco. A aprendizagem supervisionada € util nos casos em que uma propriedade
estd disponivel para um determinado conjunto de dados. O aprendizado né&o
supervisionado € util nos casos em que o desafio € descobrir relacionamentos
implicitos em um dado conjunto de dados néao-rotulado (os itens ndao séo pré-

atribuidos). O aprendizado de reforgo esta entre estes dois extremos [19].

2.1.6 —- MINERAGAO DE DADOS

Por ser considerada multidisciplinar, as definicdes acerca do termo Mineragao
de Dados variam com o campo de atuagado dos autores. Existem trés areas que sao
consideradas como de maior expressao dentro da Mineracdo de Dados: Estatistica,

Aprendizado de Maquina e Banco de Dados [21].

o Estatistica: Mineragao de Dados é a analise de grandes conjuntos de dados a
fim de encontrar relacionamentos inesperados e de resumir os dados de uma
forma que eles sejam tanto uteis quanto compreensiveis ao dono dos dados
[22].

e Banco de dados: Mineragdao de Dados é um campo interdisciplinar que junta
técnicas de maquinas de conhecimentos, reconhecimento de padrdes,
estatisticas, banco de dados e visualizacao, para conseguir extrair informacoes
de grandes bases de dados [23].

e Aprendizado de Maquina: Mineragcao de Dados € um passo no processo de

Descoberta de Conhecimento que consiste na realizagao da analise dos dados
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e na aplicacdo de algoritmos de descoberta que, sob certas limitagbes

computacionais, produzem um conjunto de padrdes de certos dados [24].

Apesar de encontrarmos diversas ferramentas que nos auxiliam na execugao

dos algoritmos de mineragéo, os resultados ainda precisam de uma analise humana.

Porém, ainda assim, a mineragdo contribui de forma significativa no processo de

descoberta de conhecimento, permitindo aos especialistas concentrarem esforgos

apenas em partes mais significativa dos dados [21].

2.1.6.1 — TAREFAS

A Mineragao de Dados € comumente classificada pela sua capacidade em realizar

determinadas tarefas [25]. As tarefas mais comuns sé&o:

Descricao: € a tarefa utilizada para descrever os padrbes e tendéncias
revelados pelos dados. A descricdo geralmente oferece uma possivel
interpretacao para os resultados obtidos.

Classificacao: uma das tarefas mais comuns, a Classificacao, visa identificar a
qual classe um determinado registro pertence. Nesta tarefa, o modelo analisa
o conjunto de registros fornecidos, com cada registro ja contendo a indicagao
a qual classe pertence, a fim de ‘aprender’ como classificar um novo registro
(aprendizado supervisionado).

Estimacao ou Regressao: a estimacgao é similar a classificacdo, porém € usada
quando o registro é identificado por um valor numérico e ndo um categorico.
Assim, pode-se estimar o valor de uma determinada variavel analisando-se os
valores das demais.

Predicao: a tarefa de predig¢ao é similar as tarefas de classificacao e estimacao,
porém ela visa descobrir o valor futuro de um determinado atributo.
Agrupamento: a tarefa de agrupamento visa identificar e aproximar os registros
similares. Um agrupamento € uma colegcéo de registros similares entre si,
porém diferentes dos outros registros nos demais agrupamentos.

Associacao: a tarefa de associacao consiste em identificar quais atributos estao

relacionados. Apresentam a forma: SE atributo X ENTAO atributo Y [21].
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2.1.7 - WEKA EXPLORER

O pacote de software Weka € um conjunto de algoritmos, ligados a subarea da
inteligéncia artificial, de aprendizado de maquina, para tarefas de mineracdo de
dados. Ele contém ferramentas para preparacédo de dados, classificagao, regresséo,
agrupamento, mineragado de regras de associagdo e visualizagdo. A Figura 2.12
mostra a interface grafica do Weka:

Figura 2.12: Interface gréfica que permite a execugéo dos algoritmos de mineragao de dados

do Weka de forma interativa.
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Fonte: [26].

No desenvolvimento do trabalho, as partes mais utilizadas foram a de
preparacao de dados, que escolhe e modifica os dados utilizados e a de classificacao,

que treina e testa sistemas de aprendizagem que classificam ou realizam regressao

do dataset.
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2.1.7.1 - CLASSIFICADORES

Estdo disponiveis no Weka 43 algoritmos classificadores, divididos em 7
familias, de acordo com suas semelhangas e fungdes. Todos algoritmos, com suas

respectivas familias e fung¢des, sdo mostrados na Tabela 2.2.

Tabela 2.2: Classificadores disponiveis no Weka com suas fungdes.

Familia Nome Funcao
BayesNet Aprende redes Bayesianas
NaiveBayes Classificador probabilistico padrao Naive Bayes
BAYES NaiveBayesMultinomial Multinominal verséo de Naive Bayes
NaiveBayesUpdateable Classificador Naive Bayes multinominal incremental

que aprende uma instancia de cada vez

Logistic Constréi modelos de regressao logistica linear
MultilayerPerception Rede neural de retro propagagao
FUNCTIONS SimpleLogistic Cria modelos de regressao logistica linear com

selecao de atributos incorporados
SMO Algoritmo de otimizagdo minima sequencial para

classificagao de vetores de suporte

IBK Aprendizado baseado em instancias do vizinho mais
LAZY préximo
KStar Classificador de k vizinhos mais préximos
LWL Algoritmo geral para aprendizagem ponderada
localmente
DecisionTable Cria um classificador de tabela de decisao simples
JRip Algoritmo Ripper para indugéo rapida e eficaz de
RULES regras
OneR Classificador 1R
PART Obtém regras de arvores de decisao parciais

construidas usando J48

ZeroR Aprendiz da regra de Ripper
DecisionStump Constrai arvores de decisdo de um nivel
HoeffdingTree E um algoritmo de indugado de arvore de deciséo
incremental
J48 Aprendiz de arvore de decisao
TREES LMT Constroi arvores de modelo logistico

RandomForest Constréi um conjunto de arvores aleatorias
RandomTree Constréi uma arvore que considera um determinado

numero de recursos aleatorios em cada no
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Aprendiz de arvore de decisao rapida
Cria um mapeamento entre os dados de treinamento
Um embrulho em torno de um modelo de
classificador
Classe para impulsionar um classificador de classe
nominal usando o método Adaboost M1
A dimensao dos dados de treinamento e teste é
reduzida
Classe para guardar um classificador para reduzir a
variagao
Classe para fazer classificagdo usando métodos de
regressao
Um metaclassificador que torna seu classificador de
base sensivel ao custo
Classe para executar a selegdo de pardmetros por
validagao cruzada para qualquer classificador
Classe para executar um classificador arbitrario em
dados que foram passados por um filtro arbitrario
Otimiza o numero de iteragdes do classificador
iterativo fornecido usando validagao cruzada
Classe para executar a regresséao logistica aditiva
Um metaclassificador para lidar com conjuntos de
dados de varias classes com classificadores de duas
classes
Um metaclassificador para lidar com conjuntos de
dados de varias classes com classificadores de duas
classes
Classe para selecionar um classificador entre varios
usando validagao cruzada
Classe para construir um conjunto de classificadores
de base aleatorios
Utiliza RandomProjection e IBk como os
classificadores base
Constréi um classificador baseado em arvore de
decisdo que mantém a mais alta precisao nos dados
de treinamento
Combina varios classificadores usando o método de
empilhamento

Classe para combinar classificadores
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WeightedinstanceWrapper Embrulho genérico em torno de qualquer
classificador para permitir o suporte a instancias
Fonte: Adaptado de [28].

2.1.7.2 — AVALIAGAO DO APRENDIZADO

A avaliagao é um processo fundamental na mineragcdo de dados. Para cada
problema particular, € preciso avaliar de maneira sistematica como cada algoritmo
funciona e comparar com os outros, até encontrar o que melhor se adeque a situacao.
No Weka existem diversos tipos de avaliadores. Dois modelos foram utilizados e

comparados nesse trabalho, e sdo detalhados a seguir.
2.1.7.2.1 - TREINAMENTO E TESTE

Para problemas de classificagdo, geralmente é medido o desempenho de um
classificador em termos da taxa de erro. O classificador prevé a classe de cada
instancia: se for correto, isso é contado como um sucesso, se néo, € um erro. A taxa
de erro € apenas a proporgao de erros cometidos ao longo de todo um conjunto de
instancias e mede a desempenho do classificador [28]. Nesse método de avaliagao,
quanto maior a base de dados e quanto mais for treinado, mais confiaveis se tornam

os resultados da avaliacio.
2.1.7.2.2 - VALIDAGCAO CRUZADA

Este método consiste em pegar um conjunto de dados de tamanho N e dividir
em M subconjuntos de tamanho N/M. Em seguida, o algoritmo é treinado M vezes,
cada vez com um subconjunto diferente sendo deixado de fora para fazer a validagao.
O desempenho da validacao cruzada é medido como sendo a taxa de acerto média
sobre os M subconjuntos de validagéo. Esse método é chamado também de Leave-

one-out.
2.1.8 — JOGADORES ARTIFICIAIS EXISTENTES

Existem diversos modelos de jogadores artificiais atualmente. A tendéncia é
gue cada vez mais esses jogadores consigam um nivel de jogo igual ou superior ao
dos humanos. Alguns exemplos se destacam: os Jogadores Atrtificiais Estaticos e os
Jogadores Artificiais Evolutivos.
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2.1.8.1 - JOGADORES ARTIFICIAIS ESTATICOS

Jogadores artificiais estaticos sédo jogadores que tomam decisdes baseado em
uma funcao imutavel. Aqui sao citados quatro exemplos: aleatdrios, constantes, MFS
e RH.

O jogador aleatdério despreza as principais variaveis do jogo e joga
aleatoriamente. Pode-se dizer que é o modelo mais simplista de todos. Os jogadores
constantes, por sua vez, sempre tomam a mesma decisao, desprezando também as

principais variaveis do jogo, o que o torne simples.

Ja o MFS (Mathematically Fair Strategy) € um tipo de jogador que joga justo
em relacdo a probabilidade de vencer. Ele aposta proporcional a probabilidade e ao

pote. A relacdo MFS é obtido por V pela formula:
V=A*xW)—-(L*]) (2)

Onde W ¢é a probabilidade de o jogador vencer, L é a probabilidade de o jogador
perder, A é a soma de aposta feita pelos adversarios e J € a soma de aposta feita pelo

jogador [15].

Por fim, o jogador RH. Esse tipo de jogador foi gerado a partir de um estudo
estatistico de dois estudantes: Jean Rachlin e Gary Higgins. Eles chegaram a
conclusao que na maioria dos jogos, a chance de um jogador vencer depende de um
conjunto de variaveis e ndo apenas das cartas em suas maos, algumas diretamente
proporcionais e outras inversamente proporcionais. Eles chegaram na seguinte

equacao:

_ P
(C+1)*L*F=*R

3)

Onde P é o pote, R é oraise, L é a quantidade de jogadores que estao no jogo,
F € a quantidade de jogadores que precisam tomar alguma decisao antes de acabar

a rodada e C é a quantidade de vezes que alguém decidiu dar raise [16].
2.1.8.2 - JOGADORES ARTIFICIAIS EVOLUTIVOS

Ao contrario de jogadores estaticos, esses jogadores aprendem com a
experiéncia. A funcao de decisao € mutavel de acordo com um banco de dados de
experiéncia. Essa experiéncia pode ter informacdes sobre um jogador especifico, que
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€ uma boa estratégia partindo da hipétese de que jogadores de poker tendem a jogar
da mesma maneira. O banco pode ter também informagdes sobre situagdes de jogos
em que o jogador adversario ndo é levado em conta na fungao de decisdo, o que é o

torna um jogador mais completo e genérico [7].
2.1.8.2.1 — APRENDIZADO POR REFORCO

O aprendizado por reforco é uma forma de programar agentes para aprender
baseado em recompensas. E um tipo de aprendizado ndo supervisionado. No
aprendizado nao supervisionado, o agente toma decisbes aleatdrias e registra a
reacdo do meio ambiente, as recompensas. Existem dois tipos de aprendizados por
reforco basicamente: o aprendizado passivo e o ativo. No aprendizado passivo, o
agente sempre toma decisbes aleatérias no periodo de aprendizado para obter
bastante informacdo. Esse tipo de aprendizado normalmente demora mais para
convergir para um bom resultado, mas normalmente converge para resultados
melhores. No aprendizado ativo, o agente aprende utilizando o conhecimento ja
adquirido para tentar agir bem desde o comecgo. Nesse tipo de aprendizado, o agente
normalmente converge mais rapido para uma boa solugdo, mas normalmente nao

converge para uma solugao tao boa quanto o aprendizado passivo [20].

Porém, ainda assim, a mineragao contribui de forma significativa no processo
de descoberta de conhecimento, permitindo aos especialistas concentrarem esforgos

apenas em partes mais significativa dos dados [21].

2.2 - CONSIDERAGOES FINAIS

Neste capitulo foi abordada toda a parte tedérica que sera utilizada nesse
trabalho, desde a teoria do poker aos conceitos mais importantes de Machine Learning
e Mineragcdo de Dados, que serao ferramentas muito utilizadas para obter os

resultados esperados.
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CAPITULO 3 - METODOLOGIA

Esse trabalho, que visa desenvolver um sistema automatizado de tomada de
decisdo em um jogo de poker, foi dividido em quatro etapas principais, que seréo

detalhadas nas sec¢des a seguir.

3.1- CRIAQAO DE UMA BASE DE DADOS COM AS POSSIVEIS
ACOES
A primeira etapa, foi implementar a arvore de decisées no Excel, com quatro

atributos: as cartas, a quantidade de fichas, a posig¢ao e por fim as a¢des, baseadas

nos itens anteriores e nas possiveis agdes anteriores de outros jogadores.

Para a modalidade NLHE 6-max, foram necessarias 18 planilhas, sendo uma
para cada posi¢ao da mesa (totalizando seis posicdes), variando em trés faixas de
stack médio (10 a 20bb, 20 a 40bb e 40bb+), com 169 linhas em cada planilha (Figura
2.11), para definir bem o range que ira abranger todos os cenarios possiveis durante

0 jogo. A Figura 3.1 mostra uma parte do dataset para a posi¢ao Button construido no

Excel.
Figura 3.1: Construcao do dataset no excel.
A B C D E F G H | J K L M N o} P Q R
1 |Cartas Quantidade de fichas (Big Blinds) Posi¢do  Agbes
2 |AA 10a20 BU Raise em gap/Raise all in em raise anterior
3 |AKo 10a20 BU Raise em gap/Raise All in <12bb em gap/Raise all in em raise anterior
4 |AQs 10a20 BU Raise em gap/Raise All in <12bb em gap/Raise all in se 0 MP, o HJ ou o CO der raise/Fold em 3-bet pate
5 |Alo 10a20 BU Raise em gap/Raise All in < 12bb em gap/Call em raise até 3bb se tem > 15bb/Fold em 3-bet pote
6 |ATo 10a20 BU Raise em gap/Raise All in < 12bb em gap/Fold em raise anterior
7 |A%0 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
8 |ABo 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
9 |ATo 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
10 |Abo 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
11 |ASo 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
12 |Ado 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
13 A3o 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
14 |A20 10a20 BU Raise All in < 15bb em gap/Fold em raise anterior
15 AKs 10a20 BU Raise em gap/Raise All in <12bb em gap/Raise all in em raise anterior
16 |[KK 10a20 BU Raise em gap/Raise all in em raise anterior
17 |KQo 10a20 BU Raise em gap/Raise All in <12bb em gap/Call em raise até 3bb se tem > 15bb/Fold em 3-bet pote
18 |Klo 10a20 BU Raise em gap/Raise All in <15bb em gap/Fold em raise anterior
19 KTo 10820 BU Raise em gap/Raise All in <15bb em gap/Fold em raise anterior
20 |K90 10a20 BU Raise em gap/Raise All in < 12bb em gap/Fold em raise anterior
21 |K8o 10a20 BU Fold
22 |K7o 10a20 BU Fold
23 |K6o 10a20 BU Fold
24 |K50 10a20 BU Fold
25 |Kdo 10a20 BU Fold
26 |K3o 10a20 BU Fold
27 |[K2o 10a20 BU Fold
28 AQs 10a20 BU Raise em gap/Raise All in <12bb em gap/Raise all in em raise anterior
29 KQs 10a20 BU Raise em gap/Raise All in <12bb em gap/Raise all in se 0 MP, o HJ ou o CO der raise/Fold em 3-bet pote
30 Qa 10a20 BU Raise em gap/Raise all in em raise anterior
31 |Qlo 10a20 BU Raise em gap/Raise All in <15bb em gap/Fold em raise anterior
32 QTe 10a20 BU Raise em gap/Raise all in < 15bb em gap/Fold em raise anterior
33 Q9 10a20 BU Raise em gap/Raise Allin <12bb em gap/Fold em raise anterior
34 Q8o 10a20 BU Fold
35 Q7o 10a20 BU Fold
36 Q6o 10a20 BU Fold
37 Q5o 10a20 BU Fold
38 Q4o 10a20 BU Fold

Fonte: Elaborada pelo autor.
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3.2 - ADAPTAGAO DA BASE DE DADOS PARA SER PROCESSADA

O Software Weka, ndo processa arquivos do tipo.xIxs. Mas o proprio Excel é
capaz de exportar arquivos para o formato .CVS separado por virgulas, que pode ser

processado na ferramenta de classificagéo.

Ap06s todas as planilhas estarem no formato .CSV, foram unificadas em apenas
uma, para facilitar a analise dos resultados e para uma maior base de dados no
treinamento. Foi gerado entdo, um arquivo .CSV com 3042 linhas (18 planilhas x 169
linhas em cada). A Figura 3.2 mostra parte da planilha unificada, aberta no bloco de

notas.

Figura 3.2: Arquivo .CSV com todas as planilhas unificadas, aberto no bloco de notas.

Cartas,Quantidade_de fichas (Big Blinds),Posicdo,A¢des

AALZB a 48,BB,3bet _em_raise_anterior/Call _em All in

AKo,28 a 48,BB,3bet_em_raise_anterior/Call em_All in

AKs,28 a 48,BB,3bet_em_raise_anterior/Call em_All in

KK,28 a 48,BB,3bet_em_raise_anterior/Call em All in

Q0,20 a 48,BB,3bet _em_raise_anterior/Call em All in

JJo,28 a 48,BB,3bet_em _raise anterior/Call em All in

AA A8+ BB, 3bet_em_raise_anterior/Call_em All in

KK,48+,BB,3bet_em_raise anterior/Call em_ All in

Q0,48+ ,BB,3bet_em_raise_anterior/Call _em All in

AJo,28 a 48 ,BB,3bet em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
880,28 a 408,BB,3bet em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
AQs,28 a 48 ,BB,3bet _em raise anterior/Call em All in <= 3B8bb/Fold em 3bet pote
17,28 a 48,BB,3bet em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
990,28 a 48,BB,3bet em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
AQo , 48+ ,BB, 3bet_em_raise anterior/Call em All in <= 38bb/Fold em 3bet pote
AQs, 468+ ,BB,3bet_em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
990,48+,BB,3bet _em raise anterior/Call em All in <= 38bb/Fold em 3bet pote
AKo, 48+ ,BB,3bet_em raise anterior/Call em All in <= 48bb

AKs , 48+ ,BB,3bet_em raise anterior/Call em All in <= 48bb
1Jo,48+,BB,3bet em raise anterior/Call em All in <= A8bb
TT,48+,BB,3bet _em raise anterior/Call em All in <= 48bb

Fonte: Elaborada pelo autor.

Com a planilha unificada, é possivel processar o dataset no Weka. A Figura
3.3 mostra os dados processados, prontos para serem avaliados pelos algoritmos

disponiveis no software.
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Figura 3.3: Dados processados no Weka.

) Weka Explorer — ] s
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Attributes Mo | Label | Count | Weight |
[ 1 3bet_em_raise_ant_ 9 9.0 Iy
2 3bet_em_raise_ant. 8 8.0
L All | [ Mone J L Invert J [ Pattern J 3 3bet em_raise_ant. 4 4.0
4 Call_em_raise_==.. 29 20.0
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Fonte: [26].

3.3 - TREINAMENTO E VALIDAGAO CRUZADA DOS DADOS

Concluida a segunda etapa, foi utilizado o software Weka para testar diversos
algoritmos classificadores para avaliar quais os que apresentariam melhor resultado.
Foram testados o fraining set e o cross-validation, para os 43 algoritmos
classificadores disponiveis na ferramenta. As Figuras 3.4 e 3.5 mostram um exemplo
de treinamento e de validagao cruzada, respectivamente, para o mesmo algoritmo, o

NaveBayes.



Figura 3.4: Training set no Weka Explorer.
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Fonte: [26].

Figura 3.5: Cross-validation no Weka Explorer para n = 10 folds.
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Fonte: [26].
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3.4 - PROGRAMACAO
Finalmente, apdés a terceira etapa concluida, foi implementado um bot,
nomeado PokerBot, com os resultados de treinamento obtidos no Weka, utilizando a

linguagem de programacao Java, no ambiente NetBeans.

O PokerBot permite que o usuario preencha qual a combinacdo de cartas
recebida (das 169 possiveis), a quantidade de fichas (trés faixas de stack médio) e a
posi¢do no momento da jogada, para entdo, retornar qual a melhor agéao a ser tomada.

A Figura 3.6 mostra a interface grafica do PokerBot:
Figura 3.6: Interface desenvolvida para comunicagao usuario/maquina.

PokerBot

Base de treinamento

CilUsers\HeitorDeskiopTCC2\PlanilhaCysSvFiTeste_2 - u‘z.csd

Caras:
Otde de fichas: |10_a_20 | ¥ _ Training/Test
Posicio: |BB |
Acao
Result...

Fonte: [30]
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CAPITULO 4 — RESULTADOS E DISCUSSOES

Inicialmente, a base de dados foi avaliada com a utilizag&o do training set, onde

alguns algoritmos tiveram desempenho de 100% de acertos, como mostra a Tabela

4.1:
Tabela 4.1: Resultado do training set para todos os classificadores.
Familia Nome Acertos/Erros
BayesNet 2546/496
NaiveBayes 2326/716
BAYES NaiveBayesMultinomial 1483/1559
NaiveBayesUpdateable 2326/716
Logistic Problema para treinar
MultilayerPerception Problema para treinar
FUNCTIONS SimpleLogistic Problema para treinar
SMO 2864/178
IBK 3042/0
LAZY KStar 1736/1306
LWL 1660/1382
DecisionTable 2448/594
JRip 1736/1306
RULES OneR 1685/1357
PART 2079/963
ZeroR 1483/1559
DecisionStump 1660/1382
HoeffdingTree 2054/988
J48 2050/992
LMT 2903/139
TREES RandomForest 3042/0
RandomTree 3042/0
REPTree 2104/938
InputMappedClassifier 1483/1559
MISC SerializedClassifier Problema para treinar
AdaBoostM1 1660/1382
AttributeSelectedClassifier 1660/1382
Bagging 2376/666
ClassificationViaRegression 2954/88

CostSensitiveClassifier

Problema para treinar



META

CVParameterSelection
FilteredClassifier
IterativeClassifierOptimizer
LogitBoost
MultiClassClassifier
MultiClassifierUpdatable
MultiScheme
RandomCommittee
RandomizableClassifier
RandomSubSpace
Stacking
Vote
WeightedinstanceWrapper

Fonte: Elaborado pelo autor.
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1483/1559
2054/988
2033/1009
2033/1009
2961/81
2659/383
1483/1559
3042/0
2843/199
1881/1161
1483/1559
1483/1559
1483/1559

Dos 43 classificadores utilizados, sao destacados em negrito na Tabela 4.1, os

que obtiveram desempenho superior a 80%, totalizando 12 classificadores. Alguns

classificadores obtiveram problemas para treinar, provavelmente por falta de memoria

ou por nao conseguir criar um modelo de treinamento para os dados analisados.

Para otimizar o trabalho, apenas os 12 classificadores com desempenho

superior a 80% foram testados no cross-validation, visto que se um algoritmo n&o tem

um bom desempenho no fraining, certamente n&o tera no cross-validation. A Tabela

4.2 mostra os resultados obtidos:

Tabela 4.2: Resultado do cross-validation para todos os classificadores com mais de 80% de

acertos no training set.

Familia Nome Acertos/Erros
BAYES Bayesnet 2182/860
LAZY IBK 1687/1355
ClassificationViaRegression 2287755
MultiClassClassifier 1663/1379
META MultiClassClassifierUpdateable 2079/963
RandomCommittee 2056/986
RandomizableFilteredClassifier 1240/1802
DecisionTable 1982/1014
TREES LMT 2131/911
RandomForest 2106/936
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RandomTree 1905/1137
FUNCTIONS SMO Problema pra treinar

Fonte: Elaborado pelo autor.

Ao analisar os dados da Tabela 4.2, nota-se que nenhum classificador obteve
desempenho de 100% no cross-validation, como obtido em quatro classificadores no
training set. Como a intencdo € que o PokerBot consiga executar 100% das agdes
pré-definidas pelo autor (74 agbdes ao todo), foi escolhido usar o fraining set na

construcao do bot.

Desde o inicio dos testes, o algoritmo com melhor desempenho nos
treinamentos foi o IBK, obtendo éxito tanto nas planilhas separadas quanto na
unificada. Por esse motivo, foi o algoritmo utilizado para o desenvolvimento do
PokerBot. O algoritmo IBK é uma versao do algoritmo de clusterizagdo k-NN (k-
nearest neighbor) utilizado em tarefas de clusterizacado. Esse método representa cada
instancia como um ponto de dado em um espaco d-dimensional, onde d € o numero
de atributos. Dada uma nova instancia, calcula-se a sua proximidade com o resto dos
pontos de dados no conjunto de treinamento, usando medidas de proximidade, tais
como a distancia euclidiana. Os k vizinhos mais préoximos de uma instancia z séo

classificados como sendo da mesma classe de z [28].

Para testar o PokerBot, foi utilizado o software de poker mais tradicional no
mundo, chamado PokerStars. Para todas as posi¢cdes da mesa, e em todas as faixas
de stack, o bot conseguiu retornar as agbes a serem tomadas. O exemplo do

funcionamento € mostrado nas Figuras 4.1 e 4.2:
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Figura 4.1: Funcionamento do PokerBot.

B Fold bo any bet
W Sit out next hend

Base de treinamento

Cilsers\HeitorDesktop\TCC2\PlanilhaCVSwiTeste _2 - v2.csv

Cartas: AKo

Otde de fichas: | 10_a_20 3 [ TrainingTest ]
Posicdo: BB |*

Acao:

Raise_all_in_em_raise_anterior/Call_em_all_in_qualquer_posicao

Fonte: Adaptado de [10].
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Figura 4.2: Resultado de uma méo que foi decidida pelo PokerBot.

Pak: 35.2

[

7 -~ O

PokerBot

Base de freinamento

CAUsers\Heitor\Desktop\ TCC2\PlanilhaCVsvFiTeste_2 - v2 csv

Cartas: AKo
Qtde de fichas: | 10_a_20 _‘l' l Training/Test J

Posigao: BB ||
Acdo:

Raise_all_in_em_raise_anterior/Call_em_all_in_qualquer_posicao

Fonte: Adaptado de [10].

No exemplo de funcionamento mostrado acima, a decisdo tomada foi: call em
all in de qualquer posigao. Nesse caso, foi pago um all in de 15 binds da posi¢ao SB
enquanto o bot estava na posicao BB. O resultado mostrado, € de que o bot ganhou

o all in e dobrou suas fichas com a decisao.
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CAPITULO 5 - CONCLUSOES, CONTRIBUICOES DESTE
TRABALHO E TRABALHOS FUTUROS

Com o desenvolvimento desse trabalho, foi possivel notar que o poker é um
jogo bem desafiador para se criar um bom jogador, pois ndo existe um método 6timo
de vencer, permitindo assim o uso de diversas técnicas diferentes e adaptacdes na

tomada de deciséo para chegar a um bom resultado.

E possivel, uma pessoa que ndo tem conhecimento especifico na area utilizar
o jogador inteligente para jogar poker, e até mesmo pessoas com experiéncia poderao

melhorar seu desempenho com o uso do programa que foi desenvolvido.

Para trabalhos futuros, pode-se analisar a possibilidade de desenvolver um
jogador inteligente para pds-flop, 0 que seria extremamente complexo, devido a
quantidade de combinagdes possiveis com cinco cartas em um baralho com cinquenta

e duas cartas.



3bet
3bet-light
4bet

Acao
Agressor
All-in

Bet

Big Blind
Bluff
Button
Call
Check
Coin Flip
Connector
Cutoff
Deep Stack
Edge
Equidade
Expected Value
Field

Flop
Flush

Fold

Full house
Full hing
Gap

Hold’em
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GLOSSARIO

Reaumento depois de uma aposta e um aumento

Um reaumento com uma méo fraca

Um reaumento depois de uma aposta, um aumento e um reaumento
A vez de um jogador agir na mesa

O jogador que comecgou apostando

Apostar todas as fichas

Apostar

Este jogador coloca 1 blind obrigatério antes de receber as cartas
Blefe

E o Gltimo jogador a agir na mao

Pagar uma aposta

Passar a vez

Situagao onde um par joga contra duas over card

Cartas consecutivas

Posicao anterior ao jogador do botao

Quando os jogadores possuem uma quantidade elevada de Big Blind
Vantagem técnica sobre outros jogadores

Probabilidade de sua mé&o vencer na rodada

Expectativa matematica de ganha ou perda de uma jogada
Conjunto de jogadores que jogam determinado torneio

As primeiras trés cartas comunitarias distribuidas na mesa
Combinacéo de cinco cartas do mesmo naipe

Desistir das cartas na rodada de aposta

Combinacdo de uma trinca e um par

Mesa com 9 ou 10 jogadores

Quando todos os jogadores desistem até a sua vez

A modalidade de poker mais praticada no mundo



Late Position
Limit

Limp

No Limit
Offsuited

Pré flop

Push

Quadra

Raise

Range
Re-raise
Re-steal

River

Royal Flush
Sharkscope
Small Blind
Stack
Straight
Straight Flush
Suited

Suited Connector
Turn

Under The Gun

Variancia

S3o as ultimas posi¢des na rodada de apostas

Apostas limitadas

O primeiro jogador apenas iguala a aposta minima pré flop

Sem limite de apostas

Cartas de naipes diferentes

Primeira rodada de apostas antes das cartas comunitarias serem viradas
Giria da expressao All-in

Quatro cartas do mesmo valor

Aumentar a aposta

Um grupo de maos

Reaumento na aposta

Aumentar a aposta em cima de um jogador que esta tentando blefar
Ultima carta comunitaria a ser distribuida

Sequéncia de T a A do mesmo naipe

Site com resultado de jogadores
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Aposta obrigatéria de meio blind colocada pelo jogador a esquerda do botédo

Todas as fichas do jogador

Cinco cartas em sequéncia
Cinco cartas em sequéncia e do mesmo naipe
Duas cartas do mesmo naipe
Duas cartas em sequéncia e do mesmo naipe
E a quarta carta comunitaria distribuida
E o primeiro jogador a agir

Variagao positiva ou negativa do bankroll de um jogador
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