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Existem pessoas em nossas vidas
que nos deixam felizes pelo simples fato
de terem cruzado o nosso caminho. Algumas percorrem ao nosso lado,
vendo muitas luas passarem, mas outras apenas vemos entre um passo € outro.

A todas elas chamamos de amigo. Ha muitos tipos de amigos. Talvez cada folha de uma
arvore caracterize um deles. Os primeiros que nascem do broto é o amigo pai e a amiga mae.
Mostram o que é ter vida. Depois vem o amigo irmao, com quem dividimos o nosso espaco
para que ele floresca como noés. Passamos a conhecer toda a familia de folhas, a qual
respeitamos e desejamos o bem. O destino ainda nos apresenta outros amigos, os quais nao
sabiamos que iam cruzar o nosso caminho. Muitos desse sao designados amigos do peito, do
coracao. Sao sinceros, sao verdadeiros. Sabem quando nao estamos bem, sabem o que nos faz
feliz... Mas também ha aqueles amigos por um tempo, talvez umas férias ou mesmo um dia
ou uma hora. Esses costumam colocar muitos sorrisos na face, durante o tempo que estamos
por perto. O tempo passa, o verao se vai, o outono se aproxima, e perdemos algumas de
nossas folhas. Algumas nascem num outro verao e outras permanecem por muitas estacoes. O
que nos deixa mais felizes é quando as folhas que cairam continuam por perto, continuam
alimentando as nossas raizes com alegria. Lembrancas de momentos maravilhosos enquanto
cruzavam o nosso caminho. Falando em perto, nao podemos nos esquecer dos amigos
distantes, que ficam nas pontas dos galhos, mas que quando o vento sopra, aparecem
novamente entre uma folha e outra. Dedico este trabalho a voceé,
folha da minha arvore, simplesmente porque cada pessoa que passa
em nossa vida é tinica. Sempre deixa um
pouco de si e leva
um pouco de nés.

Ha os que levaram
muito, mas ha
0s que nao deixaram
nada. Esta é a maior
responsabilidade
de nossa vida e a prova
evidente de que duas almas nao se encontram por acaso.
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Resumo

Em sistemas de Recuperacao de Imagens Baseada em Contetido a representacao das ima-
gens desempenham um papel fundamental. Os resultados obtidos por esses sistemas dependem
fortemente da escolha das caracteristicas selecionadas para representar uma imagem. Trabal-
hos existentes na literatura evidenciam que técnicas inteligentes conseguem minimizar o gap-
semantico existente entre o poder de interpretacao limitado das maquinas e a subjetividade
humana.

Neste trabalho é proposto o uso das redes neurais artificiais para caracterizar imagens
neurosemanticamente a partir de uma caracterizacao inicial baseada em caracteristicas de baixo
nivel (cor, forma e textura).

Testes em 3 bases de dados de naturezas diferentes, um de imagens mais gerais ( BD-12750),
um de texturas (Vistez-167) e outro de prédios (ZuBuD) exemplificam a aplicagdo do método
como também mostram a eficicia do modelo.

Ainda é apresentada a aplicacao do método proposto na caracterizagao neurosemantica de
movimentos complexos em videos.

Palavras-chave: caracterizacao de imagens, tranformacao de caracteristicas, caracteristicas
de baixo nivel, recuperacao de imagens, redes neurais artificiais.



Abstract

Image representation in Content Based Image Retrieval systems is a fundamental task. The
results obtained by these systems strongly depend on the choice of features selected to represent
an image. Works in the literature show that intelligent techniques are used to minimize the
semantic gap between the limited power of machine interpretation and human subjectivity.

In this work the use of artificial neural networks to characterize images in a high-level
space from an initial characterization based on low-level features (color, shape and texture) is
proposed.

Experiments on 3 databases of various kinds, one with general images ( BD-12750), one with
texture images ( Vistez-167) and other with buildings (ZuBuD) are performed to exemplify the
application of the method and to show the effectiveness of the model.

Furthermore, the application of the proposed method in the high-level characterization of
complex motions patterns is presented.

Keywords: image characterization, feature transformation, low-level features, neural net-
works, image retrieval, neural networks.
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Capitulo

Introducao

1.1 Consideracoes Iniciais

O uso de imagens em nossa comunicacao é bastante comum desde o inicio dos tempos.
As pinturas rupestres gravadas em abrigos ou cavernas, em suas paredes e tetos rochosos de-
monstram que o desejo de expressdo através das imagens ¢ inerente ao ser humano. E curiosa a
obstinacao da humanidade para eternizar os momentos de sua vida, numa tentativa de dividi-los
com as geracoes futuras. A historia da fotografia mostra bem isso. Os caminhos que antece-
deram aos aparatos atuais de registro de imagens sao construidos de pequenas descobertas,
aparentemente insignificantes, que vao culminar em grandes achados.

No século IV aC os gregos ja conheciam o principio da cAmara escura, a partir da observacao
de que os raios de luz solar, penetrando num recinto fechado e escuro, através de um orificio,
projetavam na parede oposta, imagens do exterior.

Ja no século XI dC a camara escura, que continha os principios elementares da camara
fotografica moderna, foi usada pela primeira vez para fins préticos, para a observacao de um
eclipse solar por um astronomo arabe.

Na Renascenga, Leonardo da Vinci descreveu essa camara fotografica minuciosamente e
seus contemporaneos pintores e projetistas usaram-na largamente como importante método
para auxiliar na construcao da imagem. Data desse periodo os primeiros modelos portateis
projetados pelo italiano Geronimo Cardano, diferentes das primeiras camaras escuras, imensos
quartos capazes de abrigar um homem no seu interior. Aos poucos foram surgindo outros
tipos de cameras mais leves e com dispositivos de maior controle de entrada de luz no filme
e também equipamentos de tamanhos e formatos variados, além de finalidades especificas.
Aperfeicoaram-se as lentes objetivas, surgiram filtros para diversas finalidades. Hoje, vemos
educadores e escritores utilizarem imagens para ilustragoes, engenheiros e arquitetos em seus
projetos, médicos para efetuar diagnoésticos, cineastas para contar historias, reporteres para
realcar informacao textual e pessoas em geral para apenas guardarem bons momentos.

Com o constante aperfeicoamento da tecnologia essas praticas aumentaram ainda mais.
Nos tltimos anos, o crescimento do nimero de imagens em meio digital foi espantoso sendo
que seu custo de processamento e armazenamento decresceu consideravelmente. A facilidade
de distribuicao advinda da popularizacao da internet e o aumento do poder computacional
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foram decisivos para que isso ocorresse. Diversas sao as areas que contribuem para a geracao
de imagens digitais. Nestas, podemos citar as areas de entretenimento, bibliotecas digitais e
educacao.

1.2 Motivacao

A cada dia gigabytes de imagens sao geradas por centros militares e sociais. No entanto,
ao mesmo tempo, uma quantidade considerdvel de informacao vem perdendo sua utilidade,
pois nao é possivel ter acesso a essa informacao se, previamente, ela nao tiver sido organizada
para permitir busca e recuperacao eficientes de dados. Tradicionalmente, as imagens sao ar-
mazenadas em bases de dados utilizando informacao textual. A recuperacao é realizada através
de comandos da linguagem de consulta, os quais para este tipo de dado apresentam limitacoes.
Uma dessas limitagoes é o fato de que é praticamente impossivel fazer a anotagao manual para
todas as imagens. Além disso, as feicoes visuais das imagens sao dificeis de serem descritas
com palavras e também dependem da subjetividade humana para serem descritas. Por exem-
plo, diferentes pessoas podem fornecer informacoes diferentes sobre a mesma imagem, gerando
respostas nao padronizadas para pesquisas sobre esses assuntos.

Como solucgoes para estes problemas, buscam-se métodos que estendem as técnicas tradi-
cionais de recuperacao em bancos de dados, para incluir também informacgoes visuais, per-
mitindo, por exemplo, consultas baseadas no conteiido das imagens. A essa tecnologia, da-se
o nome de Content-Based Image Retrieval (CBIR) ou Recuperagao de Imagens Baseada em
Contetado (RIBC). Cabe salientar que imagens sao dados nao-estruturados, que consistem de
vetores com intensidades de pixel sem nenhum significado inerente. Uma das caracteristicas
do CBIR é a de extrair informacgoes a partir das imagens, informacoes estas que venham a
caracterizar seu contetudo, utilizando principalmente atributos ou caracteristicas de baixo nivel
como cor, textura e forma ou uma combinacao destas para refletirem a seméantica inerente da
imagem.

Devido ao fato de que a percepcao humana é o ponto de referéncia para a comparacao
da eficiéncia dos sistemas de recuperagao, o desenvolvimento de um “sistema ideal”’/ se torna
cada vez mais desafiador. Da mesma maneira que a visao humana é considerada um processo
inteligente, capaz de extrair padroes das imagens que as caracterize, assim como fazer inferén-
cias e generalizacoes através desses padroes associados a uma informagao prévia, um sistema
de recuperacao ideal também deve ser capaz de extrair tais padroes e fazer tais inferéncias
semanticas. Deste modo as propriedades de uma rede neural, tais como aprender através de
exemplos, generalizacao de redundancias e tolerancia a falhas, proporcionam fortes incentivos
para a escolha dessas redes como uma alternativa apropriada para uma modelagem de um
sistema de recuperacao baseado em semantica de alto nivel ou neurosemantica. No entanto,
em muitos sistemas atuais, os conceitos semanticos de alto nivel sao apresentados apenas com
palavras chave [Zhang and Izquierdo 2007|, o que pode limitar e comprometer o sucesso da
consulta.

Neste trabalho vamos utilizar a forca da estrutura das redes neurais e sua habilidade de
adaptacgao e aprendizagem para a formacgao de vetores de caracteristicas neurosemanticas. O uso
do conhecimento adquirido pelo aprendizado das mesmas que generaliza os conceitos semanticos
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da mente do usuario torna-se um aspecto importante para a reducao do gap-semantico na
recuperacao de imagens baseada em contetido. Tal escolha também pode ser explicada pelo
fato de que modelos de redes neurais lidam muito bem com dados imprecisos e situacoes nao
totalmente definidas, ou seja, uma rede treinada de maneira razoavel tem a habilidade de
apresentar solucoes satisfatérias quando sao apresentadas entradas que nao estao presentes em
dados ja conhecidos por ela.

1.3 Objetivos

Essa pesquisa tem como objetivo fazer um levantamento bibliogréafico de varios métodos que
incluem a recuperacgao e a caracterizacao de imagens e as redes neurais e, além disso, propor
uma forma de caracterizacao de imagens utilizando-se uma técnica da inteligéncia artificial,
mais especificamente as redes neurais artificiais (rna’s), para constituir fronteiras de decisao
altamente nao-lineares no espaco de caracteristicas de baixo nivel, formando um novo vetor
de caracteristicas neurosemanticas para mapear as caracteristicas de baixo nivel e salientar as
mais importantes baseando-se em exemplos predefinidos.

Para isso, as rna’s irao atuar como uma abstracao matematica inspirada no cérebro humano
para adquirir conhecimento através da experiéncia (treinamento da rede). A estrutura dessa
rede é composta de véarias unidades computacionais (neurdnios artificiais) operando em paralelo,
interconectadas total ou parcialmente. Cada neurénio artificial efetua certo nimero de opera-
coes simples e transmite seus resultados aos neurdnios vizinhos, com os quais possui conexao
[Russel and Norvig 2004]|. O treinamento da rede é realizado retificando os pesos nas conexdoes
para instituir as relacoes entre as caracteristicas extraidas das imagens e as classes para gerar
a melhor discriminacao possivel entre os padroes de diferentes classes. Assim, quando um novo
padrao é apresentado a rede, esta indicara a classe que melhor o representa na camada de saida
[Haykin 2001]. Apos realizado este treinamento, os pesos da rede estardo prontos para serem
usados na fase de caracterizacao neurosemantica. Na caracterizacao neurosemantica a rede
neural treinada ira propagar as entradas (vetores de caracteristicas de baixo nivel) e utilizar
a saida da rede para compor um vetor de caracteristicas neurosemanticas que serao utilizados
como parametro de similaridade entre as imagens para uma avaliacdo de performance.

1.4 Organizacao da Dissertacao

Na intencao de expor com clareza os conceitos, as técnicas e os resultados obtidos neste
trabalho, estruturamos o mesmo em duas partes. A parte 1 compreende os capitulos 1,2,3,4
e 5 onde é feito um levantamento bibliogréifico sobre o estado da arte da recuperacao e ca-
racterizacao de imagens, e uma descricao mais detalhada sobre as redes neurais artificiais com
suas arquiteturas, parametros, métodos e algoritmos de treinamento. A parte 2 composta pelos
capitulos 6.7 e 8 apresenta o modelo proposto por este trabalho com uma anélise de resultados.

O Capitulo 1 consiste das consideracoes iniciais e do contexto no qual se insere esse
trabalho, da motivacao para o seu desenvolvimento e dos objetivos a serem alcangados.

O Capitulo 2 apresenta uma base tedrica sobre o Processamento de Imagens e introduz
uma visao geral sobre as varias concepcoes a respeito do uso das bases de imagens. A énfase



4 Introducao

da discussao nos principios e métodos utilizados na recuperacao de imagens baseada em con-
teido. Alguns problemas comuns e dificuldades dessas ferramentas sao discutidos. Além disso,
métodos de avaliagao de sistemas de recuperacao de imagens e algumas técnicas para redugao
do gap-semantico em sistemas de recuperacao sao explanados.

O Capitulo 3 explana a extracao de caracteristicas expondo as principais técnicas utilizadas
atualmente. Este capitulo esté relacionado com técnicas de reconhecimento de padroes da area
de Visao Computacional para a formacao do vetor de caracteristicas de baixo nivel que permite
a descricao das imagens. Além disso, sao discutidos, ao final do capitulo, técnicas de sele¢ao,
transformacao e reducao de caracteristicas.

No Capitulo 4 as Redes Neurais Biologicas sao introduzidas para explicar o anseio do
homem em se basear na natureza para resolver problemas da vida cotidiana, dando assim uma
base & explicacdo da implementacao das Redes Neurais Artificiais apresentadas no capitulo
seguinte.

O Capitulo 5 apresenta os conceitos necessarios para o entendimento das Redes Neurais
Artificiais, bem como as arquiteturas, a representacdo do conhecimento e os algoritmos de
treinamento necessarios para a implementacao do modelo proposto.

A segunda parte da dissertacao é dedicada a descricao da técnica proposta, analise e com-
paragoes dos resultados obtidos, bem como propostas de trabalhos futuros:

No Capitulo 6 o modelo proposto por esse trabalho é descrito e exemplificado, demonstran-
do todas as etapas do novo sistema de recuperacao desde a fase de implementacao e treinamento
da rede neural até a fase de consulta, passando pela caracteriza¢ao neurosemantica das imagens.

No Capitulo 7 sao descritos os testes baseados no modelo proposto e apresentados alguns
resultados experimentais utilizando este método.

No Capitulo 8, uma breve introducao ao processamento de videos é feita, bem como a
descricao de um algoritmo de caracterizacao de videos e a aplicacao do modelo proposto para
caracterizar os videos neurosemanticamente. Resultados e comparagoes com outros modelos
sao realizadas e uma conclusao bem como perspectivas para trabalhos futuros é realizada.

Finalmente as conclusoes e a proposta de trabalhos futuros para a continuacao dessa
pesquisa sao apresentadas no Capitulo 9.
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Capitulo

Recuperacao de Imagens

Sistemas chamados de Recuperagao de Imagens Baseada em Contetido ou Content Based
Image Retrieval (CBIR) utilizam o contetido visual das imagens para buscar e recuperar ima-
gens semelhantes a uma determinada imagem consulta em um dado banco de dados. O ponto
chave desse sistema é a obtencao de dados discriminantes que corresponderiam a um possivel
julgamento humano da similaridade entre a imagem consulta e as outras pertencentes ao banco
de imagens. Em sistemas CBIR, as imagens sao indexadas por um vetor de caracteristicas
derivadas diretamente do contetido visual das mesmas. Esses atributos possuem informacoes
chamadas por muitos autores de caracteristicas de baixo nivel como as cores, a textura, a forma
e as relagoes espaciais que uma imagem possui. Este capitulo ird discutir varios topicos sobre
a recuperacao de imagens focando a busca, a indexacao e a recuperacao das mesmas.

2.1 Conceitos Preliminares

Definir a palavra imagem pode se tornar uma tarefa drdua, especialmente se a atencao
se voltar para as caracteristicas pessoais, emocionais e culturais, que permitem a identidade
propria desse termo. Assim como diz o antigo provérbio chinés: “Uma imagem vale mais que
mil palavras...” na Ciéncia da Computacao pode-se afirmar que uma imagem possui uma gama
enorme de dados para serem interpretados tanto quantitativa quanto qualitativamente. Para
cada abordagem a imagem pode ser definida e tratada sob diferentes aspectos. Do ponto
de vista da arte, por exemplo, uma imagem pode ser a caracterizacao ou a reproducao do
pensamento humano em uma tela, escultura, gravura, desenho ou pintura representada em
algum objeto. Para a fisica uma imagem é um conjunto de pontos que convergem em um
plano. Mas se for analisada ainda no dominio das idéias, uma imagem pode ser um apoio para
que se desempenhem trocas de informagoes [de Holanda Ferreira 2004].

Sistemas de algoritmos de processamento de imagens devem considerar as caracteristicas
da percepcao visual humana pois a ciéncia desse sistema e de determinadas técnicas como re-
alce, restauracao, e reconstrucao de imagens de acordo com suas aplicacoes se tornam muito
importantes por considerar critérios de fidelidade de resultados que dependem das caracteris-
ticas psicofisicas principalmente para aumentar os recursos de sistemas de processamento de
imagens|Fischler and Firschein 1987|.
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2.1.1 Nocoes da Percepcao Visual Humana

A visao é considerada, por muitos, um dos sentidos mais importantes para perceber o ambi-
ente que cerca o ser humano. A sua capacidade de interpretacao visual de grandes quantidades
de dados desperta o interesse do desenvolvimento de técnicas e dispositivos, para que essas
habilidades e sensibilidade se estendam cada vez mais.

No universo o transito de energia se faz, principalmente, através de radiacoes eletromag-
néticas as quais oscilam sem necessitar de um meio para se propagarem. De acordo com cada
meio de onde se propagam, suas amplitudes podem se modificar. Assim cada comprimento de
onda caracteriza um espectro eletromagnético com nomes particulares, como os raios gama,
infravermelho ou a luz visivel |de Melo Aires 1999].

Plantas e animais desenvolveram em seu processo evolutivo, algumas estruturas para uti-
lizarem essas radiacoes eletromagnéticas como fonte de informacao. Esse tipo de transferéncia
de energia pode ser recebida através de pigmentos carotenoides localizados em mecanismos bi-
ologicos especificos. Dé-se a essa estreita banda de freqiiéncia capaz de excitar o sistema visual
humano o nome de Luz Visivel [de Melo Aires 1999|.

Quando os raios luminosos, refletidos pela superficie dos objetos sao recebidos pelo sistema
visual humano, faz-se necessario o ajuste do foco e da luminosidade desses sinais. A retina
codifica a informagao visual em um padrao neuronal como uma camara fotografica que focaliza
a luz no plano de um filme. A figura 2.1 apresenta um modelo de estrutura do olho humano.
Nela pode-se observar que a luz entra no olho pela cérnea, passa pela pupila que controla a
quantidade da mesma e atravessa o cristalino. Ambas, cornea e cristalino, sao espécies de lentes
convexas e convergentes flexiveis sendo controladas pela tensao dos musculos ciliares. Depois
disso, a luz atravessa o humor vitreo, substancia gelatinosa para o preenchimento do globo
ocular dando forma a ele, e atinge a retina. As células nervosas presentes na retina, também
chamadas de fotoreceptores, convertem a imagem em sinais elétricos e enviam esses sinais ao
cérebro através do nervo optico [de Melo Aires 1999].

Dois tipos de fotorreceptores transformam o estimulo luminoso em estimulo elétrico: os
bastonetes que respondem & iluminagao fraca e sdo em menor quantidade (cerca de 6 e 7
milhoes) e os cones, extremamente sensiveis as cores, respondendo a iluminagdo mais intensa,
estes em maior quantidade (entre 75 e 150 milhoes).

Apos a informagao ser enviada ao cérebro o mesmo armazena em uma memoria compativel
com o sistema em questao. Atualmente, varias teorias sao discutidas a respeito da funcao
da memoria animal, mas pode-se concluir que a questao primordial é que o sistema, seja ele
biolégico ou digital, tenha acesso a essa informacao para utiliza-la e manipula-la de modo habil
quando necessario. Existem véarias abordagens para explicar essa manipulagao de informagao
pelo cérebro humano. Uma delas seria considerar que o cérebro leva em conta uma hierarquia
taxondomica que associa semelhancas, ou coisas semelhantes e separa coisas nao-semelhantes
para realizar comparacoes entre a informagao captada e alguns padroes de situacoes guardadas
nessa base gerando, assim, uma resposta adequada para cada situacao. Se essa informacao for
desconhecida ou nova, o cérebro ird rotula-la na base de dados e enriquecé-la. Esse assunto
serd retornado ao longo desse trabalho.
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Figura 2.1: Estrutura do olho humano.

2.1.2 Fundamentos da Imagem Digital

Objetivos diferentes levam a modelos de representagoes de imagens diferentes. No processa-

mento de imagens por exemplo usa-se geralmente o modelo matricial enquanto na computacao
grafica usa-se o modelo vetorial.

A representacao vetorial de um objeto é uma tentativa de representa-lo tao proximo quanto
possivel do real através de um vetor, procurando definir precisamente todas as posicoes, com-
primentos e dimensoes das entidades por sua natureza geométrica através da definicao de uma
fungao de elementos geométricos e parametros. Ja a representacao matricial pode ser definida
como um conjunto de células colocadas em uma grade retangular de duas dimensoes com co-
ordenadas subsequentes e inteiras. Cada célula dessa matriz pode ser chamada também de
“pizel” (abreviatura de “picture elements”) e os objetos sao representados utilizando adequada-
mente esses elementos da figura. Uma imagem pode ser representada matricialmente por um
computador quando ela estiver discretizada ou digitalizada tanto no dominio espacial, através
da matriz de ocorréncias citadas anteriormente, como no das amplitudes através dos niveis de
luminosidade de cada nivel, ou seja, cada ponto dessa matriz bidimensional é dada pela funcao
f(z,y) que representa um nivel de cinza para imagens monocromaticas [Castleman 1995|. A
Figura 2.2 mostra um exemplo de uma imagem monocromética de tamanho 10 x 10 repre-
sentando valores dentro da faixa de 255 niveis de cinza (como mostrado na matriz ao lado da
imagem).

Para a representagao de funcoes continuas, os computadores digitais podem simula-la. Para
que essa simulacao seja feita deve-se discretizar ou digitalizar essa funcao. Tomando valores
pontuais z ao longo do intervalo de defini¢ao da fungao, obtendo seu valor correspondente f(x)
e armazenando-os em uma tabela por exemplo. Em uma imagem digital discretizar x chama-se
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01| 02| 03 |04 | 05| 06 | 07 | 08 | 09 | 10
ot f o[ 9 [ 26|48 |72 92]110]127]142] 154
D2l 10| 25 | 45 | 68 | 91 | 109 | 127 | 142 | 154 | 165
03 | 27 | 45 | 68 | o1 | 112|127 | 141 | 155 | 167 | 178
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06 | o1 | 108 | 127 | 141 | 154 | 166 | 179 | 190 | 202 | 213
o7 T T e 7e1op{ 202 ) 214 | 226
08 | 128 | 142 | 156 | 165 | 178 | 191 | 203 | 214 | 226 | 238
09 | 142 | 154 [ 166 | 177 | 190 | 201 | 214 | 226 | 241 | 249
10 f 154 | 167 | 179 | 190 | 203 | 214 | 228 | 239 | 247 | 254

Figura 2.2: Pizels de uma imagem.

amostragem e discretizar f(z) chama-se quantiza¢do. Uma fun¢do continua que se estende
infinitamente geralmente é limitada a um intervalo do dominio para entao ser discretizada,
passando primeiro pelo processo de amostragem e depois pelo processo de quantizagao.

Ao se constituir o sinal analdgico de uma imagem para o sinal digital, definindo seu espaco
em uma matriz, temos a amostragem dessa imagem, na qual se torna computacionalmente
manipulavel. Quanto mais pixels uma imagem tiver, melhor é a sua resolucao e qualidade.
Os dispositivos responsaveis pela obtencao ou captura de imagens sao denominados sistemas
de imageamento. Para que esses sistemas operem corretamente é necessario que se faca uma
digitalizacao da imagem, ou seja, transformar um sinal anal6gico, continuo em um sinal digital,
discreto. Um dos exemplos mais comuns de amostragem presente em muitos dispositivos de
captura ¢ a amostragem uniformemente espacada, onde cada amostra é tomada em intervalos
iguais. Existem também outros tipos de amostragem onde os intervalos podem ser irregulares
ou mais espacados. A figura 2.3 demonstra um exemplo de amostragem para alguns valores de
resolucao.

IMAGEM 512 X 512 PIXELS IMAGEM 300 X 200 PIXELS IMAGEM 100 X30 PIXELS

Figura 2.3: Amostragem de uma imagem.

No processo de quantizacao os tons continuos da imagem sao transformados em tons dis-
cretos armazenados em uma matriz por um codigo bindrio. Dependendo da precisao ou da
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minimizacao da quantidade de bits, esse codigo é formulado visando o armazenamento ou a
transmissao dos dados. Os métodos de compactagao buscam otimizar os erros entre a imagem
original e a discretizada procurando manter-se o mais fiel possivel as suas caracteristicas. A
quantizacao de cor segue os mesmos passos para o plano da imagem e serda melhor explicada na
secao de cores, onde podera ser encontrada sua defini¢cao, suas representacoes e como trazé-la
para o mundo digital. A Figura 2.4 apresenta um exemplo da quantizacao para diferentes
valores.

Um dos métodos de quantiza¢gdo mais comuns é a tomada do valor maximo da funcao e
do valor minimo da mesma, dividindo esse intervalo em partes constituintes iguais de acordo
com o numero de bits estabelecido para armazenar uma amostra. Logo o nimero de valores
possiveis sera de 2705

Imagens que possuem mais de uma banda de frequéncia, devem ser representadas por mais
de uma funcao f(x,y) como por exemplo as imagens coloridas, que apresentam (no modelo de
cores RGB) uma fungio de intensidade para cada cor primaria: azul, verde e o vermelho. A

sobreposicao destas trés matrizes monocromaticas, compoem uma imagem colorida.

IMAGEM COM 3 BITS IMAGEM COM 2 BITS IMAGEM COM 1 BIT

Figura 2.4: Quantizacao de uma imagem.

2.2 Bancos de Imagens

Para se explanar o tema de indexacao e recuperacao de dados visuais, obviamente, o primeiro
passo ¢ organizar as imagens em um banco de dados ou banco de imagens. Banco de imagens
nada mais é que uma colecao de figuras em um repositorio ou estrutura de dados especifica
como os bancos de dados. Bancos de dados podem ser definidos como conjuntos de dados com
uma estrutura regular que organizam informacao, onde as informacoes sao agrupadas, de tal
forma que seja possivel localizar itens escolhidos. Uma das func¢oes basicas de um banco de
dados é facilitar o acesso a dados relevantes. Para implementar essa funcao em um banco de
imagens, é necessaria uma maneira efetiva de indexar as imagens e recupera-las correspondendo
a necessidade do usuario.

Algumas aplicagoes para banco de imagens ja podem ser encontradas como, por exemplo,

em banco de dados de imagens médicas por raios-X e tomografias computadorizadas, arquivos
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de imagens de jornais, arquivos de impressoes digitais, sensoriamento remoto, dados geograficos
dentre varios outros. Em particular, o uso de banco de dados para aplicacoes médicas e imagens
de satélites vém chamando muita atencao em projetos de pesquisa, como por exemplo, a tec-
nologia criada pela Nasa chamada NASA ‘s Earth Observing System (EOS) [Plan et al. 1998|
para andlise e recuperacao de imagens.

Outra importante aplicagao para banco de imagens e tecnologias de recuperacao esta dentro
da rede mundial de computadores ou World Wide Web (WWW) com suas bilhdes de imagens.
Os mecanismos de busca de imagens ainda sao precoces se comparados a mecanismos de busca
de texto, que sao ferramentas robustas para a busca de informacao nas paginas de texto da
WWW (principalmente as péaginas construidas em linguagem de marca¢ao como a HTML).
Devido a sua utilidade, nao é de se assustar que as paginas mais visitadas atualmente sao os
portais que incluem alguma ferramenta de busca textual.

Como resultado disso, a necessidade de ferramentas efetivas para a busca e recuperacao
de imagens nos diferentes tipos de banco de imagens é imensa. As tecnologias presentes para
realizar essas funcoes, ainda sao imaturas e inadequadas para a maioria das aplica¢oes praticas.

2.3 Descricoes Textuais

A maneira mais tradicional de recuperacao de imagens ao longo das ultimas décadas foi
baseada em palavras-chave inseridas manualmente na ferramenta de recuperacao. Essas palavras-
chave descrevem o contetido da imagem e outras informacgoes relevantes como, por exemplo,
onde e quando a imagem foi criada. O proprio usuario formula questoes textuais as quais se
tornam palavras-chave no mecanismo de busca.

Existem, no entanto, algumas desvantagens nos métodos de descricao textual. A primeira
delas, é que a descricao é feita manualmente. E para representar o conteiido completo de uma
imagem, o descritor humano deve prover uma descricao global para todas as caracteristicas
e relacoes espaciais dos objetos, além de outras relagoes com outros objetos da mesma. Esse
processo de descricao pode se tornar impossivel visto que algumas imagens possuem muitos
detalhes. Este método também se torna impraticavel a medida que o banco de dados aumenta
em tamanho, pois as pessoas tendem a fazer anotacoes relevantes apenas nas imagens que
as interessam. Em grandes e dinamicos bancos de dados, como aqueles contendo indices das
imagens armazenadas na WWW, esta aproximacao ainda é um desafio. As descricoes podem
ser eventualmente mudadas como, por exemplo, alguns atributos previamente excluidos podem
se tornar aspectos importantes e, conseqiientemente, a imagem precisa ser indexada novamente.
Se isso for muito frequente, até a descricao de uma pequena colecao de imagens se torna uma
tarefa entediante e desinteressante.

O segundo problema diz respeito a natureza rica e subjetiva que as imagens geralmente
possuem. Como mencionado na se¢ao anterior o provérbio que diz: “uma imagem vale mais
que mil palavras” pode indicar a natureza incompleta das palavras para se descrever uma
imagem. E mesmo se as informacoes forem descritas detalhadamente para cada imagem no
banco de dados, h4 um problema com diferentes interpretacoes do contetido das imagens por
diferentes pessoas. Se o banco de dados for grande, as descricoes provavelmente serao feitas
por varias pessoas e nao somente por uma o que diversificaria ainda mais as interpretacoes
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das imagens. O usuério teria que saber os termos exatos os quais o interpretador humano
utilizou para que o sistema recupere a imagem que ele esta procurando. Habitualmente, isso
nao ocorre, pois o usuario nao ira possuir conhecimento sobre a formacao do banco de dados,
e menos ainda, as descrigoes concisas e consistentes para identificar um grupo de imagens.

No entanto, os problemas descritos acima nao tornam a informagao textual sobre o contetido
da imagem obsoleta. Os métodos atuais de extracao automaética de atributos estao longe de
serem perfeitos e nem sempre sao capazes de extrair toda e qualquer informacao para uma
perfeita recuperacao de imagens. Com isso, se a informacao textual é eficaz, podera servir de
auxilio para a Recuperacao de Imagens Baseada em Contetdo.

Um exemplo do uso da informacao textual como apoio a ferramentas de recuperacao baseada
em contetdo é descrito por [Srihari 1995|. Seu sistema nomeado Piction utiliza legendas textu-
ais de fotografias de jornais em conjunto com caracteristicas visuais para a identificacao de faces
nas imagens. Uma ferramenta de busca de imagens na World Wide Web também poderia ser
implementada usando informacao textual disponivel sobre o contetido da imagem. Tais fontes
seriam as paginas HTML, especialmente a tag ALT, e o nome do arquivo da imagem, dentre
outros. Um exemplo de sistema semelhante é o Google Images e esse tipo de procedimento sera
melhor explanado nas se¢oes seguintes.

2.4 Recuperacao de Imagens Baseada em Contetido

Como foi dito na introdugao deste capitulo, na Recuperacao de Imagens Baseada em Con-
teido (CBIR), as imagens sao indexadas pelos atributos diretamente derivados do seu contetido
visual. As caracteristicas sao sempre consistentes com a imagem e e podem ser extraidas au-
tomaticamente por um computador ao invés de descricoes manuais.

Em sistemas CBIR, a informagao extraida das imagens usualmente é formada por caracte-
risticas de baixo nivel, como as cores, texturas, formas e a estrutura apresentada. As caracteris-
ticas usadas deveriam, a principio, ser correlatas a uma possivel subjetividade de similaridade
por um observador humano. Um dos problemas da Recuperacao de Imagens Baseada em Con-
teido é que os atributos automaticamente extraidos apenas descrevem diferentes materiais,
padroes, contetido de cor e formas, mas sao inadequados para classificar o contetido seméantico
das imagens. Além disso, métodos automaticos geralmente se concentram em propriedades
locais de imagens, sendo que a percepgao humana das imagens é mais holistica. O holismo (do
grego holos, todo) é a idéia de que as propriedades de um sistema nao podem ser explicadas
apenas pela soma de seus componentes. A palavra foi cunhada por Jan Smuts por volta de
1920, governador britanico no sul da India, que assim a definiu: “E a tendéncia da natureza
formar, através de evolucao criativa, todos que sao maiores que a soma de suas partes”. O uso
de exemplos para ponderar essas caracteristicas se torna uma alternativa promissora para a re-
cuperacgao de imagens suprimindo o problema da subjetividade humana em relacao a semantica
das mesmas [Hammerton 1998].

O reconhecimento automatico de objetos é, em geral, um problema dificil e ainda nao
resolvido por inteiro. Uma solugao para isso seria o desenvolvimento de algoritmos mais sofisti-
cados para a extracao de caracteristicas. Por exemplo, poder-se-ia adicionar um detector de
forma feito por encomenda para todos os diferentes objetos no quais o usuério estaria inter-
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essado em localizar nas imagens. Uma importante aplicacao para esse tipo de sistema é a
deteccao de faces [Rowley et al. 1998| [Moghaddam et al. 1998|. Infelizmente, essas aproxima-
coes ultrapassam os limites de nosso atual conhecimento nos métodos de visao computacional.
Algoritmos adequados, na maioria dos casos, também sao dificeis de implementar ou simples-
mente nao existem. Além disso, atributos complicados usualmente sao computacionalmente
caros, os quais podem se tornar um problema em um banco de dados suficientemente grande.

A Recuperacao de Imagens Baseada em Contetido vem sendo objeto de pesquisa a um
bom tempo. Como a demanda de aplicagbes praticas (como em sistemas de auxilio a di-
agnostico médico) é evidente, e o paradigma de descri¢ao textual possui sérias limitagoes, a
pesquisa nessa area vem sendo bem ativa nos ultimos anos. Um grande ntmero de confe-
réncias focando esse topico vem sendo organizado e muitos jornais e revistas especializadas
tém publicado varios artigos sobre o CBIR. Para uma melhor visao compreensiva do assunto
pode-se citar, por exemplo, os artigos [Silva et al. 2006], [Aigrain et al. 1996], [Rui et al. 1997,
[Gupta and Jain 1997], [Liu et al. 2007] e [Deselaers et al. 2008].

2.4.1 Métodos de Consulta

A busca de imagens com as ferramentas CBIR sao usualmente executadas utilizando uma
imagem ou imagens consulta. A tarefa do sistema é recuperar as imagens mais semelhantes a(s)
imagem(ns) referéncia. Esse método relativamente antigo ¢ geralmente chamado de Consulta
Através de Exemplo (Query by Pictorial Example) ou QBE. A figura 2.5 especifica uma tipica
arquitetura de um sistema de Recuperacao de Imagens Baseada em Contetido. A recuperacgao
comeca quando o sistema apresenta uma selecao inicial de imagens de referéncia através de uma
interface. O sistema pode apresentar alguma imagem representativa ou pode escolher aleatori-
amente. O usudrio entao seleciona uma ou mais imagens relevantes, e a imagem selecionada é
usada para recuperar as imagens mais semelhantes a ela dentro de um banco de dados.

Uma desvantagem nos sistemas de Consulta Através de Exemplo é que o sucesso da consulta
depende consideravelmente da colecao inicial de imagens. Em um banco de dados grande, a
selecao das imagens iniciais pode se tornar um problema, pois essa selecao deveria ter pelo menos
uma imagem pertinente a desejada pelo usuario. No artigo de La Cascia [Cascia et al. 1998],
este problema é chamado de problema da péagina zero. Além disso, sistemas QBPE claramente
necessitam de uma definicao solida para a similaridade entre as imagens. Nos dias atuais o
problema de pagina zero ja foi contornado, visto que em muitos sistemas o usuério faz a selecao
inicial levando a imagem escolhida por ele de fora para dentro do banco de dados a qual sera
comparada com todas as outras dentro do banco. Essa imagem é também chamada de imagem
consulta. Apos isso, o sistema aceita essa escolha e caracteriza a imagem formando um vetor de
caracteristicas que é armazenado em um banco de dados contendo as caracteristicas extraidas
bem como as proprias imagens.

O banco de imagens podera ser a propria rede mundial de computadores (WWW), nesse
caso o sistema devera saber o endere¢o onde a imagem esté localizada (indexacao de imagens)
para a sua recuperacdo. Apoés essa(s) imagem(ns) ser(em) caracterizada(s), os vetores de ca-
racteristicas presentes no banco de dados sao comparados com o vetor consulta através de
computacao da similaridade. Esta similaridade pode ser feita de varias maneiras. As imagens
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mais similares formardo um ranking (primeira mais semelhante, segunda mais semelhante e
assim por diante) e sdo apresentadas ao usuario também através da interface do sistema.

P
- -

Imagem Consulta .- Visualizacio e
- Médulo de Interface
v Images Similares
Ranking

Extrator de
Caracteristicas
de baixo nivel

—> Computacio de

Similaridade

A

Moddulo de Recuperacio

Banco de Dados

Figura 2.5: Arquitetura tipica de um sistema de Recuperacao de Imagens Baseada em Con-
tetdo.

O suporte de linguagem natural para a consulta em sistemas CBIR também podem ser uteis,
especialmente para usudrios inexperientes sem o conhecimento da implementacao da ferramenta
de recuperacao. O usuario poderia entao formular questoes de banco de dados tradicionais,
como “encontre carros vermelhos” ou “mostre-me imagens de borboletas coloridas”, até mesmo
se os bancos de imagens nao tiverem nenhuma descrigao textual das mesmas. O mapeamento
entre a semantica da linguagem natural e as caracteristicas visuais de baixo nivel é, no entanto,
uma questao dificil. Um exemplo de Recuperacao de Imagens Baseada em Contetdo utilizando
linguagem natural é dada por [Harada et al. 1997].

2.4.2 Conceitos versus Caracteristicas

Mesmo depois do consideravel esforco nas pesquisas realizadas durante a tltima década,
ainda existem problemas persistentes a respeito da Recuperacao de Imagens Baseada em Con-
tetido e, atualmente, ainda nao existem sistemas tao robustos quanto os sistemas de busca
baseados em descri¢ao textual. A principal dificuldade se encontra no gap-semantico entre as
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concepcoes semanticas de alto nivel usadas pelos seres humanos para entender o contetido de
uma imagem e as caracteristicas de baixo nivel usadas na visao computacional [Rui et al. 1999].
Para um computador, a extracao do conteiido semantico de uma imagem ¢é uma tarefa ar-
dua, pois muitos objetos possuem o mesmo contetido semantico, mas sao totalmente diferentes
na aparéncia visual, e muitos objetos semanticamente diferentes possuem similaridade visual
|Gupta and Jain 1997|. Até mesmo a segmentacao automéatica de objetos é uma tarefa dificil.
Os humanos, por outro lado, possuem muita informacao a priori sobre diferentes objetos, que
sao usadas prontamente pra reconhecé-los. Ou seja, essa informacao é obtida através de uma
experiéncia prévia, preferéncias pessoais ou interesses, assuntos pessoais, e 0 contexto em que
as imagens sao apresentadas. Este tipo de conhecimento é inerentemente dificil de se replicar
em uma aplicacao de visao computacional.

Geralmente, nao existe um algoritmo de conversao direta de conceitos de alto nivel para
caracteristicas de baixo nivel. Por exemplo, considere uma imagem de um aviao voando no céu.
A imagem é composta de um aviao como um objeto distinto e um fundo bem limpo e azul.
Apesar do fundo da imagem ser claro, a cor do aviao pode variar. Um avidao nao possui uma
textura especifica e pode diferir de acordo com o modelo. A forma depende substancialmente
do angulo da camera e, entao, o mesmo aviao pode aparecer de varias formas em diferentes
imagens. A cor, a textura e a forma possuem algumas informacdoes titeis para encontrar imagens
de aviao. Mesmo assim, é dificil escolher os valores corretos para essas caracteristicas para que
possa haver uma consulta 6tima e uma correspondéncia correta para a concepc¢ao semantica
de um aviao no céu. O sistema de recuperacao poderia buscar imagens de navios em alto
mar, por exemplo. As caracteristicas simples comumente usadas na Recuperacao de Imagens
Baseada em Contetido nao sao suficientes para se fazer uma classificagao e rotulagao satisfatoria
em colecoes de imagens gerais. Uma crianca de trés anos pode facilmente identificar todas
as figuras de cachorro em um livro infantil, mas para computadores isso pode se tornar um
problema [Flickner et al. 1995].

As diferencas entre a concepcao semantica e as caracteristicas de baixo nivel se tornam
uma limitacao séria e podem reduzir a usabilidade das técnicas baseadas em contetido. Como
resultado disso, muitas aplicacoes baseadas em contetido nao sao auto-suficientes e nao podem
ser aproveitadas de modo eficaz em todas as areas de aplicacao. Elas podem, todavia, servir
de valiosas ferramentas semi-autométicas para fazer a recuperagao de imagens até mesmo para
uma grande escala e colecbes de imagens vagas. Além disso, o gap entre o ser humano e o
computador nao é igualmente grande em todas as areas de aplicacao. Em alguns dominios
nao alteraveis e precisamente definidos com imagens bem distintas e previsiveis, a aproximagao
baseada em contetido com caracteristicas simples pode trabalhar tao bem quanto se queira.
Os grupos de pesquisa ainda nao alcangaram um método reconhecidamente ideal, aplicavel
a varios dominios, pelo proprio desconhecimento de como as relacoes sao feitas no cérebro
humano. Assim sendo, muitas pesquisas estao sendo realizadas com areas como a psicologia,
arquitetura, educacao e a neurociéncia caracterizando a interdisciplinaridade do tema.

2.4.3 A Subjetividade Humana

Outro problema na Recuperagao de Imagens Baseada em Contetido é a subjetividade hu-
mana da percepgao. Diferentes pessoas véem e descrevem diferentes aspectos em uma imagem,
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e assim, qualificam de modo diferente imagens iguais. Um usuério pode, por exemplo, estar
interessado no contetido cromatico de uma imagem, enquanto outro estar procurando por certa
textura. Este assunto serd melhor tratado no proximo capitulo sobre a extracao de caracteris-
ticas.

A subjetividade também pode ser afetada no contexto seméantico da imagem. As pessoas
podem perceber a mesma imagem de varias maneiras, dependendo do contexto em que elas se
encontram e do tempo da consulta. Os artistas sao exemplos da representacao da subjetividade.
Através das artes e de algumas obras pode-se tirar varias interpretagoes, conlusoes, sentimentos,
etc., de acordo com a carga emocional do observador bem como sua cultura e seus conhecimentos
prévios [Jorgensen 1998|.

Um sistema estético de recuperacao de imagens nao pode, dessa forma, executar de maneira
Otima com todas as possiveis consultas. O sistema de recuperacao deve ser capaz de aprender
através da interacao com o usudrio e ajustar seus parametros para presumir as expectativas
do mesmo. Se o sistema de recuperacao for baseado em vérias caracteristicas, pode-se escolher
as mais relevantes para serem usadas na consulta corrente ou algum tipo de fator de pesos
para controlar a contribuicao de cada caracteristica no resultado final. As redes neurais po-
dem, através de exemplos de classes de padroes invariantes, serem usadas para ponderar esses
atributos formando uma fronteira nao linear no espaco de caracteristicas.

2.4.4 Similaridade entre Imagens

Determinar o nivel de similaridade entre diferentes imagens é uma tarefa elementar na re-
cuperacao de imagens. Obviamente, uma medida ttil de similaridade deve produzir grandes
valores para imagens similares e pequenos valores pra imagens diferentes (ou vice e versa de-
pendendo do algoritmo usado). Como a base dos sistemas CBIR é recuperar imagens relevantes
para o usuario, as medidas de similaridade entre imagens usadas pelo sistema de recuperacao
devem corresponder a nogao de similaridade entre imagens para o usuario. Isso sé sera possivel
se houver uma grande afinidade entre as medidas de semelhanca humana e da maquina. A
validade dessa suposicao é analisada por [Squire and Pun 1997].

Consultas de imagem podem ser vistas como procedimentos que “pareiam” a imagem con-
sulta com a imagem mais similar ou com o conjunto de imagens mais semelhantes disponiveis
no banco de dados. A partir disso, a performance do sistema de recuperacao dependera do
critério de similaridade escolhido.

Uma medida comum para medir a similaridade entre imagens é a distancia. Duas ima-
gens podem ser comparadas pela medicao da distancia entre elas de acordo com alguma
fungao satisfatoria. Vérias fungoes de distancia foram desenvolvidas para a comparacao de
imagens. O livro de Rubner e Tomasi [Rubner 1999] e o artigo de Vito Di Gesu e Valery
Starovoitov |Gesu and Starovoitov 1999|, por exemplo, podem ser considerados boas referén-
cias sobre métricas, onde sao classificadas e analisadas algumas das medidas de similaridade
mais comuns.

Em uma implementacao de banco de dados tradicional, o usuario faz consultas e somente
os itens comparados na consulta sao retornados. A comparacao é uma operacao fundamental
em operacao de banco de dados, que consiste em relacionar os itens do banco de dados com
a consulta corrente e decidir se o item satisfaz os termos da consulta ou nao. Com banco
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de dados de imagens é dificil encontrar o critério correto de casamento de padroes binarios
para escolher as imagens desejadas. Assim, diferentes aproximacoes vém sendo desenvolvidas
para serem usadas em banco de dados de imagens. Ao invés de se emparelhar, as imagens sao
ordenadas por algum critério de similaridade escolhido [Santini and Jain 1996|. Isso resulta
em uma permutacao de todos os itens no banco de dados ordenados de acordo com a medida
de similaridade usada como resposta para a questao. Um determinado niimero de imagens
que formam esse ranking é, entao, mostrado como resposta da consulta para o usuario. Uma
definicdo de Consulta de Imagens Baseada em Contetido, adotada por [Smith 1997| é dada a
seguir:

Consulta de Imagens Baseada em Contetdo: Dado um banco de imagens D
com N imagens e uma fun¢ao de similaridade entre caracteristicas d(q,1), encontre
as N primeiras imagens i € D com a maior similaridade d(q,i) para a imagem
consulta q.

Por exemplo, se os objetos tiverem sido caracterizados por vetores de caracteristicas de igual
tamanho, a distancia d(q,7) é a distancia euclidiana entre eles dada pela equagao 2.1.

n

d(q,1) = O _(a — ir)*)"? (2.1)

k=1

Quando a imagem é segmentada em regioes as medidas de similaridade podem ser feitas
sob dois niveis:

Nivel de Regioes E a comparacao de 2 regioes baseando-se em seus atributos de baixo nivel.

Nivel de Imagens E a comparacio global de duas imagens que podem conter diferentes
niimeros de regioes.

Véarias pesquisas empregam a métrica de Minkowski para definir distancia entre regioes.
Sejam duas regides representadas por dois vetores de caracteristicas p-dimensionais X =
(x1,29,...,xp) € Y = (y1,Ya,...Yp), respectivamente. A métrica de Minkowsk ¢é definida pela
equacao 2.4.4.

AX,Y) = (Z o~ " (1)

Quando o valor de r for igual & 2, temos a distancia Euclideana, quando for igual a 1
temos a distancia de Manhatan (ou distancia em quadras). Existem vérias outras distancias
na recuperacao de imagens, como a distancia de Camberra, distancia angular, coeficiente de
Czekanowski, produto interno, coeficiente de dados, coeficiente cosseno e coeficiente de Jaccard.
Algumas dessas distancias podem ser encontradas em [Androutsos et al. 1998].

A similaridade global de duas imagens é mais dificil de ser medida. H& basicamente duas
maneiras: comparagao um-para-um (ou um-para-muitos) e compara¢ao muitos-para-muitos.
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Na comparacao um-para-um cada regiao da imagem consulta é comparada com a regiao
de melhor escolha feita na imagem a ser comparada. Logo a similaridade global é dada pela
soma ponderada das distancias entre cada regiao da imagem consulta e sua “melhor escolha”
na imagem a ser comparada, onde o peso esta relacionado com o tamanho da regiao.

Na comparagao muitos-para-muitos todas as regioes da imagem consulta sao comparadas
com todas as regides da imagem a ser comparada e vice e versa. Li et al [Edward 2002]
propdem um esquema de comparagao integrado de regides (IRM) que permite comparar uma
regiao de uma imagem com varias regioes de outra imagem, diminuindo assim o impacto de
uma segmentacao inexata. Cada compara¢ao possui um valor (chamado valor significante),
assim, uma matriz de significancias de um conjunto de regioes é criada. A similaridade entre
as duas imagens é medida por essa matriz.

2.5 Meétodos de Avaliacao

Nao existe na literatura, um padrao comum para avaliacao de um sistema de recuperacao
de imagens, mas existe uma proposta de uma série de medidas para a avaliagao desses sistemas
elaboradas em uma conferéncia chamada Text REtrieval Conference (TREC) |Deselaers et al. 2008].

Considere uma base de dados {ig, ..., i, ...ix } onde i,, € uma imagem representada por seu
vetor de caracteristicas. Para recuperar imagens semelhantes a uma imagem consulta ¢, cada
imagem i,, ¢ comparada com a imagem consulta usando uma func¢ao distancia d(q, i,,) conforme
citado no capitulo anterior. Assim, as imagens do banco de dados sao ordenadas de acordo
com essa fun¢ao de modo que d(q, in,) < d(q, in,,,) resultando, para cada par de imagens i,, e
in,., DA sequéncia (iy,,...,%n,, ...iny ). Se uma diferente combinagao de caracteristicas é usada,
as distancias sao normalizadas para estarem na mesma faixa de valores, entao uma combinacao
linear das distancias é usada para criar o ranking.

Vérias formas de avaliacdo de sistemas CBIR “s tém sido propostas |Deselaers et al. 2008]
baseados na precisao P e revoca¢ao R. Dada uma imagem consulta (¢), a precisdo é usualmente
definida como a fracao entre o niimero de imagens relevantes recuperadas em relacdo a ¢, e o
numero de imagens recuperadas para essa consulta, isto é:

Pg) Numero de imagens relevantes recuperadas
q =

Ntumero total de imagens recuperadas

Por outro lado, a revocagao é definida como a fracao entre o nimero de imagens relevantes
recuperadas em relagao a ¢, e o niimero total de imagens relevantes no banco de dados para ¢,
ou seja:

Numero de imagens relevantes recuperadas

R(q) =

Niumero total de imagens relevantes

Quando o conjunto de imagens recuperadas é considerado até a posi¢ao mn (g onde n (g €
a quantidade de elementos do conjunto de imagens relevantes A(q), a definicao de revocagao
torna-se equivalente a defini¢ao de precisdo conhecida como R-Precision |Baeza-Yates and Ribeiro-Neto
Entretanto, a medida R-Precision é equivalente a medir a precisao até posigao n4(,) do ranking,
o que diz pouco sobre a performance global do sistema. Assim, convencionou-se a utilizacao da
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curva precisdo-revocacao |Baeza-Yates and Ribeiro-Neto 1999| para a descri¢do e comparagao
de performance de sistemas de recuperacao de informacao. A maneira mais comum de resumir
este grafico em um tunico valor é a Média das Precisoes Médias (mean average precision ou

MAP).

Dada uma imagem consulta ¢ a precisao média Ap é a média sobre os valores de precisao
P, ap6s cada imagem relevante ser recuperada:

onde R, é a revocacao ap0Os a n-ésima imagem relevante recuperada e N, é o niimero total de
imagens relevantes a consulta g. Logo, a média das precisdes M AP é a média dos valores de
precisao média sobre todas as consultas:

MAP = é S Ap(g),
q€Q

onde @) é o conjunto de consultas q.

Uma vantagem da média das precisoes ¢ que a mesma contém aspectos tanto da precisao
quanto da revocacao e é sensivel a todo o ranking.

Outro método utilizado é o erro de classificagao F'R onde é considerada apenas a imagem
mais similar de acordo com a fung¢do distancia aplicada [Deselaers et al. 2008|. Uma imagem
consulta ¢ so sera considerada como classificada corretamente se a primeira imagem recuperada
for relevante, ao contrario, a imagem nao foi classificada corretamente. O calculo de ER é dado
pela seguinte equacao.

0, se a imagem mais similar é relevante/pertence a classe correta;
1, caso contrario.

=gt

q€Q

Este método de avaliacao é interessante quando o banco de dados esta rotulado em classes,
para bancos de dados de classes pré-definidas mas com imagens consultas selecionadas com suas
correspondentes imagens relevantes, as classes podem ser definidas somente como relevante ou
irrelevante |Deselaers et al. 2008].

Esta medida estd diretamente relacionada com a precisao de um documento sendo usada
como uma medida de performance adicional em muitas avaliacoes de sistemas de recuperacao.
A FER usada na avaliac¢do dos resultados na se¢ao 7.5.2 deste trabalho ¢ igual a 1 — P(1), onde
P(1) é a precisao ap6s o primeiro documento ser recuperado. Usando a E'R um sistema de
recuperacao de imagens pode ser visto como um classificador do tipo “vizinho mais préoximo” ou
nearest neighbor classifier usando a mesma funcao distancia e o mesmo sistema de recuperagao
[Deselaers et al. 2008].
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2.6 Técnicas para reducao do Gap-Seméantico

A principal motivacao para o estudo da Recuperacao de Imagens Baseada em Semanticas é
a redugao do gap-seméntico (ou hiato semantico) pois a principal questao é satisfazer a expec-
tativa de um usuario em relagao a um sistema de recuperacao de imagens. Se considerarmos
que conceitos semanticos como “um gato no muro”’, “uma sala cheia de pessoas” ou “meninas
correndo”, podem ser facilmente entendidos e procurados por uma crianca, podemos ter a nocao
nao s6 das expectativas dos usuarios mas também da distancia que separa o estado da arte da
visao computacional e a capacidade do sistema perceptual humano.

Descritores obtidos através do processamento das caracteristicas da imagem podem estar
completamente dissociados da interpretacao do usuério. Associar um significado a imagem é um
dos grandes desafios da visao computacional. Logo, a pesquisa atual se concentra em diferentes
métodos de associagao de conceitos semanticos as caracteristicas que podem ser computadas
pelas técnicas atuais aplicadas aos pixels da imagem. Esta secao foca as técnicas usadas na
derivagao de seméanticas de alto nivel e sdo identificadas 3 categorias [Liu et al. 2007]:

e 0 uso de ontologia de objetos para definir conceitos de alto nivel;

e a introducao do conceito do Retorno de Relevantes em um laco de recuperacao para um
aprendizado continuo de intengoes do usuério para suporte na recuperagao de imagens
em alto nivel;

e e 0 uso de métodos de aprendizado supervisionado e nao supervisionado para associar
atributos de baixo nivel com conceitos de consulta;

2.6.1 Ontologia de Objetos

Em alguns casos (objetos), a seméantica de alto nivel pode ser facilmente derivada de nossa
linguagem diaria, como por exemplo, a palavra “céu” pode ser caracterizada como uma regiao
azul e uniforme que estd na parte de cima de uma imagem. As ontologias podem descrever
essas relacoes de maneira formalizada |Liu et al. 2007].

Ontologias sao teorias sobre contetido, referentes a uma gama de objetos, suas propriedades
e as relacoes que esses possuem entre si, os quais sao possiveis dentro de um determinado
dominio de conhecimento. Elas fornecem termos para descrevermos nosso conhecimento dentro
de um dominio.

As imagens podem, entao, ser classificadas em diferentes categorias pelo mapeamento de
descritores de baixo nivel (caracteristicas) para semanticas de alto nivel (palavras-chave) basea-
dos em nosso conhecimento. Retomando ao exemplo “céu” podemos caracterizd-lo como uma
regido de cor azul clara (cor), uniforme (textura) e localizada na parte de cima da imagem
(localizacao espacial) [Liu et al. 2007].

O uso de ontologias na recuperacao de imagens ainda esta na sua fase inicial, pois 0 mesmo
funciona bem para imagens de cenas naturais de cores homogéneas mas ainda nao estao bem
definidos para imagens com textura além do mapeamento de outros atributos de baixo nivel.
Para banco de dados com colecoes de imagens especificas, tais seméanticas simples derivadas de
ontologia de objetos podem funcionar bem. No entanto para grandes bancos de dados, com
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grandes colecoes de imagens e de vérios contetidos, ferramentas mais poderosas sao requeridas
para aprender as semanticas como, por exemplo, o aprendizado de maquina [Liu et al. 2007].

2.6.2 Retorno de Relevantes

A Recuperacao de Imagens Baseada em Contetido também é, na maioria das aplicagoes
tradicionais em visao computacional, usualmente automatica e auto-alimentivel. Para satis-
fazer exatamente o modelo de consulta que o usuério necessita a consulta de imagem pode se
tornar um processo iterativo e interativo para a imagem ou as imagens desejadas.

O retorno de relevantes é um termo comum em recuperacao baseada em texto para descre-
ver uma forma de aprendizado supervisionado para ajustar as consultas subsequentes usando
a informagao fornecida pelo usuério [Salton and McGill 1986]. A esséncia do retorno de rele-
vantes (ou Relevance Feedback) é a seguinte: depois de uma busca inicial por documentos da
cole¢ao, alguns documentos sao recuperados e sao apresentadas aos usuérios certas informacgoes
descrevendo cada documento recuperado (por exemplo, titulo, resumos, tabelas de contetidos
ou uma combinagao desses). O usudrio entdo examina essas informagoes e identifica cada do-
cumento como sendo relevante ou irrelevante a sua consulta. Esse julgamento é retornado ao
sistema de recuperacao de informacao para que se faca um ajuste na consulta inicial de tal
modo que os termos da consulta presentes nos documentos relevantes sejam “promovidos” ou
novos termos sao adicionados a consulta e termos presentes nos documentos irrelevantes sao
penalizados. Outro processo de recuperacao é entao realizado e o processo é repetido até que o
usuario esteja satisfeito ou até que nenhuma mudanca adicional nos documentos recuperados
seja observada [Elliott and Cashman 1973]. Na recuperacao de imagens o principio é o mesmo,
a unica diferenca é o tipo de dado tratado, que neste caso serao as imagens fornecidas como
feedback pelo sistema. Algumas medidas para melhorar ainda mais a performance desse tipo
de sistema estao sendo estudadas como o uso de Algoritmos Genéticos aplicados ao retorno de
relevantes [Silva et al. 2006].

2.6.3 Aprendizado de MAaquina

Na maioria dos casos, para se derivar atributos semanticos de alto nivel é necessario o uso
de ferramentas formais como as técnicas de aprendizado supervisionado e nao supervisionado
de maquina. A meta do aprendizado supervisionado é prover uma medida de resultado (por
exemplo, classe de categoria seméntica) baseada em uma medida de entrada. No aprendizado
nao supervisionado, nao ha uma medida de resultado e a meta é descrever como os dados de
entrada sao organizados ou agrupados.

Aprendizado Supervisionado

Para tentar reduzir o gap-semantico existente entre o poder limitado de interpretacao seméan-
tica pelas maquinas e a rica subjetividade do pensamento humano, alguns trabalhos baseados
em semanticas de alto nivel tém sido propostos através do uso de ferramentas formais como as
técnicas de aprendizado supervisionado [Sethi et al. 2001].
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O objetivo do aprendizado supervisionado é fornecer um resultado (por exemplo, uma ca-
tegoria semantica a qual a consulta pertence) baseado em uma série de medidas de entrada.
Algumas técnicas como o uso do Support Vector Machine (SVM) [Shi et al. 2004] podem ser
utilizadas para aprender conceitos de alto nivel (como categorias semanticas) através de carac-
teristicas de baixo nivel (como atributos de cor, forma e textura) [Liu et al. 2007].

Com teoria e aplicagoes bem fundamentadas, o SVM tem sido muito utilizado para recon-
hecimento de objetos, classificacao de textos, etc. e é considerado um bom candidato para o
aprendizado em sistemas de recuperagao de imagens |[Tong and Chang 2001]|. O SVM foi ori-
ginalmente desenvolvido para classificagao binaria e através dele pode-se encontrar um espaco
n-dimensional (entre caracteristicas de baixo nivel, por exemplo) onde um hiperplano sepa-
rador é construido. Dentre os possiveis hiperplanos (como mostrado na Figura 2.6), o plano
separador 6timo (OSP) (mostrado na Figura 2.7) ird maximizar a distancia entre o hiperplano
e os pontos mais proximos de cada classe utilizando, assim, esse separador para classificar as
imagens [Shi et al. 2004].
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Figura 2.6: Existéncia de diversos separadores para fazer a separacao de duas classes.

As Redes Neurais, em geral, também podem ser utilizadas para fazer a classificacao de
imagens. Nesse caso um grande niimero de dados de treinamento (caracteristicas de baixo nivel)
é inserido na rede neural para estabelecer o vinculo entre os atributos de baixo nivel das imagens
e suas semanticas de alto nivel (categorias) [Town and Sinclair 2000|. A classificacao se da na
constituicao de fronteiras de decisao nao lineares no espacgo de caracteristicas de baixo nivel, a-
dequando a imagem consulta ao grupo em que ela mais se aproxima. Em [Gonzalez et al. 2006,
Gonzales et. al descrevem a combinacao de Redes Neurais e Wavellets para a recuperacao de
imagens em termos de seu contetdo.

No artigo [Zhang and Izquierdo 2007|, Zhang propde uma forma de recuperacao de imagens
em alto nivel, através da divisao das imagens de interesse em blocos de regides uniformes e
extraindo caracteristicas de baixo nivel (através de sete descritores: CLD, CSD, DCD, EHD,
TGF, GLC e HSV) para montar vetores de caracteristicas ponderados. A pesagem de cada
termo é dada pelo calculo da matriz de distancias do vetor para o centrbide do conjunto de
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Figura 2.7: Hiperplano 6timo e amostras de treinamento.

vetores que caracterizam um conceito pré-escolhido. A recuperacao é, entao, feita através desses
vetores ponderados.

Em [Ma and Wang 2005 também é proposto um sistema de recuperagao de imagens através
das redes neurais, onde cada imagem é caracterizada em baixo nivel (através da Transformada
Discreta do Co-seno) e associada a um ou mais conceitos presentes nesta. O vetores de ca-
racteristicas e seus respectivos rotulos sao reunidos em um conjunto para treinar a rede neural
e estabelecer o vinculo entre as caracteristicas e os conceitos pré-definidos. Os resultados
mostram que as redes neurais podem ser capazes de memorizar tais categorias mas, para ima-
gens compostas por varios conceitos semanticos os resultados nao sao satisfatorios.

Algoritmos de aprendizado convencionais sofrem dois problemas: uma grande quantidade
de amostras classificadas sao necessarias para o treinamento e prover tais dados pode estar
propenso a erros. Outro fator é que o conjunto de treinamento é fixado durante o aprendizado
e 0 estagio de aplicacao, consequentemente se o dominio de aplicagao muda, novas amostras
classificadas devem ser providas para assegurar a efetividade do classificador. Ou seja 0os mesmos
requerem um grande ntmero de dados de treinamento sendo computacionalmente extensivo
além de retornar apenas imagens pertencentes a categorias pré-estabelecidas.

O modelo proposto por esse trabalho usa o mesmo principio apresentado nessa se¢ao mas em-
prega a rede neural em seu estagio final (apos seu treinamento) para fazer um mapeamento nao
linear das caracteristicas e montar um vetor de caracteristicas genérico baseado nas semanticas
intrinsecas de cada imagem, ou seja, o sistema ird fazer uma busca em imagens nao utilizadas
na fase de treinamento baseado no poder de generalizacao da rede. Esses aspectos semanticos
dos vetores de neurosemanticos sao adquiridos durante o treinamento da rede que generaliza e
infere esses conceitos no banco de dados de treinamento e os usa entao na transformacao das
caracteristicas de baixo nivel em caracteristicas neurosemanticos.

Aprendizado Nao Supervisionado

O aprendizado nao supervisionado nao possui medidas de saida. A principal tarefa é encon-
trar uma forma de organizar os dados de entrada ou clusterizé-los. A clusterizacao de imagens
¢ uma técnica tipica do reconhecimento de padroes e vem sendo amplamente abordada na recu-
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peracao de imagens e o objetivo final é agrupar um conjunto de imagens de forma a maximizar
a similaridade dentro dos clusters e minimizar a similaridade entre clusters diferentes. Cada
cluster resultante é associado a uma classe e as imagens de mesmo cluster serao supostamente
similares umas as outras.

O algoritmo K-means (ou k-médias) pode ser usado para classificar as amostras baseando-se
nos atributos de baixo nivel. Desse modo, medidas estatisticas de variacao em cada cluster sao
usadas para derivar uma série de mapeamentos entre os atributos de baixo-nivel e a caracteriza-
¢ao textual 6tima (palavras-chave) de cada cluster correspondente. As regras de mapeamento
derivadas podem ser usadas para indexar novas imagens adicionadas posteriormente ao banco.
Nesse caso, a recuperacao também ficara presa ao nimero de clusters escolhidos para realizar
o aprendizado, tornando a recuperacao de imagens limitada.
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Capitulo

Caracterizacao de Imagens

3.1 Introducao

Sistemas de Recuperagdo de Imagens Baseada em Conteido (CBIR’s) se utilizam da
hipotese de correspondéncia de uma dada imagem a outra a partir de seus atributos. Nesses
sistemas as imagens sao indexadas por um conjunto numérico de dados relevantes. Essa es-
trutura de dados também chamada de vetor de caracteristicas abstrai a informagao necessaria
para a representacao destes atributos.

O nimero de caracteristicas extraidas dependera do tamanho do dominio da imagem, dos
atributos que se deseja representar e dos algoritmos de extracao escolhidos para caracterizar
a imagem. Essa quantidade dard a dimensao do vetor que podera ser armazenado em alguma
tabela de Banco de Dados para facilitar e agilizar as proximas etapas da recuperacao de imagens.
Algumas consideragoes a respeito do vetor de caracteristicas sao feitas em [Loew 2000]| que diz:

“Um wvetor de caracteristicas deve ser formado baseando-se na reducao da dimen-
stonalidade dos dados, bem como ressaltar os aspectos principais da informacao
wvisual para facilitar a percepcao humana além de ser invariante as transformagoes
das imagens. "

O tempo de processamento para a Recuperacao de Imagens baseada em Contetido também
pode ser considerado, pois hd um gasto muito maior de se trabalhar com toda a informacao
da imagem do que com um vetor de dimensao reduzida. Por exemplo, em uma imagem de
dimensoes 256 x 256 teria-se que acessar 65536 pixels para colher toda a informacao pertinente
a essa imagem cada vez que um sistema CBIR fosse iniciado. Logo, a codificacao e abstragao de
novos valores a partir de uma imagem original se tornam imprescindiveis para a caracterizacao
de uma grande quantidade de informacao.

Como foi citado no capitulo anterior, devido a percepc¢ao particular pertinente a cada ser
humano nao ha uma tnica ou melhor forma para se representar estes atributos. As pessoas
identificam uma imagem através de seus padroes morfologicos interpretando visualmente essa
imagem, determinando e caracterizando os elementos e os associando a algum padrao pré-
definido pelos seus cérebros. Por exemplo, na Figura 3.1 , diferentes pessoas poderiam estar

27



28 Caracterizacao de Imagens

interessadas em diferentes aspectos como a cor, a textura, forma ou os objetos pertencentes a
mesma.

Figura 3.1: Doll and Stuffed Animals, tela de Norman J. LaPrise (C)

Verificando cada representacao dada pela Figura 3.2, pode-se notar a evidéncia do exame
intrinseco e pessoal da informacao visual, a qual é ponderada e influenciada fortemente pelo
exame visual subjetivo da imagem, pela sensacao e pelas idéias dadas ao observador, através
de seu poder de discernimento, seu entendimento analitico e caracteristico. Se analisarmos em
separado cada uma das imagens mostradas, podemos ter sensacoes, interesses e perspectivas
diferentes.

Figura 3.2: Modelos de Representacao dos atributos: Cor, Forma e Textura, respectivamente

Existem varias representacoes que caracterizam esses atributos sob diferentes perspectivas.
A maioria das pesquisas atuais baseadas em sistemas CBIR focam na descricio matemética
de aspectos da visao humana tais como cor, forma e textura. Algumas pesquisas focam na
descricao de aspectos semanticos como objetos, acoes, sentimentos mas, por enquanto, tem se
mostrado uma tarefa bastante complexa e com poucos resultados praticos [Rui et al. 1999].
No trabalho de [Liu et al. 2007] é apresentada uma revisao do estado arte da exploragao de
caracteristicas de alto nivel (semanticas). A descricio matemética de caracteristicas de baixo
nivel da-se o nome de vetores de caracteristicas. Um vetor de caracteristica tem por finalidade
representar os aspectos visuais significativos de uma imagem. Nesse capitulo serao apresentados
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os atributos principais utilizados em sistemas CBIR bem como alguns métodos classicos e
conjunto de medicoes para a obtencao de seus respectivos valores populando assim, o vetor de
caracteristicas.

3.2 Atributos das Imagens

As caracteristicas de uma informagao visual podem incluir tanto atributos textuais (palavras,
anotacoes, descri¢oes, etc.) como caracteristicas visuais (cor, textura, formas, localizacdo es-
pacial, etc.). O modelo proposto em |Rui et al. 1997| sugere a utilizagdo de trés bancos de
dados para recuperagao de imagens: a colecao de imagens, os atributos visuais e os atributos
descritivos conforme mostrado na Figura 3.3. A colecao de imagens possuird todas as imagens
a serem utilizadas pelo sistema, principalmente para a visualizacao das figuras, e servird tam-
bém de base para as outras duas. O banco de atributos descritivos possui as palavras-chave e,
geralmente, uma descricao textual livre de cada imagem. Esse banco de dados é utilizado em
Sistemas de Recuperacao de Imagens Baseada em Texto e sua indexagao se da por processos
de Recuperacao de Informacao cléssicos, portanto nao seré focado neste trabalho. O banco de
atributos visuais contera todas as caracteristicas visuais extraidas de cada imagem. Essa infor-
macao sera primordial para o funcionamento do Sistema de Recuperacao de Imagens Baseada
em Contetudo. Ferramentas e técnicas de visao computacional sao utilizadas para a obtencao

desses dados.
Extracao de ¢ Interpretacao
Caracteristicas Humana l

etor de Caracteristica

—> Ferramenta de Recuperacio

Figura 3.3: Arquitetura de um sistema de caracterizacdo de imagens. Adaptado de
|Rui et al. 1997|
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Os atributos principais utilizados em sistemas CBIR sao: cor, forma e textura. Estas carac-
teristicas também chamadas de caracteristicas de baixo nivel estao intimamente interligadas
com o conteido semantico dos dados envolvidos tanto que, na literatura de recuperacao de
informacao, esses atributos sao chamados também de “evidéncias semanticas” ou simplesmente
“evidéncias” informacoes pelas quais sao utilizadas na diferenciacao de duas imagens. Definir
quais dessas caracteristicas devem ser incluidas no vetor e em que proporcao elas serao utilizadas
para a representacao da informacao visual ainda gera muita discussao. A cor por exemplo, é
um atributo simples e considerada, por muitos autores, confiavel para a representacao de uma
imagem. No entanto, em algumas situagoes a cor nao constata a semelhanca entre duas imagens
que seriam subjetivamente parecidas. Para que isso nao ocorra pode-se fazer uma juncao entre
os atributos e utilizd-los de maneira ponderada. A partir de uma caracterizacao adequada de
uma imagem e da escolha de uma ferramenta adequada de recuperacao é possivel identificar
alguns padroes principais na mesma ou realizar descri¢oes sobre o contetido dela. Este trabalho
propoe, através das redes neurais, uma alternativa para a escolha da propor¢ao mais adequada
para cada atributo.

Um vetor de caracteristicas pode ser global ou local. Um vetor global usa as caracteristicas
visuais da imagem inteira, j& um vetor local usa caracteristicas de regides ou objetos para
descrever o contetido da imagem. Para se obter descrigoes (vetores) locais, uma imagem deve
ser dividida em partes. A figura 3.4 apresenta um exemplo, onde a imagem é subdivida em
partes onde cada objeto representa uma regiao. Em um sistema de recuperacao baseado em
regioes cada parte estaria ligada a um vetor de caracteristicas independente. O caminho mais
simples de dividir uma imagem é usar parti¢coes seguindo algum critério pré-definido, como
por exemplo, blocos de mesmo tamanho. Um caminho mais complexo é empregar técnicas
de segmentacgao' para se obter objetos mais significantes semanticamente (como pessoas, bola
de futebol, carro, casa, etc.). Entretanto, a segmentacao de objetos nao é discutida nesse
trabalho, visto que a segmentacao de uma imagem em objetos semanticamente significativos é
tao desafiante quanto o proprio problema do gap-semdantico.

Figura 3.4: Exemplo de segmentacao de objetos de uma imagem.

! Atualmente, segmentacdo automética de objetos para imagens de dominios gerais é uma tarefa de improvavel
sucesso.
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Geralmente a primeira fase da extracao de caracteristicas para cada atributo é precedida
de uma segmentacao ou um pré-processamento. Para minimizar os erros e defeitos resultantes
da baixa qualidade de uma imagem na extracao de caracteristicas, por exemplo, pode-se fazer
uso de filtros ou equalizacoes de histograma. Alguns problemas comuns relacionados com a
qualidade e a dificuldade de extrair padroes invariantes sao os ruidos, distorcoes, translacoes,
rotacoes, mudanca de escala, etc. Todos esses problemas possuem alternativas para serem
corrigidos. O bom funcionamento dos algoritmos de extracao bem como a maximizagao da
eficiéncia dos mesmos se torna um fator preponderante para a descricao invariante da imagem
e, consequentemente, para o resultado da recuperagao de imagens. Um exemplo disso é a
deteccao de bordas para a extragao de formas: um algoritmo que detecta todas as bordas de
uma imagem trard um maior beneficio para a extracao das caracteristicas de forma de um dado
objeto. Algumas dessas técnicas serao citadas ao longo deste capitulo.

3.3 Caracteristicas de Imagens Baseadas em Aparéncia

A aproximacao mais direta para se caracterizar uma imagem é usar os valores dos proprios
pizels das imagens como caracteristicas: as imagens sao reduzidas a um tamanho comum e
comparadas utilizando uma fun¢do distancia. No artigo |Deselaers et al. 2008| ¢ usada uma
reducao para uma janela 32 x 32. Foi observado que, para classificacao e recuperacao de ima-
gens radiograficas este método serve como uma base razoavel. Em |[Keysers and Gollan 2007|
diferentes métodos foram utilizados para comparar imagens diretamente atentando para defor-
macoes locais.

3.4 Cor

A cor é um dos atributos mais usados para a recuperacao de imagens baseada em conteiido
por ser relativamente simples e ser invariante tanto ao tamanho da imagem quanto sua ori-
entacao, além disso o atributo cromético representa uma fungao significativa na representacao
das caracteristicas agregadas aos objetos visualizados. Por exemplo, no estudo de solos, a
cor diferencia quais as caracteristicas quimicas dos mesmos, como a terra roxa que esta pre-
sente nos solos avermelhados, derivados principalmente de rochas basicas: basalto e diabasio
|Gonzales and Woods 1992| [Rui et al. 1997|.

A cor é a propriedade dos objetos de refletirem radiacao eletromagnética com frequéncia
e comprimento de onda caracteristicos. A faixa visivel do olho humano desse espectro eletro-
magnético varia aproximadamente de 400 nm a 700 nm. A figura 3.5 apresenta a denominacgao
usual dada as diversas regioes do espectro eletromagnético.

As cores visiveis sao o resultado da incidéncia de luz com diferentes comprimentos de ondas.
A cor magenta, por exemplo, é uma das combinacgoes de cor mais puras e resulta do aditamento
de duas cores do espectro: o azul e o vermelho. Para fazer essa adi¢ao basta combinar a luz
derivada de dois ou mais focos onde cada um deles lanca de si a luz de cada uma daquelas cores,
ou seja, a faixa visivel resultante é definida pela soma das cores espectrais emitidas gerando
um processo também chamado de processo aditivo [Foley et al. 1990].
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Figura 3.5: Espectro electromagnético representando as bandas de comprimento de onda prin-
cipais e a banda correspondente a luz visivel.

A luz quando emitida em um comprimento de onda preciso produz uma cor pura do espectro
visivel. Na verdade, com excecao de fontes de luz como os lasers, as fontes de luz emitem-na
com uma dada energia em varios comprimentos de onda numa gama localizada a volta de um
comprimento de onda dominante. Se a poténcia dada pela fonte for pequena, a cor passara
a ser vista como um sombreado mais ou menos escuro, se a poténcia for elevada, a cor sera
percebida como uma cor viva e brilhante [Foley et al. 1990].

Existem vérios sistemas e modelos para representar a combinacao dessas faixas de luz. A
maioria dos espacos de cores é definida em trés dimensoes, de modo que, cada cor é representada
por trés coordenadas. Além disso, os modelos de cores sao classificados como uniforme/nao-
uniforme dependendo da diferenca sobre o espaco de cores, de acordo com a percepcao do
observador |Colombo et al. 1999|. Existem, além dos modelos mais conhecidos como o RGB
e o HSV, outros espacos de cores criados para fins mais especificos dentre esses pode-se citar
os modelos Mussel, CMY, HLS, YIK e YcbCr , CIE L*a*b, CIE L*u*v e HSI. Todos esses
modelos podem ser facilmente derivados dos dois modelos citados anteriormente. Abaixo sao
apresentados os dois modelos de cores utilizados neste trabalho e como é realizada a conversao
de um modelo para o outro.

O Modelo de Cores RGB

O modelo de cores RGB é o mais comum de todos os modelos existentes e é composto
basicamente de trés cores também chamadas primarias: vermelho, verde e azul. A sigla RGB
representa as iniciais dos nomes em inglés destas cores: Red, Green e Blue.

As cores descritas por esse modelo se dao pela adicao destas trés cores primarias, cada
uma delas variando entre 0 e 1. O valor 1 corresponde a intensidade maxima em que a cor é
representada pelo dispositivo gréafico e o valor 0 a intensidade minima ou a nao emissao de luz
em alguns casos. A cor branca sera o resultado da soma de todas as trés cores primarias em seu
valor méximo, e a cor preta sera o resultado da auséncia de cor [Gonzales and Woods 1992].

O espaco RGB de cor é construido através dos trés parametros deste modelo e das intensi-
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dades das trés cores primarias deste, criando assim, um espaco tridimensional com trés direcoes
ortogonais (R, G e B). As cores deste espaco existem em um sub-espago onde 0 < R < 1,
0<G<1e0< B < 1. Estesub espaco caracteriza um cubo de aresta unitaria em que o
vértice de coordenadas (0,0,0) representa a cor preta na qual coincide com a origem do espaco
e o vértice representando a cor branca correspondente ao ponto de coordenadas (1,1,1), como
na figura 3.6. A Figura 3.7 mostra uma imagem colorida e a visualizagao de seus canais de cor
R, G e B.
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Figura 3.6: Espaco de Cores RGB.

(b) (d)

Figura 3.7: (a) Imagem original; (b), (c) e (d) visualizagao dos canais R, G e B, respectivamente.

Habitualmente, em sistemas graficos, ao invés de se exprimir os valores reais entre 0 e 1, é
comum usar valores inteiros entre 0 e 255 para representar o grau de valor de cada componente
de cor. Esse padrao foi adotado para facilitar o processamento nos primeiros dispositivos gra-
ficos, pois a manipulacao de dados inteiros de oito bits em relacao a dados reais fracionarios se
torna mais simples e rapida. Para o olho humano, a discretizacao em 256 valores de intensi-
dade é bastante para a distingao de cores, visto que este consegue distinguir entre um ntimero
minimo de 16 intensidades na area do azul e um maximo de 23 intensidades na area do amarelo
|Gonzales and Woods 1992].
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O Modelo de Cores HSI

A sigla HSI representa as iniciais dos nomes em inglés das trés variaveis do modelo: Hue
que é componente de escolha da “tinta” em vigor, sendo dominada pela disposicao angular de
um ponteiro em um circulo de cores definida de 0 a 359, saturation que é a componente que
determina a pureza da cor selecionada em Hue e Intensity que é desacoplada das informacoes
de cor, correspondendo a uma representacao da imagem em niveis de cinza.

A Figura 3.8 ilustra o espago de cor HSI. A Figura 3.9 mostra uma imagem colorida e a
visualizacao de seus canais de cor H, S e L.
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Figura 3.8: Espaco de Cores HSI.

Saturation

Black
0.0

Figura 3.9: (a) Imagem original; (b), (c) e (d) visualizagao dos canais H, S e I, respectivamente.

Conversao RGB/HSI

As expressoes 3.1, 3.2 e 3.3 sao utilizadas para a conversao do sistema de cor RGB para o
HSI. Elas obtém valores para as componentes H, S e I no intervalo [0, 1] a partir dos valores de
R, G e B no mesmo intervalo.

I:%(R+G+B) (3.1)
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3
=1—— —mi B 2
S R1G1D) min(R, G, B) (3.2)

(R-G)+(R-B)]
VIR=G)2+(R=B)G - B)]

H = cos™*

onde H =27 — H se £ > % Para normalizar H no intervalo [0, 1], calcula-se H = L.

Nao h&, na literatura, um padrao para o uso de espaco de cores, sendo que a escolha ira
depender da aplicacao e do descritor utilizado. No entanto, na descricao das cores de uma
imagem, umas das propriedades mais relevantes de um espaco de cor é a uniformidade, ou
seja, a recuperacao de imagens baseada na semelhanca das cores requer distancias no espaco
de cores pertinentes a percep¢ao humana. A indexacao de imagens por cor foi introduzida
por [Swain and Ballard 1991]. Ao longo do tempo, véarias outras técnicas foram propostas para
avaliar essa semelhanca. A seguir sao apresentados alguns descritores de cor comumente usados

para descrever as informacoes de cores de imagens.

3.4.1 Momentos de Cores

Uma técnica bastante utilizada para caracterizar imagens em termos da distribui¢ao das
cores e que tém sido utilizados com sucesso em muitos sistemas CBIR, como o QBIC [Flickner et al. 1995
da IBM sao os momentos de cor [Stricker and Orengo 1995|. As imagens sao representadas no
espago de cor HSI (Hue, Saturation and Intensity) e cada canal de cor é interpretado por trés
medidas estatisticas.

Seja N o ntimero de pixels da imagem e p;; o valor do i-ésimo canal de cor para o j-ésimo
pixel da imagem, a média, o desvio padrao e a inclinagao sao computados através das expressoes
3.4, 3.5 e 3.6, respectivamente.

1 N

i
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Z(Pij - Ez‘)2> (3.5)
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Estes trés momentos sao computados para cada componente de cor, totalizando nove mo-
mentos. A similaridade baseada nos momentos de cor é medida através da distancia euclidiana.
Em [Stricker and Orengo 1995] ¢ afirmado que se duas imagens sao similares, seus momentos de
cores também o serao. Porém, se duas imagens tém apenas sub-regides similares, os momentos
das cores serao diferentes e a similaridade entre elas diminui.

3.4.2 Histograma de Cores

Como foi dito anteriormente, o resultado da diferenca entre espacos de cores pode ser
avaliado como uma distancia entre os pontos de cores correspondentes. A maneira mais comum
de se criar esse espaco de caracteristicas é o uso de histogramas de cores.

O histograma de cores de uma imagem pode ser armazenado computacionalmente em uma
estrutura de dados que armazena a quantidade de ocorréncias de cada valor de cores na ima-
gem dada. A dimensao dessa estrutura sera correspondente & circunstancialidade de cores no
espaco cromatico usado para descrever a imagem. O histograma de cores é constituido por
pilhas também chamadas de bins, uma para cada intensidade de cor do espago quantizado, que
clusterizam o nimero de vezes em que ocorrem os diferentes valores de luminancia apresentados
pelos pixels da imagem. Depois do histograma ser formado, ele pode ainda ser normalizado,
dividindo-se o valor encontrado em cada pilha pelo ntimero total de pixels contidos na imagem.
A formacgao do descritor de cor baseado em histograma pode ser reduzido com relagao ao espaco
de armazenamento através da quantizacao de cores presentes no histograma e também através
da formacao de histogramas métricos o qual transforma os bins em buckets. Os buckets sao
normalizacoes obtidas das curvas de aproximacoes entre méximos e minimos locais da funcao
que os representa [Bueno 2001].

Dentre os problemas dos histogramas de cores podem-se destacar sua alta dimensionalidade
(necessaria para sua eficiéncia) e o fato destes nao considerarem a localiza¢ao espacial das
cores. Assim, imagens muito diferentes podem ter representacoes semelhantes. Novamente
pode ser adotada a divisao das imagens em regioes, computando uma representagao para cada
regiao. Porém, tal procedimento aumenta ainda mais a dimensionalidade e carga computacional
necessaria para comparar os descritores. Uma forma de se comparar esses descritores é calcular
a distancia euclidiana entre os dois histogramas ou utilizar a funcao de divergéncia Jensen-
Shannon (JSD), dada pela equacao 3.7.

M
2H 2H
dysp(H,H') = Hylog " + H, log " (3.7)
P H,+ H H + H,

!

m

Onde H e H’ sao os histogramas a serem comparados e H,, é o m-ésimo bin ou bucket do
m

histograma H.

3.4.3 Vetor de Coeréncia de Cores

O vetor de coeréncia de cores (CCV) foi proposto por [Pass and Zabih 1996] e é uma forma
de refinamento do histograma de cores, onde os bins do histograma sao particionados baseando-
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se na sua ocorréncia. Isso é explicado pelo fato de existir uma variavel oculta que indica qual
a coeréncia espacial dos pixels.

De acordo com [Pass and Zabih 1996] o calculo do vetor de coeréncia de uma imagem i é
dado pelos seguintes passos:

e A imagem é suavizada sutilmente substituindo o valor do pizel pela média de seus vizinhos,
utilizando uma vizinhanca de oito.

e (Cada pixel é rotulado como coerente e incoerente.
Um pizel sera coerente se ele fizer parte de uma regiao de coloragao uniforme (de tamanho
pré-definido k), caso contrario ele sera incoerente.

e Para cada cor ¢, o niimero de pizels coerentes o, . e o nliimero de pizels incoerentes 3.,
sao computados.

e Cada componente do CCV é um par (a.,, B, ), chamado par de coeréncia.

O vetor de coeréncia é entao definido como

COV(i) = ((@er: o) (@ Bor). -t ) 33)

Pode-se notar que (o, + Beyy Qey + Begs - - e, + B,) € 0 proprio histograma de cor da
imagem.

De acordo com [Pass and Zabih 1996], os vetores de coeréncia de cores produzem melhores
resultados de recuperacao que os histogramas de cores, especialmente para imagens com muitas
regioes de cor uniforme ou muita textura principalmente quando aplicados ao espaco de cor
HSV.

3.4.4 Correlograma de Cores

Um outro método para melhorar a performance de descricao do histograma de cores é o
método de correlograma de cores proposto por [Huang et al. 1997|. O correlograma de cores é
um histograma tridimensional que caracteriza a distribuicao das cores e a correlagao espacial
entre pares de cores, o que facilita na descricao da distribuicao global com a correlacao local das
cores. A primeira e a segunda dimensao do histograma representam as cores de qualquer par
de pizels e a terceira dimensao, a distancia espacial entre eles. Um correlograma pode ser visto
como uma tabela indexada por pares de cores, onde a k-ésima entrada para (i, j) especifica a
probabilidade de encontrar um pizel de cor 7 a uma distancia k£ de um pizel de cor ¢ na imagem.
Seja H o conjunto de pizels de uma imagem e H,;) o conjunto de pizels cuja cor é ¢(j). Entao
seu correlograma é definido como:

k
Tid p1€HC(,.>r,p2eH p2 € Hegy, [p1 — pol (3.9)
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onde i,j € {1,2,...,N}, k € {1,2,...,d}, e |p1 — po| é a distancia entre os pizels p; e pa,
e Pr é a funcao probabilidade. Se considerarmos todas as possiveis combinacoes de pares de
cores o tamanho do correlograma serd muito grande (O(N?2d)), assim, uma versao simplificada
chamada autocorrelograma é frequentemente usada. O autocorrelograma de cores captura
somente a correlagao espacial entre cores idénticas e assim reduz a dimensao para O(Nd).

Comparado ao histograma de cores e ao vetor de coeréncia de cores, o autocorrelograma
de cores produz melhores resultados, mas também é computacionalmente o mais caro devido a
sua alta dimensionalidade [Huang et al. 1997].

3.4.5 Histogramas de Caracteristicas Invariantes

Uma caracteristica é dita invariante se respeitar a certas regras de transformacoes (quando
essas transformagoes sao aplicadas a imagem) [Siggelkow 2002]. A cor, por exemplo, nao so-
mente reflete o material da superficie, mas também varia consideravelmente com mudancas
de iluminacao, orientacao da superficie, e visao geométrica das cameras. Em alguns casos é
interessante levar em conta esta variabilidade pois podem levar a alguma perda do poder de
discriminagao entre imagens. Tais invariancias podem ser aplicadas em histogramas de caracte-
risticas por integragao, ou seja, uma certa fungao de descricao ¢ integrada sobre o conjunto de
todas as transformacoes consideradas. Representagoes invariantes de cores foram introduzidas
na recuperacao de imagens por conteiido recentemente.

3.5 Forma

Os seres humanos tendem a perceber cenarios como sendo compostos por objetos indi-
viduais, que podem ser melhor identificados por suas formas. Este atributo é utilizado por
varios sistemas de recuperacao de imagens pois, apesar de ser um dos aspectos mais dificeis
de se caracterizar, o mesmo é considerado por muitos autores um dos melhores atributos para
se representar e identificar um objeto. A contextualizacao da forma pode se tornar bastante
controversa. Alguns autores definem a forma como um denominador comum entre objetos
tridimensionais iguais ou semelhantes vistos sob diferentes aspectos [Lowe 1987].

Sob o ponto de vista da fenomenologia (ciéncia que estuda os fendmenos do cérebro humano),
a forma significa um subconjunto de uma imagem, seja digital ou perceptual, dotada de algumas
qualidades que permitem seu reconhecimento. Se a forma estd intimamente relacionada com
o reconhecimento de um objeto, a recuperacao de imagens utilizando extratores de forma se
torna plausivel e indicada pra fazé-la [Attneave 1954].

Em imagens bidimensionais, a representacao da forma pode se dar de varias maneiras.
Usualmente duas nocoes de similaridade sao empregadas. Observando a figura 3.10, pode-se
perceber que as figuras situadas na primeira linha possuem uma distribuicao de pixels seme-
lhante, sendo semelhantes pela convencao de representacao baseada em regiao. No entanto,
se for observado o contorno desses objetos, pode-se verificar certa diferenca entre os itens da
primeira linha, e uma maior semelhanga entre os objetos de cada coluna. Se houvesse uma
consulta a partir de uma imagem exemplo, como a encontrada na primeira linha e primeira
coluna, as imagens consideradas parecidas de acordo com critérios de similaridade baseada em
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regiao seriam as da primeira linha. Se os critérios de similaridade fossem baseados em contorno
as imagens mais semelhantes a essa seriam as da primeira coluna [Brandt 1999].

ESSS
ESlg
ESb e

Figura 3.10: Exemplos de similaridade de forma baseada em contorno e regiao

Portanto, as técnicas de representacao de forma podem ser divididas em descritores internos
(baseada em regides) e externos (baseadas em contornos), essas técnicas poderiam ainda ser
distinguidas entre métodos no dominio do espaco e métodos no dominio de transformadas. Nas
técnicas baseadas em regioes, todos os pixels dentro dos limites de uma forma sao examinados
para obter sua representacao. A figura 3.11 apresenta a taxonomia dos métodos de descri¢ao
da forma com alguns exemplos de descritores que serao apresentados ao longo desta secao.

Descricao da

Forma
I
\ / L
Interna Externa
(Baseada em regioes) (Baseada em contorno)
| |
Estrutural | Global
Area Regides Convexas Cédigo da cadeia Perimetro
Numero Euler Esqueletos Aproximagdo por Convexidade
Excentricidade Saliéncias poligonos Assinaturas
Momentos invariantes Momentos
(algébricos, geomé- Descritores de Fourier
tricos e ortogonais) Descritores wavelet
Descritores de Fourier Espago de escala
genéricos Casamento elastico
Métodos Grid Histograma de
Matriz de forma dire¢oes de bordas

Figura 3.11: Classificacao geral das técnicas de representacao de formas.
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3.5.1 Técnicas Baseadas em Regioes

Como foi dito na se¢ao anterior, nas técnicas de extracao de caracteristicas de forma
baseadas em regioes, todos os pizels dentro de uma regiao da imagem sao levados em conta na
representacao de formas, ao invés de usar somente as informagoes da borda da imagem. Assim
como os métodos baseados em contorno, os métodos baseados em regioes podem ser divididos
em métodos globais e métodos estruturais.

Métodos Globais

Os métodos globais tratam a forma como um todo. Tais métodos medem a distribui¢ao dos
pizels de regides, sendo menos provaveis de serem afetados por ruidos ou variacoes. Existem
varios atributos escalares que podem ser derivados do interior de um objeto. Esses escalares
podem ser combinados e um vetor de caracteristicas pode ser criado. Alguns desses descritores
sao apresentados a seguir.

Momentos Invariantes As representacoes de momentos de regioes interpretam uma funcao
normalizada de uma dada imagem em niveis de cinza como uma densidade da probabili-
dade de um valor aleatorio. Dado que as representacoes de momentos combinam infor-
magcao dentro de um objeto inteiro ao invés de um tnico ponto da borda, elas capturam
algumas das propriedades globais que faltam em muitas representacoes puras baseadas em
contorno: rotacao, translacao e escala. Objetos parecidos mas com dimensoes diferentes,
por exemplo, devem ser analisados como semelhantes independente de seu tamanho. Os
primeiros sete termos dos momentos invariantes de Hu, derivados dos momentos centrais
normalizados de segunda e terceira ordem, capturam bem as propriedades mais gerais
da forma de um objeto e serdao mostrados a seguir [Hu 1962|. Outro descritor bastante
utilizados chamado de momentos ortogonais de Zernike também sera mostrado.

Momentos Invariantes de Hu Considerados por muitos autores um dos mais popu-
lares métodos de descrigdo de forma por regido, os momentos invariantes |[Hu 1962|,
como o proprio nome ja diz, também sao invariantes as transformacoes geométri-
cas citadas anteriormente. Para uma fun¢do bidimensional f(x,y), os momentos de
ordem p+q para p,q— 0,1,2... sao dados pela féormula 3.10.

mpq:/ / 2Pyl f(z,y)dxdy (3.10)

Um teorema de unicidade proposto por [Papoulis 1991] indica que se f(z,y) for
continua por partes e possuir valores nao nulos apenas em uma parte finita do
plano, entdo os momentos de todas as ordens e a sequéncia de momentos ()
é unicamente determinada por f(x,y). Inversamente (m,,) determinara f(z,y)
[Papoulis 1991] |Gonzales and Woods 1992|. Os momentos centrais podem ser ex-
pressos como mostrado na expressao 3.11.
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No caso de uma imagem digital discretizada, a equagao 3.11 é substituida pelos
somatorios da expressao 3.12.

Hpg = Z Z(x —2)P(y —9)f(z,y) (3.12)

Os momentos centrais normalizados, denotados por 7,, sao definidos pela expressao

3.13.
1
Mg = % (3.13)
Hoo
sendo que:
=5t

O conjunto dos setes momentos invariantes pode ser derivado a partir dos segundos
e terceiros momentos como em [Hu 1962

$1 =120+ No,2

b2 = (N20 + Mo,2)* + 413,

¢35 = (m3,0 — 3m.2)* + (3n21 — 10,3)?

bs = (N30 +m2)*+ (N21 — No3)?

¢s = (130 — 3n01.2) (N30 + 1M1.2)[(M3.0 + M1.2)° — 3(N21 + 10.3)°] + 3(m21 — M03) (21 +
M0,3)[3(13,0 + M.2)* — 3(m2,1 + 10,3)°]

D6 = (M2,0 + M0.2)[(M3.0 + M.2)* — (M21 + 10,3)%] + 4m1(N3.0 + 112) (M2,1 + T0,3)

d7 = (3m2,1 — M0,3) (M3.0 + M2)[(M3.0 + 1M1.2)% — 3(21 + Mo3)%) + (3.0 — 311,2) (2,1 +
m0,3)[3(M3,0 + m.2)* — 3(M21 + 10,3)?]

Vérios melhoramentos no calculo dos momentos invariantes foram propostos ao longo
do tempo. Em [Lin and Shen 1991] e [Lin 1991], por exemplo, sdo apresentadas
novas maneiras de se calcular esses momentos invariantes de forma mais eficiente.
Lin nao s6 reformulou os momentos de Hu como introduziu uma nova ordem de
momentos invariantes.

Momentos de Zernike Os momentos de Zernike utilizam fung¢des de bases ortogonais
e $a0 menos sensiveis a ruidos que os momentos de Hu. Tais momentos sao derivados
dos polindmios de Zernike que formam um conjunto ortogonal sobre o interior de
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um circulo unitario [Brandt 1999]. Assim, os momentos de Zernike bidimensionais
[Long et al. 2003| sdo dados por:

A= "2 [ ) Wil ) dy
onde,

2 +y? <1

m=20,1,2,...,00

f(x,y) é a fungdo a ser descrita (uma imagem)

Vim.n denota a funcao de base Zernike

* denota o complexo conjugado de V,,, ,,

n é um inteiro que representa a dependéncia angular ou rotacao

Para maiores detalhes sobre os Momentos de Zernike veja [Bin and Jia-Xiong 2002]
e [Brandt 1999].

Existem ainda outros descritores nesta categoria como os descritores genéricos de Fourier
[Rui et al. 1997|, Métodos Grid e Matrizes de forma [Zhang and Lu 2004]. Outros des-
critores simples para esta categoria também chamados de descritores escalares internos
podem ser usados. Alguns deles sao apresentados a seguir.

Area Para uma imagem binaria, a drea A de um objeto pode ser facilmente calculada. Para
imagens digitais a area é simplesmente o nimero de pixels que um objeto possui. Esta
caracteristica é naturalmente dependente da escala e do tamanho do objeto, mas é in-
variante a rotacao e translacao.

Figura 3.12: Um objeto com o menor retangulo de contorno que define a direcao e excentricidade
da forma.

Dzirecao Se um objeto for alongado pode-se extrair dele uma caracteristica chamada dire¢ao
ou orientacao do eixo maior. Esta caracteristica pode ser definida como a direcao do
angulo do maior lado do menor retangulo (ou elipse) que contém o objeto (como na
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figura 3.12). A dire¢do v também pode ser calculada por momentos invariantes como em
[Sonka et al. 2007| dada pela formula 3.15:

1 2
v = —tan! <$> (3.14)
2 H20 — Ho2

Ezcentricidade Uma medida para a excentricidade pode ser baseada no quociente da divisao
entre 0 maior e o menor eixo do retangulo (ou elipse) que contém o objeto. Nesse caso
também ha uma aproximacao pelos momentos invariantes:

2
- 4
e — a0 ”(fl) T (3.15)

onde A ¢é a area do objeto |Brandt 1999|.

Nimero de Euler O nimero de buracos (ou furos) de um objeto pode ser usado como uma
caracteristica. O conhecido niimero de Euler & |[Gonzales and Woods 1992| pode ser
definido como a diferenca entre o ntimero de componentes conectados N, e o niimero
de furos na regiao IV, isto é:

§ = Ne — Np. (3.16)

Retangularidade Uma medida de como uma regiao pode ser aproximada por um retangulo
é chamada retangularidade [Brandt 1999]. Essa medida pode ser definida como a divisao
entre a area da regiao do objeto e a area do menor retangulo que o encobre (como
na Figura 3.12). Outras medidas baseadas nessa também sao usadas (circularidade,
elipsidade) |Sonka et al. 2007|.

Compassidade A compassidade pode ser definida como a divisao do quadrado do perimetro
P da fronteira pela area A da regiao, ou seja:

¢=—. (3.17)

Métodos Estruturais

Um tanto similar aos métodos estruturais de contorno, os métodos estruturais baseados
em regioes decompoem estas em partes que sao entao usadas para as descricoes. Os métodos
estruturais baseados em regides mais conhecidos sao: fecho convexo e saliéncias explanados a
seguir.



44 Caracterizagao de Imagens

Fecho Convexro Uma regiao r é convexa se e somente se para quaisquer dois pontos x1,xs € 7,
o segmento de reta xixy estiver totalmente dentro da regiao r. O fecho convexo de uma
regiao é a menor regiao convexa H que satisfaz a condicao R C H. A diferenca H — R é
chamada deficiéncia convexa D da regiao R [Zhang and Lu 2004]. Regioes e deficiéncias
convexas podem ser descritas em forma de arvores, sendo estas representadas pelos nos
folhas. A Figura 3.13 mostra uma forma composta de regides, representada pelo método
do fecho convexo.

deficiéncias convexas de S,

Deficiéncias ~
convexas de S,

%)

(a) (b)

Figura 3.13: Fecho convexo: (a) Regides e deficiéncias convexas (b) representacao das regioes
e deficiéncias convexas por arvore.

Saliéncias Sao usadas para descrever os pontos do contorno de alta curvatura ou as extrem-
idades dos esqueletos de forma. Na Figura 3.14 temos trés ilustracoes de saliéncias de
uma folha. Em (a) temos os pontos de saliéncia do contorno, em (b) temos as saliéncias
do esqueleto interno e em (c¢) as saliéncias do esqueleto externo. Maiores detalhes sobre
saliéncias pode ser encontrados em [Pedrosa et al. 2008].

3.5.2 Técnicas Baseadas no Contorno

Nas técnicas baseadas no contorno o foco principal é a informacao das fronteiras de um
objeto. Existem, basicamente, dois tipos de abordagens para a modelagem do contorno de
formas: a abordagem continua (global) e a abordagem discreta (estrutural).

Na abordagem global, um vetor de caracteristica numérico derivado de toda a borda é
usado para descrever a forma. Medidas de similaridade entre formas sao usualmente tomadas
por alguma métrica de distancia.

Abordagens estruturais quebram a borda em segmentos, chamados primitivas, usando algum
critério particular. A representacao final é usualmente uma string ou um grafo. A medida de
similaridade é feita por casamento de strings ou de grafos.
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(>

(a) (b) (c)

Figura 3.14: Pontos de saliéncias de uma folha; (a) saliéncias do contorno (b) e (c) saliéncias
dos esqueletos internos e externos, respectivamente.

Os descritores baseados no contorno supdem que o contorno da imagem em analise tenha
sido detectado previamente.

Métodos Globais

Histograma de Direcao da Borda Os primeiros experimentos em extragoes de caracteris-
ticas de forma foram feitos utilizando histogramas de dire¢ao da borda [Brandt 1999]. Seu
sucesso provavelmente reside na facilidade de extracao sem a necessidade de segmentacao
da imagem além de capturar a informacao geral da forma da imagem e se tornar invariante
a translacao dos objetos na imagem. Esse método se baseia no principio de que a imagem
é pré-processada de modo a se obter seu mapa de bordas em véarias direcoes. Para isso, o
modelo de espaco de cores é transformado no modelo de cores HSV onde a variavel Hue
é desconsiderada por questoes explicadas em [Brandt 1999]. As outras duas variaveis sao
convoluidas, ou seja, transformadas em uma nova imagem através de operadores de Sobel
em oito dire¢oes (ver Figura 3.15).

A imagem resultante desta operacao é entao binarizada com um valor de threshold apro-
priado para cada variavel. Os valores de threshold sao, entao, manualmente fixados
para que sejam os mesmos em todas as imagens. Os histogramas de borda sao calcu-
lados contando os pixels da borda em cada uma das oito dire¢oes (HS, Hs, Hgy, HYs5,
H¢%, HSys, HS7o, HS ). A invaridncia em relagdo a escala é obtida pela normalizacdo do
histograma com o respectivo nimero de pontos da borda de cada imagem |Brandt 1999|.

Distribuicao da Borda (Chord Distribution) Um chord é uma reta que une dois pontos
do contorno. Seja uma imagem binaria onde b(x,y) = 1 nos pontos de borda e b(x,y) =0
nos outros pontos, a distribuicao dos comprimentos e angulos de todos os chords que ligam
os pontos onde b(x,y) = 1 formam um descritor. Essa distribui¢do pode ser armazenada



46 Caracterizacao de Imagens

‘101 0 1 2 1|21 2 1 0
2 0 2 10 1 0 0 0 1 0 -1
‘10 1 2 1 0 a2 0 -1 -2
0° 45° 90° 135°
1 0 -1 0 [-11]=2 2 (- 2 -1 0
2 0 =2 1 0 -1 0 0 0 101
1 0 -1 2 1 0 121 0 1 2
180° 225° 270° 315°

Figura 3.15: Operadores de Sobel em oito diregoes

em um histograma que podera ser normalizado e, consequentemente, sera invariante em
relagao a rotacao e escala.

Assinatura de forma Uma assinatura representa uma forma por uma funcao unidimen-
sional derivada dos pontos de borda |Zhang and Lu 2004|. Existem muitas assinaturas
de forma: distancia ao centro, angulo tangente, curvatura, etc |[Zhang and Lu 2004] .
Assinaturas de formas normalizadas sao invariantes a translacao e escala, contudo, sao
sensiveis a ruido. A Figura 3.16 mostra uma forma e sua assinatura correspondente obtida
pelo método da distancia ao centro.

r(t)

Figura 3.16: A forma de uma maca e sua assinatura por distancia ao centro
[Zhang and Lu 2004].

Momentos de borda Os momentos de borda sao usados para reduzir as dimensoes das re-
presentacoes da forma. Por exemplo, seja uma borda representada por uma assinatura
z(i) descrita da mesma maneira explicitada no item anterior, o r-ésimo momento m, e o
momento central y, podem ser calculados como em |Zhang and Lu 2004| por:

= S SEOF e = [ — )’ (3.18)
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onde N é o niimero de pizels do contorno. Momentos de borda normalizados como m, =
m,/(12)"? e T, = p,/(p2)™/? sio invariantes as transformacdes de rotacio, translacio e
escala [Zhang and Lu 2004].

Transformadas espectrais Transformadas espectrais focam, principalmente, no problema
de ruido e nas variagoes de borda analisando a forma no dominio espectral. Descritores
espectrais incluem entre outros os descritores de Fourier e descritores wavelet e podem
ser derivados de transformadas espectrais sobre assinaturas de formas unidimensionais
ou derivados diretamente dos pontos do contorno [Zhang and Lu 2004]. Descritores de
Fourier consistem na obtencao de um conjunto de coeficientes que representam uma dada
borda.

Basicamente, existem duas maneiras de se descrever as bordas de uma imagem através
dos descritores de Fourier. Uma maneira é utilizar as coordenadas cartesianas e o outro
modo é representar as bordas como a funcao do angulo das tangentes versus a distancia
a um ponto de referéncia.

A Figura 3.17 adaptada de [Gonzales and Woods 1992 mostra uma fronteira digital de
n pontos no plano xy. Comegando de um par de pontos arbitrarios sequenciais (xg, yo),
(x1,91), pode-se encontrar os pares ordenados (z3,¥2), (£3,¥3), ..., (Tny_1,yn—_1) a0 longo
da fronteira.

%
A
. -

Yo . v
Qy, " .
O * o
£ s,

g
[NN]
XoXi > X
Eixo real

Figura 3.17: Uma fronteira digital e sua representacao por uma seqiiéncia complexa. Os pontos
(x0,Y0) € (z1,y1) sdo (arbitrariamente) os dois primeiros pontos da seqiiéncia.

Essas coordenadas podem ser expressas na forma z(k) = z e y(k) = yx. Com essa
notacao, a propria fronteira pode ser representada como uma sequéncia de coordenadas
s(k) = (z(k),y(k)), para k — 0,1,2,... n — 1. Além disso, cada par pode ser tratado
como um nimero complexo como mostrado na expressao 3.19, para k = 0,1,2,...N — 1
|Gonzales and Woods 1992].

s(k) = x(k) + jy(k) (3.19)
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Resumindo: o eixo X é tido como o eixo real, enquanto o eixo Y como o eixo imaginario
de uma sequéncia de niimeros complexos. Embora a notacao da seqiiéncia tenha sido
reformulada, a propria natureza da fronteira nao foi alterada. Obviamente, essa repre-
sentacao possui uma grande vantagem: ela reduz um problema de duas dimensoes a uma
s6 dimensao.

Os descritores de Fourier podem ser computados a partir da transformada discreta de
Fourier (DFT) de s(k) que é definida na expressao 3.20, para v = 0,1,2,....n — 1.

’ ’

n—1
1 .
a(u) = N s(k)eI2m(uk/N) (3.20)
=0

Os coeficientes complexos a(u) sdo chamados de Descritores de Fourier da fronteira.

Os descritores de Fourier apresentados acima sao invariantes quanto ao ponto inicial da
imagem. As invariancias em relacao a rotacao, translacdo podem ser obtidas através
de algumas modificagdes nos algoritmos. |Gonzales and Woods 1992| e [Rui et al. 1997]
propoem algumas dessas mudancas.

O vetor de caracteristicas pode entao ser formado pelos N coeficientes e a distancia
euclidiana pode ser usada para medir a semelhanga entre as imagens [Brandt 1999]. As
transformadas espectrais produzem representacoes compactas, de facil casamento e pouco
sensiveis a ruido [Zhang and Lu 2004].

Descritores Escalares Externos Existem varios tipos de descritores escalares como por

exemplo o chamado aspect radio que é a soma da maior distancia vinda da reta per-
pendicular mais longa que separa dois pontos da borda em ambos os lados (como mostra
a figura 3.18) dividido pelo tamanho da mesma. Outro descritor conhecido é a energia
da borda (Bending Energy ) que é a energia necessaria para se dobrar uma vara até a
forma desejada. Vérios outros descritores escalares externos foram propostos ao longo
dos tempos como o perimetro da borda, a convexidade, o casamento elastico, a circula-
ridade, dentre outros e podem ser encontrados em [Zhang 2002, [Zhang and Lu 2004] e
[Brandt 1999].

Métodos Estruturais

Outro ramo dos métodos de anélise de bordas é a representagao estrutural de forma. Com a

abordagem estrutural, as formas sao quebradas em segmentos de contorno chamados primitivas.
Os métodos estruturais diferem entre si na selecao de primitivas e na organizacao destas para
a representacao de formas. Representacoes estruturais podem ser codificadas como uma string
da forma:

5231,82,...,8n

onde s; poder ser um elemento de um coédigo da cadeia, um lado de um poligono, etc. s; pode
conter atributos como comprimento, curvatura, energia da curvatura, orientagao, etc.
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Maiores
e— = retas

perpendiculares

Maior reta

Figura 3.18: Aspect Ratio: Soma dos tamanhos das maiores retas perpendiculares & maior reta
dividido pelo tamanho da maior reta.

Uma string S pode ser comparada com outras para verificar o grau de casamento (matching)
ou usada como entrada de um analisador sintatico de alto nivel como autématos e maquina de
Turing, que verificam se a forma descrita pela string S pertence a uma determinada categoria.

A seguir alguns métodos estruturais sao apresentados:

R

Ty 1
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Figura 3.19: Aproximacao poligonal. Contorno sobreposto por pequenos quadrados (a) e prox-
imagao por poligono tracada internamente as células (b).

Aproxrimacgao por poligonos Uma fronteira digital pode ser aproximada por um poligono.
Na aproximacao por poligonos o objetivo é encontrar um poligono com o menor niimero
de segmentos, em acordancia com a precisao escolhida.

O poligono resultante deve ter um perimetro minimo, ou seja, dada uma fronteira conexa
S, alguma técnica deve ser utilizada para que seja gerado um poligono que possua forma
semelhante a original e o menor niimero possivel de lados. Frequentemente é utilizada
a sobreposicao da fronteira com um conjunto de células de tamanhos pré-definidos de
maneira que o poligono possa ser tracado dentro das células [Zhang 2002|. A Figura 3.19
ilustra tal procedimento.
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Figura 3.20: Codigo da Cadeia. Contorno sobreposto por uma grade (a); aproximacao dos
pontos do contorno para os pontos de intersecgao da grade (b);

Codigo da Cadeia Na representacao por codigos da cadeia, o contorno é representado por
uma sequéncia conectada de segmentos de reta com comprimento e dire¢oes especificas.
Neste método a borda da imagem é incluida em uma grade, onde um dado ponto de borda
¢ aproximado para o ponto da grade mais proxima, obtendo assim uma borda amostrada
como ilustrado na Figura 3.20(a) e (b). O tamanho da grade que sobrepoe o contorno da
imagem original determina a dimensao do c6digo. De um ponto de partida selecionado,
um codigo da cadeia pode ser gerado seguindo os pontos de bordas usando 4, 8 ou N
(N > 8; N = 2F k € N) diregoes como ilustrado na figura 3.20(c) e (d). Cada segmento é
codificado de acordo com um nimero que corresponde a sua dire¢do, e esta sequéncia (no
sentido horario) forma o chamado c6digo da cadeia como mostrado na figura 3.20(e) e (f).
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A prinipio o cédigo iré variar de acordo com o ponto inicial escolhido mas existem alguns
métodos para tornar o algoritmo invariante. Uma maneira de fazer isso é tratar o codigo
gerado como uma seqiiéncia circular de niimeros, sendo o ponto inicial dado de modo que
o niamero formado seja de menor magnitude possivel. Outras formas de normalizacao sao
apresentadas em [Zhang and Lu 2004].

a b
c d

Figura 3.21: Analise sintatica da forma de um cromossomo |Zhang and Lu 2004|. A direita
temos os elementos primitivos. A esquerda temos o cromossomo representado a partir dos
elementos primitivos;

Andlise Sintdtica A andlise sintatica parte do suposto que a composicao de uma forma é
analoga a composi¢ao de uma linguagem. Nos métodos sintaticos as formas sao represen-
tadas por primitivas e seus relacionamentos descritos por graméatica [Zhang and Lu 2004].
Essas primitivas podem ser representadas por polinomios de 2% ordem (circulos, parabo-
las) e cada primitiva tém um grau de curvatura, concavidade, etc. Por exemplo, o cro-
mossomo da Figura 3.21 pode ser representado por suas primitivas (a,b,c,d) e descrito
pela string:

S = dbabcbabdbabcbab.

Neste caso a similaridade entre formas é medida por métodos de casamento de strings.
Maiores detalhes sobre métodos sintaticos para descricao e casamento de formas podem
ser encontrados em [Fu 1974].

3.6 Textura

Uma consideravel abordagem para a descri¢ao de imagens é a quantificacao de seu contetido
de textura pois a grande maioria das superficies naturais as exibem [Gonzales and Woods 1992].
A textura é uma propriedade inata de todas as superficies e essa propriedade pode ser facil-
mente usada para representar diferentes matérias. Uma imagem pode ser considerada como
sendo composta de um ntimero de regides com diferentes padroes de textura e as propriedades
de textura dessas regioes podem ser usadas na recuperacao de imagens baseada em contetido.
Ainda nao existe uma definigao formal e precisa a respeito da textura, mas alguns autores acor-
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dam em defini-la como sendo a variacao na intensidade das imagens que formam certos padroes
repetitivos [Tuceryan and Jain 1993|. A imagem 3.22 mostra alguns exemplos de texturas.

Figura 3.22: Exemplos de imagens naturais com textura.

Esses padroes podem ser o resultado das propriedades fisicas da superficie do objeto como
a suavidade, rugosidade e regularidade, ou ser o resultado de diferencas de reflexao através da
absorcao ou nao da luz na superficie. Os descritores de textura fornecem medidas para essas
propriedades. Embora seja facil para um ser humano reconhecer uma textura prontamente e
subjetivamente, para sistemas automaéticos, essa tarefa se torna um pouco mais complicada e
necessita de algoritmos mais complexos. As trés principais abordagens utilizadas na recupe-
racao de imagens para a formacao do vetor de caracteristicas sao a estatistica, a estrutural,
também tratada por alguns autores de abordagem geométrica ou sintatica, e a espectral tam-
bém chamada de métodos de processamento de sinais. De modo geral as abordagens estatisticas
caracterizam a textura como suave, aspera, granular, e assim por diante. As técnicas estru-
turais tratam de arranjos de primitivas da imagem, como a descricao de textura baseada em
linhas paralelas regularmente espacadas. As técnicas espectrais baseiam-se em propriedades
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do espectro de transformadas sendo usadas basicamente na deteccao de periodicidade global
em uma imagem através da identificacao de picos de alta energia no espectro. As subsecoes
seguintes tratarao mais especificamente sobre cada uma dessas técnicas de descrigao.

3.6.1 Abordagens Estatisticas

As propriedades das texturas sao descritas por medidas estatisticas tais como: contraste,
correlacao, entropia, uniformidade, densidade, aspereza, rugosidade, regularidade, linearidade,
direcionalidade e frequéncia. Estas medidas sao fortemente baseadas nos aspectos da percepcao
humana de textura. Devido a grande popularidade dos métodos estatisticos na descricao de
textura,a seguir alguns deles serao demonstrados.

Matriz de co-ocorréncia Na década de 70, Robert M. Haralick propos a representacao de
textura através da matriz de co-ocorréncia de niveis de cinza |Aksoy and Haralick 1998].
Esta matriz é construida baseando-se na orientacao e distancia entre os pixels da imagem
e extraindo estatisticas significantes da matriz como uma representacao de textura. Seja
z uma variavel aleatoria denotando a intensidade discreta de uma imagem e seja p(z;),
1 — 1, 2, 3, ..., [ o histograma correspondente, onde [ ¢ o nimero de niveis distintos de
intensidade que se queira representar. Entao o n-ésimo momento de z = (21, 29, ...2;) em
torno da média é dado pela expessao 3.21.

pin(2) = Z(Zz' —m)"p(z) (3.21)

em que m é o valor médio de z (a intensidade média) demonstrado na expressao 3.22.

m = Z(zl-)p(zi) (3.22)

i=1

Pode-se notar, a partir da equacao 3.21 que pug — 1 e u; — 0. O segundo momento
(também chamado de variancia e denotado por 02(z)) possui uma importancia particular
para a descricao de textura, sendo uma medida de contraste de nivel de cinza que pode
ser usada no estabelecimento de descritores de suavidade relativa. Por exemplo, a medida
apresentada pela equagao 3.23 é 0 para areas de intensidade constante (02(z) = 0 se todos
0s z;’s possuirem o mesmo valor) e se aproxima de 1 para grandes valores de o?(z) .

1
R=1- g (3.23)

O terceiro momento é uma medida de anti-simetria do histograma, enquanto o quarto
momento é uma medida de seu achatamento ou planaridade. O quinto e os outros mo-
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mentos mais altos nao sao tao facilmente relacionados ao formato do histograma, mas
fornecem informacao quantitativa adicional para o contetido da textura.

Medidas de textura calculadas apenas a partir do histograma nao denotam a informacao
sobre a posicao relativa dos pixels em relacao uns aos outros. Um modo de se trazer
essa informacao para o vetor de caracteristicas é considerar nao apenas a distribuicao
de intensidades, mas também as posicoes dos pixels que possuem valores de intensidade
iguais ou semelhantes.

Seja P um operador de posicao e seja A uma matriz k X k cujo elemento a;; seja o
namero de vezes que pontos com o nivel de cinza z; ocorram (na posigao especificada
por P) relativamente a pontos com nivel de cinza z;, com 1 <4, j < k. Por exemplo,
considere uma imagem com trés niveis de cinza, z;=0, 2o=1 e 23=2, dispostos em uma
matriz:

O = NN = O
O~ N = O
_ o = O O
SN O ==
_ o O N

A definicao do operador de posicao P como “um pizel a direita e um pizel abaixo” leva a
seguinte matriz A.

I
IR
CIIUNIN
= R

sendo que, por exemplo, ay; (acima e a esquerda) é o niimero de vezes que um ponto com
nivel de cinza z; = 0 aparece em um pixel abaixo e um a direita do pixel com o mesmo
nivel de cinza, enquanto que ai3 (acima e a direita) é o nimero de vezes que um ponto
com nivel de cinza z; = 0 aparece em um pixel abaixo e um a direita do pixel com o
nivel de cinza igual a z3 = 2. O tamanho de A é estritamente determinado pelo ntimero
de niveis de cinza diferentes em uma dada imagem. Por isso, a aplicagao dos conceitos
discutidos nessa secao usualmente requer que as intensidade sejam requantizadas em um
nimero menor de niveis de cinza, de maneira a diminuir a dimensionalidade do vetor de
caracteristicas.

Seja n o numero total de pares de pontos em uma imagem que satisfagam P (no exemplo
anterior, n=16). Se uma matriz C for formada dividindo-se cada elemento de A por
n, entao ¢;;, serd uma estimativa da probabilidade conjunta de que um par de pontos
satisfazendo P possuird os valores (z;,2z;). A matriz C é chamada de matriz de co-
ocorréncia de niveis de cinza. Uma vez que C depende de P, a presenca de uma dada
textura pode ser detectada através da escolha de um operador de posicao apropriado. Por
exemplo, o operador usado no caso anterior é sensivel as bandas de intensidade constante
e inclinadas a -45°. (Note que o maior valor em A era a;; = 4, parcialmente devido a
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uma faixa de pontos de intensidade 0 e de inclinagio -45°.) De maneira mais genérica, o
problema é analisar uma dada matriz C para categorizar a textura de uma regiao sobre a
qual C foi calculada. Uma vez computada a matriz de co-ocorréncia, varias caracteristicas
de textura podem ser extraidas desta. [Aksoy and Haralick 1998] propos um conjunto de
14 estatisticas obtidas da matriz de co-ocorréncia para caracterizar texturas. Destas as
mais utilizadas na recuperacgao de imagens sao as listadas na tabela 3.1, onde p; e p; sao
as médias e o; e 0; sao os desvios padroes de P.

Caracteristica Equacao
Contraste fr=2202,60— )P, J)
Energia fa=2 Zj P(i, )
Entropia fs =222 Pi,j) —log P(i, j)
Homogeneidade fa=2222 <1i(|§2'|>
Correlagio | fs = 3>, (i — ) (j — 1) P(i. j)

Tabela 3.1: Caracteristicas derivaveis da matriz de co-ocorréncia.

Caracteristicas extraidas da matriz de co-ocorréncia apresentam boa capacidade de dis-
criminacao de texturas. A principal desvantagem é o seu alto custo computacional.

Vizinhanga de Textura Um bom método para se descrever a textura de uma imagem é o

chamado descritor de vizinhanca de textura |Laaksonen et al. 2000|. Nesse método a
imagem ¢é representada em niveis de cinza e um descritor de dimensao oito é gerado da
seguinte forma: se o valor de um pixel na vizinhanca de oito é maior que o pixel central
entao, o contador direcional indicando a respectiva direcao é incrementado. Isto é feito
para todos os pizels na imagem e em seguida o descritor é normalizado.

Caracteristicas Tamura As caracteristicas Tamura [Tamura et al. 1978] combinam aspec-

tos de rugosidade, contraste, direcionalidade, semelhanca de linhas, regularidade e as-
pereza. Estas medidas foram projetadas em conformidade com estudos psicovisuais
acerca da percepcao humana de textura. Os trés primeiros componentes das caracte-
risticas Tamura foram usados em dois CBIRs populares: o QBIC |Flickner et al. 1995| e
o Photobook |Pentland et al. 1996]. A computagio destas trés caracteristicas sao dadas
a seguir. As demais medidas (semelhanca de linhas, regularidade e aspereza) podem ser
vistas em [Tamura et al. 1978].

Rugosidade - ¢ uma medida da granularidade da textura. Inicialmente, para cada
pizel (x,y) sao calculadas as médias Ag(z,y) dos niveis de cinza em cada vizinhanga
2% k = 2,3, ..., L. Posteriormente, para cada pizel e cada vizinhanca ¢ calculada a
diferenca entre pares de médias vizinhas nao-sobrepostas nas diregoes horizontal h
e vertical v,

Bea(@, ) = | Ao + 27, ) = Aule = 27, y)]

Bro(@,y) = [An(w,y +271) = A,y — 27| (3.23)
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Depois disso, é calculado para cada pizel o tamanho da vizinhanca Sy.s; que maximiza
o valor de F,

Sbest<x7 y) = 2k (324)
Finalmente, a rugosidade é definida como a média dos valores de Sy,

Frugosz’dade - ! Z Z Sbest (27 ]) (325)

m Xn“ -
=1 j=1

onde m x n corresponde a dimensao da imagem.

Contraste - é calculado pela seguinte formula:

g
Fcontraste - 1/4 (326)
Qy

onde ay = py/o* é o curtose , pg é o quarto momento sobre a média, e o2 ¢ a

variancia. Esta formula pode ser aplicada a imagem inteira ou a regioes.

Direcionalidade - para computar a direcionalidade é feita uma convolucao entre a ima-

-1 0 1 1 1 1
gem com os operadores direcionais | —1 0 1 | e 0 0 0 |,eemseguida
-1 0 1 -1 -1 -1

é calculado um vetor gradiente para cada pizel. A magnitude |AG| e o angulo 6 de
cada vetor sao dados por:

AG] = (|an]+[Av])/2
0 =tan ' (Ay/Ay) +7/2 (3.26)

onde Ay e Ay sao as diferencas horizontais e verticais da convolucao.

Em seguida é construido um histograma dos valores de # (histograma de dire¢oes),
considerando somente os valores de magnitude |AG| maior que um limiar 7". Este
histograma Hp apresenta fortes picos para imagens altamente direcionais e é rel-
ativamente aplanado para imagens sem fortes orientacoes. O histograma inteiro é
entao resumido por um valor de direcionalidade por:

Fdirecionalidade = Z Z ((b - ¢p)2HD(¢) (327)

VpeP ¢pcwy

onde P é o conjunto de picos do histograma, w, ¢ o conjunto de intervalos direcionais
entre dois vales que delimitam um pico, e ¢, ¢ a direcao onde se encontra o pico.
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Caracteristicas Wold A decomposicao Wold [Liu and Picard 1996] prové outra abordagem
para a descricao de textura em termos de propriedades perceptivas. As trés compo-
nentes Wold, harmonia, evanescence e indeterminismo, correspondem a periodicidade,
direcionalidade e randomicidade de texturas, respectivamente. Texturas periodicas tém
um forte componente harmonico, texturas altamente direcionais tém um forte compo-
nente evanescence, e texturas menos estruturadas tendem a ter um forte componente
indeterministico.

A decomposicao Wold bidimensional permite que um campo randémico discreto e homogé-
neo {y(m,n), (m,n € Z)} seja decomposto em trés componentes mutuamente ortogonais:

y(m,n) = u(m,n) + d(m,n) = u(m,n) + h(m,n) + e(m,n) (3.28)

onde u(m,n) é o componente indeterministico, e d(m,n) é o componente deterministico
que pode ser decomposto no componente harmonico h(m,n) e no componente evanescence
e(m,n). No dominio da frequéncia temos que:

Fy(é, 77) = Fu(é, 77) + Fd(év 77) = Fu(£7 77) + Fh(ﬁ?”) + Fe(&vﬁ) (329)

onde Fy(&,n), Fu(&,n), Fa(&,n), Fr(&,n), F.(§,m) sao as funcoes de distribuigao espectral
de {y(m,n)}, {u(m,n)}, {d(m,n)}, {h(m,n)} e {e(m,n)}, respectivamente.

No dominio espacial, os trés componentes ortogonais podem ser obtidos pela estimacao
de probabilidade méxima, que consiste em ajustar um processo auto-regressivo de alta
ordem, minimizando uma funcao custo e resolvendo um conjunto de equacoes lineares.
No dominio da frequéncia, componentes Wold podem ser obtidos por limiares globais de
magnitudes do espectro de Fourier das imagens.

Descritor Global de Textura Em |Deselaers et al. 2008] um descritor de caracteristicas de
textura é descrito como a soma de varios descritores. Estes descritores sao muito utilizados
em imagens médicas e nao em imagens comuns, por isso nao serao detalhados. Eles sao
citados a seguir, para um melhor entendimento procurar em |[Deselaers et al. 2008].

Dimensao Fractal Um fractal (conhecida inicialmente como curva monstro) é um objeto
geométrico que pode ser dividido em partes, cada uma das quais semelhante ao objeto
original. O mesmo possui medidas niimericas ou estatisticas que sao preservadas em
diferentes escalas. As defini¢oes de fractais geralmente implicam em alguma forma
de auto-similaridade estatistica (mesmo a dimensao fractal ¢ uma medida numérica
preservada em diferentes escalas). A dimensdo fractal mede a rugosidade de uma
superficie e pode ser calculada de varias formas como o método de BoxCounting.
Mais detalhes deste método pode ser visto em [Deselaers et al. 2008].

Aspereza A aspereza caracteriza o tamanho das particulas de uma imagem. Uma forma
de se medir é fazer o calculo da variancia na imagem |[Deselaers et al. 2008|.
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Entropia E uma medida da organizacdo do contetido de informacdo de uma imagem.

Diferencas Espaciais de Niveis de cinza Descreve a relagao de brilho dos pizels com
seus vizinhos. Pode ser calculada pela matriz de co-ocorréncia da mesma forma
citada nessa secao.

Funcgao de AutoCorrelagao Circular de Moran Mede a rugosidade da textura. Para
o caculo, uma série de fungoes de correlagao é usada. Mais detalhes em [Deselaers et al. 2008|.

3.6.2 Abordagens Estruturais

Segundo foi mencionado no inicio desta secao, uma segunda abordagem de representacao
de textura baseia-se em conceitos estruturais. Por exemplo, suponha que exista um regra
S — aS, que indica que o simbolo S pode ser reescrito como aS ou de acordo com suas
derivagoes. A cadeia aaaS seria o resultados de trés aplicagoes dessa regra por exemplo. A
partir dessa idéia pode-se gerar um esquema adicionando mais regras a ele. Por exemplo, seja
o conjunto de valores: a,b e c. Se a representar um “circulo azul & direita”, b representar um
“triangulo vermelho abaixo” e ¢ representar um “quadrado verde a esquerda” e estabelecendo
as seguintes regras: S — bA, A — cA, A — ¢, pode-se gerar uma cadeia do tipo aaabccbaa
que corresponde a uma matriz 3x3 de simbolos como mostrado na figura 3.23(a). Maiores
padrdes de textura, como aquele mostrado na figura 3.23(b) podem ser gerados facilmente da
mesma maneira. (Pode—se notar que, no entanto, essas regras também podem gerar estruturas
que nao sejam retangulares.) Além disso esta abordagem ¢é limitada, dado que a identificagao
automaética destas primitivas ¢ um problema dificil, e também porque esta é somente aplicada
a texturas estritamente uniformes, o que ¢ muito raro em imagens reais. Métodos estruturais
para descricao de textura incluem operadores morfologicos, grafos de adjacéncia e diagramas
de Voronoi [Gonzales and Woods 1992.

(a) (b)

Figura 3.23: (a)Exemplo de padrao gerado pelas regras S — bA, A — cA, A — ¢; (b) padrao
de textura bidimensional gerado pelas mesmas regras.



3.6 Textura 59

3.6.3 Abordagens Espectrais

A adaptacao do espectro de Fourier é uma das técnicas mais utilizadas para descrever a
orientacao de padroes periodicos ou quase peridodicos em uma imagem. Esses padroes globais
de textura, embora sejam facilmente identificados no espectro como concentragoes de agrupa-
mentos de alta energia, sao, em geral, dificeis de se detectar com métodos espaciais devido a
natureza local dessas técnicas.

|Gonzales and Woods 1992| diz que as trés principais caracteristicas do espectro de Fourier
para a descricao de texturas sao: os picos resultantes do espectro os quais indicam a direcao
dos padroes de textura, a posicao dos picos no plano da frequéncia que fornecem o periodo
espacial fundamental dos padroes e a eliminacao de quaisquer componentes periddicos através
de filtros deixando os elementos nao periddicos na imagem, que podem ser descritos por técnicas
estatisticas.

Além da abordagem através dos espectros de Fourier existem pesquisas que indicam o uso
de filtros de Gabor |Tuceryan and Jain 1993| e modelos de Wavelets [Ma and Manjunath 1995].
Estudos mostram que esses sistemas de textura utilizando Gabor e multiresolu¢ao simultanea
apresentam-se como uma boa técnica em sistemas de recuperacao de imagens baseada em
conteiido [Ma and Manjunath 1995| [Picard and Minka 1995|. A diferenga entre a anélise mul-
tiresolucao Wavelets para a analise dos espectros de Fourier é que a analise em Wavelets nao é
feita de acordo com a frequéncia e sim segundo a escala. Os algoritmos Wawvelets processam da-
dos em diferentes escalas e resolucoes, possibilitando uma visao tanto global da imagem quanto
os detalhes da mesma. Ainda hi uma grande discussao a respeito de que familia Wavelets
utilizar para a andlise de textura visto que algumas Wavelets obtém melhores resultados na
andlise de texturas especificas. Outras objecoes como a complexidade computacional também
interferem nessa decisao. Esses dois importantes descritores serao melhor descritos a seguir:

Caracteristicas da Filtragem Gabor O filtro Gabor é bastante usado para extrair caracte-
risticas de imagem, especialmente de textura. Existe muitas propostas de caracterizacao
de textura com base na filtragem Gabor, no entanto estas seguem a mesma idéia basica.

Uma fungao Gabor bidimensional é definida como:

1 1 /2% 92 ,
9(2,y) = s——exp [—— <§ + ;) + QWJWI] (3.30)

2mo,0, 2 \ oz ;

onde 0, e 0, sao os desvios padroes dos niicleos Gaussianos ao longo das direcoes z e
y. Entao um conjunto de filtros Gabor podem ser obtidas por dilatacoes e rotacoes de

g9(z,y):

gmn (2, y) = a”"g(2", 1)
' =a "™ (xcosb + ysinh) (3.30)

/

Yy =a " (—xsinf + ycosh)
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ondea>1,0=nr/K,n=0,1,...,. K—1,em=0,1,...,5— 1. K e S s@o os niimeros
de orientacoes e escalas.

Dada uma imagem i(z,y), sua transformada de Gabor é definida como:

Wi (2, ) = / (1) g (& — 71,y — 1) dzrdyn (3.30)

onde x indica o complexo conjugado. Entao a média u,,, e o desvio padrao o,,, da

magnitude de W,,,,,(x, y), isto &, f = [1100, 000, - - - » mn, Tmms - - - » hS—1K -1, O5—1K 1) podem
ser usados para representar as caracteristicas de textura de uma imagem.

Caracteristicas da Transformada Wavelet Similar a filtragem Gabor, a transformada

wavelet [Mallat 1992| produz uma abordagem multi-resolugdo para a andlise e classifi-
cacao de textura. A transformada wavelet decompoe um sinal com uma familia de funcoes
bases W,,,(x) obtidas através de transla¢oes e rotacoes de uma wavelet mae V(zx), isto é,

Uy (2) = 27™2W(27 ™2 — n) (3.31)

onde m e n sdo os parametros de dilatacao e translagao, respectivamente. Um sinal f(z)
pode ser representado como:

f(z) = Zcmnqjmn(:E) (3.32)

A computacao da transformada wavelet de um sinal 2D envolve filtragem recursiva e
sub-amostragem. FEm cada nivel, o sinal ¢ decomposto em quatro sub-bandas de fre-
quéncia, LL, LH, HL e HH, onde L denota frequéncia baixa e H denota frequéncia alta.
Os dois tipos principais de transformada wavelet usadas para anélise de textura sao a
transformada wavelet estruturada em piramide (pyramid-structured wavelet transform -
PWT) e a transformada wavelet estruturada em arvore (tree-structured wavelet transform
- TWT). A PWT decompoe recursivamente a banda LL. Contudo, para algumas texturas
a informacao mais importante frequentemente aparece nos canais de média frequéncia.
Para superar este problema, a TWT decompoe outras bandas tais como LH, HL ou HH
quando necesséario.

Depois da decomposicao, vetores de caracteristicas podem ser construidos usando a média
e o desvio padrao da distribuicao de energia de cada sub-banda em cada nivel.
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3.7 Técnicas de Transformacao, Selecao e Reducao de Ca-
racteristicas

Com o avanco da tecnologia dos bancos de dados, cada vez mais computadores acumulam
dados, processam dados, e fazem uso desses dados. Com isso, pesquisadores e desenvolve-
dores necessitam utilizar esses dados de forma eficaz, principalmente nas areas de exploracao,
analise e visualizacao de dados. A necessidade de analisar grandes bancos de dados é o pro-
blema fundamental da reducao de dados: Como descobrir representagoes compactas de dados
n-dimensionais? Como julgar a similaridade? As representa¢des mentais que os seres humanos
possuem do mundo sao formadas pelo processamento de um grande ntimero de entradas senso-
riais, por exemplo, a intensidade dos pizels das imagens, o poder espectral dos sons, os angulos
de juncao dos corpos articulados. Enquanto estimulos complexos desta forma podem ser repre-
sentados em um vetor de espago altamente dimensional, eles podem tipicamente possuir uma
descri¢do muito mais compacta |Roweis and Saul 2000|. Apesar de muitos métodos de apren-
dizado tentarem selecionar, extrair, construir caracteristicas, tanto a analise quanto os estudos
experimentais indicam que muitos algoritmos escalam pobremente os dominios com um grande
namero de informagoes irrelevantes e redundantes [Liu and Motoda 1998|. Em alguns casos es-
tas caracteristicas sofrem do problema da dimensionalidade, ou seja, o nimero de amostras de
treinamento exigido para que um classificador, por exemplo, tenha um desempenho satisfatorio
é dado por uma funcao exponencial da dimensao do espacgo de caracteristicas, portanto, se esse
espaco de caracteristicas for muito grande o niimero de amostras devera ser exponencialmente
maior, o que torna a solu¢ao do problema inviavel [Jain et al. 2000).

A tarefa de identificar quais caracteristicas funcionarao eficazmente para um algoritmo re-
presentar uma variavel em um espaco se torna um aspecto importante e possui um impacto con-
sideravel na eficacia dos resultados em sistemas de classifica¢ao e recuperagao |Raymer et al. 2000].
Uma escolha 6tima pode nao ser intuitiva e nao existe uma regra definida para escolher quais
recursos irao proporcionar uma discriminacao entre classes. Caracteristicas que funcionam
pobremente separadas podem ocasionalmente trabalhar bem se pareadas com outras caracte-
risticas. No entanto, medir e representar todas as possivels combinacoes de caracateristas pode
se tornar um trabalho dispendioso e inviavel [Raymer et al. 2000].

Como resultado disso, métodos de extragao, selegao e transformagao de caracteristicas tém
se tornado importantes ferramentas para o reconhecimento de padroes, andlise exploratoria de
dados e recuperacao de informacao e imagens.

Como foi dito no inicio deste capitulo, a extracao de caracteristas é um processo em que
um objeto do mundo real (seja uma imagem, um som, um modelo, etc) é representado nu-
mericamente em um conjunto de dados que resume e abstrai o conhecimento necessario para a
descri¢ao dos atributos do objeto para um devido fim (seja a sua classificagio, a sua comparagao
com outros objetos ou a sua descrigdo pura).

A transformacao de caracteristicas é um processo onde um novo conjunto de caracteristicas
é criado com base em um outro vetor de caracteristicas. FEste processo pode ser realizado
através de um mapeamento linear ou nao linear das caracteristicas, e o conjunto resultante
pode estar em outro espaco dimensional.

Seja um conjunto de caracteristicas Aq, Ao, ..., A,, a transformacao de caracteristicas é um
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processo que ird extrair um conjunto de novas caracteristicas By, Bs, ..., B, (m < n), onde
B; = Fi(Ay, Ag, ..., A,) e F' é uma fun¢ao de mapeamento [Liu and Motoda 1998|. Um exemplo
de aplicacao seria, B; = c1 A1 + ¢2A5 onde ¢; e ¢y seriam coeficientes quaisquer.

A extracao e a transformacao de caracteristicas podem ser vistas, sob outro ponto de vista,
como sendo de mesma natureza, pois as técnicas de extracao, assim como as funcoes de trans-
formacao, utilizam como base um conjunto de dados e transformam esses dados em um novo
conjunto de caracteristicas. Por exemplo, uma imagem pode ser vista como um conjunto de
dados e um histograma de cores pode ser visto como um descritor. Se tomarmos por base
que a mesma imagem pode ser considerada como um conjunto de caracteristicas (disposta em
uma matriz) o mesmo descritor (histograma de cores) pode ser visto como uma funcao de
transformacgao de caracteristicas.

Além disso existe também a selecao de caracteristicas que nao ird criar nenhuma nova ca-
racteristica, mas ird4 formar um novo conjunto com as caracteristicas selecionadas do conjunto
original reduzindo o espaco de caracteristicas original. A selecao e a transformacao de ca-
racteristicas nao sao areas totalmente independentes, elas podem ser vistas como dois lados do
problema de representacao. Considere um conjunto de caracteristicas como uma linguagem de
representacao. Em alguns casos onde a linguagem possui mais caracteristicas que o necessario a
selecao de caracteristicas pode ajudar na simplificacao desta linguagem. Em outros casos onde
a linguagem nao é suficiente para descrever o problema, a transformacao de caracteristicas pode
enriquecer a linguagem, clareando os pontos em que a mesma ¢ falha. Onde e como essas duas
ferramentas podem ser usadas ir4 depender da aplicacao.

As técnicas de selecao de caracteristicas podem ser divididas em trés areas principais, de
acordo com o tipo de interacao com algoritmos de aprendizado de maquina: wrapper, embedded
e filtro [Blum and Langley 1997]. Os métodos embedded sao baseados em arvores de decisao e
realizam uma busca gulosa nessas arvores, utilizando uma funcao de avaliacao que ira selecionar
as caracteristicas de maior discriminagao entre as classes |Blum and Langley 1997|. O método
wrapper € baseado em ferramentas de aprendizado de maquina e tem como objetivo encontrar
um subconjunto de caracteristicas baseadas em uma populagao inicial, avaliando o resultado
obtido pela “caixa preta” e utilizando o resultado para selecionar um novo conjunto de caracte-
risticas [Blum and Langley 1997]. O modelo de filtro tem como principio basico selecionar car-
acteriticas levando em consideracao as propriedades proprias do conjunto de dados, iniciando
com um estado pré-determinado, percorrendo o espaco de busca e avaliando cada subcon-
junto de caracteristicas utilizando um critério de avalia¢ao especifico |Blum and Langley 1997].
Esses métodos nao serao aprofundados nesta secao por nao fazerem parte do escopo desse tra-
balho, mais informagoes sobre técnicas de selecao de caracteriticas podem ser encontradas em
[Blum and Langley 1997], [Liu and Yu 2005] e [Dy and Brodley 2004].

Devido & importancia da selecao e tranformacao de caracteristicas no reconhecimento de
padroes e pelo fato de nao haver regras bem definidas para que essa tarefa funcione bem em
todos os contextos, uma enorme gama de algoritmos e fungoes vem sendo propostos. Porém,
nao existe uma técnica bem conhecida na literatura de reconhecimento de padroes que combine
transformacao de caracteristicas e teoria da informacgao e que seja genérica o suficiente para
lidar com questoes de diversas areas do conhecimento. Assim, nas secOes seguintes, algumas
técnicas de transformacao mais utilizadas na literatura serao explanadas.
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3.7.1 Transformacoes Lineares

Esses algoritmos sao projetados para operar quando o espaco ¢ fixo de forma quase linear
no espaco de alta dimensao [Ashutosh Saxena and Mukerjee 2004] e podem ser implementa-
dos pela manipulacao de matrizes. A seguir alguns métodos de transformacao linear serao
discutidos.

Andlise dos Componentes Principais - PCA A andlise dos componentes principais ou
Principal Component Analysis (PCA) envolve uma transformagao ortogonal linear que es-
colhe um novo sistema de coordenadas para o conjunto de dados |Errity and McKenna 2007].
Em esséncia, a PCA procura reduzir a dimensao dos dados pela procura de algumas com-
binagoes lineares ortogonais (os componentes principais) das variaveis originais com a
maior variancia. A primeira componente principal (PC) é a combinagao linear com a
maior variancia, a segunda PC é a combinacao com a segunda maior variancia e assim
por diante |[Fodor 2002|. O PCA pode ser calculado computando os autovalores e autove-
tores da matriz de covariancia de um conjunto de dados. Os autovetores com os maiores
autovalores correspondem as dimensoes que possuem a mais poderosa correlacao no banco
de dados. O banco de dados D-dimensional é entao projetado sobre os d autovetores com
os maiores autovalores produzindo um conjunto de dados d-dimensional, onde d < D
|Errity and McKenna 2007|. A figura 3.24 apresenta um exemplo com um conjunto de
valores representados em duas dimensoes onde f] estd na dimensao onde a variancia dos
dados é maxima, f; estd em uma distancia ortogonal onde a varidncia remanescente é
méxima e assim por diante [Cunningham 2007].
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Figura 3.24: Neste exemplo de PCA em 2 dimensdes o espago de caracteristicas é transformado
para f| e fi em que a variancia na dire¢do de f] é maxima [Cunningham 2007|.

Andlise dos Fatores Principais - FPA A anilise de fatores principais ou Principal Factor
Analysis (FPA) é um método linear usado para descrever a variabilidade sobre variaveis
observadas em termos de algumas poucas variaveis nao observadas chamadas fatores. As
varidveis observadas sao modeladas como combinacoes lineares dos fatores mais os termos
de erro. A informacao obtida através das interdependéncias pode ser usada depois para
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reduzir o conjunto de variaveis no banco de dados. A analise dos fatores principais pode
ser relacionada com a anélise dos componentes principais se os “erros” no modelo de analise
dos fatores forem atribuidos como todos possuindo a mesma variancia [Fodor 2002].

Andlise dos Componentes Independentes - ICA A anélise dos componentes independentes
ou Independent Component Analysis (ICA) tem como objetivo reduzir a redundancia dos
componentes dos vetores de caracteristicas originais por transformacoes lineares, mas nao
necessariamente ortogonais. Enquanto o PCA remove as dependéncias de segunda ordem,

o ICA remove também dependéncias de altas ordens (minimizando a informagao mutual
entre os componentes dos vetores de caracteristicas). O modelo de dados do ICA linear
¢ dado pela seguinte expressao:

r = As,

onde z é o vetor de caracteristicas original, s é um vetor de valores aleatorios (indepen-
dentes) e A é a matriz de valores combinados. Somente x é observavel, e o objetivo é
estimar tanto A quanto s procurando encontrar um conjunto s que seja estatisticamente
independente. Existem vérios modelos de geragao para encontrar esse conjunto e esses
modelos somente serao validos se as componentes de s forem nao gaussianas, esta é a
principal diferenca entre o ICA e o FPA [Comon 1994].

PCA LDA

(b)

Figura 3.25: Em (a) pode-se observar que o PCA nao prové uma boa separagao quando os
dados sao divididos em classes. Em (b) o LDA procura a proje¢iao que maximiza a separac¢ao
dos dados |[Cunningham 2007|.

Andlise de Discriminantes Lineares - LDA A andlise de discriminantes lineares ou Li-
near Discriminant Analysis (LDA) é um método baseado em aprendizado supervisionado
de maquina que tenta encontrar a combinacao linear de um conjunto de caracteristicas
que melhor separa duas ou mais classes de objetos. A combinacao dos resultados pode
ser utilizada como um classificador linear ou, mais comumente, como ferramenta de re-
ducao de dimensionalidade. Em situagoes onde os rotulos das classes estao disponiveis
¢ mais interessante descobrir uma transformacao que enfatize a separacao dos dados
ao invés de descobrir dimensoes que maximizem a variancia dos dados como no PCA
|Cunningham 2007|. Essa distingao é ilustrada na figura 3.25. Em um cenério 2D, o
PCA projeta os dados em uma tnica dimensao que maximiza a variancia, no entanto,
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as duas classes nao sao separadas nessa dimensao. Em contraste, o LDA descobre uma
projecao em que as duas classes sao melhor separadas. Uma melhor explanacao a respeito
de como se encontrar essa projecao pode ser encontrada em [Cunningham 2007].

Além das técnicas apresentadas nesta secao, existem outros algoritmos, alguns derivados dos
apresentados aqui que também trabalham com a transformacao linear de caracteristicas. Maiores
informacoes sobre esses e outros algoritmos de transformacao de caracteristicas podem ser en-

contradas em |Errity and McKenna 2007|, [Cunningham 2007|, [Fodor 2002| e [Comon 1994].

3.7.2 Transformacoes Nao-Lineares

Os métodos de trasnformacgao nao-linear podem ser classificados de forma geral em dois
grupos: aqueles que realmente provém um mapeamento (tanto para o espago de alta dimensao
quanto para o espaco de baixa dimensdo), e aqueles que apenas provém uma visualizagao,
como por exemplo na projecao de superficies de trés dimensoes em duas. Alguns exemplos de
superficies muito utilizadas para testar esses métodos sao mostrados na figura 3.26. Tipicamente
aqueles métodos que apenas provém um visualizagao sao baseados na proximidade dos dados, ou
seja, sao baseados em medidas de distancia, mas nada impede que esse conceito seja extendido
para vetores de caracteristicas de tamanhos maiores. Outros métodos sao relacionados com
os métodos lineares apresentados na secao anterior os quais possuem algumas diferencas que
os caracterizam como sendo transformacoes nao-lineares. A seguir alguns métodos principais
utilizados na literatura serao discutidos.
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Figura 3.26: Exemplo de trés superficies (manifolds) tipicas: (a) o rolo suico (swiss roll), (b)
o cubo aberto (open box) e (c) o cilindro (cylinder). |[Cunningham 2007| |Lee et al. 2002].

Isomapas A técnica de transformacao por isomapas ou Isomaps é uma técnica nao super-
visionada que nao se limita a projecoes lineares. Isso se deve ao fato de a mesma nao
fazer uso da distancia Euclidiana, por exemplo, e utilizar outras métricas como a distancia
geodésica. Técnicas de projecao linear encontram dificuldades em projetar estruturas nao
lineares como por exemplo o espiral ilustrado na figura 3.27. O espiral estd em um espaco
bidimensional, mas sua dimensao intrinseca nao passa de uma: somente um parametro
é suficiente para descrever o espiral |[Lee et al. 2002|. Infelizmente, a projecao de duas
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dimensoes para uma nao ¢ uma tarefa trivial pois a espiral necessita ser “desenrolada” em
uma linha reta. Esse desdobramento é dificil para técnicas lineares pois o par distancia
Euclideana apds projecao projeta um “atalho” entre os dois pontos como na figura 3.27
(b), no entanto, o que deve ser feito é utilizar uma medida de distancia ao longo da espiral
como na figura 3.27 (c).

(a) (b) (c)

Figura 3.27: (a) dois pontos em um espiral; (b) distancia Euclidiana entre os dois mesmos
pontos; (c¢) distancia curvilinea ou geodésica [Lee et al. 2002].

Essa distancia, também chamada de distancia geodésica é aproximada pelo isomapa da
seguinte maneira: Primeiro a vizinhanca de cada ponto é calculada. Por exemplo, a
vizinhanca de um ponto podera ser os k pontos mais préximos ou o conjunto de pontos
inclusos em um circulo de raio € (onde k e € sdo constantes pré-determinadas). Uma
vez que os vizinhos mais proximos sao conhecidos, um grafo é construido pela ligagao
entre todos os pontos de vizinhanga (onde cada ponto serd um vértice do grafo). A
seguir, cada aresta desse grafo é rotulada pela distancia entre os seus vértices (pontos
de ligac¢do). Finalmente a distancia geodésica entre dois pontos é aproximada pela soma
dos tamanhos das arestas sobre a menor distancia de ligacao entre esses dois pontos
|Lee et al. 2002|. Varios sao os algoritmos que calculam esse menor caminho em grafos
como por exemplo o algoritmo de Dijkstra [Dijkstra 1959].

Apos descobrir a distancia geodésica entre todos pontos uma matriz de distancias é criada,
entao os autovalores e autovetores dessa matriz sao encontrados e os p maiores autovalores
darao as coordenadas dos pontos de referéncia na projecao do espago p-dimensional.

Locally Linear Embedding (LLE) Apesar do nome citar a palavra linear o algoritmo Lo-

cally Linear Embedding (LLE) |Roweis and Saul 2000| é uma técnica que utiliza métodos
nao lineares baseados em intui¢oes geométricas. O nome Locally Linear Embedding se
deve, entao, ao fato que os pontos representados em uma superficie e suas vizinhancas
estao em uma malha em que a geometria local é caracterizada por coeficientes lineares que
constroem o ponto. Suponha que o conjunto de dados consista de N vetores de valores
reais X;, cada um com dimensionalidade n, amostrados de alguma superficie e seja Y; as
coordenadas internas globais da superficie (coordenadas no espaco de baixa dimensao).
O algoritmo é realizado da seguinte maneira: Primeiro os vizinhos mais proximos a cada
ponto X; sdo calculados (como mostrado na sub-segio anterior). Apds isso, os pesos W;;
que melhor reconstroem linearmente X; a partir de seus vizinhos é calculado. Finalmente,
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os vetores de baixa dimensao Y; sao calculados pelo resultado da reconstrucao de X; por
Wi; |[Roweis and Saul 2000]. A Figura 3.28 mostra um exemplo da aplicacio do LLE em
uma superficie.

(b) (©)

Figura 3.28: Aplicagdo do método de transformacao LLE: (a) superficie tri-dimensional (rolo
sui¢o), (b) amostra dos dados da superficie, (¢) resultado da proje¢ao da superficie utilizando
o LLE [Roweis and Saul 2000).

Redes Neurais (Auto-Encoders) As redes neurais artificiais sdo ferramentas estatisticas
poderosas para a representacao de mapeamentos de varias variaveis de entrada para
varias variaveis de saida. Elas podem ser vistas como circuitos com unidades de alta
interconectividade com pesos de conexoes ajustaveis. Para melhor entendimento desta
secao, é sugerido que se leia os proximos dois capitulos onde é explicado passo a passo a
concepcao e o funcionamento de uma rede neural.

Para a implementacao desta técnica é utilizada uma arquitetura de rede particular chamada
rede auto-associativa onde o padrao de saida da rede neural deve ser idéntico ao padrao de
entrada, o que significa que a primeira e a ultima camada possuirao o mesmo ntiimero de
neuronios |Golinval 2004|. O objetivo dessa rede é organizar uma codifica¢do/compressao
dos dados entre a camada de entrada e a camada do meio da rede e fazer uma descom-
pressao/decodificacdo dos dados entre a camada do meio e a camada de saida da rede.
Para isso a camada do meio devera possuir um niimero menor de neuroénios que as ca-
madas de entrada/saida. A Figura 3.29 ilustra o uso das redes neurais autoassociativas
para o mapeamento nao linear. O ntimero de camadas entre a camada do meio e a camada
de entrada e entre a camada do meio e a camada de saida ir4 depender da aplicacao.

O algoritmo de treinamento e uso das redes autoaussociativas para o mapeamento nao li-
near de caracteristicas funciona da seguinte forma: Um conjunto de dados de treinamento
é selecionado onde cada objeto é representado por um vetor. Cada vetor é entao inserido
na rede e ird gerar um vetor de saida. A rede é entao treinada, retificando seus pesos, até
que o vetor de entrada seja igual ao vetor de saida. Quando isso ocorrer, o vetor é inserido
novamente na rede neural e sao colhidos da camada do meio, os valores resultantes da
camada de codificacao. Esses valores, serao, deste modo, a nova representacao do objeto
em questao.

Foi comprovado por [Baldi and Hornik 1989| que, quando a camada do meio for menor
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Figura 3.29: Rede neural autoassociativa com suas fung¢oes de projegao (encoder) e expansao
(decoder).

que as camadas de entrada/saida e forem usadas somente fung¢oes de ativagao lineares, a
rede neural ird atuar como um compressor do tipo PCA. Por isso alguns autores costumam
chamar esse tipo de transformagao (quando utilizados outros tipos de fungoes de ativacao)
de Anélise de Componentes Principiais nao Linear ou nonlinear PCA.

O modelo proposto por esse trabalho se baseia no método de transformacoes de caracteris-
ticas por redes neurais, mas utiliza redes heteroassociativas fazendo com que o mapeamento,
utilize como suporte, exemplos, para reforcar as conexoes onde as caracteristicas sobressaem
as outras. Esse mapeamento nao-linear se baseia no aprendizado neural feito através de exem-
plos pré-definidos. Tais exemplos servirao como suporte para dar a transformacao o carater
subjetivo do ser humano na analise das imagens.



Capitulo

Redes Neurais - Inspiracao Biologica

4.1 Introducao

Paul Broca (1824 -1880) fez amplos estudos no que diz respeito a afasia, uma espécie de
deficiéncia da fala em pacientes com danos cerebrais e descobriu que o cérebro é o responsavel
fundamental pelo trabalho de cada 6rgao. Nesse momento Paul descobriu que o cérebro era
formado por células nervosas, também chamadas de neurdnios. O estudo do cérebro nao se
limitou apenas na formacao biologica do mesmo mas também nos fenomenos causados por ele.
Isso fez com que surgissem varias areas relacionadas a aplicacao do entendimento para saber e
compreender a mente humana entre elas a Neurociéncia e Psicologia.

Hermann Von Helmontz (1821 -1894) em parceria com seu aluno Wilhelm Wond (1832 -
1921) publicou em seu livro “Handbook of Physiological Optcs” varios estudos sobre a visao hu-
mana. Este produto é considerado um dos primeiros indicios da origem da Psicologia Cientifica.
Alguns bidlogos da época estavam interessados apenas em pesquisar fisicamente os animais sem
antes estudar a parte introspectiva dos mesmos desenvolvendo uma metodologia objetiva para
seus comportamentos. O chamado Movimento Behaviorista comandado por John Watson se
preocupava em estudar somente as medidas objetivas das percepcoes ou estimulos pertinentes
a um animal e suas reacoes ou respostas. Esse movimento obteve um grande avanco com ratos
e pombos, mas quase nada esclareceu a respeito das construcoes mentais mais complexas ad-
vindas dos seres humanos. Mesmo assim, exerceu uma forte influéncia sobre a psicologia nos
Estados Unidos entre 1920 e 1960 |[Russel and Norvig 2004].

A psicologia cognitiva foi um grande marco no entendimento do processamento de infor-
magoes através do cérebro. William James (1842 - 1910) realizou alguns trabalhos sobre a
percepcao humana como uma forma de inferéncia logica inconsciente, caracterizando o ponto
de vista cognitivo. Como se era de esperar, varios cientistas da época como Frederic Bartlett
(1886 - 1969) e seu também aluno Kenneth Craick (1943) bateram de frente ao Behavioris-
mo tentando provar que os termos “mentais” como as convicgoes e metas eram tao cientificos
quanto os fendmenos fisicos como os gases, por exemplo. Por volta de 1958 nos Estado Unidos,
o crescimento da modelagem e a criacao de novos computadores induziram a concepc¢ao do
campo da ciéncia cognitiva. Essa ciéncia mostra que os modelos computacionais podem servir
de base para tratar a psicologia da memoria, a linguagem e o pensamento logico. Além disso, a
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caracterizacao do comportamento social humano e dos mecanismos que governam atitudes pro-
sociais e anti-sociais é uma tarefa desafiadora que requer pesquisa interdisciplinar, incluindo
os campos da neurociéncia, psicologia, neurologia comportamental, psiquiatria, antropologia,
sociologia e biologia evolutiva, entre outros. O comportamento social humano é estruturado
com base em interagoes complexas entre fatores neurobioldgicos, culturais e econdémicos.

Atualmente para se modelar um sistema inteligente, pode-se basear em dois paradigmas
fundamentais: O conexionismo e o simbolismo nascidos em 1956 no “Darthmouth College”.
A Inteligéncia Artificial simbolica tenta simular o comportamento inteligente humano descon-
siderando os mecanismos responsaveis por tal. Ja a Inteligéncia Artificial Conexionista acredita
que construindo-se um sistema que simule a estrutura do cérebro, este sistema apresentara in-
teligéncia, ou seja, serd capaz de aprender, assimilar, errar e aprender com seus erros. Essa
ultima serd melhor abordada ao longo desse capitulo por tratar-se do assunto primordial deste
trabalho. Alguns autores divergem em relacao a essa divisao, pois novas areas da Inteligéncia
Artificial tém sido exploradas como a Inteligéncia Artificial Evolutiva ou Computacao Evo-
lutiva que comeca surgiu no final dos anos 60, impulsionada pelos estudos de John Holland
que comecou a investigar a possibilidade de incorporar os mecanismos naturais de selecao e
sobrevivéncia para a resolucao de problemas de inteligéncia Artificial, os quais ja tinham en-
contrado soluc¢ao na natureza mas nao apresentavam uma abordagem satisfatoria em sistemas
computacionais.

4.2 Modelos Neuronais Biologicos

A mente humana é um sistema cognitivo composto por unidades bioldgicas (neuronios)
interconectados entre si por uma rede de sinapses cooperativas para processar a informacao de
forma distribuida. Com isso os estados e fendmenos mentais descritos anteriormente surgem
como resultado da cooperacao global da atividade distribuida de células neuronais no cérebro
[Hertz and Krogh 1991].

O conhecimento das areas mais especificas do pensamento ainda é um campo muito sombrio,
o que pode caracterizar as manifestacoes do pensamento de forma simplificada. A mente
humana pode realizar fenonemos e atividades diversas, estudar e compreender esses aconteci-
mentos pode se tornar um grande desafio. Assim como a criatividade, o delirio e o pensamento
desorganizado, a bagagem emocional, a memoria e os padroes pré-definidos pela mente humana
dentre outros formam o sistema nervoso. E no sistema nervoso que as escolhas sao feitas e seré
baseado nesses fenomenos cognitivos formados por esse sistema que o modelo proposto por esse
trabalho se desenvolvera.

4.3 O Sistema Nervoso

Camilo Golgi foi um dos precursores do estudo do sistema nervoso. Em 1875 criou um
método para a andlise e estudo de um neuronio solitariamente através da coloragao do mesmo.
Essa experiéncia deu um grande impulso para varios estudos na drea mas ainda nao revelava o
obscuro campo das muitas redes de estruturas neuronais |Paradiso 2002].
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O estudioso espanhol Santiago Ramoén y Cajal, seguindo a sombra de Golgi adotou a nogao
de sistema nervoso falando sobre a interligacao das células por estimulos nervosos, também
chamados de sinapses. Descreveu também varias estruturas neuronais clareando a idéia de que
essas células trabalhavam em conjunto, cada uma com suas especialidades para uma estrutura
global de propositos mais gerais.

Pode-se concluir, a partir disso, que o estudo do cérebro humano foi e ainda é um dos
grandes desafios para os cientistas. Por volta de 335 a.C. Aristoteles disse: “De todos os
animais, 0 homem é o que possui o maior cérebro em proporc¢ao ao seu tamanho" (hoje, sabe-
se que algumas espécies de golfinhos e baleias tém cérebros relativamente maiores). Naquela
época acreditava-se que o sentimento intimo que avisa o que se passa pelo ser humano, dando
a ele conhecimento de suas acoes estava localizado em outros 6rgaos do corpo humano como o
coracao. Apenas em meados do século XVIII o cérebro foi amplamente conhecido como sede
da consciéncia |[Russel and Norvig 2004].

O cérebro pode ser considerado como um dos principais componentes do corpo humano pois
rege varias funcoes deste como o controle muscular, a velocidade e o equilibrio de varios 6rgaos
dentre outros através de um sistema complexo e muito estudado chamado sistema nervoso.
Ele é formado basicamente por dois tipos de células: os neuronios e as células neuroglias ou
simplismente glia (grego para “cola”). A funcao da glia ainda é um campo de muito estudo pois
h& muito a ser aprendido e descoberto sobre ela. Alguns cientistas sustentam a hipdtese que
a glia tem a funcao de somente dar sustentacao aos neurénios e auxiliar o seu funcionamento
[Paradiso 2002].

4.3.1 O Neuronio

Existem aproximadamente 10 000 000 000 a 100 000 000 000 neurdnios no cérebro humano.
Eles podem ser de diversos tipos. Na Figura 4.1 apresenta-se o modelo simplificado de um
uinico neurdnio real. O neurdnio possui um corpo celular chamado soma constituido de niicleo
e pericario, que da suporte metabolico a toda célula.

Os dendritos sao ramificagoes nervosas (arborizagoes terminais) que emergem do pericario
e do final do axdnio e conduzem sinais elétricos das extremidades para o corpo celular, sendo,
na maioria das vezes, responsaveis pela comunicacao entre os neuronios através das sinapses.
O axonio é uma ramificacio maior (fibra nervosa) e tinica que aparece no soma. E responsavel
pela conducao do impulso nervoso para o proximo neurdnio, podendo ser revestido ou nao por
mielina (bainha axonial) ou por células gliais especializadas. As extremidades do axonio sao
conectadas com os dentritos de outros neurénios caracterizando a sinapse.

4.3.2 As Sinapes

Algumas substancias geradas em determinadas regides do cérebro e liberadas em areas
distantes e separadas caracterizam a modulacao dopaminérgica, uma espécie de ativacao da
sinapse. Como algumas dessas substancias pode-se citar as catecolaminas, a norepinefrina,
epinefrina e a dopamina. Elas nao agem nos canais idnicos das células, mas ativam os men-
sageiros dentro das mesmas durante mais tempo que as outras substancias.
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Figura 4.1: Representacao de um Neurodnio.

Uma vez que essas moléculas do neurotransmissor sao liberadas de uma célula como resul-
tado do disparo de um potencial de a¢ao, elas se ligam a receptores especificos na superficie
da célula pos-sindptica. A partir disso os neuroreguladores insinuam uma funcao reguladora
que modula as caracteristicas operacionais dos neuronios receptores, isto em suas respostas aos
neurotransmissores.
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Figura 4.2: Diagrama de um neurdnio e seus impulsos nervosos.

Potencial de Acgao

Existem dentro e fora das células diferentes concentragoes de Nat e K. Isso pode ocasionar
variagoes muito réapidas de voltagem de repouso da célula. Quando ha alguma perturbacao da
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membrana da célula ird ocorrer esse fenémeno de diferenga de potencial (uma sucessao de
eventos fisiologicos que ocorrem através da membrana). Tais fenomenos importantes para o
funcionamento de um neurénio, em conjunto, produzem aquilo que se pode chamar Potencial
de Acao. Este potencial pode ser ocasionado por uma estimulacdao quimica, elétrica, de calor,
etc.

O potencial a ser gerado age inicialmente em uma extremidade no axonio e se propaga
em uma unica direcao, nao retornando pelo caminho ja percorrido. Consequentemente, os
potenciais de acao sao unidirecionais - ao que pode se chamar de conducao ortodromica. Com
essa propagacao a sinapse é gerada para a liberacao de moléculas e neurotransmissores. Esses
neurotransmissores colam na membrana de outro neurénio desencadeando o mesmo processo
dando continuacao ao fenémeno.

4.4 Representacao dos Modelos Neuronais

Por volta do Século XIX dois cientistas chamados Helmholtz e Mach estudaram muitos
fendmenos relacionados a visao humana. Estavam interessados no estudo da ilusao de 6tica,
pois propunham a conjectura de que na retina humana as células sao excitadas pela luz que
converge para uma regiao central de onde se diverge para as demais regioes periféricas.

Apoés um século foi descoberto, através de uma espécie de caramujo chamado Limulos
[Hartline 1957] que alguns vertebrados possuem uma estrutura chamada “on-center /off-surround”,
onde um neurénio se comunica com seus vizinhos através de excitagoes imediatas. Isso leva a
uma certa competicao entre algumas espécies de neurdnio que se localizam fora dessa vizinhanca
e é essencial para o neurodesenvolvimento dessas células. Este processo chama-se facilitacao.
Em 1949 o cientista Donald Hebb propoe a “Lei de Hebb” para explicar esse mecanismo, que
diz: “A intensidade de uma conexao sinaptica entre dois neurénios aumentam quando os dois
neurénios estao excitados simultaneamente”.

Algumas substancias chamadas de forma genérica “fatores de crescimento neurais” sao ex-
pelidas pelos neurénios excitados promovendo esse aumento sinaptico. Isso é um fator prepon-
derante para a sele¢ao natural das mesmas [Paradiso 2002].

A competicao citada anteriormente caracteriza a formacao de uma espécie de cadeia neural
denominada mapa, formada basicamente por duas folhas de neuronios chamados dominio e
imagem, de modo que padroes semelhantes de ativagao do dominio sao projetados para os
neuronios vizinhos da imagem.

O modelo de neuronio pode ser representado pela soma de todos os seus estimulos de entrada
multiplicados pelos pesos das forcas de sinapse de entrada. A excitacao ou inibi¢ao do neurénio
é decidida através de um valor limiar fornecido antecipadamente. Se a soma dos estimulos for
maior que este limite pode-se dizer que o neurdnio esta excitado, se ocorrer o contrario, ou seja
se a soma destes estimulos for menor, pode-se dizer que ele esta inibido.

A transmissao de informacao entre os neurénios ira depender principalmente dos neurotrans-
missores (abundéancia, sensibilidade da membrana). Logo se a intensidade que um neurénio
pode inibir ou excitar outro for modificada através dos valores dessas conexoes, pode-se modifi-
car também o comportamento da rede formada por esses neuronios. Isso se chama aprendizado
de rede. Todos esses conceitos sao utilizados pela Ciéncia da Computacao e mais especifica-
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mente pela Inteligéncia Artificial para a implementacao das Redes Neurais Artificiais apresen-
tadas no préximo capitulo.



Capitulo

Redes Neurais Artificiais

5.1 Introducao

Atualmente acredita-se que as redes neurais sao parte fundamental no processamento das
idéias e pensamentos do ser humano, baseados nisso, os primeiros trabalhos de Inteligéncia
Artificial surgiram com o objetivo de criar, implementar e utilizar de forma pratica as Redes
Neurais Artificiais. Esse campo da Ciéncia da Computacao e da Inteligéncia Artificial também
chamado de Conexionismo ou Neurocomputacao é visto como um desenvolvimento recente,
mas sua origem se da nos primordios da Ciéncia da Computacao, psicologia e filosofia.

J& no inicio do século XX, Alan Turing e John Von Newman asseguraram que a inteligén-
cia podia ser representada pela matematica booleana. Esse pensamento ganhou forca com os
artigos de Warren McCulloch, médico, filosofo, matematico e poeta, juntamente com o estatis-
tico Walter Pitts, publicados por volta de 1943 os quais ja descreviam um modelo neuronal
simplificado em termos de operacoes logicas booleanas. Este modelo de neurénio booleano
era intuitivamente simples, mas com base nesse modelo, McCulloch conseguiu implementar
uma cadeia de funcoes, onde eram aplicadas as entradas um valor eventual, provocando uma
soma devidamente ajustada (ou subtragdes no caso de sinapses inibitorias), tendo como re-
sultado uma tunica saida: pulso, quando a soma exceder um dado limiar, ou nao pulso, caso
contrario. Varios outros artigos e livros foram publicados desde entao, por certo tempo, mas
nao alcancaram muitos resultados.

Em 1949, um neuropsicologo chamado Donald Hebb afirmou através de seu livro de nome
“The Organization of Behavior” (A Organiza¢ao do Comportamento) a idéia de que a dependén-
cia psicologica classica encontra-se presente em qualquer parte dos animais, pois esta é uma
qualidade dos neur6nios individuais. Apesar dessas idéias nao serem totalmente originais, Hebb
obteve grande destaque por ser o pioneiro no que diz respeito as leis de aprendizagem particu-
lares para as sinapses dos neuronios. Este audacioso precedente serviu de influxo para que varios
outros pesquisadores seguissem a mesma idéia. Ainda que muito tenha sido analisado, estudado
e divulgado nos anos subsequentes (entre as décadas de 1940 e 1950), estes se consagraram mais
como apoio para incremento futuro que para o proprio desenvolvimento. Também neste periodo
de tempo o primeiro neurocomputador foi criado. Cognominado Snark, essa maquina desen-
volvida por um cientista chamado Marvin Minsky, operava com éxito de acordo com um ponto
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de partida técnico, adaptando seus pesos de forma automética. Apesar desse neurocomputa-
dor nao convir para efetuar qualquer funcao de processamento de informacao interessante, ele
serviu de inspiragao para as idéias de estruturas que o sucederam [Luger 2004] [Haykin 2001].

Por volta de 1957 foi apresentado o que hoje se considera o primeiro neurocomputador de
sucesso. Chamada de Mark I Perceptron, essa maquina foi construida por Charles Wightman
e Frank Rosenblatt, que devido a sagacidade de seus estudos, suas colaboracoes técnicas e de
seu carater moderno de pensar, é considerado por muitos como o criador da neurocomputacao
moderna. Seu objetivo inicial para a concepcao do Perceptron era o reconhecimento de padroes
|Russel and Norvig 2004|. No entanto, Minsky e Papert analisaram matematicamente o Per-
ceptron e demostraram que redes de uma camada nao sao capazes de solucionar problemas
que nao sejam linearmente separaveis. Como nao acreditavam na possibilidade de se construir
um método de treinamento para redes com mais de uma camada, eles concluiram que as redes
neurais seriam sempre suscetiveis a essa limitacao.

Posteriormente a Rosenblatt, um professor de engenharia elétrica da Universidade de Stan-
ford chamado Bernard Widrow, com o auxilio de alguns de seus alunos, criou um novo tipo de
componente de processamento de redes neurais chamado Adaline municiado com uma intensa
lei de aprendizado, que perdura até os dias atuais. Além disso, Widrow instituiu a primeira
corporagao de hardware de neurocomputadores e componentes [Haykin 2001].

Excepcionalmente, os anos seguintes foram abalizados por um animo “descomedido” de
varios pesquisadores, os quais comecaram a publicar artigos e livros com anseios audaciosos
através de presciéncias inseguras para a época, dissertando sobre instrumentos tao poderosos
quanto o cérebro humano que seriam concebidos em um breve espaco de tempo. Isso tirou
quase toda a qualidade crivel dos estudos deste campo e ocasionou execragoes por parte dos
técnicos de outras areas [Haykin 2001].

Os anos entre 1967 e 1982 foram caracterizados pelas pesquisas taciturnas, pois somente
alguns estudos foram divulgados por causa dos acontecimentos antecedentes. Contudo, tanto os
pesquisadores daquela época quanto todos aqueles que acompanharam tais estudos no transcor-
rer de treze anos conseguiram, outra vez, constituir uma area palpéavel para o renascimento do
campo das redes neurais artificiais [Luger 2004].

Entusiasmados e encorajados pelos novos experimentos, muitos pesquisadores passaram, a
partir dos anos 80, a publicar varias propostas para a pesquisa e desenvolvimento de redes
neurais assim como suas aplicacoes. Em 1983 um administrador de programas da DARPA
(Defense Advanced Research Projects Agency) chamado Ira Skurnick passou a estudar a neu-
rocomputacao e em conjunto com alguns projetistas fundou o primeiro centro de pesquisas
em neurocomputacao. Esta acao nao somente abriu as portas para a neurocomputagao, como
também forneceu & DARPA o status de uma das lideres mundiais em se tratando de tecnologias
emergentes [Haykin 2001].

Um outro cientista que se destacou nessa mesma época foi o fisico John Hopfield, que tam-
bém se interessou pela neurocomputacao e escreveu varios artigos, principalmente chamando a
atencao para as propriedades associativas das RNA’s. Tais publica¢oes percorreram o mundo
todo determinando a vontade de vérios cientistas, mateméticos, e tecnélogos altamente quali-
ficados a se unirem nesta nova area emergente [Haykin 2001] [Russel and Norvig 2004].

Nao obstante a toda a influéncia de Hopfield sobre os novos pesquisadores, em 1986 este
campo obteve uma maior adesao de novos cientistas com a publicacao do livro “Parallel Dis-
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tributed Processing” (Processamento Distribuido Paralelo) escrito por David Rumelhart e
James McClelland. As novas ponderacgdes de David Rumelhart, Geoffrey Hinton e James
McClelland, em 1986, ocasionaram um novo julgamento sobre os perceptrons dando enfoque
na sistematizacao de processamento da informacao. Eles avaliaram que as criticas da década
de 70 foram falhas de interpretacao que acabaram por destruir a confiabilidade da anélise do
perceptron naquela época |Luger 2004| [Haykin 2001].

Finalmente, em 1987 ocorreu a primeira conferéncia de redes neurais em tempos modernos
chamada IEEE - International Conference on Neural Networks. Nesse encontro também foi
formada a primeira associacao de estudiosos em redes neurais, chamada International Neural
Networks Society (INNS). Diante desses acontecimentos transcorreu-se a fundacao do INNS
journal em 1989, acompanhado do Neural Computation e do IEEE Transactions on Neural
Networks em 1990 [Luger 2004] [Haykin 2001].

Desde 1987, varias universidades proclamaram o desenvolvimento de institutos de pesquisa
e programas de ensino em neurocomputacao. Atualmente muitas divisoes de anéalise da ciéncia
procuram respostas a questoes caracteristicas pela reflexao da natureza, e como a mesma pode
determinar a solucao de tais problemas alcancando, frequentemente, condi¢oes 6timas ou quase-
Otimas para os sistemas desenvolvidos, sem a necessidade de ajuda ou “intervencao” por alguma
entidade controladora. Em consequéncia disso, varios estudos de algoritmos genéticos, busca
evolucionaria, autématos celulares, redes neurais, entre outros incitaveis ramos sao realizados
para levar até a computacao e a matemética a eficicia e o vigor da maneira auto-ajustavel e
a transformagao progressiva da natureza biologica |[Haykin 2001]|. Baseado nessa eficicia da
maneira auto-ajustavel da natureza biologica dos neurdnios, este capitulo apresenta alguns
fundamentos sobre as Redes Neurais Artificiais utilizados na obtencao do modelo proposto.

5.1.1 Sumaéario de Notacoes Utilizadas

A seguinte notacao sera utilizada ao longo desse capitulo.

Ti Yi
Ativacoes das unidades X; e Y respectivamente:
Para unidades de entrada X;;
x; = sinal de entrada;
Para outras unidades Y;
yj = f(y_iny).
wij
Pesos nas conexoes vindas de X; para a unidade Y;
b
Bias na unidade Y.
fly_iny)

Entrada da rede para a unidade Y:
net(y_inj) = b; + Y. xiw;.
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w
Matriz de pesos:
W.j
Vetor de Pesos:
Wj = (w1j7 ng, ng, ceey wnj)T;
0j
Funcao de ativagao para o neurénio Y.
c
Vetor de entrada durante o treinamento:
c= (f17f27f37 7f'n,)
A
Vetor de saida alvo, durante o treinamento:
A = (a1,az,as, ..., ap).
x

Vetor de entrada durante a fase de testes:
T = (21,22, T3, ..., Tp)-

5.2 Neuronio Artificial

De acordo com [Luger 2004] e [Haykin 2001| as redes neurais sdo compostas de nos ou
unidades conectadas por vinculos orientados chamados neurdnios artificiais. Um neuronio arti-
ficial (exemplificado na figura 5.1) ¢ uma unidade de processamento de informagao fundamental
para uma rede neural e é basicamente formado pelos seguintes elementos:

Sinais de Entrada, x; ou f; (dependendo do estigio da rede). Esses dados podem ser
provenientes do ambiente, ou da ativacao de outros neuronios. Os valores de entrada diferem
quanto ao intervalo permitido de acordo com o modelo implementado, mas geralmente as
entradas sao valores, do conjunto (0,1) ou (-1,1), ou nimeros reais quaisquer.

Um conjunto de sinapses ou elos de conexao, cada uma caracterizada por um peso ou
forca propria. Especificamente um sinal x; na entrada de sinapse ¢ conectada ao neurdnio j é
multiplicado pelo peso sinaptico w;;. E importante notar a maneira com que sdo escritos os
indices dos pesos sinapticos w;;. O primeiro indice se refere ao terminal de entrada da sinapse
a qual o peso se refere e o segundo indice se refere ao neurénio em questao. O peso sinaptico
de um neurdnio artificial pode estar em um intervalo que inclui tanto valores positivos quanto
negativos.

Um somador ou nivel de ativagao ), x;w;; para somar os dados de entrada, ponderados
pelas respectivas sinapses do neurdnio ou seja, a forca cumulativa de seus sinais de entrada
escalados pelo peso da conexao w;; ao longo da linha de entrada.

Uma fungdo de ativagdo o(.) é usada para restringir a amplitude da saida de um neuronio.
Esta funcao calcula o estado final ou de saida do neur6nio determinando quanto o nivel de
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Figura 5.1: Modelo nao-linear de um neurénio (adaptado de [Haykin 2001]).

ativagao do neurdnio estd abaixo ou acima de um valor limiar. O objetivo do limiar é reproduzir
o estado ativo/inativo dos neurdnios bioldgicos. Caracteristicamente, o intervalo normalizado
da amplitude da saida de um neurénio é um intervalo unitario fechado |0,1] ou alternativamente
[-1,1], no entanto, existem diversos outros modelos de fungoes de ativagdo. Trés escolhas para
o(.) sdo mostradas na figura 5.2: a func¢ao de limiar, a fun¢ao de limiar por partes e a fungao
sigmoide (igualmente conhecida como fungao logistica). A fungio sigmoide tem a conveniéncia
de ser diferenciavel, o que facilita na fase de aprendizagem dos pesos como serda mostrado nas
segoes posteriores. Todas as fungoes possuem um limiar (seja ele permanente ou temporario)
em zero; o peso de desvio wy; define o limite real para a unidade, no sentido de que a unidade é
ativada quando a soma ponderada de entradas reais ), z,w;; (ou seja, excluindo-se a entrada
de desvio) excede wy; [Haykin 2001| [Russel and Norvig 2004].

EAVAPA

Figura 5.2: (a) Fungao de limiar (degrau). (b) Funcao de limiar por partes (rampa). (c¢) Fungao

sigmoide).

O modelo neuronal da figura 5.1 inclui ainda um bias inserido de modo externo, representado
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por b;. O bias b; tem como finalidade acrescentar ou enfraquecer a entrada liquida da funcao
de ativacao, dependendo se ele é positivo ou negativo concomitantemente.
b

Em termos matemaéticos, pode-se escrever um neurénio j pelo par de equagoes 5.0 e 5.1.
n
i=1

Uj = Uj + bj (51)

onde (z1,Z2,...,2,) sdo os sinais de entrada; (wsj,ws;,...,ws;) sao os pesos sinapticos do
neurdnio j; y; é a saida do combinador linear devido aos sinais de entrada; b; é o bias; o(.) é a
funcao de ativacao e y; ¢ o sinal de saida do neurénio. Como ja foi dito o uso do bias b; tem o
efeito de aplicar uma tranformacao afim a saida u; do combinador linear no modelo da figura
5.1 como mostrado pela equacao 5.2.

y; = o(u; + b;) (5.2)

Em especial, de acordo com o bias b; positivo ou negativo, a relacao entre o campo lo-
cal induzido ou potencial de ativacao v; do neurénio j e a saida do combinador linear u;, é
modificada na forma ilustrada na figura 5.3. Nota-se pela figura que como o resultado desta
tranformacao afim, o grafico v; em funcao de u; nao passa mais pela origem.

O bias bj, ¢ um parametro externo do neurdnio artificial j. Pode-se considerar a sua presenca
como na equacao 5.1. De forma similar, pode-se formular a combinacao das equacoes 5.0 até
5.2 tal como nas equagoes 5.3 e 5.4 apresentadas a seguir onde b; = x.

V; = Zmzw” (53)
=0

yj = o(vk) (5.4)

Na expressao adiciona-se uma nova sinapse. A sua entrada serd xg = 1 e 0 seu peso sera
wo; = bj. A equacao 5.6 apresenta a multiplicacao da matriz de pesos para o célculo da entrada
da rede para a unidade Y;. Se os pesos de conexao de uma rede neural estao armazenados em um
vetor W = w;;, a entrada da rede para a unidade Y; é o produto dos vetores © = (xo, 1, T2, ..., Tp)
e W.j (a j-ésima coluna da matriz de pesos).
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Campo local .
induzido, U, Biasb; > 0

" b i <0
o} >
. Saida do combinador
linear, U

Figura 5.3: Transformagao afim produzida pela presenca de um bias; note que v; — b; em wu;
= 0.

y_in; =axW.j (5.5)

= o(3_wiwy) (5.6)

Além dessas propriedades dos neuronios individuais, uma rede neural é também caracteri-
zada por propriedades globais, tais como a topologia da rede que forma o padrao de conexoes
entre os neuronios individuais sendo fonte primaria do viés indutivo da rede. Ou seja, o al-
goritmo de aprendizagem utilizado e o esquema de codificacao correspondem a interpretacao
que se da aos dados fornecidos para a rede e ao resultado do seu processamento. Os principais
exemplos destas caracteristicas serao apresentados ao longo desse capitulo.

5.3 Arquiteturas de Rede

O modo como sao organizadas as conexoes entre os neuronios de uma rede neural bem como
os algoritmos de aprendizagem utilizados para o treinamento da mesma estao intimamente
ligadas com a estrutura escolhida para a representacao da mesma. Pode-se dizer entao que os
algoritmos ou regras de aprendizagem utilizados nos projetos de redes neurais sao estruturados.
|Russel and Norvig 2004| diz que as estruturas das redes neurais podem se dividir em duas:
redes aciclicas ou redes de alimentacao direta e redes ciclicas ou redes recorrentes. Uma rede
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de alimentacao direta representa uma funcao de sua entrada atual; desse modo, ela nao tem
nenhum estado interno além dos pesos propriamente ditos. Por outro lado, uma rede recorrente
utiliza suas saidas para alimentar de volta suas proprias entradas. Isso significa que os niveis
de ativacao da rede formam um sistema dinamico que pode atingir um estado estavel ou exibir
oscilagoes, ou mesmo apresentar um comportamento cadtico. Além disso, a resposta da rede
a uma determinada entrada depende de seu estado inicial, que pode depender de entradas
anteriores. Consequentemente, redes recorrentes (diferentes das redes de alimentacgao direta)
podem admitir memorias de curto prazo. Isso as torna mais interessantes como modelos do
cérebro, mas também mais dificeis de compreender pois possuem varios desdobramentos. A
seguir sera descrito um exemplo simples sobre a assercao em que uma rede de alimentagao
direta representa em funcao de suas entradas.

A figura 5.4 apresenta um exemplo de rede neural simples possuindo duas unidades de
entrada, duas unidades ocultas e uma unidade de saida. (Para manter a simplicidade, foram
omitidas as unidades de desvio (bias) nesse exemplo.) Dado um vetor de entrada = = (21, x9),
a rede ir4 calcular o resultado de acordo com a equagao 5.4 mostrada a seguir.

y1 = o(wnz + wiats)
Yo = 02(woT1 + wonka)
ys = o(wisyr + wazys)
ys = o(wizor(wi1my + wiaTs) + Wazoa(wWar T + Weals)) (5.4)
w
%S| = Y,
W
Wi> 13
Y
W, 13
Wa3
X >
2 sz Y22

Figura 5.4: Exemplo de uma rede neural simples com duas entradas, uma camada oculta de
duas unidades e uma saida.

Ou seja, expressando a saida de cada unidade oculta como uma funcao de suas entradas,
a expressao mostra que a saida da rede como um todo y3 é uma funcao das entradas da rede.
Além disso, nota-se que os pesos na rede atuam como parametros dessa func¢ao; escrevendo-se
w para o conjunto de parametros (entradas e pesos), a rede calcula uma fungao h,, (i) onde i é
o neurdnio em questdo. Ajustando os pesos, muda-se a funcio que a rede representa. E assim
que a aprendizagem ocorre em redes neurais.

Generalizando, dado um vetor de entrada (xo,z1,s,...,2,_1) na camada de entrada (0-



5.3 Arquiteturas de Rede 83

ésima camada), o sinal de saida do j-ésimo neur6nio na ultima camada é dado pela Equagao
6.0.

Yy =0 Zw(i,j)a ...0 Zw(i,l)xi (55)
=0 1=0

Onde n é o numero de neur6nios da camada de entrada (camada 1) e m é o namero de
neuronios da camada de saida (camada j).

Uma rede neural pode ser usada para classificacao ou regressao. No caso de classificacao
booleana com saidas continuas (por exemplo, com unidades sigmoides), é tradicional ter uma
unica unidade de saida, com um valor acima de 0,5 interpretado como uma classe e um valor
abaixo de 0,5 como a outra. No caso da classificacao em k categorias, pode-se dividir o intervalo
da tnica unidade de saida em k porc¢oes, embora seja mais comum ter k unidades de saida
separadas, com o valor de cada uma representando a probabilidade relativa dessa classe, de
acordo com a entrada atual.

As redes de alimentacao direta normalmente estao organizadas em camadas, de tal forma
que cada unidade receba apenas a entrada de unidades situadas na camada imediatamente
precedente. A seguir serao abordadas as redes de uma tinica camada que nao possuem nenhuma
camada oculta e redes de varias camadas, que tém uma ou mais camadas ocultas.

5.3.1 Redes Alimentadas Adiante com Camada Unica (Perceptrons)

Em uma rede neural em camadas todas as entradas sao conectadas diretamente as saidas nas
quais sao independes entre si sendo afetadas por pesos também distintos. Em outras palavras,
esta rede é estritamente do tipo alimentagao direta ou aciclica. A figura 5.5 ilustra esse tipo
de arquitetura para quatro nés tanto na camada de entrada quanto na camada de saida. Esta
rede é chamada de rede de camada tinica, sendo que a resignacao “camada tnica” se refere a
camada de saida de n6s computacionais (neurénios). Nao se conta a camada de entrada de nos
de fonte, pois 14 nao é realizada qualquer computacao. Examinando a equacao 5.3, vemos que
o perceptron de limiar retorna 1 se e somente se a soma ponderada de suas entradas (incluindo
o desvio) é positiva:

m
Z w;x; > 0.
j=0

A equacao Z;"ZO w;x; > 0 ird definir um hiperplano no espago de entradas. Em geometria,
um hiperplano é um subespaco linear, afim ou projetivo de codimensao 1. Por exemplo, em
um espaco tridimensional um hiperplano é o plano habitual e em um espaco bidimensional, um
hiperplano é uma reta. O perceptron ird retornar 1 apenas se a entrada estiver em um lado
desse hiperplano e retornara -1 se a entrada estiver em qualquer ponto do outro plano. Por
isso, o perceptron de limiar também é chamado de separador linear. A figura 5.6 representa um
hiperplano de duas dimensoes (uma linha em um espaco de duas dimensoes) para as represen-
tacoes de perceptrons das funcoes E e OU de duas entradas. Os circulos preenchidos em azul
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Figura 5.5: Rede alimentada adiante ou aciclica com uma tinica camada de neuronios.

representam um ponto no espaco onde o valor da funcao é um, e os circulos vazios mostram um
ponto onde o valor é zero. O perceptron pode ser usado nesse caso pois a reta separa todos os
circulos preenchidos de todos os circulos vazios. Essas funcoes representadas pelo perceptron
sao chamadas de linearmente separaveis.

Os perceptrons foram inicialmente saudados com entusiasmo. No entanto, Nills Nilson
(1965) e outros analisaram as limitagoes de seu modelo. Eles demonstraram que os percep-
trons nao poderiam resolver uma certa classe de problemas, na qual os pontos de dados nao
eram linearmente separaveis. A figura 5.6(C) demonstra um exemplo em que o perceptron
nao conseguiria aprender a funcao de ativacao, pois a mesma nao é linearmente separavel.
Embora varias melhorias do modelo, incluindo os perceptrons multicamadas estivessem sendo
concebidas naquele tempo, Marvin Minsky e Seymour Papert, no seu livro Perceptrons (1969)
argumentavam que o problema de separabilidade linear nao poderia ser suplantado por qual-
quer configuracao de rede de perceptrons. Hoje se sabe que o problema da funcao XOU pode
ser resolvido utilizando redes neurais, pois outras arquiteturas de redes ditas “mais sofisticadas”
como as redes multicamadas oferecem subsidios para resolver problemas com uma maior gran-
ularidade de entradas, ou seja, um maior nivel de detalhes dos dados existentes |[Luger 2004].

Apesar de possuir um poder de expressao restrito, os perceptrons de limiar possuem véarias
vantagens. Uma delas é o seu algoritmo de aprendizagem simples que pode adequar um per-
ceptron de limiar a qualquer conjunto de treinamento linearmente separavel.

Algoritmo de Treinamento do Perceptron

Frank Rosenblatt (1958) formulou um algoritmo de treinamento para esse tipo de rede de
camada tnica usando uma férmula simples de aprendizado supervisionado. Assim como a
maioria dos algoritmos de aprendizagem para redes neurais, esse procedimento ajusta os pesos
para minimizar alguma medida do erro no conjunto de treinamento. Com isso, a aprendizagem
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Figura 5.6: Separabilidade linear em perceptrons de limiar. Os pontos azuis indicam um ponto
no espaco de entrada em que o valor da fungao é 1, e os pontos brancos indicam um ponto
onde o valor é 0. O perceptron retorna 1 na regiao sobre o lado nao-sombreado da linha. Em
((:), nao existe nenhuma reta desse tipo que classifique corretamente as entradas.

é formulada como uma busca de informacao no espaco de pesos. Apoés tentar resolver uma
ocorréncia do problema, um professor fornece a ele um resultado correto. O perceptron modi-
fica, entao seus pesos de modo a reduzir o erro. Uma regra, mais conhecida como regra delta,
¢ usada para corrigir esses pesos. Tal algoritmo sera explicitado a seguir.

Dado um vetor de entradas ¢ = (f1, fa, ..., fn) € um vetor alvo A = (aq, as, as, ..., ay,), um
limiar € e um bias fixo b e uma constante de aprendizado «a, o algoritmo se da de acordo com
os passos descritos no algoritmo 1.

Note que somente os pesos conectados a unidades ativas (z; # 0) sao atualizados. Além
disso, os pesos sao atualizados somente para padroes que nao produzem o valor correto para
y. Isto quer dizer que quanto mais padroes produzem respostas corretas, menos aprendizado
ocorre. Esse processo tem como decorréncia a produgao de um conjunto de pesos que minimiza
o erro médio sobre todo o contetido de treinamento, em vérias iteracoes também chamadas
de épocas. As épocas sao repetidas até ser alcancado algum critério de parada, na maioria
das vezes quando todas as saidas reais estiverem de acordo com a saida desejada. Se existir
um conjunto de pesos que forneca a saida ajustada para todos os componentes do conjunto de
treinamento, o algoritmo de aprendizagem ira aprendé-lo [Haykin 2001].

Uma forma mais direta de generalizar o perceptron é substituir a sua funcao de limiar
abrupto por outros tipos de funcao de ativagao como funcoes continuas. A figura 5.2 mostra o
grafico de algumas fungoes de ativagdo comuns: uma fungao de limiarizagao bipolar (figura 5.2
(a)) parecida com a usada na regra explicada anteriormente do perceptron, uma fun¢ao linear e
outra sigmoide. As fungoes sigmoides sao assim chamadas por terem seu grafico em forma “S”,
como da figura 5.2 (c¢). Uma funcao de ativacao sigmodide comum chamada de fun¢ao logistica
é dada pela expressao 5.6:

f(net) = 1/(1 + e~ M) (5.6)

onde net = > w;x;.
Como o caso das funcoes previamente definidas, x; é a entrada na componente do vetor de
entrada ¢, w; € o peso na componente do vetor de entrada i e A € um “parametro de achatamento”
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Algoritmo 1 Algoritmo de treinamento do perceptron.
1: {PASSO 0};
2: Inicialize pesos e bias; {Para simplicidade atribua valor 0 para pesos e bias.};
3: Inicialize constante de aprendizado «; {Para simplicidade o pode ser atribuido ao valor 1.};

4: {PASSO 1};

5: while Enquanto condicao de parada é falsa, faca os passos 2-6; do
6: {PASSO 2};

7. for Cada par de treinamento ¢ : A, faca os passos 3-5; do
8: {PASSO 3};

9: Atribua os valores de entrada:

10: T = fi;

11: {PASSO 4};

12: Calcule a resposta da unidade de saida:

13: y_in=>b+> . zw;.

14:

1, sey in>40
y=1< 0, se—-0<y in<b
-1, sey in<4

15: {PASSO 5};

16: Atualize os pesos e bias se um erro ocorrer para este padrao.
17: if y # A then

18: w;(novo) = w;(antigo) + aAx;

19: b(novo) = b(antigo) + aA

20: else

21: w;(novo) = w;(antigo)

22: b(novo) = b(antigo)

23: end if

24:  end for

25:  {PASSO 6};

26:  Condicao de parada;

27:  if Nenhum peso foi modificado no passo dois then

28: Pare e salve os pesos;
29: else

30: Continue;

31: endif

32: end while

usado para ajustar a curva sigmoéide. Conforme A\ aumenta, a sigmodide se aproxima de uma
funcao de limiarizacao linear sobre 0,1; quando A se aproxima de 1 a funcao se assemelha a
uma reta |Luger 2004].

Pode julgar-se o conjunto de valores dos elementos de entrada para uma rede como de-
terminando um espaco. Cada parametro dos dados de entrada se relaciona a uma dimensao,
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com cada valor de entrada determinando um ponto no espaco. O problema de aprender uma
classificacao binaria dos exemplos de treinamento se reduz aquele de separar estes pontos em
dois grupos. Para um espaco de n dimensoes, uma classificacao é linearmente separavel se as
classes puderem ser separadas por um hiperplano de dimensao n-1. A figura 5.7 apresenta
um grafico explicitando a busca pelo vetor peso ideal através da regra delta em um espago de
caracteristicas bidimensional.

Erro
quadratco Hiperparaboloide
médio
Minimo Global
Peso Y
! s Vetor Peso
i Atual
Vetor Peso Vetor
Peso X Ideal Delta

Figura 5.7: Regra Delta

Como consequéncia da restricao da separabilidade linear das redes perceptron, as analises
se voltaram para as arquiteturas simbolicas, abafando o avanco na tecnologia conexionista.
No entanto, trabalhos seguintes nas décadas de 70 e 80 divulgaram que esses problemas eram
solucionaveis, alguns através das redes neurais de alimentacao direta de véarias camadas apre-
sentadas a seguir.

5.3.2 Redes Alimentadas Diretamente com Miltiplas Camadas

Esse segundo tipo de arquitetura de rede de alimentacao direta se difere do perceptron
principalmente pela presenca de uma ou mais camadas ocultas possuindo, nestas, unidades
neuronais também chamadas de unidades ocultas ou neuronios ocultos. O papel fundamental
dos neurénios ocultos é participar de maneira tutil entre as unidades de entrada e de saida
de uma rede neural. Quando se adiciona camadas ocultas em uma rede pode-se elevar o
espaco de hipoteses que a rede pode representar. Em um sentido bem livre, a rede obtém uma
perspectiva global que, apesar de sua conectividade podendo, com uma tinica camada oculta
suficientemente grande pode representar qualquer funcao continua de entradas com exatidao

arbitraria e com duas camadas até mesmo fun¢oes descontinuas. No entanto, ainda nao é
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possivel, para qualquer estrutura de rede especifica, assinalar precisamente que func¢oes podem
e que fungdes ndo podem ser representadas por tal rede [Luger 2004].

Os nos de entrada da rede municiam os elementos do padrao de ativacao, ou seja, o vetor
de entradas que formam os sinais aplicados aos neurénios ou noés computacionais da segunda
camada, que é a primeira camada oculta. Os sinais de saida da segunda camada servirao de
entradas para a terceira camada e assim por diante para o resto da rede. Caracteristicamente,
0s neuronios em cada camada da rede possuem como suas entradas exclusivamente os sinais
de saida da camada antecedente. O conjunto de sinais de saida dos neurtnios da camada de
saida da rede compoe a resposta global da rede para o padrao de ativacao dado pelos nos de
fonte da camada de entrada. O grafo arquitetural na figura 5.8 elucida o diagrama de uma
rede neural de miltiplas camadas alimentada adiante para o caso de uma tinica camada oculta.
De maneira mais concisa, a rede na figura 5.8 pode ser reportada como uma rede 10-4-2, pois
a mesma possui 10 neurdnios de fonte, 4 neurdnios ocultos e 2 neuronios de saida. Como um
outro exemplo, uma rede alimentada adiante com n nds de fonte, k1 neur6énios na primeira
camada oculta, k2 neurdnios na segunda camada oculta e m neuronios na camada de saida é
referida como uma rede n — k1 — k2 — m [Haykin 2001].

W
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Camada de Camada de Camada de
entrada de neurdnios neurénios
noés de fonte ocultos de saida

Figura 5.8: Rede alimentada adiante ou aciclica totalmente conectada com uma camada oculta
e uma camada de saida.

A rede neural da figura 5.8 é dita totalmente conectada, pois cada um dos noés de uma
camada da rede esta conectado a todos os n6s da camada imediatamente seguinte. Todavia, se
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alguns dos elos de comunicagao (conexoes sindpticas) estiverem faltando na rede, diz-se que a
rede é parcialmente conectada [Haykin 2001].

Os algoritmos de aprendizagem para a rede de varias camadas sao similares ao algoritmo
de aprendizado de perceptrons explicitados anteriormente. A diferenca fundamental é que, en-
quanto o erro na camada de saida é claro, o erro nas camadas ocultas parece incompreensivel,
porque os dados de treinamento nao informam quais valores os nos ocultos devem possuir. Para
contornar esse problema pode-se efetuar a propagacao de retorno do erro da camada de saida
para as camadas ocultas. O processo de propagacao de retorno também chamado de back-
propagation insurge diretamente de uma derivacao do gradiente de erro global. A abordagem
adotada pelo algoritmo ¢ iniciar a camada de saida e disseminar o erro retroativamente através
das camadas ocultas. Quando se analisa a aprendizagem com a regra delta, pode-se notar que
toda a informacao necessaria para atualizar os pesos de um neurénio se encontra localmente
neste neuronio, exceto pela parcela de erro. Para nos de saida, esta parcela é facilmente calcu-
lada pela diferenca entre os valores de saida desejado e real. Para ndés em camadas ocultas, é
consideravelmente mais dificil determinar o erro para o qual um né é responsavel [Haykin 2001].
A seguir serd descrito esse algoritmo de retropropagacao do erro.

5.3.3 Algoritmo para Treinamento de Redes com Miltiplas Camadas:
Backpropagation

O treinamento de uma rede neural de multiplas camadas por retropropagacao envolve trés

estagios: a propagacao dos padroes de entrada pela rede, a retropropagacao do erro associado

e o ajuste dos pesos |Fausett 1994]. A seguir é apresentada a nomenclatura que serd utilizada
no algoritmo de treinamento para a retropropagacao da rede.

Sumario de Notacoes Utilizadas

A seguinte notacao sera utilizada ao longo dessa secao.

Vetor de entrada durante a fase de testes:
x = (T1,%2, T3, ..., Tp).

Vetor de saida alvo, durante o treinamento:
A = (a1, az,as, ..., ap,).
Awi]’
Mudanca em wj;:
Aw;; = [w;j(novo) — w;;(antigo)];

Constante de aprendizado.

Ok
Porcao de ajuste do peso para corre¢ao do erro em wj, que corresponde a um erro na
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saida Y}; Além disso, é a informacao sobre o erro na unidade Y}, que é propagada de volta
para as unidades que alimentam a unidade Y.

0;
Porcao de ajuste do peso para correcao do erro em v, que corresponde a retropropagacao
do erro da camada de saida para a unidade oculta Z;.
UOj
Bias da camada oculta j.
Zj
Unidade oculta j.
A entrada da rede para Z; ¢ denotada por z_in;:
Z_inj = oy + Zz LiVij-
O sinal de saida (ativagdo) de Z; é denotado z;:
z; = 0;(z_iny).
Wok
Bias da camada de saida k.
Yy

Saida da unidade k.

A entrada da rede para Y} é denotada por y_ing:
Y ing = Wor + Zj 2jWjk-

O sinal de saida (ativagao) de Y} é denotado y:
Yr = ox(y_ing).

Como pode-se observar na figura 5.9, durante a propagacao, cada unidade de entrada (X;)
recebe um sinal de entrada e propaga esse sinal para cada uma das unidades ocultas Z1, ..., Z),.
Cada unidade oculta, entao, calcula sua ativagao e envia seus sinais (z;) para cada unidade de
saida. Cada unidade de saida (Y}) calcula sua ativagao yj para formar a resposta da rede dado
o padrao de entrada |Fausett 1994].

Durante o treinamento, cada unidade de saida compara seu valor de saida real y, com o
correspondente valor de saida ideal a; para determinar o erro associado aquele padrao naquela
unidade. Baseado nesse erro, o fator d;(k = 1,...,m) é calculado. d; é usado para distribuir o
erro da unidade de saida Y} de volta a todas as unidades da camada anterior (unidades ocultas
conectadas a Y;). Este fator também é usado (mais tarde) para atualizar os pesos entre a
camada de saida e a camada oculta. De maneira semelhante, o fator 6,;(j =1, ..., p) é calculado
para cada unidade da camada oculta Z;. Nao é necessirio propagar o erro de volta para a
camada de entrada, mas d; ¢ usado para atualizar os pesos entre a camada oculta e a camada
de entrada [Fausett 1994].

Depois de todos os fatores ¢ serem determinados, os pesos de todas as camadas sao ajustados
simultaneamente. O ajuste do peso wj; (vindo da unidade oculta Z; para a unidade de saida
y) € baseado no fator d; e no sinal de ativacdo z; da camada oculta Z;. O ajuste de pesos v;;
(vindo da unidade de entrada X; para a unidade oculta Z;) é baseado no fator §; e no sinal de
ativacao x; da unidade de entrada.
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Figura 5.9: Rede Neural do tipo Backpropagation com uma camada oculta (Adaptado de
[Fausett 1994]).

Funcao de ativagao

Uma fungao de ativagao para uma rede backpropagation deve possuir as seguintes caracte-
risticas: ser continua, diferencidvel, monotonicamente decrescente e, para fins praticos, ser
facil de calcular. Para as funges de ativagdo mais usadas, o valor da derivada (como um
valor particular da variavel independente) pode ser expresso em termos dos valores da fungao.
Usualmente, é esperado que a funcao seja saturada, ou seja, que possua uma aproximacao de
valores maximos e minimos finitos assintéticamente.

Uma das mais tipicas fungoes de ativagao é a funcao sigmdide binaria, que possui faixa de
(0,1) e é definida como:

1

71(w) = 1+ exp(—z)’

com

1(x) = o1 (x)[1 — o1 (2)].

Esta fungao é ilustrada pela figura 5.10(a).
Outra fungdo de ativagdo conhecida é a func¢ao sigmoide bipolar, que possui a faixa (-1,1) e
é definida como:
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(a) (b)

Figura 5.10: Fungao sigmoide binaria (a) com faixa (0,1) e fungao sigmoide bipolar (b) com
faixa (-1,1).

2

oa(x) = 1+ exp(—z) exp(—1) -1,

com

7y(x) = 51+ oa(@)][1 — oa(a)].

Esta fungao ¢é ilustrada pela figura 5.10(b).

Algoritmo de Treinamento Backpropagation

Qualquer uma das funcgoes de ativacao mostradas na secao anterior pode ser usada no
algoritmo de retropropagacao padrao apresentado a seguir. A forma dos valores utilizados
(especialmente os valores de saidas alvo) é um importante fator na escolha da fungao apropriada.
Note que, por causa da simples relacao entre o valor da funcao e sua derivada, nenhuma
avaliacao adicional da exponencial é requerida para calcular as derivadas requeridas durante a
fase de retropropagacao do algoritmo. O algoritmo é dado pelo algoritmo 2.

Note que na implementacao deste algoritmo, vetores distintos podem ser usados para os
deltas das unidades de saida (Passo 6, J;) e para os deltas das unidades ocultas (Passo 7, ¢;).

Uma época (ou itera¢ao) é um ciclo sobre todo o conjunto de vetores de treinamento. Ha-
bitualmente, muitas épocas sao requeridas para o treinamento de uma rede backpropagation.
O algoritmo mostrado aqui atualiza os pesos depois que cada padrao de treinamento é apre-
sentado. Uma variagao comum é a atualizacao em lotes, em que as atualizagoes dos pesos
sdo acumuladas sobre uma época inteira (ou sobre algum outro nimero de apresentagio de
padrées) para entao ser aplicada. Embora esse algoritmo forne¢a uma solugao para o problema
da aprendizagem em redes multicamadas, o mesmo possui suas proprias dificuldades. Como no
caso da subida de encosta onde o algoritmo pode convergir para minimos locais, dando uma
aproximacao nao ideal ou até mesmo erronea para a taxa de erro. Além disso, o custo computa-
cional da retropropagacao pode ser elevado, especialmente quando a rede converge lentamente
[Haykin 2001]| [Fausett 1994].
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Algoritmo 2 Algoritmo de treinamento Backpropagation.

H
e

11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22:
23:
24:

25:
26:
27:
28:
29:
30:
31:
32:
33:
34:
35:
36:
37:
38:
39:
40:
41:
42:
43:
44:
45:
46:
47:
48:
49:

{PASSO 0 - Inicialize pesos e bias};
Inicialize pesos e bias;
Inicialize constante de aprendizado «;
{PASSO 1};
while Enquanto condigdo de parada é falsa, faga os passos 2-9; do
{PASSO 2};
for Cada par de treinamento, faga os passos 3-8; do
Propagagao da rede:
{PASSO 3};
Cada unidade de entrada (X;,7 = 1,...,n) recebe um sinal de entrada x; e distribui esse sinal
para todas as unidades da camada seguinte (unidades ocultas).
{PASSO 4};
Cada unidade oculta (Z;,j =1, ...,p) soma seus sinais de entradas ponderados:
Z_inj =v0; + Y i Tivij;
Aplique sua funcao de ativacao para calcular o sinal de saida:
zj = o(z_in;);
Distribua este sinal para todas as unidades da camada seguinte (unidades de saida).
{PASSO 5};
Cada unidade de saida (Y, k = 1,...,m) soma seus sinais de entradas ponderados:
y_ing, = wok + D_5_y ZjWik;
Aplique sua funcao de ativacao para calcular o sinal de saida:
Yk = o(y_ing);
Retropropagacao do erro.:
{PASSO 6};
Cada unidade de saida (Yy, k = 1,...,m) recebe um valor de saida alvo relacionado ao padrao
de treinamento e computa o fator de erro:
O = (ar — yr)o' (y_ing);
Calcule seu termo de correcao de pesos (utilizado para atualizar w;, mais tarde):
ijk = Oé(sij;
Calcule seu termo de correcao do bias (utilizado para atualizar wg, mais tarde):
Awpg = adg;
Envie 0, para as unidades da camada anterior.
{PASSO 7};
Cada unidade oculta (Z;,j = 1, ...,p) soma suas entradas delta (vindas da camada seguinte):
O_inj =350 Opwin;
Multiplique o resultado pela derivada da sua funcao de ativacao para calcular o fator de erro:
d; =0_in, (z_inj);
Calcule seu termo de correcao de pesos (utilizado para atualizar v;; mais tarde):
Avij = aéjxi;
Calcule seu termo de correcao do bias (utilizado para atualizar vp; mais tarde):
A’Uoj = Oé5j;
Atualizacao dos pesos:
{PASSO 8};
Cada unidade de saida (Y, k = 1,...,m) atualiza seus bias e pesos (j =0, ...,p):
wjk(novo) = wjk(antigo) + Awjy;
Cada unidade oculta (Z;,j =1, ...,p) atualiza seus bias e pesos (i =0, ..., n):
vij(novo) = v;j(antigo) + Avyj;
end for
{PASSO 9};
Condigao de parada;
end while
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5.3.4 Procedimento de Aplicacao na Fase de Testes.

Apo6s a rede estar treinada, a mesma sera aplicada na fase de teste utilizando somente a
fase de propagacao da rede do algoritmo de treimanento. O procedimento de aplicacao é dado
no algoritmo 3.

Algoritmo 3 Aplicacao da Rede Neural na fase de Testes.

1: {PASSO 0};

2: Carregue os pesos (vindos do treinamento da rede);
3: {PASSO 1};

4: for Para cada vetor de entrada, faca os passos 2-4; do
5. {PASSO 2};

6: for i=1,..,n: do

7 Atribua a unidade de ativagao x;;

8: end for

9:  {PASSO 3};

10 for j—1,..,p: do

11: Z_1in; = voj + ZLI TiVij;

12: z; = o(z_in;);

13: end for
14: {PASSO 4};
15:  for k=1,...m: do

16: Y_ing = wor, + D7) ZjWik;
17: Y = o(y_iny);

18: end for

19: end for

5.4 FEscolha de Atributos de Treinamento de uma Rede
Neural

5.4.1 Incializagao de Pesos e Bias

A escolha inicial dos pesos ird influenciar na convergéncia do erro para um minimo local
ou global assim como na velocidade desta convergéncia. A atualizacao dos pesos ird depender
tanto da derivada da funcao de ativacao das camadas posteriores e da ativacao das unidades
anteriores. Por esta razao, é importante permitir escolhas de pesos iniciais de modo que tanto
as ativagoes quanto suas derivadas sejam iguais a 0. Os valores dos pesos iniciais nao podem
ser muito grandes ou os sinais de entrada para cada unidade oculta ou de saida provavelmente
cairao em uma regiao onde a derivada da funcao sigméide possui um valor muito pequeno
(também chamada de regido de saturagao). Por outro lado, se os valores iniciais forem muito
pequenos, a entrada da rede para as unidades ocultas e de saida serao bem préximas a 0, o que
causard um treinamento extremamente lento [Fausett 1994].
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Um procedimento comum ¢é inicializar os pesos (e bias) com valores aleatorios entre -0.5 e
0.5 (ou entre -1 e 1). Estes valores podem ser negativos e positivos pois os pesos finais apos o
treinamento também pertencerao a ambos.

5.4.2 Incializagao da constante de aprendizado

A medida que o treinamento evolui, os pesos sinapticos podem passar a assumir valores
maiores, forcando a operacao dos neurdnios na regiao onde a derivada da funcao de ativacao
¢ muito pequena. Como o erro retropropagado é proporcional a esta derivada, o processo de
treinamento tende a se estabilizar, levando a uma paralisacao da rede sem que a solucao tenha
sido encontrada. Isto pode ser evitado pela aplicacao de uma taxa de aprendizagem menor.
Teoricamente, o algoritmo de aprendizado exige que a mudanca nos pesos seja infinitesimal
|[Rumelhart and McClelland 1986|. Entretanto, a alteracdo dos pesos nessa proporgio é im-
praticavel, pois implicaria em tempo de treinamento infinito. Em vista disso, é recomendéavel
que a taxa de aprendizado assuma valor maior no inicio do treinamento e, & medida em que
se observe decréscimo no erro da rede, essa taxa também seja diminuida. Diminuindo progres-
sivamente a taxa de atualizacao dos pesos, o gradiente decrescente estd apto a alcancar uma
solucao melhor.

5.4.3 Nuimero de iteracoes e condicao de parada

A principal motivacao para a aplicacao de uma rede backpropagation é atingir um balanco
entre as respostas corretas para os dados de treinamento e também boas respostas para novos
padroes de entrada na fase de testes (ou seja, um balanceamento entre a memorizagio e a
generalizagao). Portanto, nao é necessariamente vantajoso se treinar uma rede neural até que
se atinja um erro total muito pequeno.

5.4.4 Numero de pares de treinamento

A relacao entre o nimero de padroes de treinamento P, o numero de pesos a serem treinados
W, e a acuracia da classificacao esperada é dada pela seguinte regra. A questao a ser respondida
é “Sob quais circustancias eu posso assegurar que uma rede que é treinada para classificar
corretamente uma dada porcentagem de padroes de teste corretamente, também iré classificar
corretamente padroes de teste vindos do mesmo espaco de amostras?”. Especificamente, se a
rede é treinada para classificar a fragdo de 1 — (e/2) de padroes de treinamento corretamente,
onde 0 < e < 1/8, posso assegurar que a rede ira classificar 1 —e padroes de teste corretamente?
A resposta é que se ha um numero suficiente de padroes de treinamento, a rede sera capaz de
generalizar como desejado (classificar padrdes de teste corretamente). A quantidade suficiente
de padroes de treinamento é determinada pela condicao:

_26’

P

ou
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p=
e

Por exemplo, se e=0.1, uma rede neural com 100 pesos requer 1000 padroes de treinamento
para assegurar uma classificacao correta de 90% dos padroes de teste, assumindo que a rede foi
treinada para classificar corretamente 95% dos padrdes de treinamento.

5.4.5 Numero de camadas ocultas

Para uma rede neural com mais de uma camada oculta, uma pequena modifcacao do algo-
ritmo proposto na secao anterior, deve ser realizada. O calculo dos § s é repetido para cada
camada oculta adicional no turno, somando sobre os d ‘s paras as unidade na camada anterior
para alimentar na camada atual onde o ¢ é entdo calculado. Tomando como referéncia o algo-
ritmo, o passo 4 é repetido para cada camada oculta na fase de propagacao da rede e o passo
7 é repetido para cada camada oculta na fase de retropropagacao da rede. Alguns autores
afirmam que uma rede com uma tunica camada oculta é suficiente para a rede se aproximar
qualquer mapa de entradas aos seus padroes de saida para um valor arbitrario de acuracia. No
entando, duas ou mais camadas ocultas podem tornar o treinamento mais facil em alguns casos
[Fausett 1994].

O ntmero de unidades de processamento das camadas de entrada e saida é usualmente
determinado pela aplicacao. Com relagao as camadas ocultas, a relacao nao é tao 6bvia. O
ideal é utilizar um ntmero razoavel de unidades ocultas para que a generalizacao nao fique
prejudicada. Se o nimero de neuronios ocultos for muito grande, a rede acaba memorizando os
padroes apresentados durante o treinamento. Contudo, se a arquitetura das camadas ocultas
possuir unidades de processamento em niimero inferior ao necessario, o algoritmo backpropaga-
tion pode nao conseguir ajustar os pesos sinapticos adequadamente, impedindo a convergéncia
para uma soluc¢ao. O empirismo ainda é a melhor indicacao para a definicao da topologia de
um modelo conexionista. O nimero de camadas intermediarias e de neurdnios geralmente é
obtido por tentativa-e-erro, sendo a experiéncia a principal heuristica do projetista da RNA.
Todavia, deve-se levar em consideracao que com um niimero muito pequeno de neurdnios a rede
pode nao ter recursos suficientes para aprender. Além disso, a utilizacdo de um nimero muito
grande de neuronios e conexoes pode fazer a rede perder sua capacidade de interpolagao, pois
ela decora os exemplos, ficando assim “cristalizada”.

5.4.6 Representacao do Conhecimento

Uma das principais caracteristicas das redes neurais é a representagao do conhecimento tanto
que o termo “conhecimento” é utilizado na propria definicao de redes neurais. Esse assunto é
muito discutido entre os neurocientistas e serd abordado nessa se¢ao iniciando com a seguinte

defini¢ao do termo dada por [Fischler and Firschein 1987]:

“Conhecimento se refere a informacgao armazenada ou a modelos utilizados por uma
pessoa ou mdquina para interpretar, prever e responder apropriadamente ao mundo
exterior.”
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As caracteristicas fundamentais da representacao do conhecimento podem se dividir em
duas: qual informacao é legitimamente tornada expressa e como a informacgao é transformada
em uma sequéncia de sinais conforme um determinado c6édigo para seu uso posterior. Deste
modo, pelo seu proprio carater, a representacao do conhecimento é orientada a uma determinada
finalidade. Como foram citadas nos capitulos anteriores, as solugoes de problemas através de
aplicacoes de maquinas “inteligentes” no mundo real dependem de uma boa representacao do
conhecimento [Woods 1964|. Isso ocorre nas redes neurais, que niao deixam de ser, tambhém,
uma classe representativa dessas maquinas “inteligentes”. Contudo, por causa da diversidade
de representacao deste conhecimento através da rede desde suas entradas até os parametros
internos, o projeto de uma rede neural pode se tornar bem laborioso e o uso de técnicas
incorretas pode atrapalhar na solucao final tornando-a, muitas vezes, insatisfatoria.

O aprendizado do mundo (ambiente) em que a rede estd implantada se torna um aspecto
importante nesse contexto assim como a manutencao desse padrao de modo consistente para o
mundo real de maneira a alcangar as metas especificadas da aplicacao de interesse. O conheci-
mento do mundo, de acordo com [Haykin 2001], é composto de duas classes de informagao:

1. O estado conhecido do mundo, constituido pelos fatos sobre o que é e o que era conhecido;
esta forma de conhecimento é chamada de informacao prévia.

2. As observages (medidas) do mundo, obtidas através de sensores implementados para
examinar o espaco em que a rede neural ird atuar. Habitualmente, estas observacoes
sao intrinsecamente ruidosas, sendo sujeitas a falhas por varios motivos como o ruido
do sensor ou até mesmo deficiéncias no sistema. Em todo caso, as observagoes que sao
assim obtidas oferecem o conjunto de informacgoes de onde sao extraidos os exemplos
aproveitados no treinamento da rede neural.

Os exemplos acima citados também podem se subdividir em dois: rotulados ou nao rotu-
lados. No caso dos exemplos rotulados, cada exemplo ja é anteriormente rotulado, ou seja,
ja é previamente associado a uma resposta esperada (saida-alvo). No caso de exemplos nao
rotulados, os mesmos sao constituidos de ocorréncias distintas dos proprios sinais de entrada.
De qualquer forma, o conjunto de exemplos, sejam eles rotulados ou nao, representa o conheci-
mento acerca do ambiente de interesse que uma rede neural possui para poder aprender através
do treinamento. Caracteristicamente, os exemplos (amostra de treinamento) consistem de uma
gama de dados simbolicos de uma circunstancia do mundo real. Uma diferenca fundamental
entre o projeto de uma rede neural e o de sua parte oposta (ou complementar), o processa-
mento de informagao classico (classificagdo de padrdes), é que neste tltimo, habitualmente o
processamento é realizado, a principio, através da formulacao de um modelo matemaético das
observacoes do ambiente. Além disso, ha4 também uma validacao deste modelo com dados
reais, e entao, uma estruturacao do projeto com base no mesmo. Ja o projeto de uma rede
neural, o processamento ocorre exatamente o contrario, pois o mesmo é baseado literalmente
nos dados do mundo real, consentindo-se que o conjunto de dados fale por si mesmo. Com
isso, a rede neural nao apenas aprovisiona o modelo subentendido do ambiente no qual ela esta
inserida, como também atinge o desempenho do processamento da informacao na qual se esta
interessado.
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No entanto, o tema da representacao do conhecimento no interior de uma rede artificial é
muito complicado. Apesar disso existem quatro regras para a representacao do conhecimento
que sao de senso comum por muitos autores [Anderson and Rosenfeld 1988]:

12 Regra: Entradas semelhantes de classes semelhantes habitualmente necessitam produzir
resultados similares dentro da rede, assim sendo devem ser rotuladas como pertencentes ao
mesmo conjunto.

Ha uma gama enorme de medidas para determinar a “similaridade” entre entradas. Uma
medida de similaridade comumente usada é baseada no conceito de distancia euclidiana. Essa
distancia pode ser especificada da seguinte maneira: seja um vetor unidimensional z;:

T; = [%‘1, T2, ~-->l'im]T
onde os elementos deste vetor sao todos niimeros reais; o indice superior 71" indica a trasposicao
matricial. O vetor z; define um ponto em um espaco de dimensao m chamado espaco euclidiano
e representado por R™. A distancia euclidiana entre um par de vetores xz; e x; é definida pela
expressao 5.5 apresentada a seguir:

d(zi,z5) = |z — x4
= D (i —zp)"? (5.5)
k=1

onde z;;, e i sa0 os k—ésimos elementos dos vetores de entrada x; e x; respectivamente.

De modo apropriado, a semelhanca entre as entradas atribuidas pelos vetores z; e z; é
diretamente proporcional a distancia euclidiana d(z;, x;). Quanto mais proximos entre si
encontram-se os elementos individuais dos vetores de entrada x; e x;, menor serd a distancia
euclidiana d(z;, z;), e, deste modo, maior serd a similaridade entre os vetores z; e x;. A regra
1 exige que, se os vetores x; e x; sao similares, eles devem ser atribuidos & mesma categoria
[Haykin 2001].

22 Regra: Devem ser atribuidas como pertencentes a categorias diferentes as entradas que
possuem uma distancia superior a definida pelo arquiteto da rede.

Essa regra diz respeito ao oposto da regra um, pois deve-se também observar, além das
semelhancas, as diferencas entre os itens na rede, os quais devem pertencer a classes separadas.

32 Regra: Se uma caracteristica particular é mais significante, logo precisa conter um
numero consideravel de neurénios envolvidos na representacao daquele componente na rede.

Para elucidar melhor essa regra, analise o seguinte exemplo: uma aplicacao de radar envol-
vendo o rastreamento de um alvo (uma aeronave) na presenga de perturbages (reflexdes de
radar por alvos indesejaveis como edificios, arvores e formagoes meteorologicas).

A performance da deteccao deste sistema de radar é medida em termos de duas possibili-
dades:

Probabilidade de deteccao, definida como a probabilidade de o sistema decidir que o alvo
esta presente, quando ele realmente esta.

Probabilidade de alarme falso, definida como a probabilidade de o sistema decidir que um
alvo estd presente, quando na realidade ele nao esta.
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De acordo com o critério de Neyman-Pearson, a possibilidade de deteccao é elevada ao max-
imo e sujeita a ressalva de que a probabilidade de alarme falso nao ultrapasse um determinado
valor. Nesta aplicagao, a presenca real de um alvo no sinal recebido representa uma caracteris-
tica importante da entrada. Na verdade, a Regra 3 afirma que deve haver um grande nimero
de neuronios envolvidos na tomada de decisao se um alvo esta presente, quando ele realmente
estiver. Pelo mesmo motivo, deve haver um nimero muito grande de neurdnios envolvidos na
tomada de decisao se a entrada consiste apenas de perturbacoes, quando realmente este for
o caso. Em ambas as situacoes o grande niimero de neurdnios assegura um elevado grau de
precisao na tomada de decisao e tolerancia a falhas ou a sinais ruidosos de entrada.

42 Regra: Informacao prévia e invariancias devem ser incorporadas no projeto de uma
rede neural, simplificando com isso o projeto de rede por nao ter que aprendé-las.

A Regra 4 é particularmente importante porque a aderéncia adequada a ela resulta em uma

rede neural com uma estrutura especializada (restrita). Isto é altamente desejavel por varias
razoes |Russo 1991]:

1. Sabe-se que as redes biologicas visuais e auditivas sao muito especializadas.

2. Uma rede neural com estrutura especializada normalmente tem um niimero menor de
parametros livres disponiveis para ajuste do que uma rede totalmente conectada. Conse-
quentemente, a rede especializada requer um menor conjunto de dados para treinamento,
aprende mais rapido e frequentemente generaliza melhor.

3. A taxa de transmissao de informacao através da rede especializada (i.e. a produtividade
da rede) é acelerada.

4. O custo de construcao de uma rede especializada é reduzido por causa do seu tamanho
menor, quando comparado com a rede totalmente conectada equivalente.
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Capitulo

Modelo Proposto

Conforme foi mencionado no capitulo inicial, o objetivo deste trabalho é a concepc¢ao de
um modelo que, auxiliado pelas redes neurais artificiais, ird caracterizar imagens. Assim o
sistema implementado tentara usar a representacao do conhecimento e das seméanticas de alto
nivel através de exemplos para transformar caracteristicas de baixo nivel em caracteristicas
neurosemanticas na tentativa de reduzir o gap-semantico existente. Uma visao geral do modelo
proposto serd apresentada na proxima secao.

6.1 Visao Geral

O modelo proposto pode ser dividido em trés etapas basicas: a fase de treinamento, a fase
de caracterizacao e a fase de consulta. Este capitulo descreve essas etapas e a Figura 6.1 mostra
uma visao geral do sistema proposto.

A primeira etapa consiste no treinamento da rede, onde é escolhido o banco de dados de
imagens de treinamento, a definicao dos descritores de baixo nivel que irao representar essas
imagens, a escolha da arquitetura da rede bem como seus parametros e o treinamento da
mesma. Esses procedimentos sao feitos de forma off-line, ou seja, serao realizados antes do
sistema estar pronto para o uso.

Apos a rede ser treinada, seus parametros serdo armazenados e essa mesma rede (sem as
fungoes de ativagao) servird como suporte para as fases 2 e 3. Nas se¢oes seguintes a descri¢ao
e a formulacao matematica para esses procedimentos serao apresentados.

Na segunda fase do modelo, também chamada de fase de caracterizagao neurosemantica, é
escolhido um banco de testes, cujas imagens serao representados pelos mesmos descritores de
caracteristicas da fase anterior. Os vetores resultantes desta caracterizagao servirao de entrada
da rede que processard os mesmos e retornara os vetores neurosemanticos para a caracterizagao
das imagens. Esse vetores serao armazenados em uma estrutura de dados e servirao como
suporte para a fase 3. Tais procedimentos também sao realizados de forma off-line e serao
detalhados nas secoes seguintes.

A terceira e tltima fase do modelo, também chamada de fase de recuperacao, é a fase onde
haverd a interacao com o usuario. Essa fase é formada basicamente por um modulo de CBIR

103
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que, ap6s receber uma imagem consulta do usuério, caracterizard essa imagem neurosemanti-
camente e entao passara a analise de similaridade da imagem consulta com as outras imagens
do banco de dados retornando ao usuario um ranking de imagens mais similares. Este modulo
também serd explanado nas se¢oes seguintes.

Extrator de Fase 1

> Base de 1 ca

i racteristicas de
Treinamento Baixa Nivel
B AL Treinamento da
Rede Neural —’
Fase 2 ] i
Base ‘ Extrator de —
| s e _J_> | -
| Inicio de Testes _|—> Caracteristicas de ——|
| ~ - L Baixo Nivel
Médulode L
Recuperagao
s BancoDe <«
Fase 3 Dados

Figura 6.1: Fluxograma que representa uma visao geral do modelo proposto.

6.1.1 Sumario de Notacoes Utilizadas

Ao longo deste capitulo denotaremos por:

]t?"j
O conjunto j de imagens de treinamento.

k

O ntmero de grupos de imagens de treinamento.

n
O ntimero de imagens em cada grupo de imagens de treinamento.

Vei

(2
Imagem ¢ pertencente ao grupo j.

Itry ={, 0. 1,17}, j=1,..k
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Ctr

sC-L.

I

(9)
(a)
]

S'(c)

Ite

O conjunto de caracteristicas de baixo nivel.

O vetor de carateristicas da i-ésima imagem do j-ésimo grupo.

1 1 2 2 2 ko k k
Ctr = {4 1y vy Chpp15 €5 CTs oy Comp15 Cos Cr s ooy Chn—1 }

O ntimero de valores que representam as caracteristicas de baixo nivel.

Caracteristica de baixo nivel da imagem ¢ do grupo j na l-ésima posicao.

_(fY i gl tj
Cg_(0> 1 27""fp—1)
Vetor de saida alvo durante o treinamento para a imagem ¢ do grupo j.

A saida do l-ésimo neurdnio para a imagem ¢ do grupo j.

J__ (.t i i i
Al = (af,ad,af,...;a;)

A Rede Neural implementada para o modelo proposto. (Pode ser vista também como
G(c): fungao de transformagio na fase de caracterizagdo neurosemantica.)

O sinal de saida do j-ésimo neuronio na g-ésima camada.

O peso de conexao vindo do i-ésimo neurénio na camada (¢ — 1) para o j-ésimo neur6nio
na g-ésima camada.

A funcao de propagacao do vetor de caracteristicas de baixo nivel ¢ pela rede na iteracao
t.

O conjunto de imagens de testes.

O vetor de caracteristicas neurosemantico da imagem :.
Ni - (817 52,83, ..y Sk)
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6.2 Fase 1: Treinamento da Rede Neural

6.2.1 O Banco de Imagens de Treinamento

Para que a rede neural possa representar bem as semanticas das imagens, generalizando as
redundancias e ressaltando seus aspectos principais, a mesma deve ser treinada com imagens
exemplo. Para isso, ao invés de treinar a rede com todas as imagens existentes (o que se torna
quase impossivel visto o crescente niimero de base de dados principalmente na rede mundial
de computadores), um relativo e relevante conjunto de imagens sera escolhido e divididas em
classes de modo que englobe o maior niimero possivel de representacoes do mundo real. Essas
representacgoes, também chamadas de informagao prévia, serao selecionadas em um banco de
dados de treinamento [tr chamado banco de dados de treinamento e deverao ser divididos em
k grupos bem definidos e distintos onde [tr; = {]g, BB Y =1, ke

]tT:Uf:I Itry, Itrj 0 Itr =0, Vj #1

Para essa divisao do banco de treinamento, deve-se entao aplicar as regras bésicas apre-
sentadas na secao 5.4.6 onde as imagens semelhantes serao agrupadas através da andlise das
distancias euclidianas entre as mesmas, ou visualmente através de uma pesquisa com usuarios
do sistema (pesquisa cognitiva), em que os mesmos separarao as imagens do banco de imagens
de treinamento em grupos distintos pelo exame intrinseco das figuras.

Considerando um banco de imagens de treinamento pré-classificado, o proximo passo con-
siste na caracterizacao das imagens por descritores de baixo nivel, tais como apresentados no
capitulo 3. Estes descritores podem ser de qualquer forma, desde que atendam as especificagoes
descritas na secao 5.4.6. Para a implementacao e verificacao do modelo proposto optamos por
utilizar trés descritores (cor, forma e textura) explanados no proximo capitulo.

Portanto, cada uma das n imagens do conjunto Itr serd caracterizada em baixo nivel. Desta
forma Itr sera representado pelo conjunto Ctr = {c}, cl,....;ck |, 2 3, ...,k ch b, ... ck |},
onde CZ é o vetor de caracteristicas que representa a imagem Iij e CZ = ( Sj, fj, Qij, ey f;]_l)
onde p é o ntimero de valores representando as caracteristicas de baixo nivel. A figura 6.2
exemplifica a formagao do vetor de caracteristicas.

A equacgao 6.0 representa a funcao que transforma o conjunto de imagens de treinamento
Itr em um conjunto de caracteristicas de baixo nivel C'tr.

$y : Itr — Cir

1 —(r) =

()

Sy Itr CN* x NP x 3 — Ctr C RP (6.-2)

onde a funcao & representa os extratores de caracteristicas de baixo nivel. Esse vetor de
caracteristicas de baixo nivel nao serd usado como parametro de verificacao de similaridade
como ocorre em sistemas de recuperacao tradicionais, consequentemente, nao sera armazenado
no banco de dados do sistema. As caracteristicas serao utilizadas tinica e exclusivamente para
servirem como entradas da rede que ir& gerar, através delas, um novo vetor neurosemantico
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que procura representar o conhecimento subjetivo humano através dos exemplos pré-definidos
na fase de treinamento.

Conjunto /tr Conjunto Ctr

COIZ ]{*)10’ ];10’ ﬁ]() f;]()’ . ]‘[;110

'CI — ﬁ)ll, ﬁII, f;”, f;»”, o ]pp_l]l

c it = ﬁ)l(kw]), f}l(kwl), f;I(knJ)’ ‘f,;-ll(kn—l)

f;](kn-l)’ -

20
Jlat)

f;ZO f?ZO, - f];_Z]O

CO :/ f(‘}ZO’

21 i 21
S S oy

21
Jo

f;2(kn»1)’ f22(kn-1)’

2 —
Cni™

f(‘)Z(kn—I)’ f;2ﬂcn—1), . ];i(kn-I)

cokz/ ﬁ)kn’ f]ko’ fzk(), f;k()’ . ]2,;0

/ c1k= f{v)kl’ f]\kl’ ﬁk], ‘f;kl, o ﬁk]I

ﬁk(kﬂ—] ),

f;k(k?b])’

cey

= k(kn-1
C i1 ﬁ) @ ),

k(kn-1)
i

ﬁ ke(kn-1 )’

Grupo Itr,

Figura 6.2: Exemplo do processo de extracao de caracteristicas para a formacao do vetor de
caracteristicas de baixo nivel.

Durante o treinamento da rede neural (estipulado aqui como uma fungao G) cada vetor de
caracteristicas CZ é associado a um vetor alvo ou vetor ideal: A{ = (aij, aéj, aéj, e aﬁcj), onde k
é o numero de grupos. A funcao G é definida de modo que sua aplicacao em CZ produz a um
resultado similar a A7, onde:

1y __ ) )
“l—{L l=j.
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A figura 6.3 exemplifica o processo de rotulagdo das imagens através das saidas alvo de
acordo com as restrigoes da Equacao 6.-1.

Grupos Imagens ' Neurénio 1 Neuroénio 2 Neur6nio k
Grupa 01 ] (kn-1)1
-
a, =1 | a, =-1 8 8a,~ =1
1 1 1
A A, LA,
Excitado Inibido Inibido
Grupo Itr,
02 _ 2 _ (kn-1)2 __
g 2 7 —_ — . sl s —_
A Al . A, a, 1 a, 1 a, 1
Inibido Excitado Inibido

0k Tk _ kn-1)k
a, :-] a, _'] (el :1

Inibido
Inibido Excitado

k

Figura 6.3: Exemplo de classificagdo de imagens.

Cada imagem I; do subconjunto Itr; possui um conjunto de saidas alvo Af Portanto,
cada conjunto dessas imagens de I?r; possuem um conjunto k de saidas alvo distinto. Logo,
o nimero de neuronios sera correspondente ao ntimero de classes k de Itr. Considerando este
tipo de rotulacao a matriz de saidas alvo sempre serd uma matriz quadrada com a diagonal
principal 1 e -1 nas demais posicoes da matriz.

6.2.2 Implementacao da Rede Neural G

Para este modelo foi considerada uma rede neural de multiplas camadas totalmente conec-
tada e de alimentagao direta (feedforward) como mostrado na Figura 6.4. Todas os valores de
¢! procedentes do vetor de caracteristicas extraidas das imagens de treinamento serdo conec-
tadas as entradas de cada unidade as quais sao independentes entre si e ponderadas por pesos
também distintos.

A soma ponderada dos valores do vetor de caracteristicas e do bias (convencionado como 1
no inicio do treinamento) ira retornar um valor e o conjunto desses valores nas saidas da rede

resultarao em um vetor s, também chamado de “vetor real”. Logo s§q) denotara o valor de saida
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fe

Figura 6.4: Exemplo de rede neural utilizada no modelo proposto.

do j-ésimo neurdnio na g-ésima camada de saida e wg;?)

neurdnio na camada (¢ — 1) para o j-ésimo neurdnio na g-ésima camada.

o peso de conexao vindo do 7-ésimo

(@)

Como foi mencionado no capitulo 5, durante o treinamento, as saidas s, sao afetadas por

(@)

uma fungao de ativagao a(netj ) em que net é gerada pela equacio:

Ng—1

(@) _ (@) .g—1
netj = Z w;;°s;
i=0

onde netgq) corresponde ao nivel de ativacao do neurdnio, n,_; ¢ o niimero de neurdnios na ca-
mada (¢—1) e o é a fungao sigmoidal de ativagao dada pela Equacao 6.-2. A sua derivada (dada
pela equagao 6.-1) é utilizada para o treinamento da rede na retificagdo dos pesos (conforme
mostrado no capitulo 5).

2

o(net) = T+ enp(net) 1, (6.-2)
o (net) — %[1—1—0(%2&)][1 ~ o(net)]. (6-1)

Treinamento da Rede

Depois de inseridas as entradas e inicializados os pesos com um valor aleatério e o peso
do bias com o valor 1, o algoritmo ira iniciar seu aprendizado. Dado um vetor de entrada
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(fos fi75 s £;11) de uma imagem [} na camada de entrada (0-ésima camada), o sinal de saida

do r-ésimo neurdnio na [-ésima camada na iteracao t é dado pela Equacao 6.0.

(1-1) no
¢ ¢
st =0 E w((n)”ml)a e E w&?ml’l)fi (6.0)
=0

m;=0

Para cada imagem [, uma seqiiencia de fungdes S* sdo aplicadas as caracteristicas de baixo
: ] : J : t(.J 2 : : to_ (ot t t t
nivel ¢/ da imagem I, ou seja S*(c]) gerard um vetor de saidas reais Nj; = (s, shy, 857, -+ Sir)
: s qt (ot ot ot t t 5
e equivalente a S*(fo, f1, f2, -, fp) = (811,855, 8315+ Sp) onde s%; é dado pela Equagao 6.0
em que [ = L e L equivale a tltima camada da rede.

Na fungao S*(¢]) é aplicada uma regra de aprendizado utilizando as saidas da rede S;-L para
a geracao de novos pesos em (. Neste modelo consideramos o uso de uma regra bastante
conhecida na literatura que é a regra da retropropagacao utilizando como suporte a regra delta
generalizada. Os algoritmos para esse tipo de aprendizado sao apresentados no Capitulo 5
dessa dissertagao e a figura 6.5 exemplifica o treinamento da rede neural.

> Rede Neural Ideal . Saida Ideal
c/ G A
Rede = ! Regra de
Neural ’f \ Aprendizado
o j b (C) ;
C ' N/
1 Rede Neural Real ! 1 Saida Real

Figura 6.5: Tlustracao da aplicacao da regra de aprendizado no treinamento da rede neural.

A cada instante (ou iteragdo) ¢ é aplicada a fungao (S*) no conjunto de caracteristicas ¢
(propagagao da rede) e a regra de aprendizado sera utilizada para corrigir os pesos de modo a
se obter o seguinte objetivo:

lim (S") = G
t—o0
Ou seja até que lim;_..(S*(c!)) = AJ para todas as imagens de Ctr. Assim a regra de

aprendizado serd aplicada até que todas as entradas estiverem de acordo com as saidas desejadas
ou até que se atinja um nivel suficiente de corretude em relacao aos rotulos dados pelas imagens
do conjunto Itr. Quando esse critério for satisfeito a rede G estard pronta pra ser utilizada
na fase de caracterizacao neurosemantica. Nessa fase, as funcoes de ativacao serao retiradas
para que as saidas da rede nao se restrinjam apenas ao intervalo definido pela funcao sigmoéide.
O uso dessa rede bem com as modificacbes nas estruturas das funcoes utilizadas na fase de
treinamento serao demonstradas na proxima secao.
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6.3 Fase 2: Caracterizacao Neurosemantica

Apos a rede estar treinada e sua memoria estar carregada de informagoes pertinentes a fase
de treinamento, a préxima etapa seré utilizar essas informagoes em outras imagens de um outro
banco de dados (chamado Ite). A fase 2 da figura 6.1 apresenta a ilustragdo do uso da rede
neural para a caracterizacao das imagens neurosemanticamente no banco de testes [te. Para
isso, cada imagem I; desse banco seré caracterizada em baixo nivel (da mesma forma que na
fase de treinamento) formando o vetor (C; = (f§, fi, f3, ..., f,_1)) que servira de entrada da
rede neural G.

A rede neural empregada para a formacao do vetor de caracteristicas neurosemantico sera
a mesma do treinamento, sendo que os pesos serao inicializados com os valores armazenados
ao fim da fase de treinamento. Testes com essa rede mostraram que a retirada da funcao de
ativacao aumenta o grau de diferenciacao das imagens, facilitando a discriminacao entre as
mesmas. Logo a propagacao dos sinais nessa nova rede sem a funcao de ativacao ird gerar um
vetor N; = (s1, S2, 83, ..., Sk ), mas, desta vez as saidas procedentes da rede neural nao servirao
para o reajuste dos pesos e sim para a formacao de um vetor de caracteristicas, convencionado
nesse trabalho como vetor de caracteristicas de alto nivel ou neurosemantico. O ntmero de
caracteristicas a serem comparadas dependerd do ntmero de neurdnios utilizados na rede,
ou seja, o nimero de classes utilizadas na concepc¢ao do projeto da rede neural. A equacao
6.1 representa a funcao que transforma o conjunto de imagens de teste em um conjunto de
caracteristicas neurosemanticas.

Sy Cte — N
C;: 32(Cy) = N;
G :Ite — Nh

G303

Sy : NhC RF — Cte C RP (6.-3)

Onde Nh é o conjunto de caracteristicas de neurosemanticas, a funcao &; representa os
extratores de caracteristicas de baixo nivel e a fungao G é a funcao de transformacao que inclui
a rede neural modificada.

6.4 Fase 3: Processo de Recuperacao

Apobs as imagens do banco de dados de testes [te serem caracterizadas pela rede, o sistema
estard pronto para ser utilizado na fase 3 da figura 6.1. O modelo completo do sistema de
recuperagao é semelhante ao modelo tipico de sistema de Recuperagao de Imagens Baseada em
Contetido onde o usuario inserira no sistema uma imagem consulta () e a mesma passara por um
extrator de caracteristicas de baixo nivel formando o vetor ¢, = (fg, f{, f3, ..., fy_1) que servira
de entrada para a rede neural G formando o vetor de caracteristicas N, = (s}, 53,51, ..., s7)
neurosemanticas para representar a imagem consulta (). Esse vetor N, relacionado a imagem
consulta ) é entdo comparado aos outros vetores N; = (s}, sb, s5, ..., st) relacionados a cada
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imagem [; do banco de testes Ite , a métrica de distancia utilizada entre os vetores da imagem
consulta com uma imagem I do banco de testes foi:

k

dQ. 1) = (s = )"

J=1

Onde sg e 33. correspondem ao valor da j-ésima dimensao do espago de caracteristicas neu-
rosemanticas de () e I respectivamente. As menores distancias entre o vetor da imagem consulta
e os vetores do banco de dados formarao um ranking de imagens mais semelhantes que sao re-
tornadas ao usuario como resultado da consulta. A figura 6.6, mostra com mais detalhes, o
modelo geral do sistema de recuperacao proposto para o processo de recuperacao.

Imagem Consulta __-~ Visualiza¢io B

-
- -
-

\

Images Similares

Extrator de
Caracteristicas
de baixo nivel

v

% ey CoOmputacio de

. E 3 Similaridade .

Modulo de Recuperacio

Ranking

Banco de Dados

Figura 6.6: Projeto conceitual do modelo proposto para a recuperacao de imagens utilizando
Redes Neurais Artificiais.

Esse modelo podera ser adaptado para qualquer tipo de caracterizacao em baixo nivel bem
como para um diferente nimero de entradas desde que as mesmas sejam fixadas e o mesmo
procedimento seja adotado durante a fase de consulta. A seguir é apresentado o algoritmo
completo para o modelo proposto.
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Algoritmo 4 Modelo Proposto

1: Dados dois Bancos de Dados Itr e Ite, bancos de dados de treinamento e de testes respectivamente;
2: {/*Fase de Treinamento™*/}

3: for Cada grupo Itr; do

4: for Cada imagem Iij de Itr; do

5: for Cada caracteristica p de Iij do

6: {/*Caracterizagao em Baixo Nivel*/}

7: ;;j «— Extrair caracteristicas. (Cor, Forma, Textura, etc.);

8 oo fy

9: end for

10:  end for .

11: Ct?“]' D «— cz

12: end for

13: for Cada cf de Ctr; do

14:  Associe c{ a uma saida alvo Ag;

15: end for

16: t < 0; {Iteracao t}

17: while Erro da rede nao é satisfatério. do

18  t «— t+1;

19:  for Cada grupo Itr; do
20: for Cada imagem I} de Itr; do
21: Propague cf na rede neural e obtenha o conjunto de saidas ij;
22: Retifique os pesos da rede neural G com as entradas CZ e seus respectivos alvos Az para

fazer s proximo ay;

23: end for

24:  end for

25: end while

26: Salve G

27: {/*Caracterizacao Neuroseméantica*/}
28: for Cada imagem Ite; do

29:  for Cada caracacteristica p de Ite; do

30: f;; «— Extrair caracteristicas. (Cor, Forma, Textura, etc.);

31: ¢ ®— [

32:  end for

33:  Propague c; na rede neural e obtenha o conjunto de saidas N;

34:  Armazene o conjunto de vetores IV; como vetores de caracteristicas de neuroseméantica corre-
spondentes ao conjunto de imagem [te;;

35: end for

36: {/*Processo de Recuperagao™/}
37: Dada uma imagem consulta ¢;
38: for Cada caracteristica p do

39:  f, « Extrair caracteristicas. (Cor, Forma, Textura, etc.);
40: g B — fg
41: end for

42: Propague ¢, na rede neural e obtenha o conjunto de saidas Ny;
43: Compare N, como os outros vetores da base de dados Ite usando uma fungao distancia;
44: Mostre o ranking de imagens;
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Capitulo

Resultados Experimentais

Este capitulo é dedicado as avaliagoes experimentais de performance para a caracterizacao
das imagens neurosemanticamente proposta neste trabalho. Para isso foi implementado um
sistema CBIR e utilizado como ferramenta para os testes em varias bases de dados. Os exper-
imentos aqui realizados tém os seguintes objetivos: avaliar os resultados obtidos pelo modelo
proposto em uma base de imagens grande e diversificada, analisar a eficiéncia da reducao e
transformacao das caracteristicas de baixo nivel que serviram de entrada para a rede neural e
comparar nosso método com outros descritores apresentados em [Deselaers et al. 2008].

Para efeito de comparagao dos resultados obtidos foram utilizados como banco de imagens
de treinamento: Corel-1000 e como bancos de dados de teste: BD-12750, Vistez-167 e ZuBuD.
Tais bases serao detalhadas a seguir. Exemplos de resultados visuais serao mostrados bem como
os resultados obtidos com as medidas de avaliagao apresentadas na secao 2.5 deste trabalho.
A seguir alguns testes realizados serao descritos para ilustrar a a boa performance da proposta
de caracterizacao apresentada nesse trabalho.

7.1 Banco de Imagens de Treinamento

Conforme explicitado no capitulo anterior, para a implementacao do modelo proposto, a
primeira etapa consiste na escolha das imagens para o treinamento da rede. O banco de dados
escolhido foi o banco de imagens Corel-1000 (também conhecido com Wang Database) que é um
subconjunto do banco de dados da Corel Corporation, contendo 1000 imagens com resolugao
de 384 x 256 e também 256 x 384 pizels. Este banco de imagens (que pode ser obtido em
|Corel Database |) possui 100 imagens de 10 classes distintas, sdo elas: Africa, praia, edificios,
onibus, dinossauros, elefantes, flores, comidas, cavalos e montanhas. A Figura 7.1 contém uma
amostra deste banco de dados.

Como o banco possui 10 classes distintas, a rede neural a ser implementada devera possuir
10 neuroénios de saida que representarao essas 10 classes neste banco de dados em especifico.
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7.2 Caracterizacao em Baixo Nivel

Os descritores empregados para a formagao dos vetores de caracteristicas de baixo nivel
e utilizados como suporte no treinamento da rede neural bem como na caracterizacao neu-
rosemantica foram: momentos de cores globais [Stricker and Orengo 1995|, vizinhanca de tex-
tura |Laaksonen et al. 2000] e histogramas de dire¢do da borda [Brandt 1999| totalizando 25
posicoes nos vetores de entrada da rede neural. Esses descritores foram detalhados no Capitulo
3 desta dissertacao.

Os vetores resultantes da caracterizacao em baixo nivel nao serao utilizados como parametro
de similaridade como ocorre em sistemas tradicionais de recuperagao, consequentemente, eles
nao serao armazenados na base de dados. Essas caracteristicas serao mapeadas pela rede neural,
que ird transformé-las em um novo vetor chamado vetor de caracteristicas neurosemanticas.

7.3 Parametros da Rede Neural

A rede neural implementada neste trabalho é uma rede neural de multiplas camadas e de
alimentagao direta. O treinamento utilizado foi o treinamento por retropropagacao do erro
mostrado no Capitulo 5 desta dissertacao. A rede neural possui 26 neuronios na camada de en-
trada (bias mais vetor de caracteristicas de baixo nivel), 18 neur6nios na camada intermediaria
e 10 neurdnios na camada de saida (caracteristicas neuroseméanticas), i.e., a rede neural imple-
mentada possui uma estrutura do tipo 26 — 18 — 10. Para o treinamento da rede a fungao de
ativacao utilizada foi a funcao sigmoidal simples e a taxa de aprendizado utilizada foi de 0.003.

7.4 Bancos de Imagens de Teste

Na conducao dos experimentos foram utilizados trés bancos de dados de teste. Uma descri-
¢ao seguida de uma amostra de cada um destes bancos de dados é apresentada a seguir:

BD-12750 Este banco de dados foi construido pelo grupo de pesquisa VIPIGRAF da Univer-
sidade Federal de Uberlandia e possui 12750 imagens reais cobrindo uma ampla variedade
de categorias, tais como, texturas uniformes, nuvens, por-do-sol, oceanos, paisagens, edi-
ficios, mamiferos, peixes, aves, répteis, arvores, flores, motocicletas, carros, avioes, faces
humanas, etc. O banco de dados estd em construcao e até o momento nao é agrupado
em categorias. A Figura 7.2 contém uma amostra desta colecao.

ZuBuD O banco de imagens “ Zurich Buildings Database for Image Based Recognition” (ZuBuD)
é um banco de dados criado pelo Instituto Federal de Tecnologia de Zurique e pode ser
encontado em [ZuBuD Database |. O banco de dados consiste de 1005 imagens dividi-
das em 201 categorias e cada categoria ¢ representada por um prédio onde cada imagem
dessa categoria é uma fotografia deste prédio visto de angulos diferentes e em alguns
casos sob diferentes condicoes climaticas ou tiradas por diferentes cameras fotografica.
Dada uma imagem consulta, somente imagens mostrando exatamente o mesmo prédio
sao consideradas como relevantes aquela consulta. Algumas imagens exemplo desta base
sao mostradas na Figura 7.3.
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Vistex-167 O banco de imagens Vistex-167 é um banco de dados de 167 imagens coloridas,
com resolucao de 128 x 128 pizels, de texturas homogéneas. O banco de dados é composto
de 19 categorias, variando de 3 a 20 imagens cada e pode ser obtido em [Vistex Database |.
A Figura 7.4 contém uma amostra deste banco de dados.

7.5 Resultados Experimentais

Os experimentos foram divididos de acordo com as bases de dados escolhidas. As secoes
seguintes descrevem os resultados obtidos para cada uma dessas bases.

7.5.1 Resultados para a base BD-12750

Estes experimentos podem ser vistos como 0s mais importantes, visto que é aplicado na base
de dados BD-12750 a qual reflete a diversidade de imagens que compoem o grande repositorio
de imagens que é a web. Por nao ser uma base clusterizada, nao foi possivel tracar curvas de
precisao-revocacgao, mas foram feitas varias consultas e os resultados visuais serao mostrados e
analisados a seguir.

O primeiro experimento para essa base de imagens explora a performance da rede neural
na caracterizacao de imagens quando o procedimento é realizado com duas arquiteturas de
redes neurais. A Figura 7.5 apresenta resultados quando o procedimento proposto é realizado
utilizando uma rede neural de camada tnica (a) e utilizando a rede neural de multiplas camadas
proposta neste capitulo (b). O banco de dados de treinamento e de teste sdo os mesmos para
ambos os casos. Nos experimentos foram omitidas as primeiras imagens retornadas no ranking
visto que sao as proprias imagens consulta, quando as mesmas pertencerem ao banco de dados.
Analisando os resultados obtidos pela rede neural de camada tnica (Figura 7.5 (a)) pode-se
notar que apenas 7 das 15 primeiras imagens retornadas pertencem a mesma categoria da
imagem consulta. J& nos resultados obtidos utilizando a rede neural de miltiplas camadas
(Figura 7.5 (b)) pode-ser observar que 12 das 15 primeiras imagens retornadas pertencem a
mesma categoria da imagem consulta. E observado, entdo, que a rede neural multicamadas
apresenta resultados mais satisfatorios que a rede de camada tinica, pois a rede multicamadas
possui, entre outros beneficios, uma melhor probabilidade de generalizacao. Um dos fatos
que ajudam nessa tarefa é a eliminacao de redundancias na representacao de informacao que
torna o sistema mais tolerante as imperfeicoes de recuperacao. Todos os outros experimentos
mostrados nesse capitulo utilizam a rede neural de multiplas camadas explanada nas secoes
anteriores.

No segundo experimento vamos ilustrar o resultado da recuperacao considerando a caracteri-
zagao das imagens (tanto consulta como o banco) feita de duas maneiras: a primeira utilizando
a caracterizagdo em baixo nivel (cor, forma e textura) e a segunda utilizando a caracteriza-
¢ao neurosemantica via redes neurais. Os resultado obtidos sdo mostrados na figura 7.6. A
figura 7.6 - (a) apresenta os resultados da busca quando a consulta é caracterizada pelas mes-
mas caracteristicas de baixo nivel utilizadas para formar os vetores de entrada da rede neural
(FOriginal) (9 momentos de cores, 8 caracteristicas das vizinhangas de textura e 8 posi¢oes do
histograma de dire¢ao da borda, totalizando 25 caracteristicas) e a Figura 7.6 - (b) apresenta os



118 Resultados Experimentais

resultados obtidos pelo método proposto utilizando os vetores de caracteristicas neuroseman-
ticas (FProposed) (10 caracteristicas). Analisando os 16 primeiros resultados retornados na
figura 7.6 - (a) nota-se que apenas a terceira imagem retornada pertence & mesma categoria
da imagem consulta (flores). Ja na imagem 7.6 - (b) pode-se notar que das 16 primeiras ima-
gens retornadas 12 imagens pertencem a mesma categoria da imagem consulta. Esse exemplo
ilustra que a caracterizacao neurosemantica via redes neurais apresenta melhores resultados
que as caracteristicas de baixo nivel e ainda utiliza um menor nimero de caracteristicas para
representar a mesma imagem.

O terceiro experimento ilustra a performance do modelo proposto para consultas de dife-
rentes categorias e é mostrado na figura 7.7. Dez diferentes imagens consulta foram utilizadas
e os resultados mostram a adaptacao neurosemantica do modelo proposto em diferentes niveis
de requerimentos do usuéario, visto que nenhuma imagem deste banco foi utilizada durante a
fase de treinamento. Analisando os resultados obtidos, pode-se notar que a distribuicao de cor
e as transformacoes geométricas foram preservadas. Considerando que a busca por conceitos
semanticos é altamente complexa, os resultados se mostraram efetivos diante da dificuldade de
localizar atributos comuns a todas as imagens.

Os resultados do quarto experimento dentro do banco de dados BD-12750 sao apresentados
na figura 7.8 onde as imagens consulta sao imagens para a categoria faces. Pode-se notar que,
apesar de nao ter sido utilizada nenhuma imagem de face na fase de treinamento, quase todas as
imagens retornadas paras as consultas em niveis de cinza sao imagens de faces. Se considerarmos
que, diante da diversidade de imagens que compoem o banco, o retorno de imagens de face
para consultas de imagens de face é relevante (independente do individuo) os resultados se
mostram promissores. Para as imagens em tons de cinza pode-se notar que a distribuicao de
cor foi predominante principalmente em relacao ao fundo da imagem. Pode-se observar que
nas 4 primeiras consultas, algumas imagens retornadas como resultado sao imagens de motos
e peixes em tons de cinza com o fundo branco. Para as imagens de faces coloridas a precisao
dos resultados (considerando todas as imagens de faces do banco como sendo relevantes para
esse tipo de consulta) nao foi tdo boa quanto para imagens em tons de cinza mas, ainda assim,
foram retornadas vérias imagens de faces coloridas.

O quinto experimento mostrado na figura 7.9 apresenta resultados obtidos quando a imagem
consulta é uma imagem danificada e/ou rotacionada. Em todos os resultados apresentados, as
16 primeiras imagens retornadas pertencem a categoria mostrando uma acuracia de 100% do
método. Este experimento mostra a robustez do sistema proposto mesmo quando a imagem
consulta contém estragos. Observando, em particular, a consulta do aviao rotacionado, pode-se
notar que a mesma imagem, sem o rotacionanemto nem os estragos aparece na sexta posicao
do ranking.

Para examinar o modelo proposto de uma forma mais genérica, nés conduzimos experi-
mentos com 30 consultas randémicas utilizando o conjunto de vetores de caracteristicas de
baixo nivel e o conjunto de vetores de caracteristicas neurosemanticas. A curva FOriginal (em
azul) esta relacionada aos resultados obtidos com os vetores de caracteristicas de baixo nivel
utilizados como entrada da rede. A curva FProposed (em vermelho) esta relacionada aos resul-
tados obtidos pelo método proposto utilizando os vetores de caracteristicas neurosemanticas.
Como a base de dados nao é clusterizada optamos por adaptar a curva de precisao-revocacao,
obtendo uma nova medida, onde o grafico representa o nimero de imagens relevantes recuper-
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adas pelo niimero de imagens recuperadas. Neste caso sao analisadas as imagens retornadas
nas primeiras 20 posicoes do ranking. Pode-se notar pela figura 7.10 que no modelo proposto
houve uma melhora de 20% nos resultados comparados com a curva obtida pelos resultados
utilizando as caracteristicas de baixo nivel. Na curva FProposed ha um bom “balanceamento”
tanto para baixos quanto para altos niveis de revocacao. A curva FOriginal apresenta um
declive grave no topo do ranking que afeta negativamente na inspecao visual dos resultados o
que, em situacoes reais de busca, nao satisfaz a maioria dos interesses dos usuarios.

O principal objetivo destes experimentos foi demonstrar que o modelo proposto trabalha
bem com uma grande diversidade de imagens das mais variadas categorias. No entanto nao foi
encontrada uma base de dados suficientemente grande como a base BD-12750 e tao diversificada
como esta que afim de ilustrar medidas de precisao-revocacao fosse classificada. Por isso nao
foi possivel a realizacao de testes utilizando as medidas de avaliagao apresentadas na se¢ao 2.5
dessa dissertacao. No entanto, escolhemos duas bases pré-classificadas, que apesar de serem
pequenas e nao diversificadas podem ilustrar a acuracia do método utilizando essas medidas de
avaliacao classicas. A seguir os resultados obtidos para estas duas bases sao demonstrados.

7.5.2 Resultados para a base ZuBuD

Esta secao apresenta a avaliagao do modelo proposto na base de dados ZuBuD. Optamos por
utilizar esse banco, pois, o artigo [Deselaers et al. 2008| implementa e avalia varios descritores
de imagens, alguns detalhados no capitulo 3 dessa dissertacao. Com isso foi possivel comparar
a taxa de erro dos varios descritores apresentados no artigo com o modelo apresentado nesse
trabalho. Dentre esses descritores esta o conjunto de descritores utilizados como entrada na rede
(FOriginal) e o descritor obtido pelo modelo proposto (FProposed). A figura 7.11 apresenta o
grafico com as taxas de erros para cada um desses descritores. No erro de classificagio EFR a
imagem consulta é retirada do banco de imagens e é considerada apenas a imagem mais similar
de acordo com a fungao distancia aplicada [Deselaers et al. 2008]. Uma imagem consulta ¢ s6
serd considerada como classificada corretamente se a primeira imagem recuperada for relevante,
ao contrario, a imagem nao foi classificada corretamente. O calculo de ER é dado pela seguinte
equagao:

0, se a imagem mais similar é relevante/pertence a classe correta;
1, caso contrario.

=g 2

q€eqQ

onde @) é o conjunto de consultas q.

Pode-se notar que apesar da taxa de erro apresentada pelo modelo proposto nao estar
entre as melhores, a rede melhorou em 11% com relagdo ao vetor obtido pelos descritores de
caracteristicas de baixo nivel que serviram de entrada para a rede. Acreditamos que essa taxa
nao foi satisfatoria para avaliar o método nesse banco por se tratar de imagens muito especificas
e bem similares e 0 nosso método foi proposto para generalizar a representacao de imagens dos
mais variados tipos conforme foi ilustrado nos resultados da se¢ao anterior.

Deselaers et. al. também apresenta no artigo |Deselaers et al. 2008] a média das precisoes
para todas as consultas. Os resultados obtidos por essa medida sao apresentados na figura 7.12.
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Pode-se observar que o modelo proposto esté entre os 5 melhores descritores avaliados. Apesar
da taxa de erro nao ter sido tao satisfatoria consideramos que a aplicacao do método proposto
nesse banco de imagens obteve bons resultados visto que a precisao média demonstra aspectos
tanto da precisao quanto da revocacao e é sensivel a todo o ranking ao contrario da taxa de
erro que analisa somente a primeira imagem retornada.

A Figura 7.13 ilustra resultados de recuperacao para trés imagens consulta dentro da base
de dados ZuBuD. Pode-se notar na primeira consulta que foram retornadas todas as imagens
pertencentes & mesma categoria da consulta ja nas primeiras posicoes. As imagens seguintes
nao pertencem a mesma categoria da consulta mas sao visualmente bem similares, inclusive, as
duas ultimas imagens da primeira consulta (7% e 8 imagens retornadas), apesar de ndo estarem
classificadas no banco como sendo da mesma categoria da imagem consulta, sao fotografias da
mesma casa em angulos diferentes.

A Figura 7.14 demonstra resultados que interferem negativamente na taxa de erro pois,
apesar de as imagens retornadas possuirem aspectos de cor e forma similares, a primeira ima-
gem retornada no ranking nao pertence a mesma classe da imagem consulta. Analisando os
resultados, pode-se observar que nas demais posicoes do ranking existem imagens de mesma
categoria da imagem consulta, o que pode explicar a melhora da performance da caracterizagao
neurosemantica pelo calculo da precisao média.

7.5.3 Resultados para a base Vistex-167

Esta secao descreve os experimentos realizados na caracterizacao neurosemantica da base
de dados Vistex-167. Nesta abordagem avaliamos a eficiéncia do método proposto utilizando as
curvas de precisao-revocacao explanadas na se¢ao 2.5 dessa dissertacao e o resultado é mostrado
na figura 7.15. A curva FOriginal (em azul) esta relacionada aos resultados obtidos com os ve-
tores de caracteristicas de baixo nivel e a curva FProposed (em vermelho) esta relacionada aos
resultados obtidos pelo método proposto utilizando os vetores de caracteristicas neurosemanti-
cas. Pode-se notar que houve uma melhora de aproximadamente 5% no modelo proposto para
esse banco além de uma reducao de 60% na dimensionalidade do vetor, fato que, para grandes
bancos de imagens, pode significar uma grande redugao no tempo de processamento.

A Figura 7.16 ilustra resultados de recuperacao para trés imagens consulta dentro da base
de dados Vistex-167. O ranking é formado pela imagem consulta e pelas 8 primeiras imagens
mais similares de acordo com o critério de similaridade apresentado no capitulo anterior. Os
resultados mostram que varias imagens retornadas pertencem & mesma categoria da imagem
consulta, e mesmo aquelas imagens que nao pertencem a mesma categoria da imagem consulta
possuem aspectos de cor, forma e textura bem similares a elas.

7.6 Consideracoes Finais

Nesse capitulo o modelo proposto foi avaliado sob diferentes aspectos e em varias bases de
dados. A técnica proposta utilizou como base de treinamento o banco de dados Corel-1000
por ser um banco de dados ja classificado e que cobre uma razoavel faixa de categorias. Estudos
sobre o impacto da formagao dessa base de dados, bem como o niimero de classes e imagens que
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a compoe serao estudados em trabalhos futuros. Atualmente as bases de dados clusterizadas
sao muito especificas e a base Corel-1000 foi a que melhor satisfez os requisitos do modelo.

O modelo proposto foi testado em 3 bases de dados diferentes: BD-12750, ZuBuD e Vistex-
167. Como a base de imagens BD-12750 nao é clusterizada, nao foi possivel fazer uma anélise
global dos resultados, mas varias consultas foram realizadas e demonstraram que o modelo
funciona bem para esse tipo de base composta pelas mais variadas categorias. Para o banco
de dados ZuBuD utilizamos como parametro de comparacao outros descritores apresentados
pelo artigo [Deselaers et al. 2008]. Os resultados mostraram que no modelo proposto houve
uma melhora em relacao as caracteristicas originais que serviram de entrada para a rede neural
tanto na taxa de erro quanto na precisao média. Analisando a precisao média pode-se observar
que, apesar de a base de dados ser muito especifica (apenas prédios) o modelo proposto ficou
entre os 5 melhores descritores apresentados. Todos os resultados mostraram informacoes tteis
para a investigacao futura de alguns aspectos que podem ser estudados. A aplicagao do modelo
proposto para outros descritores, por exemplo, como os apresentados em |Deselaers et al. 2008|
pode dar uma direcao no uso das redes neurais na transformacao de qualquer tipo de caracte-
ristica.
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(b)

Figura 7.1: (a) Amostra do banco de dados Corel-1000. (b) Exemplo de um conjunto de
imagens da base pertencentes a uma mesma categoria (elefantes).

Figura 7.2: Amostra do banco de dados BD-12750.
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Figura 7.3: (a) Amostra do banco de dados ZuBuD. (b) Exemplo de um conjunto de imagens
da base pertencentes a uma mesma categoria.

Figura 7.4: (a) Amostra do banco de dados Vistez-167. (b) Exemplo de um conjunto de
imagens da base pertencentes a uma mesma categoria (flores).
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Figura 7.5: Ranking das primeiras imagens obtidas utilizando uma rede neural simples (a) e
uma rede neural de miltiplas camadas para formar o vetor de caracteristicas neurosemanticas

(b).

Query Image

Figura 7.6: Ranking das primeiras imagens obtidas utilizando caracteristicas de baixo nivel
(FOriginal) (a) e utilizando os vetores de caracteristica neuroseménticas obtidos pelo modelo
proposto (FProposed) (b).
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Figura 7.7: Resultados de busca obtidos pelo modelo proposto na base de imagens BD-12750
para diferentes categorias.
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Figura 7.8: Resultados de busca de faces obtidos pelo modelo proposto na base de imagens
BD-12750.
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SIBGRAPI

Query Image

Query Image

Figura 7.9: Resultados de busca obtidos pelo modelo proposto na base de imagens BD-12750
para imagens modificadas/danificadas.



128 Resultados Experimentais

lir . . . . . T . .
L ---Et-- FOriginal

ns -% —— FProposzed |7

\'. _q“‘?_v
0gr = J

O-g = ’6‘—%%
o,

o7t B-g. g TV R e e

(]

E| .

0B+ EBE'BBE BE-E}—B-E._
Z 05} .
04r -
03r -
02r B
01r -

u] 0.1 0.2 0.3 04 os 06 07 0.8 049 1

Figura 7.10: Curvas resultantes dos vetores de caracteristica de baixo nivel ( FOriginal) e dos
vetores de caracteristicas neurosemanticas F'Proposed

98,3
100 S 93,9
90 -
80
73
70
60
50 48 47
40
30 279 27 27 244244 235
B Bl & 20
20 — R
10
. |
N Y Y L
\9& <\'z>\ «’?’@ ® L O ‘vb @@ F & & & L @@ &”’6\ N S @& & q}e'(\
S S EFFNS LT LN L H S FHS &S P L
N - SR NG P A MV A P A A AR St SN S >
&A@ Y P PR SN RN R S S P S A SR A S
,@;\S (bé\ %&@/ &® " Qq} 4&\»@ \S,I(\‘?f " Y /\(,;0 i) %00\ (\5\0‘9 603’ ((r,‘g c)\‘( & 00\0 <\Q\J
N : &L <
& 'f'o‘ooo a Ao ‘<Q’b QQ'CO & ¢ <<th N ‘<°’\
& & J e
S N
® &
& &

Figura 7.11: Taxa de erro de classificagao para varios descritores no banco de dados ZuBuD.
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Figura 7.12: Precisao média para varios descritores no banco de dados ZuBuD.
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Figura 7.13: Resultados de busca obtidos pelo modelo proposto na base de imagens ZuBuD.
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Figura 7.14: Resultados de busca obtidos pelo modelo proposto na base de imagens ZuBuD
que interferem negativamente no calculo da taxa de erro de classificagao.
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Figura 7.15: Curvas de precisao-revocagao obtidas pelos resultados das caracteristicas de baixo
nivel (FOriginal) e dos vetores de caracteristicas neurosemanticas (FProposed) no banco de
dados Vistex-167.
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Figura 7.16: Resultados de busca obtidos pelo modelo proposto na base de imagens Vistez-167.
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Capitulo

Aplicacao: Caracterizacao Neurosemantica de
Padroes de Movimentos Complexos utilizando
Redes Neurais

8.1 Introducao

Imagine a cena de um parque em um domingo ensolarado, onde pessoas caminham pela
grama, jogam futebol e conversam entre si enquanto caminham. Essa cena pode ser descrita
de diversas maneiras: através de palavras, como feito anteriormente ou através de pinturas e
fotografias digitais que, muitas vezes, podem nao descrever alguns aspectos da cena como o
movimentos que as pessoas realizam. Fazer essas descri¢coes de forma automatica através de um
computador pode-se tornar uma tarefa laboriosa e muitas vezes ineficiente. Uma das maneiras
de se tratar esse assunto ¢ através do processamento digital de videos. Um video digital é a
representacao digital de um sinal analogico de video. Essa amostragem pode ser feita quadro
a quadro, onde cada quadro ou frame é uma imagem digital dada por uma funcao f(z,y) em
um dado instante ¢. Logo um video digital pode ser representado por um conjunto de frames
dispostos em forma de um cubo dado pela funcao f(z,y,t). A Figura 8.1 apresenta um exemplo
de frames que formam a sequéncia de uma agao onde um cilindro de vidro é lancado na agua.

Um dos problemas explorados em processamento de videos atualmente é a tarefa de identi-
ficacao de diferentes acoes dos seres humanos em uma sequéncia de videos. O reconhecimento
de acoes humanas é um componente chave em muitas aplicacoes de visao computacional, entre
elas pode-se destacar: detectar atividades relevantes em vigilancia baseada em videos, interface
homem computador, reconhecimento de gestos, andlise de eventos esportivos como também
coreografias de danga, indexagdo e recuperacao de videos [Blank et al. 2005|. No entanto,
ainda é um problema desafiador para os pesquisadores desenvolver algoritmos para alcancar
um nivel satisfatorio de classificacao de videos onde ha oclusao, fundos confusos, movimentos
de camera, mudanca de foco, e variagoes geométricas dos objetos [Niebles et al. |.

Os métodos de reconhecimento de agoes podem ser divididos em duas categorias: méto-
dos baseados em modelos e métodos baseados em caracteristicas. As aproximacoes baseadas
em modelo recorrem tanto para a adaptacao de uma estrutura pré-definida - tradicionalmente

135
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Figura 8.1: Exemplos de frames de um video.

um esqueleto humano - para definir um movimento, quanto para o casamento com modelos
de movimentos pré-definidos. Esses métodos funcionam bem, mas sao limitados pelo fato
de que modelos antropométricos' explicitos sdo requeridos [Goodhart et al. 2008]. As apro-
ximacoes baseadas em caracteristicas sao inerentemente mais gerais pois examinam os dados
brutos dos pixels de cada frame, no entanto sao muito sensiveis a ruidos e transformacoes
|Goodhart et al. 2008]. Outro problema no reconhecimento de agoes é a variacao intra-classes
que produzem uma grande confusao para os classificadores como por exemplo duas pessoas que
correm com estilos diferentes, em lugares diferentes ou vistas de diferentes pontos de vista. A
variacao inter-classes também ¢ um problema pois alguns movimentos similares como andar e
correr, podem confundir os classificadores.

Vérios algoritmos sao usados para descrever esses dados e suprimir esses problemas. Neste
capitulo vamos explorar um desses algoritmos para a extracao de caracteristicas de video e
aplicaremos o método proposto por esse trabalho para transformé-las em caracteristicas de neu-
rosemanticas na tentativa de reduzir o erro de classificagao de movimentos humanos complexos.
A seguir esse descritor também chamado de descritor de caracteristicas espaco-temporais bem
como a formacao do vetor de caracteristicas que servira como suporte da rede neural na apli-
cacao do modelo proposto serao apresentados. Apos isso, é discutida a adaptagao do modelo
proposto apresentado no Capitulo 6 para a caracterizacao de videos seguida de uma avaliagao
experimental. Nessa adaptacao as redes neurais serao treinadas com videos-exemplo para dar
a rede o carater semantico necessario para a representacao de movimentos complexos. Apos
a rede ser treinada, os pesos serdo armazenados e essa rede (sem as fungdes de ativagio) sera
utilizada para caracterizar neurosemanticamente os videos, para que os vetores resultantes
dessa caracterizacao sejam utilizados na classicacao ou recuperacao de padroes de movimentos
complexos. Cada umas dessas fases sera explicitada nas se¢oes seguintes.

! Antropometria (do Grego anthropos: homem + métron) é o conjunto de técnicas utilizadas para medir o
corpo humano ou suas partes.
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8.2 Extracao de Caracteristicas Espaco-Temporais

Caracteristicas espa¢o temporais (também chamados cuboides) sao pequenas partes (pe-
quenos sub-videos) extraidas localmente dos videos em pontos de interesse. Os pontos de
interesse sao pontos encontrados onde ha a configuracao de um movimento, como por exemplo
um olho abrindo, uma flexao do joelho, ou a pata de um rato se movendo rapidamente para
frente e para tras [Dollar et al. 2005].

A Figura 8.2 apresenta a ilustracao da retirada de cuboides de um video em pontos de inte-
resse para o reconhecimento do comportamentos de ratos. Esses comportamentos sao descritos
em termos dos tipos e das localizagoes dos cubodides. No reconhecimento de acoes humanas,
esses cuboides sao utilizados para descrever os movimentos realizados durante uma agao (como
por exemplo: andar, correr, acenar, etc.).

Figura 8.2: Visualizacao dos cubo6ides extraidos para o reconhecimento de comportamentos de
ratos(Retirado de [Dollar et al. 2005]).

A motivacao para o uso dos cubdides é que movimentos similares podem produzir cuboides
similares. Por exemplo, um olho abrindo pode ser caracterizado de forma arbitraria indepen-
dente da aparéncia global (quando analisamos o video inteiro ndo importa onde o movimento
ocorre), postura (ndo importa como ocorre a a¢ao, se ela ocorre o cubdide serd detectado),
oclusdo (nao importa se parte do video esté ocluso, os outros cubodides detectados podem des-
crever a mesma agao) e assim por diante. Isso pode ser explicado pelo fato de que os cuboides
estarao localizados apenas nos pontos de interesse, independente do fundo do video ou se partes
do mesmo estao oclusos por um objeto.

A Figura 8.3 mostra um exemplo de comparacao entre dois videos de ratos executando uma
acao (se limpando). Considere a figura como sendo dividida em duas colunas. A primeira coluna
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apresenta no topo um frame do video explicitando onde cada um dos seis cubédides extraidos
estd localizado. Em cada coluna, cada linha apresenta os seis cubodides representados por oito
pequenos frames. Pode-se observar comparando os trés primeiros cubdides (trés primeiras
linhas) de cada video que, apesar dos dois ratos estarem em posigoes diferentes esses trés
cuboides mostrados nas trés primeiras linhas parecem semelhantes.

Figura 8.3: Exemplo de seis cuboides extraidos para cada um das duas sequéncias de ratos se
limpando. Cada imagem representa a sequéncia original. O conjunto de cubdides extraidos é
mostrado abaixo de cada imagem e cada cuboide é representado por oito pequenos frames no
respectivo tempo (retirado de [Dollar et al. 2005]).

Varios métodos podem ser utilizados para se extrair os pontos de interesse no dominio espa-
cial e uma avaliagdo e comparagao destes métodos podem ser encontrados em [Schmid et al. 2000].
Neste trabalho, para a aplicagao do método proposto utilizamos a aproximacao utilizada por
[Dollar et al. 2005] para encontrar esses pontos de referéncia onde uma fungao resposta é cal-
culada em cada ponto da imagem e os pontos de interesse serao correspondentes aos pontos
de maximo local. Essa funcao resposta pode ser calculada do seguinte modo: primeiramente é
aplicado um detector de bordas nos frames e detectados nos mesmos as saliéncias das bordas.
Essas saliéncias podem ser calculadas por vérios algoritmos como em |[Forstner and Gulch |.
Para cada conjunto de frames em sequéncia essas saliéncias sao identificadas e uma funcao
resposta é calculada para identificar a mudanca de posicao entre uma saliéncia de um frame
com as mesmas saliéncias dos frames posteriores. As maiores respostas retornaram o conjunto
de saliéncias que serao selecionadas para formar os cubodides.

Como foi dito anteriormente, cada ponto de interesse servird de base para a extracao do
cuboide de tamanho predefinido, que conterd os valores dos pizels chamados de pizels espaco-
temporais. O tamanho do cubdide é atribuido de maneira a conter o maior volume de dados
que contribuirao para a aplicacao. Para efeito de ilustracao, os videos utilizados para avaliar
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a aplicacao do modelo proposto na caracterizagao neurosemantica sao videos de dimensao =
com uma taxa de 50 frames por segundo. Desta forma optamos por escolher para os cubdides
extraidos janelas de tamanho 20 x 20 com uma profundidade de 7 frames.

Apoés a extracao deste cubdides, a formacao do vetor de caracteristicas pode ser feita de
varias formas. A mais simples dela é “achatar” o cubodide colocando cada valor dos frames que
formam o cuboéide em sequéncia em um vetor. Por exemplo, seja um cuboéide formado por
conjunto de frames {Fy, Fs, ..., F,}, onde o é o namero de frames que compde cada cubdide. O
k-ésimo frame F}, é constituido por uma matriz n X m de pizels:

k k

akl DY a]]{:‘n

Ay w0 Ay
F, = :
k k

A1 A

onde k = 1,2...0. Para montar o vetor de caracteristicas pode-se transformar o conjunto de
matrizes I}, em vetores e concatené-los na ordem em que eles estao dispostos no video. O vetor
resultante podera ser escrito da seguinte forma:
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Existem outras maneiras de se extrair caracteristicas desses cubodide, pode-se por exemplo
fazer um histograma dos valores dos pixels deste cuboide. Porém, tais métodos sao muito
sensiveis a pequenas transformacoes e o principal objetivo desta caracterizacao é criar uma
forma de deixar o cubodide invariante a essas transformacgoes, como por exemplo, translagao,
pequenas mudancas de iluminacao, etc. Para tentar obter o equlibrio certo entre a invariancia
e o poder discriminativo dos vetores de caracteristicas extraidos dos cuboéides, Dollar et. al
[Dollar et al. 2005] projetou alguns extratores de caracteristicas desses cuboides. Dois desses
extratores foram utilizados nesse trabalho: o gradiente do brilho e optical flow. Os algoritmos
para a implementagao destes métodos podem ser encontrados em [Dollar et al. 2005].

Para este trabalho optamos por extrair 25 cubodides para cada video e para cada cubobide
foram extraidos dois vetores de caracteristicas (gradiente e optical flow). Esses dois vetores
referentes & um cubodide foram concatenados formando 25 vetores de caracteristicas para cada
video. No entanto, para a aplicagcao do modelo proposto precisamos representar cada video
em um tnico vetor e, desse modo, surge uma questao: O que fazer com os 25 vetores de cada
video para coloca-los em um tnico vetor? Vale ressaltar que cada vetor estd associado a um
cubdide e que esse cubdide pode estar localizado em qualquer lugar do video (como pode-
se observar na Figura 8.2). Varios métodos podem ser utilizados para ordenar esses vetores
|Dollar et al. 2005]. A seguir é apresentada a técnica utilizada para a obtencao dos vetores de
caracteristicas para este trabalho. Essa técnica monta uma espécie de dicionario de cubdides.
Nesse caso o dicionério de cubdides é uma compilagao de cubdides quantizados em uma certa
ordem.

Seja um conjunto de n videos (tomando como exemplo a Figura 8.4 suponha um conjunto
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de 3 videos). Em cada video, sdo localizados ¢ pontos de referéncia formando ¢ x n cubéides (no
caso do nosso exemplo 9 cuboides, 3 de cada video). A localizagio desses pontos de referéncia
¢ realizada por algoritmos especificos encontrados em [Dollar et al. 2005].

Apobs a extracao dos cubodides é entao realizada a extracao dos vetores de caracteristicas
desses cubdides (conforme explicitado anteriormente). Os vetores resultantes serdo, entdo,
clusterizados em k grupos (no caso do exemplo da Figura 8.4 o nimero de grupos é 3). O
numero de grupos ird definir quantas posigoes o vetor resultante ira possuir, pois cada posi¢ao
desse vetor ird se referir ao ntimero de cubodides que esta inserido naquele grupo para cada
video.

Apobs separar os cubdides em grupos, retorna-se entao a cada video para identificar qual
cuboide estava em qual grupo, quantizando em um novo vetor de caracteristicas os cuboides
daquele video que estava naquele grupo especifico. Como resultado dessa quantizagao teremos
uma espécie de histograma de cubdides onde cada posicao identifica o grupo em questao e os
bins representam o nimero de cubdides em cada grupo. Apoés feito isso com todos os videos,
0s mesmos estarao caracterizados em um vetor k-dimensional e prontos para serem utilizados.
Para efeito de padronizacao esses vetores de caracteristicas espaco-temporais provenientes do
dicionario de cubdides serao chamados a partir de agora de vetores de caracteristicas de baixo
nivel.
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Figura 8.4: Tlustracao da formacao do conjunto de caracteristicas de um conjunto de videos.
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8.3 Aplicacao do Modelo Proposto para a Caracterizacao
Neurosemantica de Imagens na Caracterizacao de Videos

O principal objetivo dessa aplicacao é tentar incorporar informacoes semanticas nos vetores
de caracteristicas de baixo nivel para serem utilizados no reconhecimento de movimentos. Aqui,
no6s utilizamos a intuicao de que os pesos da rede neural treinada para classificar padroes de
movimentos possam ser utilizados para realizar um mapeamento nao linear de um espaco de
caracteristicas de baixo nivel para um espaco de caracteristicas neurosemanticamente ponder-
ado. Portanto, assim como na caracterizagao de imagens, a rede neural ira funcionar como uma
funcao de transformacao de caracteristicas.
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Figura 8.5: Os dois principais processos na proposta de adaptacao. Na fase de treinamento
(em cima), uma rede neural é treinada utilizando as sequéncias de videos pré-classificadas. No
processo de caracterizagdo neurosemantica (em baixo) sdo utilizados os prototipos e os pesos
da rede neural para produzir um mapeamento das caracteristicas de baixo nivel extraidas.

Uma visao geral da adaptacao do modelo proposto pode ser vista na figura 8.5 que consiste
em duas fases. Primeiramente um conjunto de videos pré-classificados {Vi, V5, ...V,,} represen-
tando diferentes categorias semanticas é selecionado para a fase de treinamento da rede ou seja,
para o aprendizado do mapeamento seméantico das categorias. A idéia aqui é aprender uma
representacao implicita das categorias de movimentos usando a rede neural. Essa representacao
implicita serd entao usada para mapear as caracteristicas de baixo nivel dos videos contendo
movimentos complexos em um espaco de caracteristicas neurosemanticas durante a segunda
fase do modelo. Em seguida os vetores de caracteristicas neurosemanticas resultantes dessa
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aplicacao serao utilizados para a classificacao de movimentos humanos em videos. A seguir os
passos para a obtencao do método apresentado na figura 8.5 sao descritos.

Apos selecionados os videos da fase de treinamento e clusterizados em grupos {p1, p2, ..., Px}
por um classificador, as caracteristicas de baixo nivel referentes a cada video sao extraidas
de acordo com os métodos apresentados na secao anterior formando o vetor de caracteristicas
(f1, fo, -, fr)- Os vetores resultantes dessa caracterizagao em baixo nivel serao utilizados para
o treinamento da rede neural implementada e treinada da mesma forma explicitada na secao
6.2 dessa dissertagao.

Apos a rede neural estar treinada, os pesos serao salvos, as fungoes de ativagao retiradas e
um outro grupo distinto de videos de testes sera escolhido. Este conjunto serd caracterizado
da mesma forma utilizada nos videos de treinamento. Apds essa caracterizacao, os vetores de
caracteristicas passarao pela rede neural treinada que ira transformar esses vetores de caracte-
risticas de baixo nivel em novos vetores de caracteristica neurosemanticas, que poderao ser
utilizados tanto para classificagao quanto para recuperacao.

8.4 Avaliacao Experimental

Assim como na avaliacdo da caracterizacao de imagens, um prototipo de sistema foi im-
plementado para estudar a avaliacao de performance das redes neurais na caracterizacao de
videos. Esta secao descreve os testes realizados de acordo com o modelo proposto e apresenta
alguns resultados experimentais para ilustrar a eficiéncia do método considerado.

Para os experimentos foi escolhido um banco de 90 videos de baixa resolugao (180 x 144, com
50 fps) com sequéncias de atividades humanas. Esses videos de atividades humanas foram ex-
traidos de |Blank et al. 2005| que se tornou um banco de dados de teste padrao para métodos de
reconhecimento de agoes similares. Existem nesse banco videos com 9 individuos, cada um efe-
tuando 10 a¢bes naturais descritas em inglés como: “run” (correr), “walk” (andar), “skip” (saltar
de um pé s6), “umping-jack” ou “jack” (fazer polichinelo), “jump-forward-on-two-legs” ou “jump”
(saltar com os dois pés juntos), “jump-in-place-on-two-legs” ou “pjump” (saltar parado com os
dois pés juntos), “gallopsideways” ou “side” (correr de lado), “wave-two-hands” ou “wave2” (ace-
nar com duas maos), “wave-one- hand” ou “wavel” (acenar com uma mao), e “bend” (curvar-se).
Tais videos foram filmados com camera estatica e em um fundo simples. Alguns frames exem-
plo para cada movimento sdo mostrados na figura 8.6 (a) e algumas sequéncias de frames de
alguns movimentos sdo mostradas em 8.6 (b).

Utilizamos como entrada da rede os vetores provenientes dos descritores dos cuboides des-
critos na secao 8.2, e apos realizados varios testes, escolhemos os descritores gradiente e optical
flow. Para a formacao do dicionario de cubdides utilizamos a técnica de agrupamento k-médias
(ou k-means). Este algoritmo pode ser encontrado em varios artigos da literatura. O namero
de grupos utilizados foi escolhido de forma empirica e resultou em k=800 tanto para a ca-
racteristica Optical Flow como também para a caracteristica gradiente, apds concatenados
esses vetores formaram um vetor tinico de 1600 posi¢des. As posicoes iniciais dos centros dos
clusteres foram inicializadas aleatoriamente.

Portanto, a rede neural implementada para esta aplicacao possui 1601 neurénios na camada
de entrada (bias e caracteristicas de baixo nivel), 80 neur6nios na camada oculta e 10 neurdnios
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na camada de saida (caracteristicas neurosemanticas), i.e. a rede neural implementada possui
uma estrutura do tipo 1600-80-10. Para o treinamento da rede a funcao de ativacao utilizada
foi a fungao sigmoidal simples e a taxa de aprendizado utilizada foi escolhida empiricamente e
possui o valor 0.003.

Para treinar e testar a rede optamos por utilizar a estratégia “leave one out”, visto que foi
constatado que o nimero de videos (90) é insuficiente para ser dividido em base de treinamento
e de testes. Esta estratégia é adotada por varios sistemas, inclusive de reconhecimento de
acoes humanas. A estratégia “leave one out” consiste na selecao de um conjunto de videos da
base de dados para o treinamento retirando um elemento para testar o sistema final. No caso
desta aplicacao, sao retiradas todos os videos de movimentos de um mesmo individuo enquanto
todos os videos restantes sao utilizadas para treinar a rede. Como foi dito anteriormente,
a base de dados possui 90 videos, 9 individuos realizando 10 acoes diferentes. Portanto em
cada etapa, 80 videos sao utilizados para treinar a rede e os 10 restantes sao caracterizados
neurosemanticamente. Esse passo é repetido até que todos os videos estejam caracterizados.

Para comparar os resultados optamos por utilizar a estratégia utilizada na literatura. Uti-
lizamos o resultado da rede neural (vetores de caracteristicas neuroseménticas) em um classifi-
cador simples, chamado algoritmo dos k vizinhos mais proximos (k-nearest neighbor) onde as
tuplas de treinamento sao os vetores “ideais” de saida da rede neural. O resultado desse clas-
sificador foi sumarizado em uma tabela de acuracias sobre cada movimento também chamada
de matriz de confusao. A matriz de confusao oferece uma medida efetiva do modelo de clas-
sificacao, ao mostrar o nimero de classificacoes corretas versus as classificacoes preditas para
cada classe, sobre um conjunto de exemplos. O numero de acertos, para cada classe, se lo-
caliza na diagonal principal da matriz e representa a acuréicia para aquela classe, os demais
elementos representam erros na classificacao. A soma dos valores da diagonal principal dividida
pelo nimero de classes representa a acuracia do classificador. A acuricia de uma estimativa
é uma medida da correlacao entre o valor resultante da aplicacao do classificador e os valores
das fontes de informagao (resultados que deveriam ser apresentados), ou seja, mede o quanto a
estimativa que obtivemos é relacionada com o “valor ideal” do classificador. Ela nos informa o
quanto o valor estimado é “bom”, ou seja, quanto o valor estimado é “proximo” do valor real e
nos da a “confiabilidade” daquela estimativa ou valor. Portanto, a acuracia de um classificador
ideal deve ser igual & 100% e a matriz de confusao desse classificador ideal deve possuir todos
os valores da diagonal principal iguais a 1 e os outros elementos iguais a 0 uma vez que ele
nao comete erros. Medir adequadamente o desempenho do método proposto através da matriz
de confusao assume um papel importante neste trabalho, uma vez que o objetivo consiste em
construir um método com alta taxa de acerto em novos exemplos.

A Figura 8.7 (a) apresenta os resultados obtidos pelo modelo proposto por este trabalho. A
Figura 8.7 (b),(c) e (d) ilustra os resultados apresentados por Goodhart et al. [Goodhart et al. 2008],
Scovanner et al. [Scovanner et al. 2007] e Niebles and Fei-Fei [Niebles and Fei-Fei 2007], res-
pectivamente. Pode-se notar que os resultados obtidos pelo modelo proposto sao promissores.
A maioria das classes obteve uma melhor performance em nosso método. Em particular, os
movimentos “bend”, “jack”, “pjump” e “walk” foram classificados com uma acuracia de 100%.
Pode-se notar que o método proposto foi bom tanto quando o individuo fazia movimentos em
uma posicao ou quando ele se movia de um lado para o outro da cena.

Além disso, pode ser observado que foi obtida uma performance razoavel para a maioria das
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acoes com excecao dos movimentos “jump”, “run” e “skip”. Essas duas tltimas acoes sao muito
similares entre si, pois o individuo atravessa o cenario de uma forma bem similar. O movimento
“skip” & o movimento mais dificil de classificar, tanto que em alguns trabalhos (como na figura
8.7 (d)) ele nem é inserido na tabela de resultados. O método obteve respostas confusas onde
as agoes sao muito similares. De um modo geral, o sistema proposto classificou corretamente
85.7% das sequéncias de teste, além de reduzir em 99,37% a dimensionalidade dos dados (de
1600 caracteristicas para 10 caracteristicas) o que significa uma grande reducao no tempo de
processamento.

A tabela 8.1 apresenta o resultado da acuracia do sistema proposto em comparacao com
as acuracias obtidas pelos resultados de Goodhart et al. [Goodhart et al. 2008| , Scovanner
et al. [Scovanner et al. 2007] e Niebles and Fei-Fei [Niebles and Fei-Fei 2007]. Os resultados
demonstram que o método proposto tem uma melhor performance que os outros apresentados
na literatura.

Métodos Acuracia (%)
Modelo Proposto 85,7
Goodhart et al. [Goodhart et al. 2008| 84,6
Scovanner et al. [Scovanner et al. 2007] 82.6
Niebles and Fei-Fei |[Niebles and Fei-Fei 2007] | 72,8

Tabela 8.1: Comparacao dos diferentes métodos utilizando o a base de dados Weizmann Human
Action.
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Bend P-j Jump Wave2

Skip Side

Figura 8.6: (a) Exemplos de frames para cada um dos movimentos do banco de videos Weiz-
mann Human Action [Blank et al. 2005]. (b) Exemplos de sequéncias de frames de alguns
movimentos.

Walk

(b)
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Figura 8.7: Matrizes de confusdo obtidas pelo método proposto (a) e pelos métodos observados
em Goodhart et al. [Goodhart et al. 2008| (b), Scovanner et al. [Scovanner et al. 2007] (c) e
Niebles and Fei-Fei |Niebles and Fei-Fei 2007| (d).



Capitulo

Conclusao e Trabalhos Futuros

Apesar dos avancos nos tltimos anos a pesquisa em recuperagao e caracterizacao de imagens
ainda possui grandes desafios a serem alcangados. Um deles é a extragdo de um ntimero
suficiente de caracteristicas para representar uma imagem que reduza a dimensionalidade dos
dados originais e possa realmente diferenciar imagens que seja perceptualmente diferentes. Além
disso essas caracteristicas devem “idealmente” descrever as imagens baseando-se na percepgao
humana e na sua subjetividade, onde devem ser considerados os aspectos mais importantes
para que a recuperacao satisfaca o objetivo da consulta. Baseando-se nessas necessidades,
diversas pesquisas estao sendo realizadas buscando-se extratores de caracteristicas, técnicas de
selecao e transformacao de caracteristicas e formas de andlise de similaridade entre imagens. A
complexidade do problema faz com que os pesquisadores busquem informacoes de areas, como
a psicologia e a neurociéncia, para tentar entender um pouco do funcionamento do cérebro
e tentar reproduzir essas assercoes no sistemas de recuperagao e caracterizacao de imagens.
Assim, a escolha das redes neurais para a caracterizacao neurosemantica de imagens se torna
um aspecto importante pelo fato de que modelos de redes neurais lidam muito bem com dados
imprecisos e situagoes nao totalmente definidas.

Neste trabalho foram estudadas técnicas de extracao de caracteristicas para descrever e
representar as imagens e proposto o uso das redes neurais para caracterizar imagens neu-
rosemanticamente. Em vista disso uma visao geral sobre as redes neurais e a necessidade do
aprendizado para que um sistema inteligente possa ser considerado como tal foi dada. Enfocou-
se o aprendizado neural como sendo uma forma robusta de aquisicao de conhecimentos, que
tem demonstrado um grande potencial em Processamento de Imagens e Visao Computacional.

A partir disto foi proposto o modelo de um sistema de caracterizacao e recuperacao de
imagens para mapear caracteristicas de baixo nivel gerando um novo espaco de caracteristicas
na tentativa de suprimir a subjetividade humana e reduzir assim a discrepancia entre o poder
limitado de descricao das caracteristicas de baixo nivel e a descricao de alto nivel feita por
interpretadores humanos.

A técnica proposta foi testada em varias bases de dados, sendo uma delas com mais de 10.000
imagens cobrindo uma grande faixa de categorias semanticas. Para melhor avaliar a proposta,
comparacoes entre os resultados obtidos pela caracterizacao das imagens em baixo nivel e o
conjunto resultante da caracterizagdo via redes neurais (neuroseméntica) foram realizados e
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mostram que o método proposto pode refinar os resultados. Comparacgoes entre os resultados
obtidos pelo método proposto e os resultados obtidos por outros descritores explanados em
[Deselaers et al. 2008] foram feitas, e demonstram a potencialidade do modelo proposto. Em
geral, o método proposto apresentou bons resultados e acreditamos que o mesmo possa ser
uma solucao robusta para a aquisicao de conhecimento tornando a transformacao e reducao de
caracteristicas mais eficiente.

Como trabalhos futuros pretende-se testar e avaliar o modelo proposto em um banco de da-
dos genérico, como o banco de dados BD-12750, mas que seja classificado para apurar o quanto
a rede conseguiu generalizar os conceitos semanticos durante a fase de treinamento. A partir
disso pretende-se estudar o impacto da base de treinamento de acordo com o ntimero de classes
e quais classes devem ser representadas para que o sistema abranja ainda mais caracteristi-
cas neurosemanticas. Pretende-se também fazer a verificacao da dependéncia do modelo com
outros tipos de caracterizacoes em baixo nivel para melhorar ainda mais acuricia do método.
Uma outra abordagem a ser estudada seria a utilizagdo de mapas auto-organizaveis (com o
auxilio de algoritmos de agrupamentos ndo supervisionados) para que a rede seja constante-
mente retreinada com novas imagens, aumentando o nimero de classes e melhorando as ja
existentes.

Pretende-se também fazer testes com o uso da similaridade por regides explicadas no capi-
tulo de Recuperacao de Imagens, tais técnicas podem melhorar ainda mais os resultados pela
caracterizacao de baixo nivel das imagens.

A realimentacao por relevantes poderd também ser incorporada futuramente ao sistema
para que o usuario transforme suas necessidades em uma consulta devidamente formulada
diminuindo ainda mais o gap-semantico.

Neste trabalho o método proposto foi extendido na aplicacao da caracterizagao neuroseman-
tica de videos de movimentos complexos. Nessa proposta a rede neural foi treinada para re-
presentar movimentos complexos representados por caracteristicas-espaco temporais e utilizada
para caracterizar videos de uma base de dados muito utilizada na literatura. Demonstramos
através de experimentos utilizando técnicas de avaliacao presentes na literatura que o método
proposto apresenta resultados bem satisfatorios. Fizemos ainda, a comparacao dos nossos resul-
tados com resultados de publicacoes recentes de reconhecimento de movimentos e concluimos
que o método proposto na caracterizagao de videos ¢ bem auspiciosa.

Apesar dos experimentos serem limitados & uma base com categorias predefinidas (andar,
correr, saltar, etc.), acreditamos que o modelo proposto pode ser aplicado de uma forma mais
geral principalmente na recuperacao de videos com varias categorias de movimentos. Devido a
complexidade do problema de reconhecimento de movimentos a partir de sequéncias de video
perante a atual tecnologia, é de se esperar que ainda haja muito trabalho a ser feito. Como
trabalhos futuros, pretendemos montar um banco de videos mais geral e aplicar o método
proposto para, dado um video consulta, recuperar os videos mais similares baseados nos vetores
de caracteristicas neurosemanticos obtidos e fazer estudos para aplicar o modelo proposto a
outros extratores de caracteristicas de videos.
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