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Resumo

MATTIOLI, Fernando E. R. Utilização de Técnicas de Realidade Virtual na Simulação

de Próteses de Mão, Uberlândia, Faculdade de Engenharia Elétrica - UFU, 2012.

Palavras-chave: Realidade Virtual. Redes Neurais Artificiais. Reabilitação humana.

Nos últimos anos, sistemas de treinamento assistido por computador tem sido am-

plamente estudados no campo da reabilitação humana. Uma das tecnologias de maior

impacto nesta classe de sistemas é a Realidade Virtual. Quando aplicada à saúde hu-

mana, a Realidade Virtual se apresenta como uma ferramenta adequada à simulação

de ambientes de treinamento sem a exposição dos pacientes aos riscos associados

ao ambiente real. Uma aplicação particular de Realidade Virtual na reabilitação hu-

mana são as próteses virtuais. Estes dispositivos têm sido utilizados para reduzir o

grande esforço mental despendido por usuários de próteses mioelétricas, durante a

fase de treinamento. Este esforço mental constitui apenas uma dentre as várias di-

ficuldades encontradas pelos pacientes, que acabam culminando na desistência de

muitos neste estágio do tratamento. Neste trabalho, a aplicação de Realidade Vir-

tual em um sistema de treinamento para usuários de próteses de mão é apresentada.

Para tal, a possibilidade de se utilizar Redes Neurais Artificiais como sistema de clas-

sificação em tempo real é discutida. Além disso, são apresentados um algoritmo de

janelamento de sinais e uma arquitetura de comunicação entre o sistema de classifi-

cação e o ambiente virtual. Finalmente, é apresentado o protótipo desenvolvido para

se investigar a aplicabilidade do sistema proposto em um contexto de processamento

e classificação em tempo real.



Abstract

MATTIOLI, Fernando E. R. On the Use of Virtual Reality Techniques in Hand Prosthe-

sis Simulation, Uberlândia, Faculty of Electrical Engineering - UFU, 2012.

Keywords: Virtual Reality. Artificial Neural Networks. Human rehabilitation.

In the past few years, computer-based training systems have been widely studied

in the field of human rehabilitation. One of the cutting-edge technologies applied in this

kind of system is Virtual Reality. In health applications, Virtual Reality presents itself

as an appropriate tool to simulate training environments without exposing the patients

to the real world associated risks. In particular, one application of Virtual Reality in

human rehabilitation is in virtual prosthesis design. Virtual prosthetic devices have

been used to reduce the great mental effort needed by patients fitted with myoelectric

prosthesis, during the training stage. This effort is one of the main difficulties that

lead patients to give up at this stage. In this paper, the application of Virtual Reality

in a hand prosthesis training system is presented. To achieve this, the possibility of

exploring Artificial Neural Networks in a real-time classification system is discussed.

Also, a signal windowing algorithm and a communication architecture between the

classification system and the virtual environment are presented. Finally, a prototype

developed in order to investigate the application of the proposed system in a real-time

processing and classification context is presented.
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Capítulo 1

Introdução

1.1 Motivação

Um dos mais complexos e mais extraordinários organismos encontrados na natureza é

o corpo humano. Constituído pela interligação de diversos sistemas, o corpo humano

possibilita aos seres humanos a execução das múltiplas funções mecânicas, físicas

e bioquímicas imprescindíveis à sua sobrevivência. Aliadas ao desenvolvimento das

faculdades mentais, a robustez e a adaptabilidade do corpo humano foram responsá-

veis pela manutenção da espécie humana e pelo aperfeiçoamento de suas habilidades

psíquicas e motoras.

A privação de determinada função do corpo humano possui um impacto significa-

tivo na qualidade de vida de qualquer pessoa. Nesse sentido, uma amputação sofrida

por um indivíduo, seja ela cirúrgica ou traumática, pode comprometer seriamente a

realização de suas atividades diárias, o que pode resultar no aparecimento de graves

complicações psicológicas.

No mundo todo, o número de amputados aumenta de 150.000 a 200.000 a cada

ano. Cerca de 30% destes sofrem amputação do membro superior. Estudos demons-

tram ainda que 70% das amputações traumáticas envolvem membros superiores [To-

ledo et al. 2009].

No Brasil, a maior parte das cirurgias para retirada de membros é resultante do

diabetes (cerca de 70% das cirurgias, segundo estatísticas do Ministério da Saúde).

Esta porcentagem corresponde a cerca de 55 mil amputações por ano [Globo.com

2010].

1
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Uma prótese é um dispositivo artificial que tem como objetivo substituir determi-

nada parte do corpo. No caso de um indivíduo amputado, a prótese pode restaurar a

funcionalidade e a aparência do membro perdido, reduzindo as limitações do indivíduo

e permitindo que este retome sua vida normal.

Próteses mioelétricas de mão consistem em próteses de membro superior (ou ex-

tremidade superior) controladas a partir do sinal elétrico dos músculos residuais. Estas

próteses possuem uma série de funcionalidades e, portanto, requerem estratégias de

controle robustas e computacionalmente eficientes [Chu, Moon e Mun 2006]. Neste

sentido, a habilidade dos usuários em controlar as próteses desempenha um papel

determinante na performance de utilização destes dispositivos.

Nos últimos anos, tanto a Medicina como outras áreas relacionadas à saúde hu-

mana têm sido beneficiadas pelos avanços tecnológicos apresentados pela Realidade

Virtual (RV) [Costa e Ribeiro 2009]. Mais especificamente, quando aplicada à reabili-

tação humana, a natureza intuitiva da interação homem-máquina proporcionada pela

RV favorece o treinamento de habilidades cognitivas e motoras dos pacientes [Weiss

et al. 2004].

A utilização de técnicas de RV no treinamento de usuários de próteses mioelétri-

cas apresenta-se como uma ferramenta complementar que favorece a adaptação dos

usuários aos membros artificiais [Herle et al. 2008]. Apesar do custo ainda elevado

destes dispositivos, um grande problema enfrentado pelos usuários é a adaptação ao

controle das próteses, sendo observada a desistência de muitos pacientes durante o

período de treinamento [Herle et al. 2008]. Além de possibilitar a avaliação da efici-

ência de diferentes sistemas de controle, a utilização de RV na simulação de próteses

mioelétricas ameniza este problema fornecendo um canal de feedback visual aos pa-

cientes. Desta forma, a utilização de próteses virtuais durante a fase de treinamento

reduz significativamente o grande esforço mental despendido pelos usuários nesta

etapa [Sebelius et al. 2005].

1.2 Objetivos e Metas

Sistemas de treinamento para usuários de próteses de mão têm sido investigados por

alguns autores nos últimos anos [Pons et al. 2005, Sebelius et al. 2005, Chu, Moon e
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Mun 2006]. Dentre os desafios encontrados por estes autores destacam-se o proces-

samento dos sinais de controle, os algoritmos de discriminação dos movimentos e a

resposta em tempo real destes sistemas. Um ambiente de treinamento em RV, apli-

cado neste contexto, deve oferecer ao paciente o feedback visual necessário, além

de fornecer uma resposta que satisfaça os requisitos temporais da aplicação. Neste

sentido, o objetivo deste trabalho é desenvolver um ambiente de treinamento em RV

que possibilite a simulação e o controle de próteses virtuais de mão, visando a simpli-

cidade do processamento dos sinais de controle e o tempo de resposta do sistema de

classificação. Para tal, foram traçadas as seguintes metas:

• Desenvolver um sistema para a classificação de sinais eletromiográficos relacio-

nados aos movimentos da mão.

• Projetar a comunicação entre o sistema de classificação e um ambiente virtual

de treinamento, compatível com os requisitos de resposta em tempo real da

aplicação.

1.3 Organização da Dissertação

A presente dissertação é constituída de 7 capítulos, descritos a seguir.

No Capítulo 1 são apresentados a motivação para o desenvolvimento do trabalho,

os objetivos e metas propostos e a estruturação do trabalho.

No Capítulo 2 são apresentados os principais fundamentos biomédicos e tecnoló-

gicos relacionados ao trabalho desenvolvido.

No Capítulo 3 é apresentado o estado da arte da linha de pesquisa principal deste

trabalho.

Nos Capítulos 4 e 5 são apresentados a especificação do sistema proposto e os

principais detalhes de implementação.

O Capítulo 6 apresenta uma breve discussão dos resultados obtidos a partir do

desenvolvimento do sistema proposto.

Finalmente, no Capítulo 7, são apresentadas as conclusões e as perspectivas de

trabalhos futuros.



Capítulo 2

Fundamentos

2.1 Introdução

Neste capítulo, serão abordados alguns dos aspectos biomédicos e tecnológicos rela-

cionados ao presente trabalho.

2.2 Fundamentos de Engenharia Biomédica e Redes

Neurais Artificiais

Uma prótese é um dispositivo que tem como principal função a substituição (estética

ou funcional) de determinado membro. Neste sentido, o desenvolvimento de próteses

antropomórficas requer a construção de modelos matemáticos interdisciplinares, ba-

seados em conceitos de anatomia, fisiologia, dinâmica e cinemática [Nogueira 2007].

A tecnologia de construção de próteses passou por grandes avanços nas últimas

décadas [Marks e Michael 2001]. Atualmente, usuários de próteses são capazes de

desempenhar um grande número de tarefas antes inacessíveis a este grupo, como

por exemplo a prática de esportes especializados e algumas atividades de recreação.

No entanto, a reabilitação de pessoas que sofreram amputação ainda é um grande

problema social nos dias atuais. Dentre os principais fatores que contribuem para este

cenário estão o alto custo dos dispositivos, as limitações das próteses disponíveis

atualmente no mercado e a dificuldade de adaptação de alguns usuários às próteses,

causada pelo desconforto proporcionado ou pela dificuldade em controlar o dispositivo.

4
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2.2.1 Próteses de mão

Uma das maiores dificuldades encontradas ao se desenvolver próteses de mão é re-

produzir a flexibilidade da mão humana nestes dispositivos. Além do elevado número

de graus de liberdade da mão humana, esta flexibilidade se deve ao fato de o ser

humano alterar a forma da mão de acordo com a tarefa a ser realizada [Kyberd et

al. 2001]. Além dos desafios associados às características mecânicas (construção de

mãos mecânicas multi-funcionais), os mecanismos de comando dos dispositivos pro-

téticos também constituem uma importante área de pesquisa, como pode ser consta-

tado nos trabalhos de Zecca [Zecca et al. 2002], Light [Light et al. 2002], Pons [Pons

et al. 2005] e Su [Su et al. 2007].

Nesta seção, são apresentados os princípios de funcionamento das próteses pas-

sivas, neuromotoras e mioelétricas.

2.2.1.1 Próteses passivas

Próteses não-funcionais ou passivas são dispositivos semi-móveis ou totalmente imó-

veis cujo principal objetivo é a restauração da função estética do membro ampu-

tado [Nogueira 2007]. Alguns dispositivos, tais como a prótese Wilmer [Plettenburg

2008], oferecem a função de preensão por meio de um sistema mecânico de abertura

e fechamento dos dedos. No caso da prótese Wilmer, apresentada na Figura 2.1, a

abertura se dá pela pressão de determinado objeto contra as pontas dos dedos da

mão artificial. Uma leve inclinação do objeto em questão provoca o fechamento do

dispositivo [Plettenburg 2008].

2.2.1.2 Próteses neuromotoras

Próteses neuromotoras têm como objetivo substituir ou restaurar funções motoras a

partir dos sinais relacionados à atividade cerebral. Estes dispositivos podem ser apli-

cados na reabilitação de pacientes cuja atividade cerebral não é capaz de produzir

movimento, seja por lesões na medula espinhal, lesões nos nervos ou lesões nos

próprios músculos [Hochberg et al. 2006].

Uma prótese neuromotora é constituída de 3 partes essenciais [Hochberg et al.

2006]:
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Figura 2.1: Prótese Wilmer [Plettenburg 2008]

• Um elemento sensor, capaz de detectar a atividade neuronal;

• Um decodificador que traduz a atividade neuronal em sinais de comando;

• Um sistema que aciona os efetuadores de acordo com o movimento desejado.

A detecção da atividade neuronal pode ser realizada por métodos invasivos ou

não-invasivos. Projetos que utilizam interfaces invasivas (como apresentado por Hoch-

berg [Hochberg et al. 2006]), são limitados por diversas dificuldades técnicas e envol-

vem riscos clínicos significativos, pois requerem que os eletrodos sejam implantados

no córtex cerebral do paciente [Wolpaw e McFarland 2004]. Métodos não-invasivos

como, por exemplo, o processamento de sinais eletroencefalográficos, não apresen-

tam tantos riscos clínicos quanto os métodos invasivos. No entanto, a grande quan-

tidade de informações a serem processadas (devido ao registro da atividade simultâ-

nea de milhões de neurônios) impõe severas limitações à utilização destes métodos

em sistemas em tempo-real [König e Verschure 2002].

Na Figura 2.2 é apresentado um protótipo de prótese neuromotora. Neste disposi-

tivo, eletrodos conectados aos nervos do braço esquerdo do paciente possibilitam que

este realize, dentre outras ações, o controle independente dos dedos artificiais [The

Italian Tribune 2011].
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Figura 2.2: Protótipo de prótese neuromotora1.

2.2.1.3 Próteses mioelétricas

Uma das abordagens mais populares para o controle de próteses é baseada na uti-

lização de sinais eletromiográficos (EMG) dos músculos remanescentes como sinais

de controle dos membros artificiais [Lamounier et al. 2010]. Estes sinais consistem

na manifestação elétrica da atividade neuromuscular associada à contração de deter-

minado músculo e serão mais detalhados na seção 2.2.3. Atualmente, a maioria das

próteses transradiais funcionais (próteses que substituem parte do membro superior

após amputação abaixo do cotovelo) utiliza sinais EMG do antebraço para controlar a

abertura e o fechamento das mãos artificiais [Li, Schultz e Kuiken 2010].

Em comparação às próteses tipo “gancho”, as primeiras próteses mioelétricas

construídas proporcionavam ao usuário mais graus de liberdade de movimento. No

entanto, o número de graus de liberdade era limitado pela habilidade do usuário em

assimilar movimentos não-naturais (para produzir os sinais de comando) e pela per-

formance do sistema de classificação ao decodificar estes diferentes sinais de co-

mando [Craelius, Abboudi e Newby 1999]. Em alguns dispositivos, por exemplo, os

usuários são capazes de ativar o modo de rotação do pulso efetuando a contração

simultânea de alguns músculos do antebraço [Li, Schultz e Kuiken 2010]. Deve-se

1Foto extraída de: The Italian Tribune: Italian Scientists Give Amputee Tought-Controlled Robotic

Hand, disponível em http://theitaliantribune.com/?p=119.



CAPÍTULO 2. FUNDAMENTOS 8

ressaltar, contudo, que a adaptação dos usuários aos comandos requer um processo

de treinamento, uma vez que o controle de diferentes funções utilizando as mesmas

contrações musculares não se dá de forma natural [Li, Schultz e Kuiken 2010].

Na Figura 2.3, é apresentada uma prótese mioelétrica de mão.

Figura 2.3: Prótese mioelétrica SensorHand Speed [MYOBOCK R© System 2011]

2.2.2 Controle de próteses mioelétricas

Atualmente, diversas abordagens estão disponíveis para o controle de próteses mio-

elétricas. No entanto, os sistemas de controle destes dispositivos podem ser classifi-

cados em dois tipos principais: autônomos ou voluntários [Okuno, Yoshida e Akazawa

2005]. Nesta seção, serão apresentadas as principais características de cada um

destes sistemas de controle.

2.2.2.1 Controle autônomo

Em um sistema de controle autônomo, a movimentação de cada parte da prótese é

feita automaticamente, a partir de uma instrução simples dada pelo usuário [Okuno,

Yoshida e Akazawa 2005]. Por exemplo, a partir da contração de determinado mús-

culo, uma prótese de mão com controle autônomo fechará os dedos da mão mecânica,

automaticamente, a uma velocidade constante. Quando detectada a contração de ou-

tro músculo, os dedos da mão mecânica se abrirão. Em alguns dispositivos, tais como
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a Southampton Hand [Kyberd et al. 2001] e a SensorHand [HealthCare 2011], durante

a captura de determinado objeto, a força de preensão é ajustada, automaticamente,

quando é detectado um deslizamento do objeto capturado.

2.2.2.2 Controle proporcional

Próteses de mão com controle proporcional apresentam velocidade e força de preen-

são proporcionais à intensidade dos sinais de ativação coletados nos músculos [Hesse

e Herrmann 2010]. A principal vantagem desta abordagem de controle é sua seme-

lhança com a forma natural de controle dos membros no corpo humano. Diversos

autores, tais como Nielsen et. al. [Nielsen et al. 2009] e Jiang et. al. [Jiang, Englehart

e Parker 2009] investigaram o processamento de sinais EMG visando o controle pro-

porcional de próteses de mão.

2.2.2.3 Controle por linguagem de comando

Dispositivos com controle por linguagem de comando são utilizados quando o con-

trole analógico (proporcional) apresenta limitações devido à quantidade de movimen-

tos proporcionada pelo dispositivo. Trata-se de uma abordagem de controle alternativa

ao processamento simultâneo de múltiplos canais EMG, em que o sinal de comando

consiste em sucessivas contrações (bursts) do músculo em questão. As sucessivas

contrações formam então uma palavra binária que é decodificada, resultando na exe-

cução do movimento correspondente. Esta foi a abordagem utilizada no controle da

prótese MANUS [Pons et al. 2005].

2.2.3 O sinal eletromiográfico

O sinal eletromiográfico (EMG) consiste na manifestação elétrica da atividade neuro-

muscular associada à contração de determinado músculo [Soares et al. 2003]. Apesar

da baixa amplitude do sinal EMG, sua propagação permite que este seja detectado em

determinados pontos na superfície da pele (EMG de superfície ou sEMG), o que via-

biliza sua aplicação como sinal de controle de membros artificiais [Li, Schultz e Kuiken

2010].
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2.2.4 Processamento de sinais eletromiográficos

A maioria dos sinais biológicos é encontrada, na natureza, em sua forma contínua.

Desta forma, quando estes sinais são extraídos da natureza, a informação extraída

é representada por um sinal contínuo. Após os processos de discretização e conver-

são analógico-digital (A/D), a informação biológica é representada por um sinal digital

discreto, podendo ser processada e manipulada em sistemas computacionais. Nesta

seção, serão apresentadas algumas das principais abordagens de processamento de

sinais eletromiográficos.

2.2.4.1 Modelo autoregressivo

Um modelo autoregressivo consiste em uma representação de determinado sinal que

depende apenas dos valores de saída armazenados anteriormente pelo sistema. Em

um modelo autoregressivo, o valor da variável em determinado instante (ŷ(n)) pode ser

estimado a partir do valor da variável em instantes anteriores (y(n− 1), y(n− 2), ...). A

equação 2.1 define o modelo autoregressivo [Soares et al. 2003].

ŷ(n) =
M∑

m=1

am(n)y(n−m) + e(n) (2.1)

sendo ŷ o valor estimado no instante n, am o coeficiente autoregressivo (AR) de ordem

m, e(n) o erro estimado e M a ordem do modelo (número de coeficientes am).

Uma estratégia para o cálculo dos coeficientes autoregressivos e do erro estimado

é apresentada a seguir [Akay 1994].

1. Inicialização dos coeficientes em 0.

2. Cálculo do valor estimado (ŷ(n)) do sinal de entrada (y(n)).

ŷ(n) =
M∑

m=1

am(n)y(n−m) (2.2)

3. Cálculo do erro estimado.

e(n) = y(n)− ŷ(n) (2.3)
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4. Atualização dos coeficientes AR.

am(n+ 1) = am(n)− 2µe(n)y(n−m) (2.4)

sendo µ uma constante de convergência, normalmente representada por um

pequeno valor positivo (da ordem de 10−3) [Soares et al. 2003,Hefftner, Zucchini

e Jaros 1988].

2.2.4.2 Características no domínio do tempo

Uma outra abordagem para a análise de sinais EMG no domínio do tempo consiste na

extração de características temporais do sinal. Como discutido em [Herle et al. 2008],

a complexidade e a aleatoriedade do sinal EMG impossibilitam que o classificador

seja alimentado diretamente com os sinais. Uma possível solução para este problema

é alimentar o classificador com um vetor de características extraídas do sinal EMG.

No entanto, deve-se ressaltar que a escolha das características corretas afetará dire-

tamente o desempenho do classificador. A seguir, são apresentadas as características

utilizadas neste trabalho, bem como em outros trabalhos correlatos, a saber, [Mattioli

et al. 2010], [Li, Schultz e Kuiken 2010], [Herle et al. 2008] e [Hudgins, Parker e Scott

1993].

• MAV (Mean Absolute Value)

MAV representa a média dos valores absolutos das amostras de determinado

segmento do sinal analisado. A Equação 2.5 é utilizada para calcular este valor.

x̄i =
1

S

S∑

m=1

|xm|, (2.5)

sendo i = 1...I o número do segmento, S o número de amostras por segmento

e xm a m-ésima amostra no segmento i.

• MAVS (Mean Absolute Value Slope)

A inclinação da média dos valores absolutos (MAVS) consiste na diferença entre

a MAV de dois segmentos adjacentes, e é calculada pela relação:

∆x̄i = x̄i+1 − x̄i, (2.6)
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sendo i e i+ 1 dois segmentos adjacentes e i = 1...I − 1.

• ZC (Zero Crossing)

O número de cruzamentos em zero (ZC) é uma medida de frequência que pode

ser obtida contando-se o número de vezes em que uma forma de onda corta a

reta y = 0. Um limiar foi incluído para se filtrar os cruzamentos em zero induzidos

por ruídos. Assim como em Herle [Herle et al. 2008], neste trabalho foi utilizado

um limiar ǫ = 10−6. O contador de cruzamentos em zero é incrementado quando

a condição

{xm > 0 e xm+1 < 0} ou

{xm < 0 e xm+1 > 0} e

|xm − xm+1| ≥ ǫ

(2.7)

é satisfeita para duas amostras consecutivas xm e xm+1.

• SSC (Slope Sign Changes)

As alterações no sinal da inclinação SSC possibilitam uma outra medida do con-

teúdo em frequência do sinal. O mesmo limiar utilizado no contador ZC foi apli-

cado ao contador SSC, que é incrementado quando a condição 2.8, abaixo, é

verdadeira para três amostras consecutivas xm−1, xm e xm+1.

xm > xm−1 e xm > xm+1 ou

xm < xm−1 e xm < xm+1 e

|xm − xm+1| ≥ ǫ ou |xm − xm−1| ≥ ǫ

(2.8)

• WL (Waveform Length)

O comprimento da forma de onda (WL) é utilizado para se analisar a complexi-

dade da forma de onda em cada segmento. Este parâmetro consiste no compri-

mento cumulativo da forma de onda dentro do segmento em questão. A Equação

2.9 fornece uma medida de amplitude, frequência e duração do segmento em um

único parâmetro:
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WL =
S∑

m=1

|∆xm|, (2.9)

com ∆xm = xm − xm−1, sendo xm e xm−1 duas amostras adjacentes.

2.2.5 Redes neurais para a classificação de sinais biomédicos

Redes Neurais Artificiais (RNA) são sistemas capazes de reconhecer e classificar pa-

drões a partir de um modelo de aprendizagem baseado no aprendizado humano [Fau-

sett 1994]. Uma característica marcante das RNA é sua capacidade de generalização:

após uma fase de treinamento, na qual alguns padrões de entrada (juntamente com

sua respectiva classificação) são apresentados e processados pela rede, esta pode

ser testada com padrões diferentes daqueles utilizados em treinamento, classificando-

os adequadamente. Os principais elementos que caracterizam uma RNA são [Fausett

1994]:

• A arquitetura da rede, representada pelo padrão de conexões entre seus neurô-

nios (unidades fundamentais da RNA);

• O algoritmo de treinamento ou aprendizagem da rede;

• A função de ativação.

Cada conexão entre dois neurônios é representada por um peso, que determina a

força da conexão. O mecanismo de aprendizagem da rede consiste na atualização sis-

temática dos pesos, controlada pela taxa de aprendizagem (α). Um ou mais critérios

de parada são utilizados para interromper o treinamento, quando condições satisfató-

rias são atingidas. A função de ativação é aplicada a determinado padrão apresentado

à rede - ponderado pelos pesos das conexões - produzindo a saída correspondente

àquele padrão de entrada [Russell e Norvig 2010,Fausett 1994].

Nos últimos anos, as RNA têm sido utilizadas em diversas áreas da Engenharia

Biomédica tais como detecção de arritmias cardíacas [Mar et al. 2011, Hosseini, Luo

e Reynolds 2006], construção de interfaces homem-máquina [Choi et al. 2009] e con-

trole de próteses [Nielsen et al. 2011,Lujan e Crago 2009].
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O sinal EMG consiste em um processo estocástico, de alta complexidade, sem

regra de formação definida [Andrade 2000,Soares et al. 2003]. Além disso, as carac-

terísticas do sinal EMG estão fortemente relacionadas às condições físicas do indiví-

duo [Kuribayashi et al. 1993]. Desta forma, um classificador aplicado à discriminação

de sinais EMG deve: 1) ser capaz de realizar o mapeamento não linear do sinal; 2)

oferecer um processo rápido e eficiente de recalibração, para adaptar o sistema de

classificação às condições físicas do indivíduo.

A utilização de RNA na classificação de sinais EMG tem sido investigada há al-

guns anos, por vários pesquisadores [Hiraiwa, Shimohara e Tokunaga 1989, Matsu-

mura et al. 2002, Gutierrez e Munoz 2011, Andrade 2000]. Dentre as redes mais

utilizadas neste tipo de aplicação estão as redes MLP (multi-layer perceptron)com re-

tropropagação do erro (backpropagation - BP) [Sun, Chen e Tian 2011, Yang, Yantao

e Yantao 2010, Muceli, Jiang e Farina 2010, Nielsen et al. 2009], redes LVQ (learning

vector quantization) [Liu e Luo 2008, Guo et al. 2006], e mapas auto-organizáveis

(self-organizing maps - SOM) [Kiso e Seki 2010,Huang et al. 2003].

As próximas seções apresentam uma breve descrição do funcionamento de cada

uma destas redes neurais artificiais.

2.2.5.1 Redes MLP

Redes MLP (multi-layer perceptron) são redes neurais multicamadas cujo mecanismo

de aprendizagem consiste na retropropagação do erro backpropagation [Sun, Chen

e Tian 2011]. O método de treinamento das redes MLP consiste em um método

de gradiente descendente, baseado na redução do erro quadrático total da saída da

rede [Fausett 1994]. A popularidade e a capacidade de generalização das redes MLP

motivaram sua utilização em diversas áreas, tais como aproximação de funções ma-

temáticas, reconhecimento de padrões e mineração de dados (data mining) [Yang,

Yantao e Yantao 2010,Sun, Chen e Tian 2011].

Arquitetura

Na Figura 2.4 é apresentada a arquitetura de uma rede MLP com uma camada escon-

dida de neurônios. Nesta figura:
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• Xi, i = 1, ..., n representam as unidades da camada de entrada;

• Zj , j = 1, ..., p representam as unidades da camada escondida;

• Yk, k = 1, ...,m representam as unidades da camada de saída;

• vnp representam os pesos das conexões entre a camada de entrada e a camada

escondida;

• wpm representam os pesos das conexões entre a camada escondida e a camada

de saída;

• Os neurônios representados por “1” constituem os “bias”, representando cone-

xões com ativação constante igual a 1 [Fausett 1994].

Figura 2.4: Rede MLP - Arquitetura [Fausett 1994].

Algoritmo de treinamento

O algoritmo de treinamento da rede MLP pode ser resumido pelos passos apresenta-

dos a seguir [Fausett 1994].

Passo 0: Inicialização dos pesos.
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Passo 1: Enquanto a condição de parada for falsa, execute os passos 2-9.

Passo 2: Para cada padrão de treinamento, execute os passos 3-8.

Feedforward:

Passo 3: Cada unidade de entrada (Xi, i = 1, ..., n) recebe o

padrão de entrada xi e o propaga para as unidades

da camada escondida.

Passo 4: Cada unidade da camada escondida (Zj , j = 1, ..., p)

calcula sua entrada ponderada,

z_inj = v0j +
n∑

i=1

xivij,

aplica sua função de ativação para calcular seu sinal

de saída,

zj = f(z_inj),

e envia este sinal para as unidades da camada de

saída.

Passo 5: Cada unidade da camada de saída (Yk, k = 1, ...,m)

soma seu sinal de entrada,

y_ink = w0k +
p∑

j=1

zjwjk,

e aplica sua função de ativação para calcular seu sinal

de saída,

yk = f(y_ink).

Retropropagação do erro:

Passo 6: Cada unidade da camada de saída (Yk, k = 1, ...,m)

recebe um padrão alvo (tk) correspondente ao padrão

de treinamento, calcula o termo de informação do erro,

δk = (tk − yk)f
′(y_ink),

calcula o vetor de correção dos pesos,

∆wjk = αδkzj,

e envia δk para as unidades da camada escondida.

Passo 7: Cada unidade da camada escondida (Zj , j = 1, ..., p)

soma suas entradas “delta”,

δ_inj =
m∑
k=1

δkwjk,
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calcula o termo de informação do erro,

δj = δ_injf
′(z_inj),

e calcula o vetor de correção dos pesos,

∆vij = αδjxi.

Atualização dos pesos:

Passo 8: Cada unidade da camada de saída (Yk, k = 1, ...,m)

atualiza seus pesos (j = 0, ..., p):

wjk(novo) = wjk(anterior) + ∆wjk

Cada unidade da camada escondida (Zj , j = 1, ..., p)

atualiza seus pesos (i = 0, ..., n):

vij(novo) = vij(anterior) + ∆vij

Passo 9: Testa condição de parada.

No algoritmo apresentado anteriormente, é possível identificar as 3 fases princi-

pais do processo de treinamento: alimentação direta (feedforward), retropropagação

do erro e atualização dos pesos. A condição de parada pode ser definida, por exem-

plo, a partir do erro quadrático máximo tolerável ou do número máximo de ciclos de

treinamento.

Função de ativação

Nas Equações 2.10 e 2.11 são apresentadas, respectivamente, a sigmóide binária

(domínio de 0 a 1) e a sigmóide bipolar (domínio de -1 a 1). Estas são duas das

funções de ativação mais utilizada em redes com retropropagação do erro [Fausett

1994].

f1(x) =
1

1 + e−x
(2.10)

f2(x) =
2

1 + e−x
− 1 (2.11)

2.2.5.2 Redes LVQ

LVQ (Learning Vector Quantization) é uma técnica de aprendizado supervisionado na

qual as informações referentes a uma dada classe são usadas para se mover os pe-
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sos dos vetores de referência, melhorando-se as regiões de decisão do classifica-

dor [Haykin 1999]. No método LVQ , um conjunto inicial de padrões de treinamento

com classificação conhecida deve ser fornecido, juntamente com uma distribuição ini-

cial dos vetores de referência (cada um representando uma dada classificação). Uma

vez treinada, a rede LVQ classifica um padrão atribuindo a ele a classe representada

pelo vetor de referência que contém as características mais semelhantes ao padrão

apresentado.

Arquitetura

Na Figura 2.5 é apresentada e arquitetura básica de uma rede LVQ, sendo:

• Xi, i = 1, ..., n as unidades da camada de entrada;

• Yj, j = 1, ...,m as unidades da camada de saída;

• wij o peso da conexão entre os neurônios i (entrada) e j (saída).

Figura 2.5: Rede LVQ - Arquitetura [Fausett 1994].

Algoritmo de treinamento

Em uma rede LVQ, um padrão de entrada é apresentado à rede como um vetor de

pesos, denominado vetor de entrada. Para a classificação de determinado padrão de

entrada, a rede realiza a busca pela unidade de saída que contém o vetor de pesos
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mais próximo ao vetor de entrada. Desta forma, durante o treinamento, os pesos das

unidades de saída pertencentes à mesma classe do padrão apresentado são movidos

em direção ao padrão de entrada. Em contrapartida, os pesos das unidades de saída

pertencentes a classes diferentes do padrão apresentado são afastados, i.e. movidos

na direção oposta ao padrão de entrada.

O algoritmo de treinamento da rede LVQ pode ser resumido nos seguintes passos

[Fausett 1994]:

Sejam:

• x o vetor de entrada (x1, . . . , xi, . . . , xn) denominado também vetor de treina-

mento;

• T a classe correspondente ao vetor de entrada;

• wj o vetor de pesos da j-ésima unidade de saída (w1j, . . . , wij , . . . , wnj);

• Cj a classe representada pela j-ésima unidade de saída;

• ||x − wj|| a distância Euclidiana entre o vetor de entrada e o vetor de pesos da

j-ésima unidade de saída.

Passo 0: Inicialização (unidades de saída e taxa de aprendizagem).

Passo 1: Enquanto a condição de parada for falsa, execute os passos 2-6.

Passo 2: Para cada padrão de treinamento x, execute os passos 3-4.

Passo 3: Determinação do índice j tal que ||x− wj|| seja mínimo.

Passo 4: Atualização de wj:

se T = Cj então

wj(novo)← wj(anterior) + α(x− wj(anterior));

senão

wj(novo)← wj(anterior)− α(x− wj(anterior));

Passo 5: Redução da taxa de aprendizagem.

Passo 6: Teste da condição de parada.

Para o caso da rede LVQ, como pode ser observado no algoritmo apresentado,

não ocorre a aplicação de uma função de ativação ao padrão de entrada. Como

condições de parada, um número máximo de iterações ou um valor suficientemente

baixo, atingido pela taxa de aprendizagem, podem ser especificados [Fausett 1994].
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2.2.5.3 Redes SOM

Redes de mapas auto-organizáveis (SOM) combinam um princípio de aprendizagem

competitiva com um agrupamento topológico de nós no qual nós adjacentes possuem

vetores de pesos similares [Mehrotra, Mohan e Ranka 1997]. Durante o treinamento

da rede, para um dado padrão de treinamento, o nó com maior ativação e os nós

adjacentes a este são aproximados do padrão apresentado. Desta forma, ainda que

a inicialização dos vetores de pesos seja aleatória, as redes são auto-organizáveis,

uma vez que as unidades de classificação são deslocadas de modo a capturar as

características essenciais dos padrões de entrada utilizados no treinamento. Dentre as

diversas aplicações das redes SOM, pode-se citar pré-processamento e classificação

de sinais e imagens [Kohonen 1990,Kiso e Seki 2010].

Arquitetura

A arquitetura de uma rede SOM é essencialmente a mesma de uma rede LVQ, como

apresentado na Figura 2.5. No entanto, para o caso da rede SOM, uma estrutura

topológica é assumida pelos neurônios da camada de saída. Além disso, na rede

SOM, não se sabe inicialmente qual neurônio de saída representa cada classe, uma

vez que esta rede utiliza um método de aprendizagem não supervisionada [Fausett

1994].

Algoritmo de treinamento

O algoritmo de treinamento de uma rede SOM pode ser descrito pelos passos a seguir

[Fausett 1994]:

Passo 0: Inicialização dos pesos wij, parâmetros de vizinhança e da taxa de

aprendizagem.

Passo 1: Enquanto a condição de parada for falsa, execute os passos 2-8.

Passo 2: Para cada padrão de treinamento x, execute os passos 3-5.

Passo 3: Para cada j, calcule:

D(j) =
∑
i

(wij − xi)
2.

Passo 4: Encontre o índice J tal que D(J) é um mínimo.

Passo 5: Para todas unidades j pertencentes a uma vizinhança
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específica de J e para todo i:

wij(novo) = wij(anterior) + α[xi − wij(anterior)].

Passo 6: Atualização da taxa de aprendizagem.

Passo 7: Atualização dos parâmetros de vizinhança.

Passo 8: Teste da condição de parada.

Como no caso da rede LVQ, é possível observar que, para a rede SOM, não ocorre

a aplicação de uma função de ativação específica ao padrão de treinamento.

No Quadro 2.1 é apresentado um breve resumo com algumas características das

redes neurais artificiais descritas anteriormente. Maiores detalhes sobre estas redes

podem ser encontrados nos trabalhos de Fausett [Fausett 1994], Mehrotra [Mehrotra,

Mohan e Ranka 1997], Haykin [Haykin 1999] e Kohonen [Kohonen 2001].

Quadro 2.1: Resumo comparativo das redes neurais artificiais apresentadas

Rede Arquitetura Treinamento
Método de

aprendizagem
Aplicações

MLP

1 camada de entrada;

1 camada de saída; 1

ou mais camadas

intermediárias

Supervisionado

Retropropagação

do erro (gradiente

descendente)

Classificação de

padrões, regressão

não linear e

mineração de dados.

LVQ
1 camada de entrada;

1 camada de saída
Supervisionado

Aprendizagem

competitiva

Classificação ou

reconhecimento de

padrões.

SOM

Mapa topográfico com

1 camada de entrada

e 1 camada de saída

Não

supervisionado

Aprendizagem

competitiva

Pré-processamento e

classificação de

padrões.

Para este trabalho, foram realizados testes com as redes MLP e LVQ, pois estas

possuem vasta aplicação na classificação de padrões em treinamento supervisionado

[Haykin 1999]. A aplicação destas redes na classificação de outros tipos de sinais tem

sido investigada por alguns pesquisadores nos últimos anos [He et al. 2006, Wang et

al. 2009, Janghel et al. 2010, Kashtiban, Razmi e Kozehkonan 2011]. Os resultados

dos testes realizados neste trabalho são apresentados no Capítulo 6.
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2.3 Fundamentos de Realidade Virtual

A Realidade Virtual pode ser definida como uma “interface avançada do usuário” para

acessar aplicações executadas no computador, tendo como características a visuali-

zação de, e movimentação em, ambientes tridimensionais em tempo real e a interação

com elementos desse ambiente [Tori e Kirner 2006]. Em outras palavras, a Realidade

Virtual é uma tecnologia que convence o usuário (participante do ambiente virtual) de

estar em outro lugar pela substituição dos estímulos sensoriais primários do partici-

pante por dados recebidos de um computador [Yoh 2001,Heim 2000].

Sistemas de Realidade Virtual têm sido utilizados nas mais diversas áreas do co-

nhecimento. Alguns domínios de aplicação incluem as indústrias de petróleo e gás,

fabricação de carros e aeronaves, aplicações militares, educação, publicidade e propa-

ganda [Cardoso e Lamounier 2006,Sordi e Valdambrini 2006,Qiu e Chen 2009,Lima,

Cunha e Landau 2010].

Além das aplicações citadas anteriormente, a Realidade Virtual vem sendo utili-

zada já há alguns anos nas ciências médicas, abrindo várias possibilidades no que se

refere ao tratamento de diversos distúrbios e patologias humanas [Burdea 2002,Costa

e Ribeiro 2009]. Dentre as aplicações de Realidade Virtual nestas áreas pode-se citar

o tratamento de fobias e os ambientes virtuais de treinamento voltados à reabilitação

humana [Batteau et al. 2004,Nunes et al. 2007,Brinkman, Sandino e Mast 2009,Bruce

e Regenbrecht 2009]. Nas próximas seções, serão apresentadas algumas aplicações

de Realidade Virtual na medicina, psicologia e outras áreas relacionadas à saúde hu-

mana.

2.3.1 Ambientes virtuais utilizados em reabilitação

A Realidade Virtual, quando aplicada à reabilitação humana, possibilita a criação de

ambientes nos quais a intensidade do treinamento pode ser, sistematicamente, ma-

nipulada de modo a adaptar o ambiente virtual de reabilitação às necessidades de

cada paciente [Jack et al. 2001]. Para tal, os pacientes são convidados a execu-

tar, em um ambiente virtual, uma série de exercícios determinada pelo profissional

de saúde responsável (médico, psicólogo ou terapeuta). A comunicação do paciente

com o ambiente virtual é feita através de dispositivos específicos de entrada/saída,
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tais como dispositivos hápticos, monitores HMD, dentre outros. Por fim, sistemas de

reabilitação assistidos por computador podem ser integrados a sistemas de bancos

de dados, gerando relatórios de treinamento e avaliações estatísticas das sessões de

treinamento, além de proporcionar ao médico ou terapeuta a possibilidade de acom-

panhar em tempo real ou posteriormente o desempenho do paciente na execução dos

exercícios propostos [Mattioli et al. 2011].

A Figura 2.6 apresenta uma plataforma de reabilitação para pacientes que sofre-

ram acidente vascular cerebral (AVC). O sistema, denominado SAIL (Stimulation As-

sistance through Iterative Learning), apresenta ao paciente uma série de exercícios

de posicionamento de objetos em um ambiente virtual tridimensional. Os exercícios

são customizados pelo fisioterapeuta, de acordo com as necessidades e a evolução

de cada paciente [Cai et al. 2011].

Figura 2.6: Paciente utilizando o sistema SAIL [Cai et al. 2011]

Nas Figuras 2.7(a) e 2.7(b) são apresentados os dois exercícios de coordenação

que compõem o sistema de reabilitação ortopédica proposto por Popescu [Popescu

et al. 2000]: peg board 2.7(a) e arremesso/captura de bola 2.7(b). Neste sistema,

uma arquitetura cliente-servidor permite que o paciente realize os exercícios em casa

enquanto o terapeuta acompanha remotamente o desenvolvimento do paciente [Po-
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pescu et al. 2000].

(a) (b)

Figura 2.7: Exercícios: (a) Peg board. (b) Arremesso/captura de bola [Popescu et al.

2000].

2.4 Considerações finais

Neste capítulo, foram apresentados alguns dos fundamentos de Engenharia Biomé-

dica e de Redes Neurais Artificiais associados ao desenvolvimento e construção de

próteses de mão. Dentre os tópicos abordados, estão técnicas de controle de mem-

bros artificiais, processamento digital de sinais EMG e classificação de sinais bio-

médicos. Foram abordados também alguns dos fundamentos de Realidade Virtual

aplicados às áreas médicas. Dentre as diversas aplicações, destacam-se os ambien-

tes de treinamento, tratamento de fobias e de reabilitação. No próximo capítulo será

apresentado um estudo de alguns trabalhos correlatos ao tema desta dissertação.



Capítulo 3

Trabalhos Correlatos

3.1 Introdução

Visando analisar o estado da arte dos sistemas de simulação de próteses utilizando

Realidade Virtual realizou-se um levantamento de alguns trabalhos correlatos, procu-

rando avaliar sua aplicabilidade, suas limitações e perspectivas de trabalhos futuros.

Neste capítulo, serão discutidos os aspectos de maior relevância abordados nestes

trabalhos.

3.2 Reconhecimento de padrões EMG em tempo real

Para o caso de próteses mioelétricas, o processamento do sinal EMG foi discutido em

diversos trabalhos tais como Chu et al. [Chu, Moon e Mun 2006] e Herle et al. [Herle

et al. 2008]. Em Chu et al. [Chu, Moon e Mun 2006], é apresentada uma técnica de

reconhecimento de padrões composta por 3 etapas fundamentais, apresentadas na

Figura 3.1.

Figura 3.1: Reconhecimento de padrões EMG [Chu, Moon e Mun 2006].

25
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Inicialmente, um vetor de características é extraído de uma janela de 250 ms do

sinal EMG, utilizando a transformada wavelet packet. Maiores detalhes sobre a apli-

cação desta transformada a sinais EMG podem ser encontrados no trabalho de En-

glehart [Englehart, Hudgin e Parker 2001].

Em seguida, é realizada a redução dimensional e a projeção de características

utilizando análise de componente principal (principal component analysis - PCA) e

mapas auto-organizáveis de características (self-organizing feature map - SOFM). Em

linhas gerais, esta etapa tem como função simplificar a estrutura do classificador (me-

lhorando a separabilidade dos padrões) e reduzir o tempo de processamento (pela

redução dimensional dos padrões).

Finalmente, é realizada a classificação do movimento por uma rede de perceptrons

multicamada (MLP).

Neste trabalho, foram contemplados 9 movimentos diferentes da mão, capturados

por 4 canais EMG: flexão/extensão do pulso, desvio ulnar/radial do pulso, pronação/-

supinação do pulso, abertura/fechamento da mão e posição de relaxação (repouso).

Os experimentos realizados indicaram um tempo de resposta inferior a 125 ms, desde

o janelamento do sinal até a movimentação da mão virtual. No entanto, para o janela-

mento dos sinais, foi utilizada uma janela móvel de comprimento 250 ms e incremento

igual a 125 ms. Desta forma, a diferenciação entre sinal e ruído só ocorre após a

extração das características do sinal, uma vez que a janela móvel é deslocada tanto

na realização de determinado movimento como na posição de repouso. Esta estraté-

gia requer maior quantidade de processamento na discriminação dos movimentos, o

que pode ser uma limitação na portabilidade deste sistema para um microcontrolador

miniaturizado, por exemplo, uma prótese real.

3.3 Controle em tempo real de uma mão virtual

O sistema de controle utilizado nas próteses também tem sido pesquisado e discutido

em diversos trabalhos, tais como Sebelius et al. [Sebelius et al. 2005], Craelius et

al. [Craelius, Abboudi e Newby 1999] e Pons et al. [Pons et al. 2005]. Sebelius et al.

[Sebelius et al. 2005] avaliaram a performance de um sistema de controle mioelétrico

de próteses utilizando uma mão virtual.
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Para o treinamento do sistema, diferentes posições dos dedos foram capturadas

pelos sensores de uma luva de dados e associados aos respectivos sinais EMG. Para

o caso de pacientes com amputação de uma mão, a luva de dados foi posicionada

na mão oposta, e os movimentos realizados simultaneamente nas duas mãos. O re-

conhecimento de padrões foi feito utilizando um algoritmo de lazy learning, baseado

no algoritmo K-nearest neighbors (KNN) [Atkeson, Moore e Schaal 1997, Hattori e

Takahashi 1999]. Para se determinar o padrão vizinho mais próximo, foi utilizada a

distância euclidiana mínima. Maiores detalhes dessa implementação podem ser en-

contrados em Sebelius et al. [Sebelius et al. 2005] e Atkeson et al. [Atkeson, Moore e

Schaal 1997].

A utilização da luva de dados para auxiliar o processo de calibração, fornecendo

dados de referência mais precisos ao classificador, possibilitou melhorias na perfor-

mance global do sistema de classificação. Dada a simplicidade do sistema de controle,

este pode ser implementado sem maiores dificuldades em hardwares miniaturizados.

Entretanto, a presença da luva de dados no processo de calibração restringe a utiliza-

ção do sistema a pacientes que possuam pelo menos uma mão saudável. A avaliação

da performance de outras técnicas de classificação, como por exemplo as redes MLP

ou LVQ, também não foi contemplada no escopo deste trabalho.

3.4 Prótese MANUS

No trabalho desenvolvido por Pons et al. [Pons et al. 2005], foi implementada uma

linguagem de comando para próteses mioelétricas de mão. Com a finalidade de se

testar a linguagem implementada, foi utilizado um processo de treinamento baseado

em Realidade Virtual. A Figura 3.2 apresenta um usuário da prótese MANUS.

A linguagem de comando desenvolvida neste projeto para a prótese MANUS con-

siste em uma linguagem de comando digitalmente codificada. O usuário da prótese

realiza sucessivas contrações de determinado músculo. De acordo com limiares pré-

estabelecidos, cada contração pode ser classificada em três diferentes níveis: “0”, “1”

ou “2”. Uma vez reconhecida a palavra de comando (uma sequência de contrações

reconhecidas pelo sistema), a prótese realiza o movimento correspondente à palavra

de comando. A Figura 3.3 apresenta um exemplo de palavra de comando. No exemplo



CAPÍTULO 3. TRABALHOS CORRELATOS 28

Figura 3.2: Usuário da prótese MANUS [Pons et al. 2005].

apresentado, as 3 contrações consecutivas formam a palavra “121”, de acordo com os

limiares A1 e A2.

Figura 3.3: Palavra de comando da prótese MANUS. [Pons et al. 2005].

Na Figura 3.4 é apresentado o ambiente de treinamento em RV de usuários da

prótese MANUS.
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Figura 3.4: Ambiente virtual de treinamento [Pons et al. 2005].

Uma vez que o controle do membro artificial é feito a partir de uma linguagem

binária de comando, este sistema possui maior flexibilidade com relação às postu-

ras e movimentos executado pela prótese. Além disso, a detecção dos comandos se

dá de forma simples, pois cada comando é composto por uma sequência de contra-

ções musculares de duração variável. Contudo, ainda que o controle por linguagem

de comando possa ser facilmente assimilado pelos pacientes, este não representa

uma forma natural de controle dos membros, especialmente para pacientes que sofre-

ram alguma forma de amputação. Além disso, o janelamento utilizado neste trabalho

baseia-se em funções de decisão configuradas a partir de dados estatísticos. Esta

abordagem pode apresentar limitações no que se refere à capacidade de generaliza-

ção do sistema de classificação (resposta do sistema a dados similares aos dados de

treinamento, porém desconhecidos).
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3.5 Classificação de sinais EMG utilizando caracterís-

ticas no domínio do tempo

Herle et al. [Herle et al. 2008] apresentam uma técnica de classificação de sinais

EMG baseada em características no domínio do tempo e em redes neurais artificiais.

A aplicação da técnica de classificação proposta é avaliada em um sistema de auxílio

a usuários de próteses mioelétricas na fase de treinamento. A Figura 3.5 apresenta a

arquitetura deste sistema.

Figura 3.5: Arquitetura do sistema [Herle et al. 2008]

Os sinais EMG foram coletados em 2 canais, com os respectivos eletrodos posici-

onados no bíceps e no tríceps dos pacientes. 5 características no domínio do tempo

foram extraídas: MAV, MAVS, ZC, SSC e WL (a seção 2.2.4.2 apresenta uma explica-

ção mais detalhada destas 5 características). A classificação dos movimentos foi feita

utilizando uma rede MLP. Finalmente, o movimento classificado é reproduzido por uma

prótese virtual, apresentada na Figura 3.6.

O sistema abordado neste trabalho apresenta uma boa performance do classifica-

dor (acima de 96%) utilizando características no domínio do tempo. A principal vanta-

gem das características utilizadas está na simplicidade de implementação, pois estas

podem ser implementadas com operações aritméticas simples (soma, subtração, di-

visão), comparadores e contadores. No entanto, dentro do escopo deste trabalho,

não foram investigados os movimentos da mão nem a performance do sistema em

tempo real. A influência de cada uma das 5 características na performance global de

classificação também não foi abordada neste trabalho.
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Figura 3.6: Prótese virtual [Herle et al. 2008]

3.6 RV e RA aplicados à simulação de próteses de mem-

bros superiores

Finalmente, no trabalho desenvolvido por Nogueira [Nogueira 2007] é apresentada a

arquitetura de um sistema que permite a visualização de próteses de membros superi-

ores em Realidade Virtual e Realidade Aumentada. O sistema utiliza sinais EMG para

controle das próteses e possibilita a coleta e o processamento dos dados em tempo

de execução. A Figura 3.7 apresenta a arquitetura deste sistema.

Figura 3.7: Arquitetura do sistema [Nogueira 2007]

Para a classificação dos movimentos, foi utilizado o modelo auto-regressivo e uma
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rede neural artificial treinada com retropropagação do erro, como apresentado em An-

drade [Andrade 2000] e Lamounier et al. [Lamounier et al. 2010]. O grande diferencial

deste trabalho está na possibilidade de utilização de Realidade Aumentada durante o

treinamento, tal como apresentado na Figura 3.8.

Figura 3.8: Ambiente em Realidade Aumentada [Nogueira 2007].

O trabalho discutido nesta seção apresenta como diferenciais a simulação da pró-

tese em Realidade Aumentada e a comunicação do ambiente de treinamento com um

sistema de banco de dados. Contudo, no âmbito deste trabalho não foram contem-

plados os movimentos da mão. A performance de outras redes neurais (por exemplo,

LVQ) na classificação dos movimentos apresentados e a utilização de outras técnicas

de janelamento (diferentes do janelamento fixo por amplitude do sinal) também não

foram discutidos.

3.7 Resumo comparativo dos trabalhos analisados

Na Tabela 3.1 é apresentado um resumo das características dos trabalhos correlatos,

analisados neste capítulo. O Quadro 3.2 apresenta uma comparação destes, desta-
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cando os elementos que motivaram o presente estudo (vide Capítulo 4). Observando

o escopo e as técnicas abordadas em cada um destes trabalhos, foram escolhidos

como parâmetros de comparação os elementos de maior impacto na performance de

classificação e na usabilidade dos sistemas apresentados. São eles:

• Movimentos investigados: neste item, foram analisados os movimentos contem-

plados em cada trabalho.

• Janelamento: refere-se à forma como o sistema diferencia informações rele-

vantes (movimentos) de ruídos (estado de repouso). Alguns sistemas realizam

a extração de características dos ruídos e, pelo mecanismo de classificação,

detectam o estado de repouso. Em outros sistemas, ocorre a detecção (ma-

nual ou automática) dos intervalos com informações relevantes (janelamento),

descartando-se os intervalos que contenham apenas ruídos.

• Tipo de pré-processamento: neste item, foram analisadas as diferentes aborda-

gens de pré-processamento dos sinais EMG.

• Classificador : refere-se ao tipo de classificador utilizado para discriminar os di-

ferentes movimentos.

• Performance em tempo real : refere-se à avaliação da aplicabilidade dos algorit-

mos apresentados em sistemas de tempo real.

• Realidade Virtual : refere-se à utilização de Realidade Virtual como mecanismo

de feedback relacionado aos movimentos realizados.

3.8 Considerações finais

Neste capítulo, foram apresentados os principais elementos de alguns trabalhos cor-

relatos ao tema desta dissertação. As principais limitações dos sistemas abordados

estão relacionadas aos movimentos considerados, ao tipo de janelamento realizado,

à investigação da performance de diferentes classificadores, à avaliação do desempe-

nho em tempo real destes sistemas e à utilização de Realidade Virtual como meca-

nismo de feedback. A partir das limitações observadas, foi realizada a especificação

do sistema proposto no presente trabalho, apresentada no próximo capítulo.
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Tabela 3.1: Características dos trabalhos correlatos

Trabalho Movimentos Janelamento Pré-processamento Classificador Tempo real Realidade Virtual

Chu, 2006 Mão/pulso Fixo (250 ms) Wavelet/PCA/SOFM MLP Sim Sim

Sebelius, 2005 Dedos/pulso Fixo (50 ms) Filtro de envoltória

linear

Lazy learning Sim Sim

Pons, 2005 Mão/pulso a Não possui b Sim Sim

Herle, 2008 Braço Fixo (200 ms) Características no

domínio do tempo

MLP Não Sim

Nogueira, 2007 Braço Fixo (200 ms) Coeficientes

auto-regressivos

MLP Simulação Sim

aO janelamento utiliza funções de decisão parametrizadas por dados estatísticos
bO classificador compara os valores de pico da contração com os limiares pré-definidos
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Quadro 3.2: Resumo comparativo dos trabalhos correlatos
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Capítulo 4

Especificação do sistema proposto

4.1 Introdução

Após o estudo comparativo dos trabalhos correlatos apresentados no Capítulo 3, foi

definido o escopo deste trabalho, resumido a seguir:

• Movimentos: neste trabalho foram avaliados os movimentos de flexão dos dedos

da mão e de flexão/extensão/pronação do pulso. Estes movimentos estão pre-

sentes, com pequenas variações, nos trabalhos correlatos cujo escopo inclui os

movimentos da mão;

• Janelamento: quando se realiza o janelamento de comprimento fixo, como apre-

sentado em alguns dos trabalhos correlatos, deve-se utilizar um mecanismo au-

xiliar de discriminação sinal/ruído. Este mecanismo pode resultar em um au-

mento significativo na quantidade de processamento necessária à classificação

dos movimentos abordados. Este aumento se deve à necessidade de realizar

o pré-processamento contínuo do sinal de entrada, mesmo estando o músculo

de comando em repouso. Visando investigar a performance de uma técnica

dinâmica de janelamento dos sinais, neste trabalho foi utilizado um algoritmo

de janelamento automático, baseado no operador TKEO (Teager-Kaiser energy

operator - vide seção 5.6.1). Neste algoritmo, a discriminação sinal/ruído é rea-

lizada antes da extração de características, que só será aplicada aos intervalos

do sinal de entrada que representem atividade muscular (intervalos de repouso

não são pré-processados, reduzindo a carga de processamento do sistema);

36
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• Pré-processamento: para o pré-processamento, foram utilizadas as mesmas ca-

racterísticas no domínio do tempo apresentadas por Herle et al. [Herle et al.

2008], na classificação dos movimentos do braço. No entanto, neste trabalho,

foi realizada uma avaliação quantitativa do impacto de cada característica no

desempenho global do classificador. Os resultados desta avaliação são apre-

sentados no Capítulo 6;

• Classificador : visando avaliar o desempenho de diferentes mecanismo de clas-

sificação, neste trabalho foram realizados testes com 2 redes neurais artificiais

- uma rede LVQ (vide seção 2.2.5.2) e uma rede MLP (vide seção 2.2.5.1). Os

resultados destes testes são apresentados também no Capítulo 6;

• Tempo real : para avaliar a performance do sistema em uma aplicação em tempo

real, foi construído um simulador, apresentado na seção 5.6.

• Realidade Virtual : um braço artificial foi adaptado a um ambiente de Realidade

Virtual para proporcionar o feedback visual relacionado aos movimentos aborda-

dos. Este ambiente é discutido na seção 5.5.

Neste capítulo, serão discutidos os principais requisitos do protótipo desenvolvido

no presente trabalho. Primeiramente, serão apresentados os requisitos funcionais

(funcionalidades) e não funcionais (requisitos de desempenho e resposta) do sistema

proposto. Em seguida, serão apresentados os principais requisitos de performance

em tempo real. Ao final do capítulo, são apresentados os diagramas de casos de uso

e o diagrama de classes referentes ao sistema proposto.

4.2 Requisitos funcionais

Os principais requisitos funcionais de um sistema em RV para o treinamento de usuá-

rios de próteses envolvem a correta classificação dos movimentos realizados pela pró-

tese, a configuração dos parâmetros do classificador e o controle do ambiente virtual

de treinamento.
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4.2.1 Configuração dos parâmetros do classificador

Com o objetivo de melhorar a performance do classificador, o sistema deve possuir

uma interface que permita a configuração dos diversos parâmetros do mesmo. Os

parâmetros considerados neste trabalho são:

• Taxa de aprendizagem (alpha);

• Decaimento da taxa de aprendizagem (dec_alpha);

• Número de unidades de classificação (n_output_units);

• Número de classes (n_classes);

• Tolerância (tolerance).

A definição de cada um destes parâmetros será apresentada na seção 5.4 e sua

influência será discutida na seção 6.1.1.

4.2.2 Teste do classificador

Para que o usuário possa testar o classificador, o sistema deve possibilitar que um

sinal de teste seja processado e classificado pelo sistema. É desejável ainda que o

sistema realize a classificação de diversos sinais, procedendo posteriormente a uma

avaliação estatística dos resultados obtidos nesta classificação.

4.2.3 Controle do ambiente virtual

O ambiente virtual desempenha um importante papel no contexto da aplicação pro-

posta. É o ambiente virtual que atuará como canal de comunicação entre o sistema

e o paciente, fornecendo o feedback visual necessário para o treinamento deste. As-

sim sendo, deve ser concebida uma arquitetura que possibilite a manipulação de uma

prótese virtual a partir dos movimentos detectados pelo classificador.
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4.3 Requisitos não funcionais

Os principais requisitos não funcionais do sistema em questão estão relacionados à

performance de classificação dos movimentos abordados, à resposta em tempo real

do sistema e à qualidade da simulação realizada.

4.3.1 Classificação dos movimentos

Uma vez que a aplicação principal do sistema proposto neste trabalho é o treinamento

de usuários em potencial de próteses mioelétricas, é de fundamental importância que

o classificador atinja altos níveis de desempenho na classificação dos movimentos

abordados. Tendo em vista a aplicabilidade do sistema proposto na avaliação da ap-

tidão de pacientes em controlar próteses mioelétricas, erros no classificador podem

levar a um diagnóstico equivocado desta aptidão, resultando em sérios riscos à inte-

gridade física do paciente e ao equipamento.

Em alguns trabalhos correlatos, tais como Herle et al. [Herle et al. 2008], Lamou-

nier et al. [Lamounier et al. 2010] e Soares et al. [Soares et al. 2003] são reportadas

performances de classificação superiores a 90% (chegando a 100% em alguns ca-

sos). Desta forma, para este trabalho, foi admitido como requisito de performance de

classificação o mínimo de 90% dos padrões de teste corretamente classificados. Mais

detalhes a respeito do cálculo da performance de classificação são apresentados na

seção 6.1.

4.3.2 Tempo de resposta

De acordo com Chu et al. [Chu, Moon e Mun 2006], Englehart e Hudgins [Englehart e

Hudgins 2003], o tempo de resposta de um sistema de controle para próteses mioelé-

tricas de mão não deve ultrapassar 300 ms. Uma vez que o presente trabalho objetiva

desenvolver um ambiente virtual de treinamento que simule o comportamento de uma

prótese, é importante que este atraso seja respeitado também no ambiente virtual.

Desta forma, adotou-se como requisito para este trabalho que o classificador deve ter

um tempo de resposta inferior a 200 ms, tendo em vista o atraso entre a classificação

do sinal e a execução do movimento correspondente no ambiente virtual. Este valor
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foi determinado após verificar-se, experimentalmente, que a comunicação entre o sis-

tema de classificação e o ambiente virtual ocorre em menos de 100 ms, o que leva a

um atraso máximo de 300 ms entre a execução do movimento e a movimentação da

prótese virtual.

4.3.3 Simulação realística

Tendo em vista que o sistema proposto neste trabalho possui aplicação no treinamento

de usuários de próteses de mão, é de extrema importância que o ambiente virtual que

simula a prótese proporcione um alto grau de realismo, de modo a facilitar a imersão

do usuário no ambiente de treinamento. Como reportado por Herle et al. [Herle et

al. 2008] e Nogueira [Nogueira 2007], as dificuldades encontradas durante o treina-

mento, tais como a adaptação ao controle dos dispositivos e o grande esforço mental

empregado nesta fase, acabam resultando em um alto índice de desistência por parte

dos pacientes. Desta forma, muitos destes optam por utilizar próteses mecânicas ou

mesmo próteses puramente estéticas. Sendo assim, o ambiente virtual de treinamento

deve ser simples e ao mesmo tempo oferecer um certo grau de interação e sensação

de presença ao paciente, por meio da simulação realística da prótese ou do membro

virtual.

4.4 Requisitos de performance em tempo real

O sistema proposto neste trabalho deverá ser capaz de realizar o processamento de

sinais EMG referentes aos 4 movimentos da mão considerados: flexão, extensão e

pronação do pulso e flexão dos dedos. No entanto, é necessário garantir que a res-

posta do sistema ocorra dentro de limites operacionais desejáveis, respeitando as

restrições temporais da aplicação (resposta em tempo real). Para tal, o sistema deve

possuir, essencialmente, um módulo de aquisição de dados e um algoritmo de jane-

lamento que respeitem estas mesmas restrições temporais. O módulo de aquisição

de dados deve coletar e enviar dados ao sistema de classificação, sem acrescentar

atrasos consideráveis e garantindo a integridade da informação enviada. O algoritmo

de janelamento, por sua vez, é responsável por determinar quais intervalos dos sinais

recebidos realmente possuem informações relevantes ao controle da prótese virtual.
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4.4.1 Aquisição de dados

No controle de próteses EMG um sistema de aquisição monitora constantemente o

estado dos músculos que participam dos movimentos desejados. Desta forma, em

uma aplicação que simule uma prótese, é necessário que se capture e armazene os

sinais dos músculos, para que estes sejam processados e discriminados pelo clas-

sificador. Portanto, é necessário que o sistema possua um mecanismo de armaze-

namento temporário dos sinais coletados, que funcionará como a interface entre o

sistema de aquisição e o sistema de classificação.

4.4.2 Janelamento dos sinais

Uma das atividades mais importantes do sistema de classificação é a discriminação

entre sinal e ruído. Em outras palavras, é de suma importância que o sistema de

classificação possa detectar os intervalos do sinal que contém atividade muscular e,

consequentemente, informações relevantes à classificação. Esta detecção afeta dire-

tamente a performance de classificação, uma vez que a correta detecção dos interva-

los de atividade muscular reduz a quantidade de informações a serem processadas

pelo classificador. Sendo assim, intervalos que não contém informações relevantes

podem ser ignorados pelos sistemas de pré-processamento e classificação, o que

restringe a atuação destes sistemas a intervalos de atividade muscular.

4.5 Diagramas de casos de uso

Nesta seção serão apresentados os principais diagramas de casos de uso do protó-

tipo desenvolvido. Os diagramas apresentados (em linguagem UML- Unified Modeling

Language) foram concebidos de acordo com as recomendações apresentadas por

Ambler [Ambler 2002] e Fowler [Fowler 2004].

4.5.1 Tratamento dos dados

• Formatar arquivos de dados: visando aumentar a compatibilidade do sistema,

os arquivos de dados devem ser convertidos para um formato padrão. Neste
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Figura 4.1: Casos de uso: tratamento dos dados.

formato, o arquivo de dados é formado por um conjunto de linhas e cada li-

nha contém a amplitude normalizada do sinal EMG em determinado instante de

tempo. A Figura 4.2 apresenta, como exemplo, parte de um arquivo de dados já

formatado.

Figura 4.2: Exemplo de arquivo de dados.

• Filtrar arquivos de dados: o usuário deve ser capaz de filtrar os arquivos de da-

dos previamente formatados, para separar os intervalos de tempo que contém

informações relevantes das demais amostras contidas no arquivo. O filtro con-
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siste no janelamento (segmentação) do sinal nos intervalos obtidos a partir da

aplicação da técnica descrita na seção 5.6.1.

• Extrair características dos arquivos de dados: um sistema de extração de carac-

terísticas deve ser implementado com o objetivo de se otimizar o treinamento do

classificador. Após a extração das características dos padrões de treinamento,

os vetores de características devem ser armazenados em disco, para sua pos-

terior utilização no treinamento do classificador. A Figura 4.3 apresenta, como

exemplo, alguns vetores de características extraídos de um arquivo de dados.

Figura 4.3: Exemplos de vetores de características: Mean Absolute Value - MAV, Mean

Absolute Value Slope - MAVS, Zero Crossing - ZC, Slope Sign Changes - SSC e

Waveform Length - WL.

• Plotar arquivos de dados: cada sinal armazenado em disco deve estar associado

ao seu respectivo gráfico, que deverá ser plotado e armazenado na base de

dados.

4.5.2 Configuração/teste do classificador

• Configurar o classificador : o usuário deve ser capaz de configurar os parâme-

tros do classificador (apresentados na seção 4.2.1). Esta configuração deve ser

realizada facilmente, respeitando os limites operacionais de cada um dos parâ-

metros.
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Figura 4.4: Casos de uso: configuração/teste do classificador.

• Treinar o classificador : uma vez configurados os parâmetros em questão, o usuá-

rio pode treinar o classificador, utilizando para isto um conjunto de padrões ar-

mazenados em disco (padrões de treinamento).

• Classificar sinal armazenado: com a finalidade de testar o classificador treinado,

o usuário pode carregar um dos padrões de treinamento (ou outro padrão que

esteja armazenado em disco) e efetuar sua classificação.

• Testar a performance do classificador : para se avaliar a performance global do

classificador, o usuário pode requerer que este classifique um conjunto de pa-

drões armazenados em disco. Cada padrão deve estar acompanhado de sua

classificação correta, para que o sistema avalie as respostas dadas pelo classi-

ficador e gere um relatório de performance.

4.5.3 Processamento em tempo real

• Carregar simulação de tempo real: Para que o sistema realize a classificação em

tempo real de determinado sinal, o usuário deve carregar o simulador com sinais

armazenados em disco. O simulador deve então amostrar o sinal carregado e

enviar periodicamente as amostras ao sistema de classificação.

• Visualizar movimento: uma vez detectado um movimento pelo sistema de classi-
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Figura 4.5: Casos de uso: simulação em tempo real.

ficação, ele deve ser reproduzido pelo ambiente virtual para que o usuário tenha

o feedback visual do movimento correspondente.

4.6 Diagrama de classes

Com base nos requisitos apresentados anteriormente, foi concebida uma primeira es-

trutura para o protótipo ao qual se refere este trabalho. O diagrama de classes desta

estrutura é apresentado na Figura 4.6.

Figura 4.6: Diagrama de classes.

No diagrama apresentado, um arquivo de dados é composto por várias janelas
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do sinal (intervalos de tempo que contém informações relevantes). Cada janela de

sinal é, por sua vez, dividida em segmentos de tamanho fixo. A cada segmento cor-

responde um vetor de características. Desta forma, a janela de sinal é composta de

um conjunto de vetores de características, contendo as características do movimento

correspondente. Por fim, o diagrama apresenta o classificador, que tem a função de

classificar as janelas de sinal e controlar a prótese virtual.

4.7 Considerações finais

Neste capítulo, foi apresentada uma breve especificação do sistema proposto, con-

tendo seus principais requisitos e uma primeira estruturação do mesmo. No próximo

capítulo, serão apresentados alguns detalhes da implementação, bem como um refi-

namento da especificação inicial.



Capítulo 5

Detalhes da Implementação

5.1 Introdução

Neste capítulo serão apresentados alguns dos detalhes da implementação do protó-

tipo discutido neste trabalho, desenvolvido de acordo com os requisitos apresentados

no Capítulo 4. O protótipo foi implementado na seguinte plataforma de desenvolvi-

mento:

• Sistema operacional : Ubuntu Linux 10.04 (Kernel 2.6.32-38).

• Hardware: Processador Intel R© CoreTM 2 Quad 2,33 GHz; 4 GB de memória RAM.

• Linguagem de programação: Python 2.6.5, GTK 2.20.1-0

• Ambiente de modelagem: Blender 2.49b

5.2 Processo de desenvolvimento

O desenvolvimento do protótipo apresentado teve como diretriz o processo de desen-

volvimento de Sistemas de Realidade Virtual (SRV) proposto por Mattioli et al. [Mattioli

et al. 2009], adequado ao contexto do presente trabalho. Neste processo, uma abor-

dagem iterativa de desenvolvimento é adaptada ao contexto de rápida evolução da

tecnologia associada à Realidade Virtual. Além disso, o processo valoriza a importân-

cia dos requisitos de interatividade, para projetos desta natureza. O ciclo de vida do

processo em questão é apresentado na Figura 5.1.

47
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Figura 5.1: Processo de desenvolvimento de SRV [Mattioli et al. 2009].

Na Figura 5.1, é possível notar elementos comuns a alguns processos ágeis [Beck

2004,Hunt 2006], além dos spikes de arquitetura e dos requisitos de interatividade.

Nos spikes de arquitetura ocorre, essencialmente, a exploração dos recursos dis-

poníveis para a implementação dos requisitos da aplicação. A importância desta abor-

dagem na construção de SRV está na existência de uma etapa dentro do processo de

desenvolvimento que permite e incentiva a experimentação, fator de grande importân-

cia e constante utilização na modelagem de objetos e cenários virtuais [Mattioli et al.

2009].

A interatividade constitui o elemento central de diversos sistemas de Realidade Vir-

tual, exercendo um papel de fundamental importância na determinação da usabilidade

destes sistemas. Sendo assim, a análise detalhada e definição dos requisitos de inte-

ratividade, que estão intimamente relacionados à crescente tecnologia em ambientes

de RV, ocupa uma posição de destaque dentro do processo de desenvolvimento de

SRV [Mattioli et al. 2009].

5.3 Aquisição de sinais

Para desenvolver o presente protótipo, foi necessário utilizar uma base de dados con-

tendo sinais EMG dos 4 movimentos abordados: flexão, extensão e pronação do pulso

e flexão dos dedos. A base de dados utilizada possui 5 repetições de cada um dos

4 movimentos, efetuados por 3 indivíduos, totalizando 60 movimentos. Após a seg-

mentação dos sinais, foram obtidos 230 segmentos, utilizados para treinar e testar o
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classificador.

A base de dados utilizada foi fornecida pelo laboratório de Engenharia Biomédica

da Universidade Federal de Uberlândia 1. Os dados foram coletados utilizando-se o

sistema de aquisição Neuropack MEB-2200 [Kohden 2011], com a seguinte configu-

ração:

• Músculo: flexor radial do carpo

• Frequência de corte inferior: 20 Hz

• Frequência de corte superior: 10 kHz

• Frequência de amostragem: 2 kHz

Um exemplo de sinal da base de dados é apresentado na Figura 5.2.
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Figura 5.2: Exemplo de sinal EMG.

5.4 Classificador de sinais

Para classificação dos sinais, foram testados dois classificadores diferentes, ambos

baseados em Redes Neurais Artificiais: um classificador LVQ e um classificador MLP

[Fausett 1994]. Nesta seção, serão apresentados alguns detalhes de implementação

destes classificadores.
1http://www.biolab.ufu.br
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5.4.1 Classificador LVQ

A seguir, serão apresentados alguns detalhes de implementação do classificador LVQ,

que obteve melhor performance de classificação nos testes realizados neste trabalho.

5.4.1.1 Método de classificação

LVQ é um método de classificação no qual cada unidade de saída (unidade de clas-

sificação) representa uma classe ou categoria em particular. Cada unidade de saída

possui um vetor de pesos que se refere à classe representada pela unidade. Durante o

treinamento, o posicionamento das unidades de saída é otimizado por meio do ajuste

dos pesos de cada unidade. Após o treinamento, o classificador LVQ atribui a deter-

minado padrão de entrada a mesma classificação da unidade de saída que possui o

vetor de pesos mais próximo ao padrão de entrada [Fausett 1994].

5.4.1.2 Arquitetura

A arquitetura de uma rede LVQ consiste basicamente nas unidades de entrada, nos

pesos e nas unidades de saída (unidades de classificação). A arquitetura da rede

utilizada neste trabalho é apresentada na Figura 5.3. Nesta figura, xm representa uma

unidade de entrada, yn representa uma unidade de saída e wm_n representa o peso da

unidade de entrada m até a unidade de saída n.

Figura 5.3: Arquitetura da rede LVQ utilizada.
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O número de unidades de entrada corresponde ao número de características ex-

traídas de cada padrão. Desta forma, um padrão de entrada é representado por um

vetor de características, cuja dimensão é igual ao número de unidades de entrada.

Neste trabalho, foram realizados alguns experimentos para determinar a influência de

cada característica na performance do classificador (vide Seção 6.1.3). Estes experi-

mentos apresentaram como resultado uma considerável melhoria quando são utiliza-

das as 5 características apresentadas na Seção 2.2.4.2. Desta forma, neste trabalho,

foi utilizada uma rede LVQ com 5 unidades de entrada, correspondendo às 5 carac-

terísticas analisadas. Os resultados dos experimentos realizados são resumidos na

Seção 6.1.3.

A cada unidade de saída é associada uma classe. No entanto, na rede LVQ, pode-

se ter mais de uma unidade de saída representando uma mesma classe. Neste tra-

balho, foram realizados alguns experimentos com o objetivo de avaliar a influência

do número de unidades de saída na eficiência e no tempo de resposta da rede. Os

resultados destes experimentos são apresentados na seção 6.1.2.

5.4.1.3 Configuração do classificador

Para possibilitar a realização dos experimentos apresentados nas seções 6.1.1, 6.1.2

e 6.1.3, foi construída uma interface gráfica para a configuração dos principais parâ-

metros do classificador. Esta interface é apresentada na Figura 5.4 e cada um de seus

elementos é detalhado a seguir.

• No painel Configuration é possível ajustar os seguintes parâmetros:

– Taxa de aprendizagem (α);

– Número de unidades de classificação;

– Taxa de decaimento de α;

– Número de classes;

– Tolerância.

Deve-se ressaltar que a utilização eficaz da interface apresentada requer um breve

treinamento do usuário, neste caso, o profissional de saúde responsável pela confi-

guração do classificador. Este treinamento se faz necessário uma vez que os efeitos
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Figura 5.4: Interface de configuração do classificador.

da alteração dos parâmetros apresentados muitas vezes não são tão intuitivos, sobre-

tudo para profissionais sem experiência em ferramentas computacionais aplicadas à

saúde humana. No entanto, algumas estratégias podem ser utilizadas com o objetivo

de adequar a interface apresentada a estes profissionais. Como exemplo, pode-se

citar a utilização de Algoritmos Genéticos (AGs) para a configuração destes parâme-

tros [Rossi, Carvalho e Soares 2008, Grzesiak et al. 2007]. Desta forma, a interface

ofereceria ao profissional de saúde uma série de configurações, com os respectivos

resultados de performance obtidos após a execução do AG. Ao profissional de saúde,

por sua vez, caberia a seleção daquela configuração que melhor atendesse o caso do

paciente em tratamento.

• No painel Training patterns é possível selecionar a base de dados que será utili-

zada para treinamento e teste da rede.

• O painel Control é composto pelos seguintes botões:

– Start training!: inicia o treinamento da rede;

– Test run: testa a rede com os padrões de treinamento;
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Figura 5.5: Painel Configuration.

Figura 5.6: Painel Training patterns.

– Statistical test : realiza 100 testes com os parâmetros de configuração sele-

cionados e retorna parâmetros estatísticos dos testes realizados;

– Clear : retorna os parâmetros de configuração para os valores default.

Figura 5.7: Painel Control.

• No painel Open signal é possível carregar um sinal da base de dados (botão 1)

e classificá-lo (botão 2).



CAPÍTULO 5. DETALHES DA IMPLEMENTAÇÃO 54

Figura 5.8: Painel Open signal.

5.4.1.4 Algoritmo de treinamento

Para este trabalho, foi utilizado o algoritmo de treinamento apresentado na Seção

2.2.5.2. Para a inicialização dos pesos das unidades de saída, foi adotada a seguinte

estratégia: no passo 0 do algoritmo são selecionados j padrões de treinamento, sendo

j o número de unidades de saída. Estes padrões selecionados são atribuídos aos

pesos das unidades de saída. Os padrões restantes são então utilizados para o trei-

namento da rede.

Como critério de parada, foi estabelecido um limite inferior para a taxa de aprendi-

zagem. Uma vez que a taxa de aprendizagem é reduzida a cada ciclo de treinamento,

a condição de parada é atingida quando o valor da taxa for inferior ao valor atribuído

ao parâmetro tolerância. Com este critério de parada é possível limitar o número de

ciclos de treinamento do classificador a partir da configuração do valor inicial de α, da

taxa de decaimento de α e da tolerância.

A implementação do algoritmo discutido acima é apresentada na Figura 5.9.

5.4.2 Classificador MLP

A seguir, serão apresentados alguns detalhes de implementação do classificador MLP.
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Figura 5.9: Algoritmo de treinamento da rede LVQ.

5.4.2.1 Arquitetura

A rede MLP implementada é apresentada na Figura 5.10. Observa-se que a mesma

possui 5 neurônios de entrada (devido às 5 características consideradas), um número

variável de neurônios na camada escondida e 4 neurônios na camada de saída.
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Figura 5.10: Arquitetura da rede MLP implementada.

Esta configuração, similar à configuração utilizada por Nogueira [Nogueira 2007]

e Herle [Herle et al. 2008] na classificação de movimentos do braço, foi adaptada

ao contexto do presente trabalho. Desta forma, a relação entre os 4 movimentos e a

saída da rede é apresentada na Tabela 5.1.

Tabela 5.1: Saída da rede MLP

Movimento y1 y2 y3 y4

Flexão do punho 1 -1 -1 -1

Extensão do

punho
-1 1 -1 -1

Pronação do

antebraço
-1 -1 1 -1

Flexão dos dedos -1 -1 -1 1
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5.4.2.2 Algoritmo de treinamento

Para o treinamento da rede MLP, foi utilizado o algoritmo padrão de retropropagação

do erro (vide seção 2.2.5.1) com algumas modificações, apresentadas a seguir.

Função de ativação

Para se evitar a saturação da rede, os dados utilizados no treinamento foram nor-

malizados no intervalo [-1, 1]. Desta forma, foi utilizada como função de ativação a

sigmóide bipolar, apresentada na Equação 5.1 [Fausett 1994].

f(x) =
2

1 + e−x
− 1 (5.1)

Inicialização dos pesos

De acordo com Andrade [Andrade 2000], a inicialização dos pesos de Nguyen-Widrow

pode ser utilizada para se reduzir o tempo de treinamento da rede MLP, quando apli-

cada à classificação de sinais EMG. Os detalhes deste procedimento, aplicado ao

ajuste dos pesos da camada escondida, podem ser encontrados no trabalho de Fau-

sett [Fausett 1994].

Momentum

Da mesma forma, para que a convergência da rede fosse atingida mais rapidamente,

foi adaptada ao algoritmo implementado a retropropagação do erro utilizando o parâ-

metro momentum, conforme descrito por Fausett [Fausett 1994].

Critério de parada

Como critério de parada, para interromper o treinamento da rede, três abordagens

foram utilizadas, seguindo as recomendações de Fausett [Fausett 1994]:

• Erro quadrático total máximo: quando o somatório dos erros quadráticos de cada

neurônio de saída da rede é inferior à tolerância estabelecida, o treinamento é

interrompido;
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• Número máximo de ciclos: quando um número máximo de ciclos de treinamento

é atingido, este é interrompido. Experimentalmente, verificou-se que com mais

de 10000 ciclos de treinamento, dificilmente era observada a convergência da

rede. Desta forma, foi utilizado este valor (10000) como número máximo de

ciclos para o treinamento da rede;

• Aumento do erro: o último critério de parada corresponde ao aumento do erro em

sucessivos ciclos de treinamento. Experimentalmente, verificou-se que quando

o erro aumenta por mais de 100 ciclos consecutivos, a capacidade de conver-

gência da rede é perdida. Desta forma, foi utilizado este valor como referência

para este critério de parada.

5.5 Ambiente virtual

Nesta seção, serão discutidos os principais aspectos referentes à construção do am-

biente virtual e sua adaptação à proposta deste trabalho.

5.5.1 Mão virtual

Para simular o comportamento de uma prótese real, o sistema de classificação foi inte-

grado a um ambiente virtual, contendo uma mão virtual que reproduz os movimentos

investigados neste trabalho. O modelo original, desenvolvido por Kator e Legaz [Kator

e Legaz 2010] e registrado sob a licença Creative Commons Attribution 3.0 [Commons

2010] foi adaptado para atender os requisitos do presente projeto. A adaptação consis-

tiu na segmentação do modelo original (inicialmente, um modelo de um personagem

virtual) e na reconstrução da armadura, que controla os movimentos do objeto virtual.

A Figura 5.11 apresenta o modelo original segmentado (braço virtual) e a Figura 5.12

apresenta a armadura adaptada ao modelo.

5.5.2 Movimentos

Os 4 movimentos abordados neste trabalho (flexão, extensão e pronação do pulso e

flexão dos dedos) foram implementados no modelo virtual posicionando-se os elemen-

tos da armadura correspondentes a cada movimento. Para cada um dos movimentos
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Figura 5.11: Braço virtual utilizado. Adaptado de [Kator e Legaz 2010].

Figura 5.12: Armadura adaptada ao braço virtual.

foram utilizadas 3 posturas, sendo 1 postura inicial, 1 postura final e 1 postura inter-

mediária. Em cada postura, são fixados as posições de cada elemento da armadura

(keyframes). Finalmente, a transição entre os keyframes é construída interpolando-se

as posturas definidas. Deve-se ressaltar que esta abordagem não possibilita o controle

proporcional do modelo virtual, uma vez que tão logo seja detectado o movimento, o

modelo virtual simulará este movimento por completo, como em uma ação de controle

on/off.

As Figuras 5.13, 5.14, 5.15 e 5.16 apresentam os 4 movimentos abordados neste

trabalho. Na parte esquerda das figuras, é possível notar a armadura utilizada para

compor cada um dos movimentos, ressaltando-se que esta não faz parte do ambiente

virtual renderizado. A partir da classificação dos sinais EMG utilizados, extraídos do

músculo flexor radial do carpo (vide seção 5.3), a animação de um destes 4 movimen-

tos é iniciada.

Figura 5.13: Flexão do pulso.
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Figura 5.14: Extensão do pulso.

Figura 5.15: Pronação do pulso.

Figura 5.16: Flexão dos dedos.

5.5.3 Comunicação com o sistema de classificação

Visando implementar a comunicação entre o ambiente virtual e o sistema de classifica-

ção, foi adotada uma abordagem de comunicação entre processos. Nesta abordagem,

o ambiente virtual é responsável por instanciar o sistema de classificação como um

subprocesso e estabelecer um canal de comunicação com o subprocesso instanciado.

Para a aplicação apresentada, a comunicação se dá de forma unidirecional, ou seja,

sempre do sistema de classificação para o ambiente virtual (o sistema de classificação

reconhece um movimento e em seguida solicita ao ambiente virtual que execute o mo-

vimento reconhecido). Desta forma, foi estabelecido um canal de comunicação do tipo

pipeline, pelo qual a saída do processo responsável pela classificação está conectada

à entrada do processo responsável pelo gerenciamento do ambiente virtual.

A Figura 5.17 apresenta, de forma simplificada, a arquitetura de comunicação entre

os dois processos (classificação e ambiente virtual), baseada no diagrama de classes

apresentado na Figura 4.6.

5.6 Processamento em tempo real

Com a finalidade de se avaliar o desempenho do protótipo desenvolvido quando apli-

cado à classificação de sinais em tempo real foi desenvolvida uma aplicação para
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Figura 5.17: Comunicação entre o ambiente virtual e o sistema de classificação.

simular um sistema de aquisição de dados. A aplicação, apresentada na Figura 5.18,

foi desenvolvida com base em uma arquitetura cliente-servidor.

Figura 5.18: Simulador de aquisição/classificação em tempo real.

No módulo cliente, os dados EMG são lidos de uma base de dados e enviados

diretamente ao servidor via socket. Para simular um sistema de aquisição real, os da-
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dos são enviados a uma frequência fixa, que pode ser configurada para corresponder

à frequência de amostragem do sistema de aquisição.

No módulo servidor, 3 threads operam paralelamente fazendo o janelamento dos

dados, a extração de características e a classificação. O funcionamento de cada uma

destas threads será detalhado a seguir.

5.6.1 Janelamento

Uma das etapas que influenciam diretamente a performance do classificador é o ja-

nelamento do sinal. O janelamento consiste, em linhas gerais, na seleção de de-

terminado intervalo do sinal de entrada que contenha informações relevantes para o

classificador. No caso do sistema apresentado, estes intervalos correspondem à re-

alização dos movimentos, uma vez que a aquisição de dados é feita continuamente,

mesmo que o músculo em questão esteja em repouso.

Diversas abordagens de janelamento foram utilizadas em trabalhos correlatos [Se-

belius et al. 2005,Pons et al. 2005,Herle et al. 2008,Nogueira 2007]. Neste trabalho,

foi utilizada como técnica de janelamento o operador de energia de Teager e Kaiser

(TKEO) [Kaiser 1993], que permite determinar os intervalos de maior energia do sinal

por meio de uma análise simultânea de amplitude e frequência. Esta técnica de jane-

lamento foi utilizada em alguns trabalhos para o janelamento de sinais de voz [Peretta

2010, Zhou, Hansen e Kaiser 2001] e por Li et al. [Li e Aruin 2005, Li, Zhou e Aruin

2007] para o janelamento de sinais EMG.

O operador TKEO pode ser definido no tempo discreto como [Kaiser 1993]

Ψ[x(n)] = x2

n − xn+1 · xn−1 (5.2)

sendo x o vetor de amostras e n o índice da amostra.

A aplicação do operador consiste em calcular, para cada amostra, o valor de

Ψ[x(n)] e compará-lo a determinado limiar. Uma sequência de amostras para as quais

Ψ[x(n)] é superior ao limiar estabelecido representa um intervalo de alta energia do

sinal. A Figura 5.19 apresenta uma sequência de movimentos da mão e o valor do

operador TKEO quando aplicado a este sinal. É possível notar, pela observação dos

gráficos, que os intervalos correspondentes à realização dos movimentos possuem

maiores valores para o operador TKEO.
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Figura 5.19: Exemplo de aplicação do operador TKEO.

Pela Equação 5.2, pode-se observar que para aplicar o operador TKEO em um sis-

tema de aquisição de dados em tempo real é necessário armazenar temporariamente

as amostras, para que se possa calcular o valor de Ψ[x(n)], que depende do último

valor de x(n) - xn−1. Além disso, é necessário determinar um intervalo mínimo de

atividade para que se considere determinada porção do sinal como relevante ou não.

Por exemplo: é possível que determinada amostra, coletada dentro de uma região de
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intensa atividade, tenha Ψ[x(n)] inferior ao limiar estabelecido. No entanto, esta amos-

tra representa um mínimo local, e o baixo valor de Ψ[x(n)] não significa que a região

de alta energia do sinal se encerrou.

Com base nestas observações, foram definidos experimentalmente alguns critérios

para se discriminar os intervalos que contém informações relevantes ao classificador

dos demais intervalos. São eles:

• Foi adotado um limiar ǫ = 106.

• Para que uma porção do sinal seja considerada relevante, é preciso que suas

amostras tenham TKEO superior a ǫ, por pelo menos 20 ms. Este valor é equi-

valente a 10% do tamanho da janela utilizada em outros trabalhos [Herle et al.

2008].

• Para que se detecte o fim da porção relevante do sinal, é preciso que as amostras

desta porção tenham TKEO inferior a ǫ por pelo menos 20 ms (pela mesma

justificativa do item anterior).

Finalmente, as janelas extraídas pela aplicação do TKEO são armazenadas em

um buffer circular, denominado buffer de dados. Paralelamente à aquisição de novos

sinais pela thread de janelamento, as janelas armazenadas no buffer serão apresen-

tadas à thread de extração de características.

5.6.2 Extração de características

A thread de extração de características tem por função capturar as janelas de dados

armazenadas no buffer de dados (pela thread de janelamento) e produzir os vetores de

características correspondentes. Para tal, foi utilizada neste trabalho a mesma abor-

dagem proposta por Herle et al. [Herle et al. 2008]: a janela de dados é inicialmente

dividida em segmentos de 40 ms. Em seguida, é realizada a extração das caracterís-

ticas de cada segmento. Por fim, o vetor de características resultante é armazenado

no buffer de características.
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5.6.3 Classificação

A thread de classificação, por sua vez, espera que vetores de características estejam

disponíveis no buffer de características. Quando um vetor de características está

disponível, ele é classificado pela rede, utilizando os vetores de pesos obtidos em

treinamento.

Com o objetivo de se melhorar a performance de classificação do sistema, uma

estratégia de classificação, denominada MVS (Majority Voting Scheme) [Mattioli et al.

2011] foi utilizada. Esta estratégia de classificação consiste em agrupar segmentos

da mesma janela de dados, i.e., referentes ao mesmo movimento, e classificar o movi-

mento segundo a classificação obtida pela maioria dos seus segmentos. Um exemplo

desta estratégia é apresentado na Figura 5.20.

Figura 5.20: Estratégia de classificação.

Na Figura 5.20, uma janela de dados é dividida em 5 segmentos. Em seguida, cada

segmento é classificado independentemente pela rede, sem sobreposição de amos-

tras. Por fim, uma vez que 3 segmentos obtiveram a classificação C1 e 2 segmentos
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a classificação C2, a janela é classificada como pertencente à classe C1.

5.7 Construção do protótipo

A partir dos elementos discutidos anteriormente, foi definida a arquitetura do protótipo

apresentada na Figura 5.21.

Figura 5.21: Arquitetura do protótipo.

O primeiro módulo do sistema é responsável pela aquisição de sinais EMG por

meio de eletrodos posicionados nos músculos do paciente. No segundo módulo, é

realizada a extração de características e a classificação dos vetores de características

pela rede neural. Se necessário, as características extraídas podem ser armazena-

das em uma base de dados, para que se possa ajustar o treinamento do classificador

futuramente. Finalmente, em um ambiente virtual é reproduzido o movimento reco-

nhecido pela rede, de modo que o paciente tenha um feedback visual do resultado da

classificação.
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5.8 Considerações finais

Neste capítulo, foram discutidos os principais detalhes de implementação do protó-

tipo apresentado neste trabalho. No próximo capítulo, será apresentada uma breve

discussão dos resultados obtidos bem como alguns experimentos realizados para se

fundamentar as conclusões deste trabalho.



Capítulo 6

Discussão dos resultados

Neste capítulo, será apresentada uma discussão dos resultados obtidos neste trabalho

de pesquisa.

6.1 Performance do classificador LVQ

Durante a realização deste trabalho, foi possível notar a influência de diversos fatores

na performance do classificador. Com o objetivo de se analisar quantitativamente esta

influência, foram realizados alguns testes que serão apresentados a seguir.

6.1.1 Influência dos parâmetros de configuração

Os parâmetros de configuração da rede neural (taxa de aprendizagem, decaimento

da taxa de aprendizagem e tolerância) possuem influência direta na performance e

no tempo de treinamento da rede neural. Para se quantificar a influência de cada

parâmetro, foi adotada a seguinte abordagem:

1. Mantendo-se os demais parâmetros fixos nos valores default, o parâmetro em

análise é alterado, dentro de uma faixa de valores previamente estabelecidos.

Os valores default utilizados na configuração padrão são:

• α = 0,1;

• Taxa de decaimento de α = 0,5;

• Tolerância = 0,001;

68
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• Número de unidades de saída = 40;

2. São realizados 100 testes com o parâmetro em análise no valor alterado. A

realização dos 100 testes é necessária, uma vez que a inicialização dos pesos

das unidades de saída se dá de forma aleatória (padrões de treinamento são

aleatoriamente selecionados para inicialização). Desta forma, redes com vetores

de pesos iniciais diferentes têm características (performance, tempo gasto no

treinamento) diferentes.

3. Para cada teste realizado é calculada a eficiência da rede, dividindo-se o número

de padrões corretamente classificados (Ncorretos) pelo número total de padrões

de teste (Ntotal). A equação 6.1 foi utilizada para o cálculo da eficiência do clas-

sificador [Li, Schultz e Kuiken 2010].

E = 100×
Ncorretos

Ntotal

(6.1)

4. Para a análise de performance, são calculados a média e o intervalo de confiança

da média (95%) dos 100 testes.

5. Para avaliar a influência de cada parâmetro no tempo de treinamento da rede,

foi adaptado ao código fonte da rede neural um timer auxiliar, iniciado antes e

parado após o treinamento. O tempo de treinamento foi medido em um Desktop

com a seguinte configuração:

• Sistema operacional: Ubuntu Linux, 10.04 (kernel 2.6.32).

• Processador Intel R© CoreTM 2 Quad Q8200, 2.33 GHz.

• 4 GB de memória RAM.

Os resultados dos testes realizados são apresentados a seguir.

6.1.1.1 Taxa de aprendizagem ( α)

A taxa de aprendizagem (α) foi variada de 0,01 a 0,99, de acordo com as recomen-

dações de Fausett [Fausett 1994]. A Figura 6.1 apresenta a variação da eficiência da

rede em função da variação de α.
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Figura 6.1: Eficiência da rede x taxa de aprendizagem.

É possível observar que para valores de α entre 0,1 e 0,4 os testes apresentaram

melhor eficiência da rede. Já para valores mais altos de α, observa-se uma redução

na performance de classificação da rede. Este fato pode ser explicado pela influência

que a taxa de aprendizagem exerce no ajuste dos pesos das unidades de saída do

classificador (seção 2.2.5.2).

Na Figura 6.2, é apresentado o impacto da variação de α no tempo de treinamento

da rede. Observa-se que quanto maior o valor de α maior o tempo de treinamento

da rede. A justificativa para tal fato é o critério de parada adotado (o treinamento é

interrompido quando α atinge um valor inferior à tolerância). Desta forma, maiores

valores de α correspondem a mais ciclos de treinamento, uma vez que o valor de α é

reajustado após cada ciclo.

6.1.1.2 Taxa de decaimento de α

A Figura 6.3 apresenta a eficiência da rede em função da taxa de decaimento de α,

para valores de decaimento de 0,01 a 0,99.

Pode-se observar que para valores muito altos de decaimento de α ocorre uma

redução significativa na eficiência do classificador. Isto se deve ao fato de taxas de
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Figura 6.2: Tempo de treinamento x taxa de aprendizagem.
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Figura 6.3: Eficiência da rede x decaimento de α.

decaimento muito altas provocarem a redução lenta de α, o que resulta em alterações

significativas no reajuste dos pesos da rede a cada ciclo de treinamento.

A influência da taxa de decaimento de α no tempo de treinamento da rede é apre-
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sentada na Figura 6.4.
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Figura 6.4: Tempo de treinamento x decaimento de α.

Observa-se que valores altos da taxa de decaimento representam um aumento

considerável no tempo de treinamento do classificador. Este efeito é justificável, uma

vez que taxas de decaimento mais altas correspondem a uma redução lenta de α e,

consequentemente, mais ciclos de treinamento.

6.1.1.3 Tolerância

A Figura 6.5 apresenta a influência da tolerância na performance de classificação da

rede, para valores de tolerância de 0,001 a 0,099.

É possível verificar que com o aumento da tolerância ocorre uma redução na efi-

ciência do classificador. Tal fato justifica-se pela redução do número de ciclos de

treinamento. Valores muito altos de tolerância correspondem a poucos ciclos de trei-

namento, o que provoca a queda da performance do classificador.

A Figura 6.6 apresenta a influência da tolerância no tempo de treinamento da rede.

Nota-se que o aumento da tolerância corresponde a uma redução do tempo de

treinamento da rede, uma vez que menos ciclos de treinamento são executados.
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Figura 6.5: Eficiência da rede x tolerância.
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Figura 6.6: Tempo de treinamento x tolerância.

6.1.2 Influência do número de unidades de saída

Para avaliar a influência do número de unidades de saída na eficiência da rede foram

realizados testes variando este número de 4 a 60. A escolha deste intervalo de testes
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se deve aos 4 movimentos abordados (4 classes) e à quantidade de padrões disponí-

veis para o treinamento da rede (aproximadamente 80 padrões para cada indivíduo).

Uma vez que a rede LVQ deste trabalho é inicializada com os próprios padrões de

treinamento, verificou-se, experimentalmente, que um número de unidades de saída

superior a 60 resulta na perda da capacidade de generalização da rede. Além disso,

para que se obtivesse sempre o mesmo número de unidades de saída para cada

classe, este número sempre deve representar um múltiplo de 4. A influência do nú-

mero de unidades de saída na performance de classificação da rede é apresentada

na Figura 6.7.
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Figura 6.7: Eficiência da rede x número de unidades de saída.

Pela Figura 6.7 é possível observar o aumento significativo da eficiência do classifi-

cador com o aumento do número de unidades de saída. Esta característica se justifica

pelo fato de um número maior de unidades de saída fornecer uma representação me-

lhor de um grupo heterogêneo de características. Enquanto se tem 5 unidades de

saída para cada classe é possível representar 5 vetores de características diferentes

para uma mesma classe. Aumentando-se este número, mais vetores são representa-

dos o que resulta em mais acertos na classificação dos padrões.

A influência do número de unidades de saída no tempo de treinamento da rede é
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apresentada na Figura 6.8.

 10

 15

 20

 25

 30

 35

 40

 10  20  30  40  50  60

T
em

po
 d

e 
ex

ec
uç

ão
 (

m
s)

Número de unidades de classificação

Treinamento da rede

Figura 6.8: Tempo de treinamento x número de unidades de saída.

Na Figura 6.8 é possível observar duas respostas características: um aumento

no tempo de treinamento da rede (no intervalo de 4 a 36 unidades de saída) e na

sequência uma redução neste tempo (no intervalo de 36 a 60 unidades de saída). Isto

se explica pelo fato de ter sido utilizada a mesma quantidade de padrões de treina-

mento em todos os testes. Na medida em que se aumenta a quantidade de unidades

de saída, mais padrões são utilizados para inicialização dos pesos. Como os padrões

utilizados para inicialização são descartados, o conjunto de padrões de treinamento é

reduzido com o aumento das unidades de saída. Esta redução dos padrões de treina-

mento resulta na queda do tempo de treinamento observada na Figura 6.8, a partir de

36 unidades de saída.

Deve-se ressaltar que o aumento do número de unidades de classificação, apesar

de resultar na melhoria da performance da rede para um mesmo conjunto de padrões

de treinamento, pode resultar também na perda da capacidade de generalização do

classificador. Isto se deve ao fato de o classificador ser inicializado com os próprios pa-

drões de treinamento, ficando “habituado” aos padrões de treinamento. Desta forma,

é aconselhável que um aumento no número de unidades de saída seja acompanhado
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de um aumento no número de padrões de treinamento. Uma outra solução para este

problema pode ser a atualização dos pesos de mais de uma unidade para cada padrão

de treinamento (“vizinhança”) [Fausett 1994].

6.1.3 Influência das características do sinal

Com o objetivo de se avaliar a influência de cada uma das características apresen-

tadas na seção 2.2.4.2 na performance do classificador, foram realizados testes com

subconjuntos destas características. Para isso, foram realizados, para cada combina-

ção de características, 100 testes de performance. Os gráficos apresentados a seguir

mostram, para cada combinação de características, quantos testes obtiveram efici-

ência superior a 90%, quantos testes obtiveram eficiência entre 80 e 90% e quantos

testes obtiveram eficiência inferior a 80%.

A Figura 6.9 apresenta os resultados obtidos para combinações das 5 característi-

cas, tomadas 2 a 2. A Figura 6.10 apresenta os resultados obtidos para combinações

das 5 características tomadas 3 a 3. Na Figura 6.11 são apresentados os resultados

para combinações das 5 características tomadas 4 a 4. Por fim, na Figura 6.12 são

apresentados os resultados obtidos quando utilizadas todas as 5 características.
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CAPÍTULO 6. DISCUSSÃO DOS RESULTADOS 77

 0

 20

 40

 60

 80

 100

MAV
MAVS

ZC

MAV
MAVS
SSC

MAV
MAVS

WL

MAV
ZC

SSC

MAV
ZC
WL

MAV
SSC
WL

MAVS
ZC

SSC

MAVS
ZC
WL

MAVS
SSC
WL

ZC
SSC
WL

T
es

te
s

Características

Eficiência da rede − (E)

E < 0.8
0.8 <= E < 0.9

E >= 0.9
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Figura 6.11: Resultados dos testes com 4 características.

Pelos resultados apresentados, é possível notar que as 2 características de maior

contribuição para a performance do classificador são a MAV e o MAVS. Percebe-se

ainda que na medida em que as características são agrupadas, ocorre uma melhor
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Figura 6.12: Resultados dos testes com 5 características.

distribuição dos resultados com eficiência superior a 90%. Por exemplo, na Figura

6.11 observa-se que independentemente das características utilizadas, os testes cujos

resultados apresentam eficiência superior a 90% são sempre a maioria.

6.2 Performance do classificador MLP

Com o objetivo de se avaliar o desempenho da rede MLP na classificação dos sinais

considerados, foram realizados dois testes de performance, apresentados nas seções

6.2.0.2 e 6.2.0.1. Tal como na Seção 6.1.1, foram fixados os valores da configuração

padrão da rede, variando-se apenas o parâmetro em avaliação. Os valores default

utilizados na configuração padrão são:

• α = 0,1;

• Momentum (µ) = 0,9;

• Número de neurônios na camada escondida = 20;

• Número de neurônios na camada de saída 4.



CAPÍTULO 6. DISCUSSÃO DOS RESULTADOS 79

6.2.0.1 Taxa de aprendizagem ( α)

As figuras 6.13 e 6.14 apresentam, respectivamente, a variação da performance de

classificação e do tempo de treinamento da rede MLP em função da taxa de aprendi-

zagem.
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Figura 6.13: Eficiência da rede x taxa de aprendizagem.

Pode-se observar, pela análise da Figura 6.13, que na medida em que se aumenta

a taxa de aprendizagem (α), ocorre uma queda na performance de classificação da

rede. Além disso, para valores mais altos de α observa-se uma maior dispersão dos

dados de eficiência da rede. Este fato se explica pela maior dificuldade de convergên-

cia da rede quando são utilizados valores mais altos para a taxa de aprendizagem.

Para taxas de aprendizagem superiores a 0,7, a convergência foi observada apenas

em 2% dos testes realizados.

É possível observar ainda, pela Figura 6.14, que o tempo de treinamento da rede

aumenta no intervalo de 0,1 a 0,3 e decresce a partir de 0,3. No entanto, este decrés-

cimo no tempo de treinamento corresponde a um decréscimo também na performance

de classificação e na capacidade de convergência da rede.
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Figura 6.14: Tempo de treinamento x taxa de aprendizagem.

6.2.0.2 Número de neurônios da camada escondida

As figuras 6.15 e 6.16 apresentam, respectivamente, a variação da performance de

classificação e do tempo de treinamento da rede MLP em função do número de neurô-

nios na camada escondida.

Observa-se que ocorre um aumento na performance de classificação da rede MLP

na medida em que mais neurônios são acrescentados à camada escondida. No en-

tanto, deve-se ressaltar que com mais de 30 neurônios nesta camada, a rede não foi

capaz de convergir para um resultado final (a convergência foi observada em menos

de 5% dos testes realizados nesta situação).

Em todos os testes realizados com a rede MLP não foi possível observar perfor-

mances de classificação superiores a 85%. Além disso, o tempo de treinamento da

rede MLP (aproximadamente 100 segundos para performances médias próximas a

70%) mostrou-se bem superior ao da rede LVQ (da ordem de 10−3 segundos para per-

formances médias próximas a 80%). Estes dois fatores motivaram a escolha da rede

LVQ como sistema de classificação utilizado neste trabalho.
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Figura 6.15: Eficiência da rede x neurônios na camada escondida.
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Figura 6.16: Tempo de treinamento x neurônios na camada escondida.

6.3 Considerações finais

Neste capítulo, discutiu-se a influência de diversos parâmetros na performance de

classificação do protótipo construído. Observou-se um aumento na eficiência de clas-
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sificação da rede LVQ quando são utilizados valores baixos (próximos a 0,1) para a

taxa de aprendizagem e para o decaimento da taxa de aprendizagem. Além disso, foi

possível observar que a utilização simultânea das 5 características (MAV, MAVS, ZC,

SSC e WL) resulta, na maioria dos testes realizados, em performances de classifica-

ção superiores a 90%. No entanto, pode-se verificar que as duas características de

maior contribuição para estes resultados são a MAV e a MAVS.

O Quadro 6.1 apresenta a contribuição deste trabalho em comparação aos traba-

lhos correlatos analisados no Capítulo 3. No próximo capítulo, serão apresentadas as

conclusões deste trabalho e as sugestões para trabalhos futuros.

Quadro 6.1: Resumo comparativo dos trabalhos correlatos e do presente trabalho
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Capítulo 7

Conclusões e trabalhos futuros

7.1 Introdução

Neste capítulo, destacam-se os aspectos da pesquisa e conclusões do trabalho apre-

sentado nesta dissertação. Além disso, serão apresentadas algumas sugestões para

trabalhos futuros e a contribuição científica do presente trabalho.

7.2 Conclusões

O grande esforço mental despendido por usuários de próteses mioelétricas durante a

fase de treinamento é um dos fatores que culminam na desistência de muitos pacien-

tes neste estágio do processo de reabilitação. Ambientes virtuais de treinamento utili-

zados na simulação e no controle de próteses mioelétricas podem contribuir, de forma

significativa, como tecnologias assistivas em reabilitação humana pós-amputação.

Dentre os diversos benefícios oferecidos por estes ambientes está a possibilidade

de se oferecer aos pacientes um ambiente de treinamento adaptável, versátil e, ao

mesmo tempo, livre dos riscos inerentes ao ambiente real. Desta forma, o objetivo

deste trabalho foi projetar um sistema de treinamento em Realidade Virtual para usuá-

rios de próteses mioelétricas de mão. Neste contexto, era necessário que o sistema

possuísse uma boa performance de classificação (em tempo real) dos sinais EMG e

uma rápida comunicação entre o classificador de sinais e o ambiente virtual. Para

tal, foram utilizadas técnicas de processamento digital de sinais e Redes Neurais Ar-

tificiais, além de ferramentas para a construção de ambientes virtuais. As técnicas

83
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utilizadas na extração de características e na classificação dos sinais possibilitaram

que o classificador atingisse, na maioria das vezes, performances de classificação su-

periores a 90%, chegando a 100% em alguns testes realizados com a rede LVQ. Esta

performance de classificação, relacionada aos movimentos da mão, encontra-se na

mesma faixa dos valores obtidos em trabalhos correlatos [Herle et al. 2008,Soares et

al. 2003,Nogueira 2007] para a classificação de movimentos do braço. O tempo gasto

para o treinamento do classificador LVQ, da ordem de 10−3 segundos, apresenta-se

adequado à aplicação considerada. Contudo, para os movimentos investigados neste

estudo, não foi possível obter performances de classificação superiores a 85% nos

testes realizados com a rede MLP.

A técnica de classificação proposta possibilitou um aumento de 5% em média na

performance de classificação, quando comparado à classificação individual de cada

segmento. O atraso de resposta observado nos testes de processamento em tempo

real - devido ao janelamento e extração de características - não foi significativo, uma

vez que corresponde a um pequeno aumento no tempo de resposta global do sistema.

Uma avaliação quantitativa do efeito deste atraso de resposta sugere uma interessante

proposta para trabalhos futuros.

Ambientes virtuais de treinamento constituem, ainda, uma ferramenta auxiliar de

monitoramento e avaliação de usuários em potencial deste tipo de prótese. A pos-

sibilidade de integrar o protótipo apresentado neste trabalho a uma base de dados,

de forma a produzir automaticamente relatórios com os resultados das seções de

treinamento, é um dos principais fatores que ressaltam sua aplicabilidade e uso por

profissionais da área da saúde.

7.3 Trabalhos futuros

Outras sugestões para trabalhos futuros são:

• Avaliação do impacto da utilização de outras características, tais como coefici-

entes auto-regressivos ou características no domínio da frequência, na perfor-

mance do classificador;

• Extensão do sistema proposto a outros tipos de movimentos, por exemplo, a

flexão individual de cada dedo da mão;
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• Avaliação quantitativa da performance de diferentes classificadores, tais como

support vector machines ou k-nearest neighbours, na discriminação dos movi-

mentos abordados neste trabalho.

7.4 Considerações finais

Com este trabalho, foi possível realizar uma avaliação de alguns dos principais compo-

nentes de um sistema de treinamento para usuários de próteses mioelétricas de mão

em Realidade Virtual. Do ponto de vista científico, as principais contribuições deste

trabalho são:

• Avaliação da aplicação do algoritmo de janelamento automático, baseado no

operador TKEO, aos sinais EMG considerados;

• Avaliação da rede neural LVQ como classificador dos sinais EMG considerados;

• Análise da contribuição de cada uma das características temporais consideradas

neste trabalho na performance de classificação do sistema;

• Proposta da arquitetura de comunicação cliente/servidor entre o sistema de clas-

sificação e o ambiente virtual, em uma aplicação em tempo real.
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