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Resumo

Uma caracteristica importante em Educagao a Distancia é a assisténcia personalizada e
inteligente, em que um importante aspecto a ser observado ¢ que estudantes neste tipo
de curso podem apresentar perfis bastante diferenciados. Em virtude disto, um desafio
em pesquisa é o desenvolvimento de aplicagoes educacionais avangadas que possam ofe-
recer algum grau de inteligéncia e adaptatividade. Um fator indispensavel neste tipo de
sistema ¢ a identificacao precisa de estilos de aprendizagem do estudante, de modo a for-
necer conteido mais apropriado possivel as necessidades individuais. A implementacao
deste tipo de sistema, fundamentada em uma abordagem probabilistica para modelagem
do estudante é um importante problema em pesquisas, ja que estes modelos necessitam
lidar com informagoes incompletas ou incertas sobre o estudante. Por isto, acreditamos
fortemente que considerar processos estocasticos na modelagem do estudante e no for-
necimento de adaptatividade é essencial. Especificamente, a abordagem proposta neste
trabalho tem por objetivo detectar e corrigir incrementalmente, de forma automética e
dinamica, imprecisoes e inconsisténcias nos estilos de aprendizagem armazenados no mo-
delo do estudante, considerando-se que as preferéncias obtidas através de questionarios
psicométricos podem necessitar de revisoes, por possuirem certo grau de incerteza. Neste
contexto, este trabalho aborda e trata questoes importantes da modelagem automatica
e dinamica de estilos de aprendizagem, ignoradas pelas abordagens desenvolvidas até o

momento e analisadas neste trabalho.

Palavras-chave: modelo do estudante; estilos de aprendizagem; deteccao automatica e
dinamica de estilos de aprendizagem; modelagem probabilistica do estudante; sistemas

adaptativos e inteligentes para educacao.
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Abstract

An important feature in Distance Education is the personal and intelligent assistance, in
which an important aspect is that students may have quite different profiles. Thus, a
course designed for a particular student may not be suitable for other students. Because
of this, a challenge in research is the development of advanced educational applications
that provide some degree of intelligence and adaptivity. An indispensable factor in this
type of system is the accurate identification of students learning styles, in order to provide
most suited content to their individual needs. The construction of this kind of system
through a probabilistic process is an important research problem, because these systems
need to deal with incomplete or uncertain information about students. Thus, adaptivity
provided by these systems need to consider a certain level of uncertainty. So, we strongly
believe that considering stochastic student modeling in these systems is essential. There-
fore, the main goal of this work is to present an innovative stochastic approach, based
on reinforcement learning, for providing adaptivity through probabilistic modeling of stu-
dents learning styles, and to investigate its efficiency, effectiveness and reliability through
a series of experiments. Specifically, the proposed approach aims to detect and correct,
automatically and dynamically, inaccuracies and inconsistencies in learning styles stored
in the student model, considering that preferences obtained through psychometric ques-
tionnaires may need review, by having some degree of uncertainty. In this context, this
work discusses and addresses important issues on automatic and dynamic modeling of

learning styles, most of them ignored by approaches developed so far.

Keywords: student model; learning styles; automatic and dynamic detection of learning

styles; probabilistic student modeling; adaptive and intelligent educational systems.

x1



xii



Artigos Publicados

e Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Deteccao e Correcao
Automatica de Estilos de Aprendizagem em Sistemas Adaptativos para Educagao.
Revista de Informética Tedrica e Aplicada, v. 18, p. 178-204, 2011. ISSN 2175-
2745.

e Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. A New Approach to Dis-
cover Students Learning Styles in Adaptive Educational Systems. In: 220. Simpdsio
Brasileiro de Informatica na Educagao, 2011, Aracaji. Anais do XXII SBIE - XVII
WIE, 2011. p. 70-79. ISSN: 2176-4301. Prémio de melhor artigo do 220. SBIE
(2011) - Trilha 01 (Inteligéncia Artificial). CEIE - Comissao Especial de Informatica

na Educacao da SBC.

e Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. A Stochastic Approach
for Automatic and Dynamic Student Modeling in Adaptive Educational Systems.
Informatics in Education, v. 11, No. 2, 2012. ISSN: 1648-5831.

e Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Automatic Student
Modeling in Adaptive Educational Systems Through Probabilistic Learning Style
Combinations: A Qualitative Comparison Between Two Innovative Stochastic Ap-
proaches. Journal of The Brazilian Computer Society, 2012. Springer, 2012. DOI:
10.1007/s13173-012-0078-2.  ISSN: 0104-6500 (versao impressa) ISSN: 1678-4804

(versao eletronica).

xlil



Xiv



Artigos Submetidos

Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Using a Simulated Student
for Validating a Novel Approach to Automatic Detection of Learning Styles. Revista
IEEE América Latina. ISSN: 1548-0992

Dorga, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Consistent Evolution of
Student Models by Automatic Detection of Learning Styles. Revista IEEE América

Latina. ISSN: 1548-0992

Dorga, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Automatic Student
Modeling in Adaptive Educational Systems Through Probabilistic Learning Styles
Combinations. Computers e Education. ISSN 0360-1315

Dorga, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. EADS: Evolutionary
Algorithm to Discover Students Learning Styles in Distance Education Systems.

International Journal of Distance Education Technologies. ISSN: 1539-3100

Dorga, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Improving the Perfor-
mance of EADS Using Genetic Operators. International Journal of Information and

Communication Technology. ISSN online: 1741-8070. ISSN print: 1466-6642

Dorca, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Avaliacao de Politicas de
Aprendizagem por Refor¢o para Modelagem Automética e Dinamica de Estilos de
Aprendizagem: Uma Anélise Experimental. 230. Simpdsio Brasileiro de Informética

na Educagao, 2012, Rio de Janeiro. http://www.cbie.org.br/

Dorga, F. A.; Lima, L. V.; Fernandes, M. A.; Lopes, C. R. Comparing Strategies
for Modeling Students Learning Styles through Reinforcement Learning in Adaptive
and Intelligent Educational Systems: An Experimental Analysis. Expert Systems
with Applications. ISSN: 0957-4174

XV



Xvi



Lista de Figuras

3.1 Exemplo de uma estratégia pedagogica baseadaem EA . . . . . . . . . .. 64
3.2 Exemplo de cadeia de Markov . . . . . . ... ... ... L. 71
3.3 AR utiliza uma estrutura composta de estados, acoes e recompensas . . . . 74
4.1 Modelo markoviano do processo estocastico de selecao de uma CEA . . . . 95
4.2  Atualizacao do ME durante o processo de aprendizagem . . . . . . .. .. 102
4.3 Arquitetura resultante da integragao de um SAIE com a abordagem proposta.107
4.4 O conceito Servlet e respectivos objetos de aprendizagem associados . . . . 110
4.5 Parte do mapa conceitual de um curso de Programagao Orientada a Objetos111
4.6 Interface grafica para testes . . . . . . . . ... ... L. 113
5.1 Atualizagdo do ME no Experimento 1 . . . . . . . ... ... ... ... . 126
5.2  Performances do estudante no Experimento 1 . . . . . . . .. .. ... .. 127
5.3 Médias de performances e problemas de aprendizagem no Experimento 1 . 127
5.4 Atualizacao do ME durante Experimento 2 . . . . . . . .. .. ... .. .. 128
5.5 Performances do estudante no Experimento 2 . . . . . .. ... ... ... 129
5.6 Meédias de performances e problemas de aprendizagem no Experimento 2 . 130
5.7 Atualizagdo do ME durante Experimento 3 . . . . . . . . .. ... ... .. 131
5.8 Performances do estudante no Experimento 3 . . . . ... ... ... ... 132
5.9 Médias de performances e problemas de aprendizagem no Experimento 3 . 133
5.10 Atualizacao do ME durante Experimento 4 . . . . . . . . . ... ... ... 134
5.11 Performances do estudante no Experimento 4 . . . . . . . ... ... ... 135

Xvil



5.12
5.13
5.14
5.15
5.16
5.17
0.18
5.19
5.20
5.21
5.22
0.23
5.24
5.25
5.26
5.27
0.28
5.29
5.30
5.31
5.32
2.33
5.34
5.35
5.36
5.37
5.38
5.39

Médias de performances e problemas de aprendizagem no Experimento 4

Atualizagdo do ME durante Experimento 5 . . . . . . .. . ... ... ..

Performances do estudante no Experimento 5 . . . . . . . ... ... ...

Médias de performances e problemas de aprendizagem no Experimento 5

Atualizacao do ME durante Experimento 6 . . . . . . . . .. .. ... ...

Performances do estudante no Experimento 6 . . . . . . .. .. ... ...

Médias de performances e problemas de aprendizagem no Experimento 6

Atualizagao do ME durante Experimento 7 . . . . . . .. . ... ... ..

Performances do estudante no Experimento 7 . . . . . . . ... ... ...

Médias de performances e problemas de aprendizagem no Experimento 7

Atualizagdo do ME durante Experimento 8 . . . . . . . . . . ... ... ..

Performances do estudante no Experimento 8 . . . . .. .. .. ... ...

Médias de performances e problemas de aprendizagem no Experimento 8

Atualizacao do ME durante Experimento 9 . . . . . . . . .. .. ... ...

Performances do estudante no Experimento 9 . . . . .. .. .. ... ...

Médias de performances e problemas de aprendizagem no Experimento 9

Atualizagdo do ME durante Experimento 10 . . . . . . . . . ... ... ..
Performances do estudante no Experimento 10 . . . . . . .. .. .. .. ..
Médias de performances e problemas de aprendizagem no Experimento 10 .
Atualizacao do ME durante Experimento 11 . . . . . . . .. .. ... ...
Performances do estudante no Experimento 11 . . . . . . .. .. ... ...
Médias de performances e problemas de aprendizagem no Experimento 11 .
Atualizagdo do ME durante Experimento 12 . . . . . . . . . ... ... ..
Performances do estudante no Experimento 12 . . . . . . . . . .. ... ..
Médias de performances e problemas de aprendizagem no Experimento 12 .
Atualizagao do ME durante Experimento 13 . . . . . . . . .. ... .. ..
Performances do estudante no Experimento 13 . . . . . . .. .. ... ...

Médias de performances e problemas de aprendizagem no Experimento 13 .

xviii

. 135

136
137

. 138

139

140

. 140

141
142

. 143

144

145

. 145

146
147

. 148

148
149
150
151
152
152
153
154
155
156
157

157



5.40
5.41
5.42
5.43
5.44
5.45
5.46
0.47
5.48
5.49
9.50
5.51

Al
A2
A3
A4
A5
A6

Atualizagdo do ME durante Experimento 14 . . . . . . . . . ... ... .. 158
Performances do estudante no Experimento 14 . . . . . . . . . . .. .. .. 159
Médias de performances e problemas de aprendizagem no Experimento 14 . 159
Atualizagdo do ME durante Experimento 15 . . . . . . . . .. ... .. .. 160
Performances do estudante no Experimento 15 . . . . . . . . . . .. .. .. 161
Médias de performances e problemas de aprendizagem no Experimento 15 . 162
Atualizacao do ME durante Experimento 16 . . . . . . . .. .. ... ... 163
Performances do estudante no Experimento 16 . . . . . . . . . . .. .. .. 164
Médias de performances e problemas de aprendizagem no Experimento 16 . 164
Atualizacao do ME durante Experimento 16 coma =0 . . . . . . . . . .. 165
Performances do estudante no Experimento 16 coma=0. . . . . . .. .. 166
Médias de performances e problemas de aprendizagem no Experimento 16

coma==0 ... . . 167
Atualizagao do ME no Experimento 1 . . . . . . . .. .. .. .. ... ... 204
Performances do estudante no Experimento 1 . . . . . . . ... ... ... 205

Médias de performances e problemas de aprendizagem no Experimento 1 . 205

Atualizacao do ME durante Experimento 2 . . . . . . . . .. .. ... ... 206
Performances do estudante no Experimento 2 . . . . . . .. ... ... .. 207
Médias de performances e problemas de aprendizagem no Experimento 2 . 207

Xix



XX



Lista de Tabelas

3.1 Comparagao entre os Modelos de Estilos de Aprendizagem . . . . . .. .. 61
4.1 Modelo Estudante . . . . . . ... 86
4.2  Exemplo de Inicializacao do ME utilizando o ILSQ . . . . . . . . . .. .. 89
4.3 Exemplo de Inicializacao do ME sem utilizagao do ILSQ . . . . . . . . .. 90
4.4 Distribuicao de Probabilidades das CEAs . . . . . . ... .. ... ... .. 97
5.1 MEinicial . . . . . . .. 124
5.2 Resultados do Experimento 1 . . . . . . . ... ... .. ... ... ... 125
5.3 Resultados do Experimento 2 . . . . . . . .. ... ... ... ... 129
5.4 Resultados do Experimento 3 . . . . . . ... ... L. 131
5.5 Resultados do Experimento 4 . . . . . . ... ... L. 133
5.6 Resultados do Experimento 5 . . . . . .. . ... ... ... 137
5.7 Resultados do Experimento 6 . . . . . . .. .. ... ... .. ... ... 139
5.8 Resultados do Experimento 7 . . . . . . .. ... oL 142
5.9 Resultados do Experimento 8 . . . . . . . ... ... L. 144
5.10 Resultados do Experimento 9 . . . . . . . .. ... ... ... ... ... 147
5.11 Resultados do Experimento 10 . . . . . . . . . . .. . ... ... ... 149
5.12 Resultados do Experimento 11 . . . . . . . . . . . . . ... ... ... ... 150
5.13 Resultados do Experimento 12 . . . . . . . . . . . ... ... L. 154
5.14 Resultados do Experimento 13 . . . . . . . . . . . . . ... ... ... ... 156
5.15 Resultados do Experimento 14 . . . . . . . . . . . . . ... ... ... ... 159

xx1



5.16 Resultados do Experimento 15 . . . . . . . . . . . . . ... ... ... 161

5.17 Resultados do Experimento 16 . . . . . . . . . . .. .. ... 164
5.18 Resultados do Experimento 16 com o« =0 . . . . . . . .. ... ... ... 166
A1 MEinicial . . . . . .. 203
A.2 Resultados do Experimento 1 . . . . . . . . . . .. ... ... ... ... . 204
A.3 Resultados do Experimento 2 . . . . . . . . .. ... 206

xxil



Lista de Algoritmos

3.1 Q-learming . . . . ...

4.1  @Q-learning aplicado & modelagem automética e dinamica de EA . . . . . .

xxiii



XX1V



Sumario

1 Introdugao
1.1 Objetivos . . . . . . .
1.2 Justificativas . . . . .. Lo
1.3 Metodologia . . . . . . . ..

1.4 Estruturagao da Tese . . . . . . . . . ..o
2 Trabalhos Relacionados e Estado da Arte

3 Referencial Teérico

3.1 Abordagens para Educacao a Distancia . . . . . ... ... ... ... ...
3.2 Modelagem do Estudante . . . . . . ... ..o
3.3 Estilos de Aprendizagem . . . . . .. ...

3.3.1 Felder-Silverman Learning Style Model (FSLSM) . . . . .. .. ..
3.4 Processos Estocasticos e Cadeias de Markov . . . . . ... ... ... ...

3.4.1 Cadeias de Markov . . . . . ... ...
3.5 Aprendizagem por Reforco . . . . . . .. ...

3.6 Simulacao Computacional de Estudantes . . . . . . . ... ... ... ...

4 Abordagem Proposta
4.1 Modelo do Estudante . . . . . .. . ...

4.2 Modulo Pedagoégico . . . . . . ...

4.3 Componente de Modelagem do Estudante . . . . . .. ... ... .. ...

XXV

27
31
32
35
37

39

51
51
o8
60
62
67
69
73
79

83



XXV1

4.4 Arquitetura resultante da integracao de um SAIE com a abordagem propostal06

5 Verificagao e Validagao da Abordagem Proposta

5.1 Metodologia Utilizada . . . . . .. .. .. ... ...

5.2 Simulagao de Aprendizagem em Estudantes

5.3 Experimentos e Analise dos Resultados Obtidos . . . . . . .. . .. .. ..

5.3.1
5.3.2
2.3.3
5.3.4
2.3.9
5.3.6
2.3.7
2.3.8
5.3.9
5.3.10
0.3.11
0.3.12
5.3.13
5.3.14
5.3.15
0.3.16

Experimento 1

Experimento 2

Experimento 3

Experimento 4

Experimento 5

Experimento 6

Experimento 7

Experimento 8
Experimento 9 . . . . . ...
Experimento 10 . . . . . . . . ..o
Experimento 11 . . . . . . . . . . . ...
Experimento 12 . . . . . . . . ... oL
Experimento 13 . . . . . . . . ... oo
Experimento 14 . . . . . . . . . ...

Experimento 15 . . . . . . . . ..o

Experimento 16 . . . . . . . . ... Lo

6 Conclusoes e Trabalhos Futuros

Referéncias Bibliograficas

A Experimentos considerando DEA=0 no ME inicial

Al Experimento 1. . . . . . . . . .. ... ... ...

A2 Experimento 2. . . . . . . ...

115



Capitulo 1

Introducao

Atualmente, os sistemas de gestao de aprendizagem, ou Learning Management Systems
(LMS), fornecem grande apoio aos professores, visando auxilid-los na autoria e realizagao
de cursos on-line. Porém estes sistemas normalmente nao consideram as diferencas indi-
viduais dos estudantes na composicao e na estrutura de cursos. Eles fornecem somente
um suporte limitado aos estudantes, e poucos sistemas sao capazes de adaptar o conteido
do curso a um estudante especifico (Graf e Kinshuk, 2010a). De acordo com Lopes e
Fernandes (2009), muitos dos sistemas de e-learning nio consideram as caracteristicas
particulares dos estudantes e o mesmo contetido e estratégia pedagogica sao comumente

usadas para todos os estudantes.

Neste contexto, os tradicionais LMS fornecem exatamente o mesmo curso para cada
estudante, incluindo a estrutura, composi¢ao e contetido, a exemplo de alguns siste-
mas amplamente conhecidos e utilizados, como Blackboard (Blackboard, 2010), WebCT
(WebCT, 2010), SOLAR (SOLAR, 2012), Desire2Learn (Desire2Learn, 2012), DeskEaD
(Silva et al., 2003), TelEduc (TelEduc, 2012) e Moodle (Moodle, 2010), ndo oferecendo
nenhum nivel de personaliza¢do. Mas, de acordo com Graf e Kinshuk (2010a), conside-
rar diferencas em relagao a, por exemplo, conhecimento prévio, estilos de aprendizagem,
habilidades cognitivas, interesses, motivagao, dentre outras (Brusilovsky e Millan, 2007),

tem um efeito importante na melhoria do progresso dos estudantes e nos resultados de
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aprendizagem. Desta forma, teorias pedagdgicas modernas afirmam a necessidade de per-
sonalizar o curso, e sempre que possivel atender as caracteristicas de aprendizagem do
estudante. Sistemas de aprendizagem adaptativos tratam exatamente deste problema,
e visam, considerando caracteristicas dos estudantes e necessidades individuais, adequar

cursos, material didatico e estratégias de aprendizagem a cada estudante.

Entao, uma caracteristica importante em Educagdo a Distancia (EAD) é a assis-
téncia personalizada e inteligente, em que um relevante aspecto a ser observado é que
estudantes neste tipo de curso podem apresentar perfis bastante diferenciados. Sendo
assim, um determinado curso, projetado para um determinado estudante, pode nao ser
adequado a outros estudantes. Em virtude disto, um desafio em pesquisa é o desen-
volvimento de aplicacoes educacionais avancadas, que possam oferecer algum grau de

inteligéncia e adaptatividade.

Nesta perspectiva, com o objetivo de personalizar o processo de aprendizagem, um
movimento crescente em dire¢ao a introducao de adaptatividade nestes sistemas pode ser
observado nos tltimos anos, a exemplo de diversos trabalhos!, originando os chamados
Sistemas Adaptativos e Inteligentes para Educacao (SAIE) (Brusilovsky, 2001a; Brusi-
lovsky e Peylo, 2003). Estes sistemas nao representam uma categoria totalmente nova
de sistemas educacionais, possuindo raizes em duas areas: Sistemas Tutores Inteligentes

(STI) e Sistemas de Hipermidia Adaptativa (SHA) (Iglesias et al., 2009a).

Os SAIE sao em principio superiores aos sistemas tradicionais de e-learning, na
medida em que personalizam a experiéncia educacional. Sistemas educacionais que se
adaptam as caracteristicas individuais de um estudante tornam o processo de aprendi-
zagem mais efetivo (Brusilovsky, 2001a). Nestes sistemas, o contetdo é fornecido em

conformidade com diversos aspectos. A adaptac@o nestes sistemas é tradicionalmente di-

IStern e Woolf (2000); Grigoriadou et al. (2001); Weber e Brusilovsky (2001); Wu (2002); Dorga et al.
(2002); Queiroz, B. and Lopes, C. R. and Fernandes M. A. (2002); Dorga et al. (2003); Cristea e de Mooij
(2003); Dorga (2004); Dorga et al. (2004); Karagiannidis e Sampson (2004); Benadi et al. (2004); Cristea
(2005); Cristea e Stash (2006); De Bra et al. (2006); Paredes e Rodriguez (2006); Cristea (2007); Brown
(2007); Graf e Kinshuk (2007); Sangineto et al. (2008); Limongelli et al. (2009); Graf e Kinshuk (2009a);
Dorga et al. (2009); Lopes (2009); Botsios, S. and Georgiou, D. and Safouris, N. (2008); Iglesias et al.
(2009a,b); Graf e Kinshuk (2010a); Graf et al. (2010)
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vidida em adaptagao de suporte & navegacao e adaptacao de apresentacao de contetido
(Wu et al., 2001; Brusilovsky, 1996; Wu, 2002; Brusilovsky e Peylo, 2003). De acordo
com Tsiriga e Virvou (2004), adaptatividade é uma caracteristica indispensavel nestes
sistemas, possibilitando o alcance de um grupo muito mais heterogéneo de estudantes.
O mecanismo para personalizagao em SAIE é objeto de intensa pesquisa e discussao por

parte de pesquisadores de uma diversidade de areas.

Desta forma, muito se tem discutido sobre a modelagem do estudante (Brusilovsky
e Millan, 2007; Martins et al., 2008; Graf et al., 2009a; Graf e Viola, 2009; Castillo et al.,
2005; Souza, 2002; Goguadze et al., 2011; Virvou e Troussas, 2011) baseada em Estilos de
Aprendizagem (EA), de forma que preferéncias psicologicas sdo armazenadas em bases de
dados e entao utilizadas no fornecimento de estratégias de ensino personalizadas (Brown
et al., 2006). Para Reid (1998), EA sao caracteristicas basicas de como se aprende uma

nova informacao, e nao sao perceptiveis de forma consciente pelos estudantes.

EA (Graf e Liu, 2008) e seus efeitos no processo de aprendizagem sao cuidadosa-
mente examinados por Coffield et al. (2009). EA, as correspondentes estratégias instruci-
onais, e sua contribui¢ao na constru¢ao de SAIE tém sido intensamente estudadas. Graf
et al. (2009a) afirmam que conhecer EA dos estudantes pode ajudar de muitas formas a

melhorar o ensino e a aprendizagem nestes sistemas.

Ainda, muitos teéricos e pesquisadores da educagao consideram que EA compoem
um fator importante no processo de aprendizagem, e concordam que incorpora-los ao
processo de ensino tem grande potencial na facilitagdo da aprendizagem (Graf et al.,
2009a). De acordo com Bostrom (2011), a unica maneira de melhorar o desempenho é
melhorar o ensino. Se o sistema da suporte a elevada qualidade de ensino, bons resultados
sdo alcangados. De acordo com Gilbert ¢ Han (1999), todos nos temos preferéncias de
aprendizagem que nos permitem aprender de forma mais eficaz. Quando inseridos num
ambiente de aprendizagem que apoia os seus estilos de aprendizagem, estudantes tém um

maior nivel de compreensao.

Desta forma, a modelagem do estudante exerce papel fundamental. Lopes e Fernan-
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des (2009) atestam que EA s@o um dos mais importantes aspectos a serem considerados na
modelagem do estudante. Pesquisadores da area sugerem que relacionar EA com estraté-
gias de ensino apropriadas ¢ um fator importante ao estimulo da aprendizagem, conforme
alerta Coffield et al. (2009).

Um grande ntimero de estudos atesta que a aprendizagem ¢é facilitada se as estra-
tégias pedagogicas estiverem de acordo com os EA do estudante, e afirmam que utilizar
material e atividades instrucionais que vao ao encontro dos EA, torna o processo de
aprendizagem mais efetivo e a performance do estudante é consideravelmente melhorada,
conforme apresentado em diversos trabalhos?. Neste contexto, a personalizacao auto-
matica de conteido baseada em EA é um aspecto fundamental em SAIE, sendo esta,
atualmente, uma area sob intensa investigacao e com grandes perspectivas de aplicacao
no fornecimento de adaptatividade neste tipo de sistema.

Brown et al. (2006) examinam como EA podem ser utilizados em SAIE com o obje-
tivo de criar experiéncias individualizadas aos usuarios. Alfonseca et al. (2006) discutem
as principais questoes relacionadas & aplicagao de EA em SAIE. Na ocasiao, é realizada
uma anélise sobre o impacto do uso de EA no processo de ensino, e também se descreve
como estes sistemas podem tirar vantagem do uso de informacoes relacionadas a EA.

Brown et al. (2006) pontuam que novos métodos de adaptagao tém sido propostos
em uma tentativa de se aumentar a sofisticacao e validade pedagogica do Modelo do Estu-
dante (ME)(Brusilovsky e Millan, 2007). Desta forma, diversas pesquisas tém investigado
como EA podem ser utilizados para fornecer contetido personalizado ao estudante. Con-
forme analisa Franzoni e Assar (2009), varios SAIE que levam em consideracao EA dos
estudantes tém sido criados. Conforme exposto por Franzoni e Assar (2009), uma das
maiores dificuldades no desenvolvimento destes sistemas é o relacionamento de EA com
as aplicacoes e recursos de hipermidia.

A maioria destes sistemas s@o baseados na nocao de que relacionar estratégias de

2 Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Graf e Kinshuk (2009a); Graf e
Liu (2008); Coffield et al. (2009); Alfonseca et al. (2006); Graf e Lin (2007); Graf e Kinshuk (2007);
Bajraktarevic et al. (2003); Sangineto et al. (2008); Terry et al. (1995); Friedel e Rudd (2006); Vasilyeva
et al. (2006); Graf et al. (2009a); Stash et al. (2004)
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ensino com EA melhoram a performance dos estudantes. De acordo com Franzoni e Assar
(2009), diferentes possibilidades existem para adaptar um curso aos EA dos estudantes.
Ainda, conforme analisado por Franzoni e Assar (2009), a estratégia mais utilizada é
relacionar diferentes tipos de midias e materiais instrucionais as preferéncias e habilida-
des dos estudantes. Esta abordagem tem como objetivo imediato tornar o processo de

aprendizagem mais adequado a cada estudante.

A capacidade de personalizar um curso aos EA de um estudante particular é apon-
tada pela IMS Global Learning Consortium como um dos aspectos principais de um SAIE,

conforme asseguram Sangineto et al. (2008).

1.1 Objetivos

Para que seja possivel considerar EA em SAIE, é necesséario conhecé-los primeiro. Entao,
o objetivo principal deste trabalho é apresentar uma abordagem estocéastica para forneci-
mento de adaptatividade e personalizacao através da modelagem probabilistica de EA do
estudante, levando em consideracao os resultados de suas performances enquanto utiliza
o sistema para aprender.

Especificamente, a abordagem proposta tem por objetivo detectar e corrigir, de
forma automatica e dinadmica, inconsisténcias no ME em relagao as preferéncias reais do
estudante, no que diz respeito aos seus EA, considerando-se que as preferéncias obtidas
através de questionarios psicométricos podem necessitar de revisoes, por possuirem certo
grau de incerteza.

Entéao, ao identificar automaticamente os EA do estudante, torna-se possivel a elimi-
nagao da necessidade de utilizagao de questionérios psicométricos (Felder e Spurlin, 2005)
para inicializacao do ME. Tais questionérios invariavelmente demandam conhecimento
meta-cognitivo, além de tempo e paciéncia dos estudantes em seu preenchimento.

Uma caracteristica da abordagem proposta neste trabalho é que o ME ¢é atualizado

automatica e dinamicamente através de um processo estocastico (Pollard, 1984) iterativo e
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interativo baseado na Combinagao de Estilos de Aprendizagem (CEA) (Franzoni ¢ Assar,
2009) e clusterizagao probabilistica dos estudantes em categorias pedagogicas. Um questi-
onario para auto-avaliagdo de EA, como o ILSQ (Index of Learning Styles Questionnaire)
(Van Zwanenberg et al., 2000), pode ser aplicado inicialmente para inicializar o ME, mas
isto nao é obrigatorio, j& que o objetivo é criar uma abordagem que seja independente

deste tipo de ferramenta.

Desta forma, o objetivo central deste trabalho é o diagnéstico automatico e dinamico
de EA dos estudantes em SAIE, possibilitando a estes sistemas a selegao de estratégias
pedagogicas (Iglesias et al., 2009a,b) mais apropriadas aos estudantes durante o processo
de fornecimento de adaptatividade. Outro objetivo importante é considerar os aspectos
nao-estacionario e nao-deterministico de EA, sabendo-se que EA podem sofrer alteragoes
durante o processo de aprendizagem (nao-estacionario), de forma nao esperada e impre-
visivel (nao-deterministico) (Graf e Kinshuk, 2009a; Graf et al., 2010). Desta forma, a
abordagem proposta neste trabalho possibilita que SAIE aprendam incrementalmente so-
bre os EA dos estudantes, atualizando-os constantemente de acordo com o desempenho
global do estudante.

Com o objetivo de possibilitar que a abordagem apresentada neste trabalho seja
utilizada em qualquer LMS existente, um aspecto fundamental é que ela seja independente
de um sistema especifico, possibilitando sua facil reutilizagao na construgao de SAIE. Isto
é obtido na abordagem proposta, ja que esta nao é baseada em recursos especificos de
nenhum LMS especifico. Com este intuito, apresenta-se neste trabalho um algoritmo e

uma arquitetura gerais que mostram como a abordagem proposta se insere no contexto

de um SAIE.

1.2 Justificativas

Para Trif et al. (2010), uma das principais caracteristicas de SAIE é a identificagao correta

e continua dos estilos de aprendizagem do estudante, com intuito de se proporcionar a
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apresentacao de conteido mais adequada a cada individuo. Mas, as abordagens tradicio-
nais para detecgao de EA se mostram ineficientes. Graf e Lin (2007) e Price (2004) comen-
tam sobre a imprecisao e o grau de incerteza associados & questionarios psicométricos para
auto-avaliacao de EA, como o ILSQ, em decorréncia da dificuldade de auto-concepcoes
pelo estudante, por demandarem conhecimento meta-cognitivo (Felder e Spurlin, 2005),

além de tempo e paciéncia em seu preenchimento.

Entao, as preferéncias obtidas através de questionérios psicométricos podem neces-
sitar de revisoes, por possuirem certo grau de incerteza, conforme pode-se observar em
analise desenvolvida por Price (2004), que identificou inconsisténcias entre os resultados
dos questionéarios e o comportamento exibido pelo estudante. Em concordancia com Price
(2004), Roberts e Erdos (1993) tece um panorama sobre a aplicagao, confiabilidade e
validade do ILSQ), alertando sobre a limitacao de testes psicométricos para deteccao de

EA.

De acordo com Graf et al. (2009a), abordagens automaticas para modelagem do
estudante sao livres de ocorréncia de auto-concepc¢oes imprecisas ou inconsistentes. Além
disto, permitem aos estudantes focar somente na aprendizagem, sem a necessidade de
informar explicitamente suas preferéncias. Ainda, abordagens automaticas tendem a ser
mais precisas e menos suscetiveis a erros, ja que permitem analisar dados resultantes de

um intervalo de tempo, ao invés de dados colhidos em um momento especifico.

Neste contexto, abordagens automaticas para deteccao de EA trazem diversas van-
tagens ao eliminar a necessidade de aplicacao de questionarios psicométricos, livrando o
ME de auto-concepgoes imprecisas. Dependendo do tipo de piiblico, este problema pode
ocorrer em maior ou menor grau (Graf e Liu, 2008; Graf et al., 2009a; Graf e Viola, 2009;
Graf e Kinshuk, 2010b; Garcia et al., 2007; Graf, 2006). Desta forma, diversas abordagens
para modelagem automética de EA tém sido propostas. Porém, tais abordagens apresen-
tam uma diversidade de problemas que dificultam sua implementacao, implantagao e

utilizagao, conforme analisa-se no capitulo 2 deste trabalho.

Além disto, Jones et al. (2003) detectaram em seu trabalho que EA podem ser



34 Capitulo 1. Introdugao

sensiveis ao dominio do conhecimento ou a outros aspectos. Na ocasiao, observou-se que
estudantes podem tender de um EA a outro, dependendo das estratégias de aprendizagem
requeridas em uma situacao particular. Isto torna ineficaz a utilizacao de técnicas estaticas
para deteccao de EA, ja que na modelagem estatica do estudante o ME é inicializado

apenas uma vez, usualmente quando o estudante se cadastra no sistema.

Desta forma, é importante considerar que estas caracteristicas sao de algum modo
dinamicas, tornando necessario ajustar continuamente o ME para que se possa garantir
sua permanente consisténcia, o que normalmente ndo ¢ considerado (Graf et al., 2010).
De acordo com Giraffa (1999) um modelo realista do aluno implica em uma atualizagao

dinamica enquanto o sistema avalia o desempenho do estudante.

De acordo com Graf e Lin (2007), um problema com abordagens automaticas é
a obtencao de informacao suficientemente confidvel para se construir um ME robusto.
Além disto, de acordo com Danine et al. (2006), a construcao deste tipo de abordagem,
fundamentada em um modelo probabilistico, € um importante problema em pesquisas.
Isto porque estas abordagens necessitam lidar com informacgoes incompletas ou incertas.
Esta incerteza possui diversas razoes: dificuldades na obtencao de informacoes, possibili-
dade de erros ou inconsisténcia nos dados, ambiguidade na representagao da informacao

e incerteza sobre as relagoes entre as informacgoes.

Em consequéncia deste cenario, o processo de adaptatividade fornecido por um SAIE
precisa levar em consideracao um certo nivel de incerteza. As incertezas podem estar rela-
cionadas ao conhecimento do estudante, seus EA e uma diversidade de outras caracteristi-
cas e preferéncias. Por isto, acreditamos fortemente que considerar processos estocasticos
na modelagem do estudante, é essencial. Desta forma, propoe-se neste trabalho uma
abordagem contraria as tradicionais abordagens deterministicas para modelagem de EA.
O objetivo é possibilitar que SAIE possam, de forma eficiente, detectar precisamente os
EA dos estudantes, eliminando diversos problemas discutidos no capitulo 2, ignorados por

outras abordagens desenvolvidas até o momento.
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1.3 Metodologia

O desenvolvimento deste trabalho se deu através de 3 componentes principais: o ME, o
Modulo Pedagogico (MP) e o Componente de Modelagem do Estudante (CME), desen-
volvidos nesta ordem, em decorréncia da relacao de dependéncia existente entre eles.

Em linhas gerais, a cada se¢ao de aprendizagem, uma estratégia para provimento
de adaptatividade é estocasticamente escolhida pelo MP, levando em conta os EA do
estudante, armazenados em um ME probabilistico que considera as incertezas relacionadas
a deteccao automatica de EA. Sem ter certeza do estado real do estudante em relacao
aos EA, nao ha também certeza de como estas escolhas influenciarao em seu desempenho.
Este processo foi modelado através de Cadeias de Markov (Meyn et al., 2009), devido a
sua simplicidade e aderéncia ao objetivo proposto.

A medida que o processo de aprendizagem evolui, o ME é atualizado pelo CME atra-
vés de um método baseado em Aprendizagem por Refor¢o (AR) (Tesauro, 1995; Kaelbling
et al., 1996; Russel e Norvig, 2004; Abramson e Wechsler, 2001; Iglesias et al., 2009a,b),
tornando este processo cada vez mais bem adaptado ao estudante, e exercendo impacto
positivo em sua performance, conforme apresentado neste trabalho através de resultados
de diversos experimentos.

A teoria de EA que dé suporte a este trabalho é o modelo de EA proposto por Felder e
Silverman (1988), o Felder-Silverman’s Learning Styles Model (FSLSM). Diversas razoes
nortearam sua escolha, e tais razoes sao detalhadamente apresentadas no capitulo 3.
Fundamentalmente, é importante considerar neste momento que o FSLSM considera EA
como tendéncias, ou seja, estudantes possuem uma tendéncia por um EA, mas podem,
conforme afirmam Kinshuk et al. (2009), agir diferente em situagoes particulares, ou
seja, de forma nao-deterministica, o que é uma caracteristica fundamental dos processos
estocasticos, um dos pilares da abordagem proposta neste trabalho. Ainda, de acordo
com Kinshuk et al. (2009), ao incorporar o conceito de tendéncias, a descrigao de EA
também permite considerar comportamento excepcional ou desvios comportamentais do

estudante.
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Desta forma, o FSLSM coloca em evidéncia o nao-determinismo inerente ao compor-
tamento do estudante, que passa a ser visto como probabilistico ao invés de deterministico,
cujas probabilidades sao dadas pelos pesos das preferéncias de EA em cada uma das quatro
dimensoes do FSLSM. Esta caracteristica é um ponto fundamental para nossa aborda-
gem, e outras teorias de EA nao permitiriam sua implementacao de forma tao direta
como foi realizado neste trabalho. Ou seja, utilizar escalas que podem variar no tempo
ao invés de tipos rigidos é uma caracteristica crucial do FSLSM para a nossa aborda-
gem, que ¢é baseada em distribui¢oes de probabilidades e processos estocasticos, conforme
apresentado detalhadamente no capitulo 4. O FSLSM assume que estas tendéncias sao
mais ou menos estaveis mas podem se alterar ao longo do tempo, independentemente do
dominio, que é uma questao intrinsecamente tratada pelo ME, MP e CME. Desta forma,
consideramos EA dos estudantes como probabilidades no modelo quadridimensional de

Felder-Silverman.

Mas, é importante ressaltar que o fato da abordagem proposta neste trabalho ser
baseada em aprendizagem por reforco, que tem como caracteristica fundamental a nao
utilizacao de conhecimento especifico do dominio de aplicacao, torna o método genérico,

podendo este ser aplicado considerando-se outras teorias de estilos de aprendizagem.

Os experimentos foram realizados através da simulacao de aprendizagem em estu-
dantes com diferentes preferéncias de EA, considerando-se as 4 dimensoes do FSLSM.
Isto permitiu observar nitidamente o comportamento do modelo proposto em diferentes
contextos e situagoes. Duas varidveis foram observadas e analisadas nos experimentos
realizados: a consisténcia (os EA armazenados no ME convergiram eficientemente e se
tornaram consistentes durante o processo de aprendizagem?) e a eficiéncia (convergiram
em tempo razoavel, tornando-se consistentes no inicio do processo de aprendizagem?).
Os resultados obtidos através de experimentos, e apresentados no capitulo 5, mostram
que, considerando-se essas variaveis, a abordagem proposta neste trabalho apresenta so-
lugoes aos problemas apontados neste capitulo, que sao discutidos mais detalhadamente

no capitulo 2.
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1.4 Estruturacao da Tese

Os demais capitulos que compdem esta tese sao descritos a seguir. O capitulo 2 apresenta
o estado da arte e analisa alguns dos principais trabalhos relacionados. O capitulo 3 apre-
senta o referencial tedrico que fornece o embasamento conceitual a abordagem apresentada
neste trabalho. O capitulo 4 apresenta em detalhes a implementacao da abordagem pro-
posta. O capitulo 5 apresenta e analisa os resultados obtidos através de uma diversidade
de experimentos. Finalmente, o capitulo 6 apresenta as conclusoes e discute trabalhos

futuros.






Capitulo 2

Trabalhos Relacionados e Estado da

Arte

Muitos SAIE que fornecem adaptatividade considerando EA utilizam questionarios psi-
cométricos para modelagem do estudante (abordagens estaticas e colaborativas). Re-
centemente, tem havido um incremento em pesquisas relacionadas ao desenvolvimento
de abordagens para modelagem automatica do estudante, levando-se em consideragao seu
comportamento, tal como propoe Virvou e Troussas (2011). Entretanto, estas abordagens
tipicamente utilizam um conjunto pré-definido de dados comportamentais para modela-
gem do estudante, e nao atualizam este modelo ao longo do curso, configurando, entao,
abordagens estaticas. Um nimero muito reduzido de pesquisas tem sido conduzidas na

modelagem dindmica e automatica de EA do estudante (Graf et al., 2010).

Alguns trabalhos recentes tém apresentado propostas para deteccao automaética de
EA (Cha et al., 2006b,a; Graf e Liu, 2008; Graf e Kinshuk, 2010b; Graf et al., 2009a; Graf
e Viola, 2009; Limongelli et al., 2009). Estas propostas utilizam sistemas de inferéncia
deterministicos baseados em padroes de comportamento pré-definidos do estudante, de
forma que através de seu comportamento e agoes no sistema, possam inferir seus EAs.
Graf et al. (2009a); Graf e Viola (2009) discutem padroes de comportamento considerados

relevantes para identificacao de cada EA.
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Limongelli et al. (2009) consideram uma abordagem que inicializa o ME através do
ILSQ e, automatica e dinamicamente, atualiza o ME de acordo com as caracteristicas de
EA inerentes a um no6 de conhecimento, considerando o tempo gasto pelo estudante no n6
e a pontuacao obtida no pos-teste. Problemas com esta abordagem sao a obrigatoriedade

do uso do ILSQ e a caracteristica deterministica do processo de inferéncia de EA.

Graf e Liu (2008) apresentam uma abordagem para modelagem automatica e estatica
de EA com base no FSLSM. Para isto, considera a observacao das agoes dos estudantes
durante o curso, a fim de recolher pistas sobre seus EA. Para isto utiliza um mecanismo
simples baseado em regras, que infere de forma deterministica os EA com base nas pistas
recolhidas. Uma vez inferido os EAs, eles nao sdo mais atualizados, o que configura uma

abordagem estética.

Em (Graf et al., 2010) esta abordagem adquire aspecto dindmico, porém continua
considerando a utilizacao de regras simples para realizar inferéncias deterministicas a
respeito de EA dos estudantes. Uma critica a estas abordagens é a dificuldade em se
construir regras capazes de inferir eficientemente EAs a partir do comportamento do
estudante, devido a sua complexidade e grande quantidade. Graf e Viola (2009) asseveram
que estudantes com EAs diferentes se comportam de forma diferente em um SAIE. Mas,
como garantir que dois estudantes diferentes, demonstrando o mesmo comportamento,
possuem os mesmos EAs; ja que uma diversidade de outros fatores podem influenciar em
seus comportamentos, conforme alerta uma grande quantidade de pesquisas (Brusilovsky
et al., 1998; Zakaria e Brailsford, 2002; Wu et al., 2001; Graf e Kinshuk, 2009a; Clifford,
2004; De Bra e Calvi, 1998; Brusilovsky et al., 1996a; Hook et al., 1997; Chen e Macredie,
2002; Jones et al., 2003).

Desta forma, fica claro a existéncia de uma grande quantidade de fatores e variaveis
envolvidas na construcao de um conjunto de regras deterministicas com este objetivo.
Além disto, em muitos sistemas, tal como o AHA! (De Bra et al., 2006), estas regras
precisam ser definidas pelo tutor, ja que sua construcao depende do seu conhecimento

especifico e do dominio do conhecimento do curso, o que sem duavida cria um grande
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empecilho quanto a utilizacao deste tipo de abordagem.

Ainda, outra critica a estas abordagens é que elas apresentam um alto nivel de
acoplamento ao sistema para o qual foram desenvolvidos, ja que sao construidas levando
em considerac¢do os recursos e caracteristicas especificos de um LMS. Graf e Liu (2008)
propoe uma abordagem passivel de ser aplicada em diversos LMSs, mas para isto considera
apenas recursos e caracteristicas comuns a todos eles, o que limita e dificulta ainda mais
a expressao de padroes e regras de comportamento, e as torna ainda mais suscetivel a
inconsisténcias.

Além disto, sistemas de inferéncia deterministicos, baseados em padroes de compor-
tamento pré-definidos, ignoram importantes consideragoes apresentadas por Graf e Liu
(2008); Marzano e Kendall (2007); Messick (1976); Graf e Lin (2007); Van Zwanenberg
et al. (2000); Felder e Spurlin (2005); Roberts e Erdos (1993) relacionadas aos aspectos
dindmicos e nao-deterministicos de EA e do comportamento do estudante. Neste con-
texto, a abordagem apresentada neste trabalho apresenta avancos ao considerar de forma
probabilistica os EAs dos estudantes.

Abordagens diferentes sao apresentadas em diversos trabalhos'. Estas abordagens
utilizam técnicas de aprendizagem supervisionada de méaquina, tais como redes Bayesianas
e redes neurais. Uma critica a estas abordagens é sua alta complexidade de implementagao
e grande consumo de recursos computacionais, de forma que a presenca simultanea de
varios estudantes pode comprometer, ou mesmo inviabilizar seu uso.

Abordagens baseadas em redes Bayesianas apresentam consequentemente os pro-
blemas que incorrem de seu uso, por exemplo, dificuldades na representagao (escolha do
conjunto de variaveis relevantes que podem ser consideradas para descrever o comporta-
mento do estudante, escolha de uma ordenacdo para as variaveis), demasiadas probabi-
lidades, probabilidades nao intuitivas, elevada complexidade e alto custo computacional

na aprendizagem e na inferéncia (através de propagagao de probabilidades e evidéncias,

! Kelly e Tangney (2005); Garcia et al. (2007); Carmona e Castillo (2008); Cabada et al. (2009);
Zatarain-Cabada et al. (2009); Zatarain et al. (2010); Carmona et al. (2007a,b); Stern e Woolf (2000);
Castillo et al. (2005); Yannibelli et al. (2006); Villaverde et al. (2006); Murray et al. (2001); Safouris et al.
(2007); Botsios e Georgiou (2008)
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implementada através de diversas politicas). A aprendizagem de redes Bayesianas con-
siste em induzir, a partir de uma amostra de dados, as distribui¢coes de probabilidades
simples e condicionais, e identificar as relagoes de interdependéncia entre as variaveis de
um dominio de dados, que se constitui na populacao de interesse. Mas, em se conside-
rando comportamento do estudante e EA, a obtencao desta amostra de dados é, além de
complexa, duvidosa, pois gera uma massa de dados com alto nivel de incerteza e que pode
conter inconsisténcias, o que pode resultar em treinamento equivocado da rede. A mesma

observagao deve ser considerada para abordagens que utilizam redes neurais.

Além disto, em geral estas abordagens apresentam um alto nivel de acoplamento ao
sistema para o qual foram desenvolvidos, tornando tais abordagens dificeis de se reutilizar
em outros sistemas, ja que consideram recursos especificos de um LMS especifico. Em
algumas destas abordagens, por exemplo em Castillo et al. (2005), uma vez inferidos, os
EA do estudante permanecem os mesmos ao longo de todo o processo de aprendizagem,

o que nao condiz com sua natureza dinamica.

Outro problema das técnicas de aprendizagem supervisionada de maquina sao as
complicagbes originadas pela ocorréncia de concept drift e concept shift (Castillo et al.,
2005), que surgem quando os dados para aprendizagem (pares de treinamento) sao co-
letados durante um longo periodo de tempo, e mudancgas ocorrem na distribuicao destes
dados, requerendo técnicas complexas para deteccao e reajuste do processo de aprendi-
zagem. Isto ocorre quando, durante o processo de ensino-aprendizagem, as preferéncias
do estudante sofrem alteragoes (graduais ou abruptas), se tornando diferentes daquelas

anteriormente determinadas (Castillo et al., 2005).

Como ¢ explicado por Castillo et al (Castillo et al., 2005), técnicas de aprendizagem
supervisionada assumem a estabilidade do conceito alvo. Entao, em muitos problemas
do mundo real, quando dados sao coletados através de um longo periodo de tempo, a
aprendizagem pode ser complicada por alteragoes nos dados ou mudangas no proprio
conceito alvo. Este problema é conhecido como concept drift. Conforme afirmam Castillo

et al. (2005), estes cenarios requerem algoritmos de aprendizagem incremental, capazes de



43

ajustarem rapidamente a aprendizagem do conceito alvo. Dependendo da taxa com que
ocorrem tais alteragoes, pode-se distinguir concept drift (mudancas graduais) de concept

shift (mudangas abruptas) (Castillo et al., 2005).

Este tipo de problema ocorre porque os EAs diagnosticados precisam ser ajustados,
ou porque os EAs do estudante se alteraram por alguma razao. Conforme alertam Castillo
et al. (2005); Graf e Kinshuk (2009a); Graf et al. (2010), durante a interagao com o sistema,
o estudante pode ter seus EAs alterados, passando a ter preferéncias diferentes, em algum
aspecto, daquelas inicialmente determinadas. Desta forma, acredita-se que técnicas de
aprendizagem supervisionadas também nao sejam aderentes ao problema que se propoe
solucionar neste trabalho. Este contexto reforga ainda mais a consideragao de que técnicas

nao-deterministicas sejam mais aderentes ao cenario do diagndstico automatico de EAs.

Especificamente, Garcia et al. (2007) propde um modelo baseado em uma rede Baye-
siana, onde os nos da rede representam os diferentes comportamentos do estudante que
determinam um dado EA. Os arcos representam os relacionamentos entre um EA e os
fatores que o determinam. As informacgoes utilizadas na construgao do modelo foram ob-
tidas através da anélise de arquivos de logs dos estudantes, contendo registros das tarefas
executadas pelos estudantes no sistema e sua participagao em atividades, tais como chat
e foruns. Neste contexto, destaca-se aqui a elevada dificuldade e o alto grau de subjetivi-
dade na tarefa de se relacionar EA e os fatores que o identificam no estudante, conforme

observa Garcia et al. (2007).

Safouris et al. (2007) apresentam um sistema especialista baseado em redes Baye-
sianas que leva em consideragao respostas de estudantes & questionarios especificos, e
também a classificacao de estudantes que tenham sido previamente examinados, ou seja,
conhecimento previamente acumulado. Mas se o processo de aprendizagem e comporta-
mento sao individuais, particulares a cada estudante, entendemos que nao é coerente a
utilizacao de conhecimento adquirido através da classificagao de outros estudantes. Além
disto, esta abordagem utiliza também Fuzzy Cognitive Maps, que incorpora complexidade

adicional ao modelo, ja que utilizam variaveis linguisticas, cujos valores precisam ser ma-
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peados em fungoes de pertinéncia. O trabalho nao apresenta resultados de experimentos

que comprovem sua eficacia, e apenas alega que a abordagem parece funcionar.

Yannibelli et al. (2006) apresenta um algoritmo genético para identificar automa-
ticamente EA baseado nas agdes que o estudante executa durante o curso. O algoritmo
tenta detectar as combinacgoes de acoes que o estudante frequentemente executa para
aprender. Uma combinacao de ac¢oes preferida pelo estudante é, entao, mapeada em EA.
Um problema com esta abordagem ¢ a dificuldade em se mapear agoes em EA, tratando

o comportamento do estudante como evidéncias, e nao como possibilidades.

Acredita-se que o conjunto de fatores e caracteristicas comportamentais que indicam
certas preferéncias nao é necessariamente um padrao, pois nao atuam da mesma forma em
todos os estudantes. Entao, propoe-se aqui que a maneira mais coerente de se identificar
EA seria pela observacao do desempenho global (resultado da avaliagdo do comportamento
e do conhecimento) Lopes et al. (2008a) do estudante e, consequentemente, a modelagem

evolutiva dos seus EA ao longo de um curso.

Também, as abordagens analisadas prezam a identificacao de padroes comporta-
mentais do estudante, e sua utilizacao na geragao da proxima pégina de contetudo, sendo,
entao, fortemente deterministicas, desprezando a natureza estocastica do comportamento
e desempenho do estudante e da propria individualidade do processo de aprendizagem, ja
que intmeros fatores (muitos desconhecidos) podem influenciar neste desempenho e variar
de um estudante para outro. Tais abordagens exigem a identificacao de um conjunto con-
sideravel de atributos capazes de representar adequadamente todos os possiveis padroes
de comportamento dos estudantes. Nota-se certa dificuldade em identificar tais padroes
e garantir que eles realmente representem o comportamento de todos os estudantes, em

qualquer curso, e em qualquer circunstancia.

Além disto, tais abordagens nao expoem de forma clara como sao obtidos tais pa-
droes, e como sao aplicados na construcao de uma rede Bayesiana, no treinamento de
uma rede neural, ou na criacao de regras para inferéncia deterministica de EA. Pela pro-

pria natureza destas abordagens, uma dificuldade inerente esta em lidar com desvios de
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comportamento dos alunos, por considerar padroes de comportamento de forma determi-
nistica na descoberta de EA, gerando a necessidade de se criar politicas complexas, como
se observa em (Graf e Kinshuk, 2009b), na tentativa de manipular tais desvios de forma
que nao incorram na modelagem inconsistente do estudante. Considerar a ocorréncia e
manipular tais desvios adequadamente ¢ um aspecto importante na modelagem dindmica
de EA do estudante, conforme apontado por Graf e Kinshuk (2009b).

Acredita-se que, neste contexto, uma abordagem estocastica que aprenda de forma
nao supervisionada, devido & sua propria natureza, elimina diversas dificuldades e proble-
mas encontrados no processo de modelagem automaética e dindmica de EA, sendo, entao,
mais eficiente por considerar o aspecto nao-deterministico inerente ao comportamento e
desempenho do estudante e nao utilizar inferéncias deterministicas no diagnostico de EA,

além de considerar que:

e varios fatores influenciam no comportamento e desempenho do estudante, e nao ape-
nas EA. Alguns destes fatores sao delineados por Brusilovsky et al. (1998); Zakaria e
Brailsford (2002); Wu et al. (2001); Graf e Kinshuk (2009a); Clifford (2004); De Bra
e Calvi (1998); Brusilovsky et al. (1996a); Hook et al. (1997); Chen e Macredie
(2002). Desta forma, acredita-se aqui que tal cenario dificulta, ou até mesmo im-
pede, a realizacao de inferéncias deterministicas a cerca de EA do estudante diante

de seu comportamento;

e nao se pode ter certeza da influéncia que cada dimensao do FSLSM tem no desem-
penho e comportamento de um estudante, e se influenciam da mesma forma todos

os estudantes (Botsios, S. and Georgiou, D. and Safouris, N., 2008);

e 130 se sabe como as preferéncias por EA de um estudante podem mudar ao longo do
tempo, ou se esta mudanga estaré associada a outros fatores, por exemplo, conforme
apontado por (Jones et al., 2003), o dominio sendo estudado. Isto torna os processos
deterministicos, tal como aquele proposto por (Graf e Liu, 2008), mais suscetiveis a

erros e inconsisténcias no processo de modelagem do estudante, ja que suas regras
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de inferéncia consideram a existéncia de um mesmo padrao de comportamento,
independentemente do estudante, do tempo e do dominio de conhecimento sendo

estudado;

e diante do resultado de um questionario psicométrico, é impossivel saber o quao co-
erente esta o resultado obtido. Além disto, um sistema que use um processo de
adaptagao deterministico tende a levar mais tempo na deteccao de inconsisténcias,
ja que nao analisa o desempenho do estudante frente a outros EAs que nao aque-
les previamente obtidos, o que dificulta a convergéncia do ME e a obtencao das

preferéncias reais do estudante;

e nao apenas a evolucao das preferéncias de EA,| mas vérios outros aspectos do ME, tal
como o grau de conhecimento do dominio, evoluem de maneira nao-deterministica,

reforgando a natureza estocastica do processo de ensino-aprendizagem.

Desta forma, conclui-se que os trabalhos aqui analisados nao abordam adequada-
mente o problema da modelagem automaética e dindmica de EA devido a utilizacao de
inferéncia deterministica, procurando determinar as preferéncias do estudante através dos
tipos de contetidos acessados, utilizagao de ferramentas de trabalho em grupo, estilo de
navegacgao, dentre outros. Acredita-se aqui que este tipo de processo é mais suscetivel a
erros, primeiro pela quantidade de variaveis envolvidas e complexidade em sua anélise,
segundo por que geram atualizagoes deterministicas no ME de acordo com o compor-
tamento do estudante, de forma que consideram que certo tipo de agdo do estudante é
determinante na identificagao de certa preferéncia, o que acredita-se aqui ser uma questao
mais complexa, devido as razoes expostas anteriormente, o que torna um processo deter-
ministico ineficaz neste contexto. Além disto, algumas abordagens analisadas nem mesmo
se baseilam em alguma teoria educacional conhecida de EA, sendo baseados apenas em
preferéncias (Chen e Macredie, 2002).

Pelo exposto, sao vantagens da abordagem apresentada neste trabalho:

e climinar a necessidade de se utilizar técnicas de aprendizagem supervisionada de
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méaquina, que sao dificeis de serem implementadas e demandam maior poder com-

putacional;

eliminar a necessidade de se identificar padroes de comportamento a serem utilizados
no treinamento supervisionado da rede, considerando que a obtengao de tais padroes,

quase sempre, é dificil e cara;

por nao necessitar de treinamento, o modelo proposto nao demanda processamento
extra para tal fim, efetuando a convergéncia evolucionaria dos EA do estudante

desde o inicio do processo de ensino-aprendizagem:;

levar em consideracao a natureza dinamica dos EA do estudante, cujas preferéncias
podem mudar quando o contetido varia (Kelly e Tangney, 2005), ou evoluir natu-
ralmente ao longo do processo de ensino-aprendizagem (Messick, 1976) por razoes

desconhecidas (Castillo et al., 2005) (Lopes, 2009);

detectar mudancas nas preferéncias de estilos de aprendizagem do estudante durante
sua interacao com o sistema e atualizar adequadamente o modelo do estudante, le-
vando em consideracao a evolugao do estudante e o desenvolvimento de suas habi-
lidades cognitivas, conforme apresenta (Messick, 1976) , evitando um processo de

adaptacao inapropriado;

ser imune as complicacoes originadas pela ocorréncia de concept drift e concept

shift;

considerar que nao apenas a evolucao das preferéncias por EA, mas varios outros
aspectos do ME, tal como o grau de conhecimento no dominio, evoluem de maneira

nao-deterministica, reforcando a natureza estocéstica do processo de aprendizagem:;

eliminar a necessidade de descobrir padroes de comportamento dos estudantes, como
em (Garcia et al., 2007), considerando que a obtengao de tais padroes é dificil e pode

conter alto grau de incerteza;
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e como consequéncia do item anterior, ser independente de LMS, podendo ser facil-
mente utilizada em qualquer LMS, por nao levar em consideracao a associagao de
EA com ferramentas e recursos especificos de um sistema especifico, como ocorre
nas abordagens tradicionais, por exemplo, naquelas apresentadas em (Garcia et al.,

2007; Graf e Liu, 2008);

Por nao depender explicitamente de relacoes existentes entre EA e os padroes de
comportamento do estudante (Graf et al., 2006) em um sistema especifico, conforme
ocorre nas abordagens tradicionais, tais como (Garcia et al., 2007; Graf e Liu, 2008),
a abordagem proposta neste trabalho figura-se mais flexivel, podendo ser utilizada por
diferentes LMS. Ou seja, como a abordagem proposta para deteccao de EA é baseada na
performance global do estudante, e nao em padroes de comportamento mapeados para
recursos especificos de um LMS especifico, ela se torna independente do LMS onde seréa
utilizada, o que é uma caracteristica importante da abordagem proposta.

Neste ponto, é preciso considerar que cada LMS implementa recursos e ferramen-
tas diferentes, de formas diferentes, e que se concentrar apenas em recursos comumente
utilizados na maioria dos sistemas, como propoe (Graf, 2006), pode desprezar fatores
importantes na deteccao e correcao de EA do estudante, o que pode gerar resultados
inconsistentes com a realidade, ja que nao leva em consideracao todos os indicadores de
comportamento na inferéncia destes resultados.

Existem diversas propostas para modelagem de caracteristicas do estudante em
SAIE. Em (Martins et al., 2008), uma visao geral destas propostas é apresentada, e
pontos especificos de cada uma s@o discutidos. Também, em (Garcia et al., 2007), o pro-
blema da modelagem do estudante é discutido em suas varias vertentes, e categoriza uma
diversidade de propostas de acordo com diferentes fatores, por exemplo, o contetido do
ME, o tipo de estudante a ser modelado, como o modelo ¢é atualizado, com que finalidade
o modelo é usado, dentre outros. Em relacao a modelagem do estudante, um aspecto ino-
vador é a modelagem probabilistica de EA do estudante. Uma vantagem desta abordagem

é que permite representar e tratar adequadamente os aspectos de incerteza discutidos.



49

Um outro aspecto importante deste trabalho em relacao as abordagens analisadas é
a utilizacdo de Aprendizagem por Refor¢o (AR) para modelagem automatica e dindmica
do estudante considerando EA, o que elimina a necessidade de aprendizagem supervisi-
onada. Alguns trabalhos propoem abordagens baseadas em AR para selecao da melhor
estratégia pedagogica para o estudante de acordo com seu estado cognitivo, em que as
acoes representam uma estratégia pedagogica adotada pelo tutor para guiar o aprendiz
(Guelpeli et al., 2003; Iglesias et al., 2009a,b). Mas nenhum deles considera EA. Além
disto, (Guelpeli et al., 2003) considera a classificacao do estudante em apenas 4 categorias
pedagogicas, enquanto (Iglesias et al., 2009a,b) considera apenas 3 categorias pedagogicas,
ambas em relacao ao nivel cognitivo. Desta forma, a abordagem apresentada neste tra-
balho estende estas propostas ao considerar AR na modelagem automatica e dindmica de
EA do estudante, além de possibilitar a selecao da melhor estratégia pedagogica conside-
rando 16 categorias pedagogicas de EA, possibilitando o fornecimento de adaptatividade
levando em considera¢ao maior nivel de personalizagao.

Além disto, a abordagem proposta neste trabalho suplanta as desvantagens apon-
tadas em (Guelpeli et al., 2003), em que: existe um nimero elevado de agoes a serem
tomadas em determinado estado cognitivo do estudante; dependendo do estado, podem
existir diversas estratégicas pedagogicas a serem adotadas; a interface com LMSs ja exis-
tentes é dificil, devido & necessidade dos sistemas receberem os parametros do sistema de
AR; verificou-se a lentidao de convergéncia do algoritmo.

O proximo capitulo apresenta o referencial tedrico deste trabalho, discutindo concei-
tos fundamentais ao entendimento da abordagem proposta, que é detalhadamente apre-

sentada no capitulo 4.






Capitulo 3

Referencial Tedrico

Este capitulo apresenta os fundamentos teéricos que serviram como base fundamental
para a construgao da abordagem proposta neste trabalho. A secao 3.1 apresenta aspectos
importantes sobre as principais abordagens para educacao a distancia que contextualizam
este trabalho. A secao 3.2 discute a modelagem do estudante e suas principais caracteris-
ticas. A secao 3.3 agrega informagoes importantes sobre estilos de aprendizagem e suas
contribui¢oes para o presente trabalho. A secao 3.4 aborda questoes fundamentais dos
processos estocésticos e cadeias de Markov para o entendimento de nossa abordagem. A
secao 3.5 apresenta caracteristicas importantes da AR. Finalmente, a secao 3.6 discute

aspectos da simulagao computacional de estudantes e sua contribuicao para este trabalho.

3.1 Abordagens para Educacao a Distancia

Logo ap6s o surgimento da web, diversos grupos de pesquisadores tém implementado di-
ferentes abordagens para SAIE. A heterogeneidade dos estudantes que interagem com o
ambiente é um dos maiores problemas enfrentados por estes sistemas, ja que o sistema pre-
cisa se adaptar a cada estudante, a cada passo da interacao (Iglesias et al., 2009a). Estes
sistemas nao pertencem a um tipo totalmente novo de sistemas educacionais, possuindo
raizes em duas areas: STI e SHA.

Neste contexto, os SAIE (Papanikolaou et al., 2002) tém incorporado diversas tec-
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nologias adaptativas e inteligentes advindas de STI e SHA, com intuito de prover perso-
nalizacao e assisténcia individualizada aos estudantes, tendo como caracteristica principal
a adaptacao da estratégia de ensino a cada estudante de acordo com suas caracteristicas
de aprendizagem, através da aplicagao de técnicas de Inteligéncia Artificial (IA) (Iglesias
et al., 2009a). Papanikolaou et al. (2002) aponta algumas caracteristicas especificas destes

sistemas:

e sequenciamento de curriculo: permite ao sistema fornecer ao estudante uma sequén-

cia adequada de unidades de conhecimento e atividades individualmente planejadas;

e apoio a resolucao de problemas: permite ao sistema ajudar o estudante na resolugao

de um problema educacional;

e apresentacao adaptativa: permite ao sistema adaptar o conteiido de uma pagina
de hipermidia a ser apresentada ao estudante de acordo com suas preferéncias e

caracteristicas particulares;

e apoio adaptativo a navegagao: permite ao sistema ajudar o estudante a encontrar
o caminho mais relevante no hiper-espaco através da adaptacao da aparéncia dos

links.

A utilizacao de técnicas de IA em EAD é uma tentativa de levar o ensino tradici-
onal para um ambiente computacional de forma dindmica e individualizada, oferecendo
ensino e acompanhamento personalizados através de um processo interativo. SAIE se
adaptam ao objetivo do usuéario, seus conhecimentos, experiéncias anteriores, preferéncias
e caracteristicas particulares, sem que para isso o usuario precise explicitamente alterar
as configuragoes do sistema.

Identifica-se claramente quatro tarefas basicas no processo de ensino em um SAIE:
aquisi¢ao de dados sobre o estudante, processamento dos dados, construgao e atualizagao
do ME, e personalizacao da estratégia de ensino de acordo com técnicas provenientes

de STI e SHA (Iglesias et al., 2009a). Desta forma, um SAIE permite a adaptagao do
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contetido de uma pagina de hipermidia aos objetivos, conhecimento, preferéncias, e outras
informagoes de cada estudante individualmente (Iglesias et al., 2009a).

Neste contexto, STI e SHA compartilham um dos problemas mais antigos em sis-
temas educacionais: o qué ensinar e como ensinar (Iglesias et al., 2009a). Em STI, o
sequenciamento de contetido especifica a seqiiéncia individualmente planejada de unida-
des de conhecimento e de atividades instrucionais (exemplos, questoes, problemas, dentre
outros), chamados aqui de objetos de aprendizagem® (Dutra e Tarouco, 2006; Gomes et al.,
2005; McGreal, 2004; Karagiannidis e Sampson, 2004; Hodgins, 2002; IEEE, 2010b), que
sao mais adequadas de acordo com as necessidades de aprendizagem do estudante em
determinado momento. Ou seja, os STIs personalizam a estratégia pedagogica para cada
estudante (Iglesias et al., 2009a).

De acordo com Brusilovsky et al. (1996b), as duas principais caracteristicas de um
STT sao o sequenciamento de contetido personalizado e o suporte a solucao interativa de
problemas. Estas caracteristicas diferenciam os STIs dos sistemas tradicionais de ins-
trucao assistida por computador, ja que os STIs incorporam técnicas inteligentes que
implementam os procedimentos de um tutor humano em um ambiente de ensino tradici-
onal.

O sequenciamento de contetdo descreve a ordem em que novas unidades de co-
nhecimento, habilidades a serem aprendidas e operacoes de ensino correspondentes, por
exemplo, demonstragoes e exemplos, questionamentos, exercicios, testes, solucao de pro-
blemas, sdo apresentadas a um estudante especifico (Brusilovsky et al., 1996b). Estes
sistemas alcancam sua inteligéncia através de decisoes pedagogicas sobre como transmitir
o contetido, baseando-se em informacgoes sobre o estudante. Isto permite uma grande
interatividade do sistema com o estudante. STIs tém sido apresentados como sendo alta-

mente eficientes para a melhoria do desempenho e da motivacao dos estudantes em cursos

10O grupo de trabalho que estuda a padronizacdo de metadados para Objetos de Aprendizagem, Lear-
ning Object Metadata Working Group, os define como sendo "qualquer entidade digital ou nao digital que
possa ser usada, reutilizada ou referenciada durante o uso de tecnologias que suportem o ensino"(Gomes
et al., 2005). Os metadados de um objeto de aprendizagem definem o conjunto minimo de propriedades
necessarias para permitir o gerenciamento, a localizagio e a avaliagdo destes objetos (IEEE, 2010a,b;
Hodgins, 2002).
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a distancia. A arquitetura e funcionamento de um STI é detalhadamente exposta por

Costa (1999).

De acordo com Costa (1999), a arquitetura de um STT é composta pelos componen-
tes: modelo do dominio, modelo do estudante, médulo pedagogico, modulo de interface
com o usuario e moédulo especialista. O modelo do dominio modela todo o contetido a ser
ensinado pelo sistema, usualmente através de um mapa conceitual (Gomez et al., 1996)
para organizar e representar o conhecimento. O modelo do estudante armazena infor-
macoes sobre o comportamento, conhecimento e caracteristicas diversas do estudante. O
modulo pedagogico incorpora o conhecimento do sistema sobre as estratégias pedagogicas
possiveis, selecionando o contetdo a ser exibido e fornecendo assisténcia personalizada. O
modulo especialista é um sistema especialista capaz de resolver problemas em um dado
dominio, tendo como objetivo analisar como um estudante expressa seu conhecimento
através do uso de suas habilidades dentro do dominio. Para isto, este moédulo realiza a
comparacao das solugoes dos estudantes com as do tutor. O moédulo de interface com o
usuario fornece interacao personalizada com o estudante, interagindo diretamente com o

aluno.

Neste contexto, SHA, segundo Palazzo (Palazzo, 2002), tém aplicagdo na interacao
personalizada com o estudante, principalmente no seu direcionamento pela informacao de
forma objetiva e personalizada através de técnicas da Hipermidia Adaptativa (HA). Desta
forma, um SHA deve satisfazer a trés critérios basicos: ser um sistema de hipermidia, pos-
suir um modelo do estudante, e ser capaz de adaptar o contetido do sistema a tal modelo.
Estes sistemas sao constituidos por um conjunto de nés ou hiperdocumentos conectados

por links. Cada n6 contém alguma informagao e links para outros nos relacionados.

Os SHA podem também incluir um indice ou um mapa com links para todos os nos
disponiveis. Neste contexto, a adaptacao pode ocorrer no contetido dos nos, links, indices e
mapas. Os noés podem conter qualquer combinacao personalizada de texto, imagens, som,
video, dentre outros, em que os links formam uma rede de conceitos conectados através

de relacionamentos. Estes dois niveis de adaptacao representam duas técnicas diferentes
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da HA: apresentacao adaptativa (adaptive presentation) e navegagao adaptativa (adaptive
navigation support) (Brusilovsky, 2001b; Palazzo, 2002).

A apresentacao adaptativa tem por objetivo adaptar o conteido de um né a um
estudante especifico, levando em consideragao seu conhecimento, objetivos, preferéncias,
dentre outras questoes. Por exemplo, a um estudante experiente, apresenta-se contetido
mais profundo e detalhado. Em contrapartida, a um iniciante apresenta-se contetdo
introdutoério. Uma discussao interessante sobre técnicas de adaptagao de apresentagao em
SAIE é fornecida por Brusilovsky e Vassileva (2003).

De acordo com Palazzo (2000), uma técnica simples, porém eficiente, para apresen-
tagao adaptativa é a de texto condicional. Com esta técnica é possivel dividir a informacao
em diversas partes, e associar cada uma a condigoes. Ao apresentar o né de conhecimento,
o sistema mostra apenas as partes que tiveram suas condicoes satisfeitas, considerando-se
as caracteristicas especificas do usuario. Diversas outras técnicas sao discutidas detalha-
damente em (Palazzo, 2000).

Ja a navegacao adaptativa, tem por objetivo auxiliar os usuérios na navegacao pelo
contetdo através da adaptacdo da forma de apresentacao dos links de acesso. E possivel

distinguir seis principais tecnologias para a apresentacao dos links (Palazzo, 2002):

1. Orientacao direta: Em cada ponto, qual o melhor caminho?

2. Classificagao: Em que ordem os links devem ser apresentados?

3. Ocultagao: Quais links nao devem ser apresentados?

4. Anotacao: Como agregar mais informagao aos links?

5. Geracao de links: Como links interessantes podem ser gerados?

6. Adaptagao de mapas e indices: Como apresentar mapas e indices?

Algumas técnicas e métodos de navegagao adaptativa, tais como conducao global,

conducao local, suporte a orientacao local e suporte a orientagao global sao discutidas por
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Palazzo (2000). Brusilovsky (2001b) apresenta detalhadamente a taxonomia de tecnolo-
gias para hipermidia adaptativa. Oliveira e Fernandes (2002) descrevem uma arquitetura
de adaptacao em SAIE, separando claramente o papel dos diversos componentes envolvi-

dos.

Entre os principais usos das técnicas da hipermidia adaptativa encontram-se hoje os
SAIE. Neste contexto, SHA tém sido considerados a solu¢ao dos problemas dos sistemas
de hipermidia tradicionais, caracterizados por contetido estatico e falta de personalizacao
em ambientes para EAD. O advento da web semantica (Davies, 2006) e a disponibili-
dade de ontologias em uma diversidade de dominios de conhecimento tém fomentado o

desenvolvimento de SAIE.

Diversos trabalhos tém explorado a construgao de arquiteturas para SAIE (De Bra
e Calvi, 1998; De Bra et al., 1999; Wu, 2002; Dorga, 2004). A aplicagao de técnicas de HA
em SAIE ¢ extensivamente explorada em diversos trabalhos, com diferentes propostas?.
Particularmente em (Graf e Kinshuk, 2010a), os autores apresentam um mecanismo para
estender a funcionalidade de LMSs para fornecer aos estudantes cursos que se encaixem aos
seus EA, utilizando a classificacao e anotacao adaptativa de hiperlinks, a fim de destacar
os objetos de aprendizagem que melhor apoiam o processo de aprendizagem especifico
do estudante. O processo de autoria de SHA para educagao, alguns dos seus pontos
fundamentais e suas principais dificuldades sao discutidas por Cristea (2007), Grigoriadou
e Papanikolaou (2006), Cristea (2005) e Baldiris et al. (2009).

Desta forma, diversos trabalhos tém sido desenvolvidos principalmente no sentido
de relacionar caracteristicas individuais de EA as caracteristicas dos objetos de aprendiza-

gem, com o intuito de possibilitar a adaptacao da apresentacao de contetidos considerando-

2 Brusilovsky et al. (1998); Zakaria e Brailsford (2002); Clifford (2004); De Bra e Calvi (1998); Bru-
silovsky et al. (1996a); Brusilovsky (2001a); Cristea e Stash (2006); Stash et al. (2004); Specht e Op-
permann (1998); Graf e Kinshuk (2007); Bajraktarevic et al. (2003); Sangineto et al. (2008); Limongelli
et al. (2009); De Bra et al. (2006); Weber e Brusilovsky (2001); Cristea ¢ de Mooij (2003); Paredes e
Rodriguez (2006); Stern e Woolf (2000); Grigoriadou et al. (2001); Iglesias et al. (2009b,a); Martins et al.
(2008); Brusilovsky e Millan (2007); Cristea (2007, 2005); Meccawy et al. (2006); Brown (2007); Trif et al.
(2010); Karagiannidis e Sampson (2004); Botsios, S. and Georgiou, D. and Safouris, N. (2008); Paredes
e Rodriguez (2004); Brusilovsky e Peylo (2003); Palazzo et al. (1999); Candotti et al. (2006); Oliveira e
Fernandes (2002); Zanchett et al. (2004); Cristea e Calvi (2003)
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se EA, conforme apresentado por Karagiannidis e Sampson (2004); Sangineto et al. (2008).
Teorias de EA, em particular o modelo de Felder e Silverman (1988), tém sido conside-
radas no fornecimento de adaptatividade em SAIE. Velazquez e Assar (2007) apresentam
como se pode utilizar EA para melhorar tais sistemas, e Franzoni et al. (2008) apresen-
tam como é possivel integrar midias eletronicas a EA, considerando o modelo de Felder e

Silverman (1988).

A utilizacao de EA no fornecimento de adaptatividade em SAIE é apresentada em
diversos trabalhos®. A uniao de técnicas e caracteristicas de STI e SHA na construcao de
SAIE que fornegam adaptatividade baseada em EA pode ser identificada nestes trabalhos,

em que a modelagem do estudante exerce papel fundamental.

Também, esforgos tem sido feitos para relacionar as dimensoes do FSLSM com
midias eletronicas que fornecam suporte a tais dimensoes, conforme pode-se notar em
(Franzoni e Assar, 2009; Velazquez e Assar, 2007; Franzoni et al., 2008). Na oportunidade,
os autores descrevem uma taxonomia de integracao entre EA e estratégias de ensino,

relacionando recursos eletronicos de ensino aos estilos de aprendizagem do FSLSM.

Neste contexto, o trabalho de Franzoni e Assar (2009) descreve a taxionomia de
integragao entre EA e estratégias de ensino. Franzoni e Assar (2009) propdem o desenvol-
vimento de um meio eletronico para facilitar a personalizacao dos processos de aprendiza-
gem, com objetivo de possibilitar ao estudante uma melhor assimilagao do conhecimento.
Para isto, descrevem a combinagao de recursos eletronicos de ensino adequados a deter-
minados estilos de aprendizagem que proporcionaram resultados mais eficientes em EAD.
Para cada EA, existe uma ou mais estratégias pedagdgicas que podem ser representadas
por um ou mais recursos eletronicos. A préxima se¢ao apresenta conceitos e técnicas sobre

modelagem do estudante.

3Brown (2007); Graf e Kinshuk (2009a); Cristea e Stash (2006); Franzoni e Assar (2009); Stash et al.
(2004); Carver Jr et al. (2002); Graf e Kinshuk (2007); Sangineto et al. (2008); Vasilyeva et al. (2006);
Paredes e Rodriguez (2004); Carver et al. (1999); Sangineto et al. (2008)
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3.2 Modelagem do Estudante

De acordo com Thompson (1996), a principal caracteristica de um SAIE é sua capacidade
de adaptacao aos estudantes. Souza (2002) afirma que o ME é tido como pega fundamental
do comportamento individualizado deste tipo de sistema, que depende fortemente de como
o conhecimento sobre o estudante é modelado internamente.

Neste contexto, o problema de modelagem do estudante é uma questao delicada no
desenvolvimento deste tipo de sistema, exigindo assim uma atenc¢ao especial. Um dos
problemas em SAIE é determinar e representar de forma efetiva o conhecimento atual do
estudante em um determinado dominio, conforme alerta Thompson (1996).

Um ME ideal deve ser capaz de registrar toda informagao sobre o estudante, inclusive
aquela aparentemente irrelevante. Obviamente, um modelo absolutamente completo é
impossivel e impraticavel, conforme afirma Valldeperas (2000). Botelho et al. (2009)
reitera que o ME é uma representacao explicita do que se acredita saber sobre o estudante
a respeito do conhecimento, do progresso no conteido, preferéncias, EA, objetivos de
aprendizagem, motivacao, crencas e caracteristicas pessoais do estudante.

De acordo com Graf et al. (2009a), duas abordagens para obtengao da informagao
para modelagem do estudante sao possiveis: colaborativa e automatica. Na abordagem
colaborativa, os estudantes fornecem explicitamente informagoes que sao utilizadas para
construir e atualizar seu modelo, através do preenchimento de questionéarios psicométri-
cos, como o ILSQ (Van Zwanenberg et al., 2000). Na abordagem automaética, os processos
de construcao e atualizacao do ME sao realizados automaticamente, baseado no compor-
tamento e acoes dos estudantes enquanto utilizam o sistema.

Graf et al. (2009a) atesta que a abordagem automatica é livre do problema da ocor-
réncia de auto-concepgoes imprecisas ou inconsistentes por parte dos estudantes. Além
disto, permite aos estudantes focar somente na aprendizagem, sem a necessidade de in-
formar explicitamente suas preferéncias. Ainda, abordagens autométicas tendem a ser
mais precisas e menos suscetiveis a erros, ja que permite analisar dados resultantes de um

intervalo de tempo, ao invés de dados colhidos em um momento especifico.
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Nao obstante, a modelagem do estudante pode ser classificada em estética ou dina-
mica (Graf et al., 2010). A modelagem estética do estudante se refere a uma abordagem
em que o modelo do estudante é inicializado apenas uma vez, usualmente quando o es-
tudante se cadastra no sistema. De outro lado, a abordagem dindmica para modelagem
do estudante frequentemente atualiza as informagoes do estudante, e entao permite ao

sistema responder a alteragoes em suas caracteristicas (Graf et al., 2010).

De acordo com Graf et al. (2010), a abordagem dindmica possui vantagens sobre
a abordagem estatica, no contexto da identificacdo de EA: considerar comportamento
excepcional do estudante e estender a modelagem estatica do estudante através da me-
lhoria incremental e ajuste fino dos EA em tempo real. Além disto, como muitas teorias
cognitivas argumentam que EAs podem variar ao longo do tempo, a modelagem diné-
mica do estudante permite considerar tais variacoes e atualizar o ME no momento em
que elas ocorrem. De acordo com Giraffa (1999), um modelo realista do estudante requer

atualizacao dinamica enquanto o sistema avalia o seu desempenho.

De acordo com Palazzo (2002), ha pelo menos cinco caracteristicas associadas a um
usuério que podem ser levadas em conta por um SAIE na construcao do ME: conheci-
mento, objetivos, histéria, experiéncia, e preferéncias. Estas caracteristicas sao todas de
algum modo dinamicas, fazendo-se necessario ajustar continuamente o modelo do usuério,
a fim de garantir sua permanente consisténcia em relagao a realidade do estudante. Os
objetivos do estudante sao metas de aprendizagem. De acordo com Palazzo (2002), uma
representacao interessante usada para modelar os objetivos do estudante é obtida a partir

de pares (objetivo,valor).

Uma das principais técnicas adotadas para a modelagem do conhecimento do estu-
dante é a sobreposicao (overlay) (Palazzo, 2002). Nesta abordagem considera-se que o
conhecimento do estudante é um subconjunto do conhecimento do tutor. Desta forma,
este tipo de modelagem supoe que todos os erros do estudante sao decorrentes da falta
de conhecimento ou falha de aprendizagem. Valldeperas (2000) e Souza (2002) comen-

tam sobre outras abordagens, tais como o Modelo Baseado em Restri¢goes, o Modelo de
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Perturbacao e o Modelo Diferencial.

Martins et al. (2008) afirma que, considerando-se SAIE, a énfase é dada ao conhe-
cimento do estudante no dominio e aos seus EA, para que se possa permitir que eles
alcancem os objetivos de aprendizagem propostos com maior facilidade. A proxima secao
apresenta conceitos fundamentais sobre EA para este trabalho, assim como o FSLSM,

teoria que fundamenta a abordagem proposta.

3.3 Estilos de Aprendizagem

De acordo com (Lopes, 2009), a forma de ensino, seja ela presencial ou nao, nos moldes
como se encontra na atualidade, tende a desenvolver um processo de ensino-aprendizagem
como se todos aprendessem de forma semelhante. No entanto, assim como as pessoas
apresentam caracteristicas fisicas diferentes, elas apresentam caracteristicas psicologicas
diferentes. Para Do Rosario (2006) esta diferenga é a responsavel, na maioria dos casos,

pelas reprovagoes e abandonos de curso.

Varios pesquisadores acreditam que existem diferencas entre as formas como as
pessoas comumente pensam e lidam com as situagoes com as quais se defrontam. Assim,
haveria tendéncias diferenciadas nas formas de aprender e relacionar os dados da realidade
e de elaborar conclusoes. Estas diferencas sao uma juncao de influéncias herdadas e
experiéncias vividas. Em psicologia, as diferencas psicoldgicas apresentadas pelas pessoas
sao objeto de estudo, onde se busca encontrar padroes de comportamentos em tipos
psicologicos que sirvam para melhor entender as diferentes formas de agir e de ser das
pessoas, e assim predizer de forma mais geral as a¢oes de cada tipo.

Com isto, dependendo do tipo psicologico, pode-se dizer quais os provaveis tipos de
acao e reacao, tendéncia e aptidoes de um individuo. Os tipos psicologicos sao explanacoes
da personalidade humana, e os estilos de aprendizagem derivam desta explanac¢ao. Dentro
da comunidade académica, consideravel atencao tem sido dada a ideia de diferentes estilos

de aprendizagem e & busca por melhores métodos de ensino para cada um (Lopes, 2009).
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Varias definigdes para EA sdo encontradas na literatura. Felder e Brent (2005)
definem EA como caracteristicas cognitivas e comportamentos psicolégicos que servem
como um indicador de como o estudante percebe, interage e responde aos ambientes de
aprendizagem. Para Reid (1998), EA sao caracteristicas bésicas de como se armazenar e
compreender uma nova informacao, e que nao sao perceptiveis de forma consciente pelos
estudantes.

Para Honey e Mumford (1992), EA podem ser vistos como uma descri¢ao das atitu-
des e comportamentos que determinam a forma de aprender preferida por um estudante.
Mas, o que se pode perceber, mesmo havendo certa diversidade de defini¢oes, é a concor-
dancia de que EA se referem a forma como a mente humana processa a informagao. Lopes
(2002) lembra que as preferéncias de EA apresentadas por um estudante nao refletem a
sua adequacao ou inadequagao para uma determinada disciplina, curso ou profissao.

Muitos modelos de EA foram propostos, como por exemplo (Myers e McCaulley,
1985), (Kolb et al., 1984), (Honey e Mumford, 1992), (Entwistle, 1981), (Pask, 1976)
e (Felder e Silverman, 1988). Cada um destes modelos descrevem diferentes aspectos
de como estudantes preferem aprender. Em (Coffield et al., 2009) os autores examinam
os mais conhecidos e influentes modelos, apresentando uma revisao sistematica destes
modelos. Lopes (2009) faz uma anélise comparativa dos modelos de Myers-Briggs, Kolb e

Felder-Silverman e seus respectivos estilos de aprendizagem, que pode ser vista na Tabela

3.1.

Tabela 3.1: Comparacao entre os Modelos de Estilos de Aprendizagem

Felder e Silverman Kolb Myers-Briggs
Ativos Experimentacao Ativa X
Reflexivos Observacao Reflexiva X
Sensoriais Experimentacao Concreta Sensac¢ao
Intuitivos Conceitualizagao Abstrata Intuicao
Visuais X X
Verbais X X
Sequienciais X X
Globais X X
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O FSLSM descreve estilos de aprendizagem em mais detalhes (Graf e Kinshuk,
2009a) (Graf e Kinshuk, 2010a), baseado em uma escala de 4 dimensées (Felder e Sil-
verman, 1988): ativo-reflexivo, sensitivo-intuitivo, visual-verbal, sequencial-global. Por
isto, o FSLSM é comummente considerado na implementacao de SAIE. A préxima sec¢ao
descreve caracteristicas importantes do FSLSM, teoria de EA tomada como base neste
trabalho por uma diversidade de razoes, expostas a seguir.

Mas, é importante ressaltar que o fato da abordagem proposta neste trabalho ser
baseada em aprendizagem por reforco, que tem como caracteristica fundamental a nao
utilizacao de conhecimento especifico do dominio de aplicagao, torna o método genérico,

podendo este ser aplicado considerando-se outras teorias de estilos de aprendizagem.

3.3.1 Felder-Silverman Learning Style Model (FSLSM)

De acordo com Bostrom (2011), o termo EA pode incluir diversos modelos diferentes, com
pressupostos conflitantes sobre aprendizagem. Neste trabalho, consideramos a defini¢cao de
Felder e Silverman (1988), em que EA sao definidos como as caracteristicas, pontos fortes
e preferéncias na maneira como as pessoas recebem e processam informacoes. Ou seja,
refere-se ao fato de que cada estudante tem seu proprio método particular, ou conjunto
de estratégias para aprender.

Conforme mencionado anteriormente, diversos modelos de EA estao dispostos na
literatura. O FSLSM se destaca dos demais por combinar os principais modelos, tais como
os modelos de Kolb et al. (1984), Pask (1976) e Myers et al. (1985), conforme mencionado
por Kinshuk et al. (2009). Além disto, o FSLSM ¢é um dos mais frequentemente utilizados
em SAIE (Graf e Kinshuk, 2009a). Um importante aspecto associado ao uso frequente
deste modelo é que ele é baseado em extensa experimentacgao, que validou as dimensoes e
classes de EA propostas em uma populacao de estudantes de engenharia.

Segundo Felder e Spurlin (2005), estudantes apresentam tendéncias de preferéncias
em cada uma de quatro dimensoes, que definem as formas de receber, processar, perceber

e organizar a informagao Felder e Silverman (1988):
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e Dimensao de Percepcao - Qual tipo de informacao o estudante prefere receber?
Sensitivos: preferem fatos, datas, dados experimentais, exemplos, ligacoes com o
mundo real, preferindo abstrair informagoes pelos seus sentidos (vendo, ouvindo,
tocando). Intuitivos: preferem teorias, defini¢oes, informagao simbolica, modelos

matematicos, abstragoes.

2

e Dimensao de Entrada - Qual tipo de informacao é mais efetivamente percebida?
Visuais: preferem figuras, diagramas, graficos, linhas de tempo, filmes e demons-
tragoes. Verbais: preferem explicacao escrita ou falada, recordando com maior
facilidade as informacgoes que léem e escutam, extraem mais informacoes em uma

discussao.

e Dimensao de Processamento - Como o estudante prefere processar a informagao?
Ativos: preferem experimentacao ativa, discussoes, trabalho em grupo, compreen-
dendo melhor a informacao fazendo, discutindo, aplicando ou explicando. Reflexi-
vos: preferem introspeccao e reflexao, trabalho individual, tendem a ser teéricos, fa-
zem ligagoes tedricas com a fundamentacao da matéria e nao extraem muito quando

nao sao levados a pensar.

e Dimensao de Organizagao - Como o estudante prefere progredir dentro do curso?
Sequenciais: preferem a progressao logica e linear do contetido, tendem a seguir uma
sequéncia para a solucao de um problema, aprendem melhor quando o material é
apresentado em uma progressao cuidadosa de complexidade e dificuldade. Globais:
preferem uma visao geral do todo, aprendendo em saltos e aleatoriamente, preferem

mais liberdade no processo de aprendizagem.

Neste contexto, espera-se que um SAIE, unindo técnicas de STI e SHA, conside-
rando os objetos de aprendizagem associados a um conceito, o nivel de conhecimento
do estudante e seus estilos de aprendizagem preferidos, possa inferir uma sequéncia de
objetos de aprendizagem a serem apresentados ao estudante e a forma como devem ser

apresentados. Ou seja, deve ser capaz de inferir uma estratégia pedagogica personalizada
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de acordo com os EA do estudante, provendo uma experiéncia individualizada através da
utilizagao de técnicas de HA.

Um exemplo é apresentado na Figura 3.1. Neste caso, foi considerado um estu-
dante com as seguintes preferéncias de EA: Intuitivo, Verbal, Reflexivo e Sequencial,
considerando-se o FSLSM. Desta forma, o estudante prefere aprender através de princi-
pios e teorias, aprende melhor quando a informagéao é apresentada de forma verbal (con-
siderando que o primeiro objeto de aprendizagem da Figura 3.1 possui contetudo textual),
processa melhor a informacgao através da reflexao e necessita seguir uma linha ou sequén-
cia para a solu¢ao de um problema, aprendendo melhor quando o material é apresentado

em uma progressao cuidadosa de complexidade e dificuldade.

v

Define(Heranca) | N Explica(Heranga) Exemplifica(Heranga) _| _+ Interpreta(Heranca)

|
v

Avalia(Heranga) _| _+ Exemplifica(Java) | _+ Interpreta(Java) | S Conclui(Java)

v

Define(Servlet) 4 Explica(Servlet) _| g Complementa(Serviet) |y,

Figura 3.1: Exemplo de uma estratégia pedagogica baseada em EA

Os EA propostos pelo FSLSM foram, em sua maioria, derivados de outros modelos
e teorias ja existentes (Felder e Silverman, 1988). Os estilos Ativo e Reflexivo, referentes
ao processamento da informacao, foram derivados dos estilos Experimentacao Ativa e
Observacao Reflexiva do Modelo de Kolb et al. (1984), conforme pontua Lopes (2009).
Felder e Spurlin (2005) assevera que estudantes ativos e reflexivos estao respectivamente
relacionados ao tipo Extrovertido e Introvertido no modelo de Myers e McCaulley (1985).
A dimensao referente a forma de percepgao da informacao teve origem no modelo de

Myers-Briggs (Myers e McCaulley, 1985) e no modelo de Kolb et al. (1984).

O FSLSM descreve estilos de aprendizagem em mais detalhes quando comparado
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a outros modelos, conforme atestam Graf e Kinshuk (2010a), e por isto, é comumente
considerado na implementacao de SAIE. Uma caracteristica marcante do FSLSM, e fun-
damental para este trabalho, é que enquanto a maioria dos modelos classifica estudantes
em tipos definidos, este é baseado na ideia de que cada estudante possui um grau de
preferéncia por cada EA, medida em valores dentro do intervalo [0,11], conforme propoem

Felder e Silverman (1988).

Ao se utilizar escalas ao invés de tipos fixos, os pesos das preferéncias podem ser
descritos, possibilitando distinguir-se entre preferéncias fortes, moderadas e leves (ou ba-
lanceadas) em todas as dimensdes do modelo, conforme atesta Kinshuk et al. (2009).
Desta forma, um suposto estudante pode ser considerado fortemente intuitivo, moderada-
mente visual, fortemente reflexivo e levemente sequencial. Isto permite maior flexibilidade

no processo de fornecimento de adaptatividade por um SAIE.

O ILSQ é um instrumento desenvolvido por Felder et al. (1999) para avaliar, de forma
colaborativa, as preferéncias de um estudante nas quatro dimensoes do FSLSM. O ILSQ
é composto por 44 perguntas, sendo 11 para cada dimensao do FSLSM. Cada pergunta
contém duas opgoes, onde o estudante deve optar por uma delas, escolhendo a que mais
se enquadra em sua realidade ou a que ocorre com mais frequéncia. A combinacao das

respostas determina os seus estilos de aprendizagem.

Lopes (2009) pondera que estes valores podem variar com o tempo, nao podendo
ser considerados caracteristicas estéaticas. Estes valores podem sofrer variagoes ao longo
do tempo, influenciados por estratégias instrucionais vivenciadas. Portanto, os EA sao
quantidades continuas, e nao categorias tnicas. Desta forma, os EA apresentados pelos
estudantes podem servir como um indicador das agoes instrucionais a serem aplicadas
durante o processo de ensino, e como um indicador dos provaveis pontos fortes do estu-
dante e possiveis tendéncias ou habitos que poderiam estar conduzindo-o a dificuldades e

problemas de aprendizagem.

Com isto, é possivel, inicialmente, proporcionar a¢oes instrucionais voltadas as ne-

cessidades dos estudantes e, posteriormente, desenvolver no estudante outras habilidades



66 Capitulo 3. Referencial Teodrico

que nao fazem parte dos seus estilos preferidos, com o objetivo de desenvolver a destreza
mental, além de estimular e fortalecer as suas habilidades menos desenvolvidas, conforme

asseveram (Lopes, 2002; Messick, 1976).

Também, outra caracteristica fundamental do FSLSM para este trabalho é que ele
considera EA como tendéncias, ou seja, estudantes possuem uma tendéncia por um EA,
mas podem, conforme alega Kinshuk et al. (2009), agir diferente em situagoes particulares,
ou seja, de forma nao-deterministica, que é uma caracteristica fundamental dos processos

estocésticos, um dos pilares da abordagem proposta neste trabalho.

Ainda, de acordo com Kinshuk et al. (2009); Graf e Kinshuk (2010a), ao incorporar o
conceito de tendéncias, o FSLSM também permite considerar comportamento excepcional
ou desvios comportamentais do estudante. Desta forma, o FSLSM coloca em evidéncia o
nao-determinismo inerente ao comportamento do estudante, que passa a ser visto como
probabilistico ao invés de deterministico, cujas probabilidades sao dadas pelos pesos das

preferéncias pelos estilos de aprendizagem em cada uma das quatro dimensoes do FSLSM.

Desta forma, o modelo do estudante proposto neste trabalho leva em consideragao
este importante aspecto nao-deterministico, permitindo levar em consideragao a natureza
dindmica dos EA do estudante, cujas preferéncias podem mudar quando o contetdo varia
(Kelly e Tangney, 2005; Jones et al., 2003), ou evoluir naturalmente ao longo do processo
de ensino-aprendizagem (Messick, 1976) por razoes desconhecidas (Castillo et al., 2005)
(Lopes, 2009);

Esta caracteristica é fundamental para este trabalho, e outras teorias de EA nao
permitiriam sua implementacao de forma tao direta. Ou seja, utilizar escalas que podem
variar no tempo, ao invés de tipos rigidos de estilos de aprendizagem é uma caracte-
ristica crucial do FSLSM para a nossa abordagem, que é baseada em distribui¢oes de

probabilidades e processos estocasticos, conforme apresenta o capitulo 4.

Considerando o raciocinio probabilistico relacionado ao problema tratado neste tra-
balho, a teoria da probabilidade oferece uma maneira quantitativa de codificar incertezas,

possuindo uma semantica clara. As probabilidades podem ser obtidas a partir de dados,
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e a incorporagao de novas evidéncias é facil. Desta forma, um aspecto fundamental deste
trabalho é lidar com incertezas relacionadas a modelagem de EA do estudante usando
probabilidades. Por isto, o MP, parte fundamental da abordagem proposta neste traba-
lho, ¢ modelado através de cadeias de Markov, cujos principais aspectos sao discutidos na

proxima segao.

3.4 Processos Estocasticos e Cadeias de Markov

A abordagem proposta neste trabalho para diagnostico automéatico e dindmico de EA
é, em sua natureza, um processo estocastico que trabalha em um modelo de estudante
probabilistico subjacente. Um processo aleatério, nao-deterministico ou estocastico é tal
que nao é possivel afirmar a priori o resultado que ocorrerd, podendo o resultado ser
diferente mesmo ao se repetir o processo em condi¢oes praticamente inalteradas. Os
resultados podem parecer erraticos nas primeiras tentativas, entretanto, apés um grande
nimero de repetigdes, aparecem regularidades (Gardiner, 1983).

Pode-se definir um processo estocastico como uma colegao de variaveis probabilis-
ticas, ou aleatorias, que descrevem o processo executado por um sistema em um periodo
de tempo. Em termos formais, uma variavel randomica X; representa o estado do sis-
tema no tempo t € T' (Pollard, 1984; Papoulis et al., 2002). Informalmente, um processo
estocéstico descreve uma historia que se desenvolve de forma aleatoria ao longo de um
periodo de tempo representado por 1. Ou seja, é um fenémeno que varia em algum grau,
de forma imprevisivel & medida que o tempo passa, constituido por uma cole¢ao de va-
riaveis aleatorias indexadas por um parametro ¢ € R, entendido como tempo. A varidvel
aleatoria X; é definida em um espago denominado de espago de estados, conforme (3.1)

(Albuquerque et al., 2008; Devore e da Silva, 2006; Walpole et al., 2009; Gardiner, 1983).

Xt = Xt07 Xth Xt27 cee 7th (31)

Desta forma, tem-se uma sequéncia de variaveis aleatorias X, Xo, ..., X,. O escopo
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destas variaveis, isto ¢, o conjunto de valores que elas podem assumir, é chamado de espago
de estados, em que X,, denota o estado do processo no tempo n.

Um processo estocéstico € estacionario se a distribui¢ao conjunta de um ntmero ar-
bitrario de variaveis aleatorias se mantém quando sao efetuados deslocamentos no tempo,
ou seja,

P(Xl = .’Z’l,...,Xn = .fl'n) = P(Xler = xl;--aner = .CCn>

para qualquer deslocamento m e qualquer ntimero de variaveis n, ou seja, mantém seu
comportamento dindmico invariante no tempo, em que x1,xs, ..., x, sao estados do pro-
cesso. Se X,, = x,, dizemos que o processo no instante n esté no estado x,,.

Um processo estocastico é dito discreto em relagao aos estados se X; é definido sobre
um conjunto enumeravel ou finito, e continuo caso contrario. Em relacao ao tempo, um
processo estocéstico é dito discreto se t é finito ou enumeravel, e continuo caso contrario
(Albuquerque et al., 2008; Ross, 2010).

Como exemplo, seja X; uma variavel aleatoria que indica se chove ou nao num
determinado dia, num dado local. A sequéncia Xi, Xs,..., X,, que indica o estado do
tempo em dias consecutivos 1,...,n, forma um processo estocastico nao estacionario, pois
as probabilidades variam ao longo do tempo. Ja uma sequéncia de lancamentos de um
dado forma um processo estocéastico estacionario, pois as probabilidades sao constantes ao
longo do tempo. Chama-se distribui¢ao estacionaria a distribuicao P de probabilidades
de estados em que a distribuicao no instante n 4+ 1 é igual a distribuicao no instante n
(Clarke e Disney, 1979; Magalhaes, 2006).

A imprevisibilidade nos processos estocasticos significa que ao se observar sequén-
cias inteiras do processo em diversas ocasioes diferentes, mas sob condi¢oes idénticas, as
sequéncias resultantes da execugao do processo sao, em geral, diferentes. Desta forma,
a probabilidade aparece, mas nao no sentido de que cada resultado de uma experiéncia
aleatoria determine um valor tinico. Ao invés disto, o resultado do processo estocastico é
uma sequéncia ou série de valores, uma funcao, e nao apenas um valor tnico, e em cada

instante de tempo t existe uma familia de valores que a série pode assumir, aos quais
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estao associadas probabilidades de ocorréncia (Clarke e Disney, 1979).

3.4.1 Cadeias de Markov

Diz-se que um processo estocéstico é um processo de Markov se cada varidvel aleatoria
depende da precedente e é condicionalmente independente das restantes (Meyn et al.,
2009). Um processo de Markov é um processo estocastico com tempo e espago de estados

discretos, e que possui a propriedade de Markov dada por (3.2),

P(Xn+1 = j‘Xla X27 s 7Xn717Xn) = P(Xn+1 = j|Xn) (32)

para xq,...,x,,J e todo instante t = 1...n,n+ 1. Ou seja, a distribuigao de probabilidade
condicional de X, ;; nos estados passados é uma funcao apenas de X,. Desta forma,
a ocorréncia de um estado futuro nao depende do passado, apenas do presente, X,,, ou
seja, do estado atual do processo, e nao dos anteriores. Este tipo de processo é também
denominado de memoryless proccess (processo sem memoria), uma vez que o passado é
desprezado, e o tempo que o processo esta no estado atual é irrelevante (Meyn et al.,
2009).

Para constatar a probabilidade de transicao entre estados que evoluem de maneira
estocéstica, as cadeias de Markov, desenvolvidas pelo matemético Andrei Andreyevich
Markov, foram criadas. Utilizando-as, é possivel prever estados de um processo em anda-
mento, conhecendo o estado atual e nao sua trajetoria, considerando-se um processo em
que a sequéncia de variaveis aleatoérias toma valores num alfabeto finito, funcionando como
uma maquina de estados em que as transi¢oes sao estocasticas. Desta forma, uma cadeia
de Markov (Meyn et al., 2009) é um processo markoviano com as seguintes propriedades

(Papoulis et al., 2002; Meyn et al., 2009):

e Cada resultado pertence a um conjunto finito de estados (x1, za, x3, ..., ), chamado
espaco de estados do sistema. Se o estado resultante da n-ésima tentativa é x;, entao

o sistema se encontra no estado T no mstante n.
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e O resultado de um ensaio depende apenas do resultado do ensaio imediatamente
anterior. Desta forma, a cada par de estados (z;,z;) estd associada uma probabi-
lidade p(z;|z;) de ocorrer x; no instante n imediatamente apos ter ocorrido z; no

instante n — 1, ou seja, P(X,, = z;|X,—1 = ;)

O espacgo de estados de uma cadeia de Markov é indexado no tempo ¢ por inteiros
nao negativos: 0,1,2,....k; X,, estd no estado z; se X,, = x;. Os valores atribuidos a
p(xj|x;) correspondem a probabilidade de transicao entre estados e formam uma matriz de
transicao de estados. Assim, a cada estado z; corresponde a i-ésima linha (p;1, pio,---, Dik)
da matriz de transicao de estados. Esta linha representa as probabilidades de ocorréncia
de um estado z; no instante n a partir do estado z;, ocorrido no instante anterior, n — 1

(Papoulis et al., 2002; Meyn et al., 2009).

P(Xn|Xn_1) Xn =Xy Xn = T Xn = T3 Xn = T3 ... Xn = Tk
Xno1 =19 Poo Po1 Po2 Po3 Pok
Xpo1 =1 P1o P11 D12 P13 Pik

| Xn—1 =Ty Pro DPr1 Pr2 Dr3 Pkk |

As probabilidades p;; satisfazem as condigdes (Papoulis et al., 2002; Meyn et al.,
2009):

o p;j >=0, parat,j =0,....k

° Z?:opij =1, para todo i = 0,....k

Ou seja, a soma dos elementos em cada linha da matriz de transicao deve ser igual
a 1, sendo que cada uma representa as probabilidades do processo, a partir de um estado
atual, atingir cada um dos demais estados. Ou seja, a soma destas probabilidades é 1, por
que estamos considerando todos os préximos estados possiveis a partir do estado atual, ou

seja, este vetor linha corresponde a uma distribuigao de probabilidades. Uma matriz que
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atenda a estas condigbes denomina-se matriz estocéstica. A matriz de transicao de uma

cadeia de Markov é uma matriz estocéstica. Considere a cadeia de Markov apresentada

a
1-a .o o 1-b
b

Figura 3.2: Exemplo de cadeia de Markov

na Figura 3.2.

A matriz de transicao que representa as probabilidades de transicao entre estados

na cadeia dada pela Figura 3.2 é apresentada a seguir:

Desta forma, um processo de Markov estd completamente definido quando sua ma-
triz de transicao e seu estado inicial estao especificados. Desta forma, para especificar
uma cadeia de Markov em tempo discreto, define-se (Papoulis et al., 2002; Meyn et al.,

2009):

e 1. Espaco de estados S finito ou enumeréavel.
e 2. Probabilidade do estado inicial P(X, = x) para z € S.

e 3. Probabilidades de transicio P(zj|z;) = P(X, = z;|X,—1 = z;) nos instantes
T=12 ..n.

Um exemplo simples é apresentado a seguir. Trés criancas A, B e C' arremessam
uma bola uma para a outra. A sempre arremessa para B; B sempre arremessa para C
e C arremessa para A ou para B, com a mesma probabilidade. Este processo pode ser
representado através de uma cadeia de Markov, pois a crianga que arremessa a bola num

determinado instante nao é influenciada por aquelas que arremessaram anteriormente, ou
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seja, o proximo estado depende apenas do estado atual. O espaco de estados do sistema

¢ S ={A, B,C}, e amatriz de transigao ¢ apresentada a seguir.

010
00 1
2 3 0

A primeira linha da matriz corresponde ao vetor que indica que A sempre passa a bola
para B; a segunda linha corresponde ao fato de que B sempre passa a bola para C; a
ultima linha corresponde ao fato de que C arremessa a bola para A ou B com idénticas
probabilidades, nao ficando com a bola. Neste caso tem-se um exemplo de distribuicao
estacionaria, ou seja, se a cadeia de Markov tem essa distribuicao num dado instante ¢,
entao em todos os instantes posteriores terd a mesma distribuicao, ou seja, é invariante

no tempo.

Para entender a ideia dos modelos estocésticos, pode-se considerar que eles sao o
oposto dos modelos deterministicos. A maior parte da matemaética elementar consiste em
modelos deterministicos, onde a solu¢ao para um problema pode ter apenas uma resposta
correta, e o grafico de uma funcao pode ter apenas um conjunto especifico de valores.
Por outro lado, modelos estocasticos permitem variagoes em um problema matematico
complexo para que se possa ver como a solugao é afetada, e como converge em diversas
repeticoes. FEstas variagoes representam o aspecto aleatério ou a imprevisibilidade de

eventos do mundo real e seus efeitos.

Neste contexto, o processo de aprendizagem, e conseqiientemente de modelagem
do estudante, podem ser entendidos como processos estocésticos, devido ao efeito que
varidveis randomicas ou desconhecidas podem ter sobre o comportamento e performance
do estudante. A imprevisibilidade com que estas variaveis ou fatores afetam o desempenho
do estudante deve ser considerada no ME para que se possa visualizar ou prever os efeitos
dos problemas de aprendizagem no desempenho do estudante, planejando-se formas de

minimiza-los (Geiss, 2009).
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Desta forma, a utilizagao de AR na constru¢ao do ME se mostrou promissora no
ambito da abordagem proposta neste trabalho, em que a avaliacao do ME ocorre sempre
concorrentemente com a aprendizagem automética e dindmica dos EAs do estudante,
diferentemente das abordagens que se baseiam em aprendizagem supervisionada. Para que
se possa compreender esta caracteristica, apresenta-se, a seguir, os aspectos fundamentais

da AR para este trabalho.

3.5 Aprendizagem por Reforco

Sutton e Barto (1998) afirmam que AR é uma técnica da IA que permite a um agente
aprender a partir da sua interacao com o ambiente no qual ele esta inserido. A aprendi-
zagem se dé através do conhecimento sobre o estado do individuo no ambiente, das ac¢oes
efetuadas no ambiente e das mudancas de estado decorrentes das acoes. Formalmente, AR

utiliza uma estrutura composta de estados, agoes e recompensas (Guelpeli et al., 2003).

De acordo com Coelho (2011), quando se deseja que o agente tenha autonomia total,
significa que este devera ser capaz de aprender com base em recompensas ou reforgos
fornecidos por um critico ou pelo préoprio ambiente. Em alguns casos, ¢ possivel que
o proprio agente determine suas recompensas através da observagao das transicoes de
estados que realiza no ambiente, passando a experimentar autonomamente o ambiente

onde est4 inserido.

AR é comumente aplicada quando nao se consegue obter exemplos de comporta-
mento correto nas situagoes que o agente deve enfrentar, ou quando o agente atuard em
um ambiente desconhecido. Desta forma, nao hé apresentagao de pares de entrada/saida.
Ao invés disto, logo apés tomar uma agao, o agente é informado sobre o seu resultado e so-
bre o estado subsequente alcangado pelo sistema, e desta forma ganha experiéncia sobre o
ganho de suas agoes em determinado estado. Entao, a avaliagao do sistema ocorre sempre
concorrentemente com a aprendizagem, diferentemente da aprendizagem supervisionada

(Kaelbling et al., 1996).
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Desta forma, AR é uma técnica interessante quando nao se pode realizar aprendiza-
gem supervisionada, por nao se ter uma fonte de conhecimento para informar os objetivos
e as agoes corretas, ou quando o dominio de aplicacao nao possibilita a realizagao de apren-
dizagem supervisionada, como € o caso da modelagem automatica e dinamica de EA. Isto
¢ devido aos fatores relacionados a este processo especifico, como nao-determinismo, difi-
culdade em se modelar regras de comportamento deterministicas capazes de inferir EA, e
demais questoes expostas anteriormente.

A AR é baseada na existéncia de um critico externo ao ambiente que avalia a agao
tomada, mas sem indicar explicitamente a acao correta. Formalmente, AR utiliza uma
estrutura composta de estados, agoes e recompensas, conforme mostra a Figura 3.3 (Guel-

peli et al., 2003).

Ambiente

ESTADO REFORCO ACAD

Agente

Figura 3.3: AR utiliza uma estrutura composta de estados, agoes e recompensas

De acordo com Guelpeli et al. (2003), o agente deve atuar em um ambiente descrito
por um conjunto de possiveis estados, e pode executar, para cada estado, uma agao dentro
de um conjunto de ac¢oes possiveis, recebendo um sinal de reforco a cada vez que executa
uma acao. Este refor¢o indica o valor imediato da transicao de estados em decorréncia de
uma a¢ao. Ao longo do tempo, este processo produz uma sequéncia de pares (estado,agao)
e seus respectivos valores de reforco, de forma que o objetivo do agente é aprender uma
politica que maximize uma soma esperada destes reforgos em longo prazo.

Desta forma, um valor de reforco alto enviado pelo ambiente ao agente nao significa
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necessariamente que a agao tomada é recomendada. Uma acao é produto de uma decisao
local no ambiente, sendo seu efeito imediato de natureza local. Entretanto, em um sistema
baseado em AR, o intuito é alcangar objetivos globais. Ou seja, a qualidade das agoes é
medida em decorréncia de solugoes em longo prazo (Coelho, 2011).

De acordo com Coelho (2011), AR preocupa-se com o problema de um agente apren-
der a se comportar através de interacoes com um ambiente dinamico através de tentativa
e erro. De acordo com Iglesias et al. (2009a), AR lida com agentes conectados aos seus
ambientes através de percepcao e acao. A cada passo da interagao, o agente recebe uma
entrada proveniente do ambiente, uma indicacao do estado corrente, s, e seleciona uma
acao a, que representa sua saida.

A execucao da acao produz uma transicao de estados, e o ambiente fornece um sinal
de reforco, r, indicando a qualidade da transicao de estado dada pela acao. O objetivo
final do agente é escolher as acoes que tendem a elevar, em longo prazo, a soma dos valores
dos sinais de reforco r, aprendendo a se comportar sistematicamente através de tentativa
e erro, podendo este aprendizado ser guiado por uma variedade de politicas (Kaelbling
et al., 1996).

De acordo com Iglesias et al. (2009a), problemas de AR sao frequentemente mode-
lados por processos de decisao markovianos?, em que o agente e o ambiente interagem em
uma sequéncia discreta de passos no tempo, em que os estados S do ambiente, as agoes A
a serem executadas pelo agente, uma fungao de transicao de estados T" e o sinal de reforco

R definem a dinamica do processo:

e R:S5xA— R, em que um sinal de refor¢o é fornecido para cada estado s € S e

cada acao a € A.

e T :SxAxS — P, em que para cada estado s € S e cada agdo a € A, uma

distribuigao de probabilidades é fornecida. T'(s,a, s’) representa a probabilidade P

4F uma forma de modelar processos em que as transicoes entre estados sdo probabilisticas, em que
& possivel observar em qual estado o processo esta, e é possivel interferir no processo periodicamente,
executando agoes (Coelho, 2011)
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de se transitar para um estado s’ € S a partir de um estado s € S, considerando-se

a execugao de uma acao a € A pelo agente.

O estado e a acao em dado instante determinam a distribui¢cao de probabilidades
para o estado seguinte e o refor¢co (Coelho, 2011). O objetivo do agente normalmente é
escolher agoes de modo a maximizar resultados subsequentes (Guelpeli et al., 2003). Duas
importantes propriedades da aprendizagem por refor¢o sao a nao utilizagao de conheci-
mento especifico e o aprendizado incremental.

O processo de engenharia de conhecimento envolvido na construgao de um agente
aprendiz consiste apenas em codificar, de forma otimizada, as percepcoes e agoes do agente
e o reforco do ambiente, ou seja, definir que caracteristicas do ambiente sao relevantes
para a tomada de decisao. Por outro lado, nao é preciso codificar como o agente deve agir,
nem mesmo que objetivo se deve alcancar, pois todo o aprendizado serd automaticamente
conduzido pelo refor¢o, de forma constante e incremental.

Essas caracteristicas da AR a tornam uma opc¢ao naturalmente interessante para re-
solver o problema da modelagem automética e dindmica de EAs em um Ambiente Virtual
de Aprendizagem (AVA), que tem como fator critico a necessidade de constante apren-
dizado. Além disso, a nao utilizacao de conhecimento do dominio de aplicagao torna
o método genérico, podendo ter uma diversidade de aplicagoes. Guelpeli et al. (2003)
atesta que uma caracteristica importante da AR é a aprendizagem automética em ambi-
entes desconhecidos ou dinamicos, como é o caso especifico deste trabalho, estando esta
técnica mais proxima da engenharia, estatistica e teoria do controle, e mais relacionada a
grandezas numéricas do que simbdlicas.

De acordo com Guelpeli et al. (2003), uma consideragao importante a ser feita
quando se lida com AR é o embate exploracao vesus explotagao (Iglesias et al., 2009a). O
agente deve decidir entre escolher a exploracao de estados e a¢oes desconhecidas, de modo
a coletar novas informacoes, ou a explotagao de estados e agoes que ja foram aprendidos
e que irao gerar altas recompensas, de modo a maximizar seus refor¢os acumulados.

Sendo assim, por um lado o agente deve aprender quais agoes maximizam os valores das
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recompensas obtidas no tempo, e, por outro, agir de forma a atingir esta maximizacao,

explorando agoes ainda nao executadas ou regioes pouco visitadas do espaco de estados.

E importante, portanto, estabelecer uma politica mista de explotacio e exploracio
(politica e-greedy), que inclua a escolha intencional (com probabilidade €) de se executar
uma ag¢ao que nao é considerada a melhor no estado atual, visando a aquisicao de conhe-
cimento. A escolha desta acao ocorre de forma aleatéria. Em uma politica de explotacao
pura (greedy) escolhem-se as agoes que se julguem (talvez erroneamente, caso o algoritmo
de AR ainda esteja longe da convergéncia) serem as melhores para resolver o problema

(Guelpeli et al., 2003).

De acordo com Kaelbling et al. (1996), o algoritmo @-learning pode ser usado para
definir a escolha da melhor acao. A escolha de uma acao é baseada em uma funcao de
utilidade que mapeia estados e agdes a um valor numeérico. Cada valor (s, a) representa
a soma de refor¢os esperada ao se executar a agao a no estado s, seguindo-se uma politica
Otima a partir de entdo. Portanto, uma vez que os valores (s, a) estejam bem estimados,
a melhor acao a ser executada no estado s pode ser obtida através de (3.3), conforme
alerta (Iglesias et al., 2009a), em que 7* representa a politica de mapeamento de estados

em acoes que maximiza a medida de refor¢co em longo prazo, ou seja, a politica 6tima.

7 (s) = argmaz,Q*(s,a) (3.3)

A fungao valor 6tima Q*(s,a) representa o reforgo esperado de se tomar a agao 6tima
a no estado s, e entao continuar escolhendo acoes 6timas, e é definido recursivamente por
(3.4), em que vy é um parametro de desconto que controla a importancia relativa de
recompensas de agoes futuras em relacdo a novas agoes, tal que 0 < v < 1 (Iglesias
et al., 2009a). Desta forma, o objetivo do agente normalmente é escolher agoes de modo

a maximizar uma soma descontada dos refor¢os subsequentes.

Q*(s,a) = R(s,a) + Z T(s,a,s Ymazr,Q*(s',a") (3.4)

s'eS
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Politicas de atualizagao de () baseadas em 3.4 fazem uso de informagoes relativas
a todos os possiveis estados sucessores. Mas, uma politica de atualizacao em que s’ é
selecionado a partir da distribuigao T'(s, a, s’) também pode ser utilizada. Neste caso, a
regra de atualizacao do algoritmo @-learning para aprendizagem é dada por (3.5), em que
a é a taxa de aprendizagem, que indica quao réapido o sistema aprende, sendo 0 < a < 1

(Iglesias et al., 2009a).

Q(s,a) := Q(s,a) + a(R(s,a) +7(mazay Q(s',a") — Q(s,a))) (3.5)

Na equagao (3.5), s representa o estado antes da transigao, a é a agdo escolhida,
R(s,a) é o reforgo recebido e s’ é o proximo estado. A regra leva em consideragao o melhor
valor de Q(s',a’) a ser obtido no proximo estado, s, de forma que quanto maior este valor,
maior é a recompensa para Q(s,a) (Kaelbling et al., 1996).

Como a fungao @) torna a acao explicita, pode-se estimar os valores de () dinami-
camente e utilizd-los para definir a politica, j4 que uma acao pode ser escolhida apenas
tomando-se o maior () para o estado corrente s.

O algoritmo ()-learning, iterativamente, seleciona uma acao a, seguindo uma estra-
tégia de explotagao/exploracdo e a executa, recebe a recompensa r, e atualiza os valores
Q(s,a) de acordo com a equagao (3.5). Com base nos valores de Q(s,a), o algoritmo de
AR estima dinamicamente a acao de maior valor de utilidade. O Q-learning é apresentado

no Algoritmo 3.1, de acordo com (Iglesias et al., 2009a).

Algoritmo 3.1 @Q-learning

Para cada par (s € S,a € A), inicialize a tabela de valores Q(s,a)
Observe o estado corrente, s
while s nao seja o estado final faca do
Selecione uma acao, a, e execute-a
Receba a recompensa, r
Observe o novo estado, s’
Atualize a entrada da tabela para Q(s, a) conforme 3.5
Atribua s” a s
end while

A selecao da proxima acao a é muito importante para a convergéncia do algoritmo Q-
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learning. A qualidade da estratégia de exploragao/explotagao selecionada é determinante
na eficiéncia e na eficacia do processo de aprendizagem (Iglesias et al., 2009a). Em geral,
o ambiente é nao-deterministico, ou seja, tomar a mesma agao, no mesmo estado, em
duas ocasioes diferentes, pode resultar em diferentes proximos estados e diferentes sinais
de reforco. Isto ocorre no presente trabalho, devido ao aspecto nao deterministico do
processo de aprendizagem, conforme discute-se no capitulo 4.

Em detrimento de diversos fatores, a abordagem proposta neste trabalho foi testada
através da simulagao computacional de aprendizagem em estudantes. Desta forma, alguns

aspectos relacionados a esta questao sao tratados a seguir.

3.6 Simulacao Computacional de Estudantes

Para avaliar a abordagem proposta neste trabalho, foram utilizadas técnicas de simulagao
computacional (Biermann e Ramm, 2001). Para Chwif e Medina (2007), a simulacao ¢
a imitacao do funcionamento de um processo por meio do funcionamento de outro, com
intuito de realizacao de testes, experiéncias e ensaios. A simulagao nos permite observar
como um sistema se comporta ao longo de uma sequéncia de passos, permitindo entender
o sistema e predizer seu comportamento, para que seja possivel otimizar decisoes de
projeto, e até mesmo validar um modelo proposto (Chwif e Medina, 2007). Desta forma,
um processo de simulacao pode nos fornecer uma visao clara sobre o funcionamento de
um sistema, para que se possa entendé-lo e testa-lo antes que seja implementado, o que
pode demandar elevado investimento de recursos.

De acordo com (Biermann e Ramm, 2001), a metodologia para se construir um

processo de simulacao de um sistema computacional segue trés passos principais:

e Especificar um modelo que capture a esséncia do sistema, sua ambientacao, suas

varidveis e modelos matematicos que representem fielmente seu comportamento.

e Desenvolver uma fungao de evolucao que mova o processo para o proximo estado do

sistema. A entrada desta funcao é o conjunto das variaveis do sistema em determi-
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nado momento. A saida é o proximo estado do sistema, ou seja, os novos valores

destas variaveis, apos transcorrido determinado intervalo de tempo.

e Atribuir um estado inicial ao modelo e aplicar a fun¢ao de evolucao repetidamente
para que se possa analisar o comportamento do sistema ao longo do tempo e os

resultados por ele gerados.

Prodan e Prodan (2001) defende que modelos estocasticos sao ferramentas pode-
rosas para a representagao de processos e fenomenos do mundo real através de técnicas
de simulagao computacional. A modelagem estocastica é uma técnica que permite a
apresentacao de dados ou predicao de eventos futuros que levam em consideracao certo
grau de aleatoriedade ou imprevisibilidade. Ao invés de utilizar variaveis deterministicas,
como em outros tipos de modelos matematicos, um modelo estocéastico incorpora variaveis
randomicas, implicando em comportamento nao deterministico.

Sampaio (1997) coloca algumas questoes para reflexdo sobre a modelagem dinamica
computacional no processo de ensino-aprendizagem, e as possibilidades de construgao
de sistemas simplificados capazes de simular algumas caracteristicas significativas de um
sistema que pertence ao mundo real. Para Sampaio (1997), a simulagao esta associada a
ideia de um componente de software que tem por objetivo imitar o comportamento de um
certo dominio. Ou seja, a simulagao infere um processo de iteracao entre as estruturas
que compoem o modelo, com o objetivo de criar um comportamento.

Em (Brusilovsky et al., 2004) os autores argumentam que o sucesso de um modelo
de adaptacao em SAIE depende de dois aspectos distintos: a modelagem do estudante
e as decisoes de adaptacao. Neste contexto, é de fundamental importancia que se possa
testar e avaliar o modelo proposto, para que se possa detectar problemas e realizar ajustes
e correcoes em todos os seus aspectos, validando-o antes de sua efetiva utilizagdo em um
sistema real utilizado por estudantes reais.

Para isto, a utilizacao de técnicas de simulagao computacional é fundamental, ja que
a implementacao e teste de novas abordagens em projetos de e-learning requerem quantias

consideraveis de recursos financeiros, humanos e de tempo (Graf et al., 2009b). Esta
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questao ¢é ainda mais critica ao considerar que a demanda por sistemas de e-learning é cada
vez maior, e o nimero de estudantes que dependem destes sistemas cresce rapidamente
(Graf et al., 2009b).

Alguns trabalhos, como aqueles desenvolvidos por Abdullah e Cooley (2002); Van-
lehn et al. (1994); Vizcaino e du Boulay (2002); Virvou et al. (2003); Bravo e Ortigosa
(2006); Mertz (1997); Iglesias et al. (2009b); Guelpeli et al. (2003) propoe diferentes abor-
dagens para utilizacao de simulacao de estudantes na avaliacao de SAIE. Porém, nenhum
destes trabalhos levam em consideragao EA no processo de simulacao.

O uso de simulagao tem sido essencial para o ajuste e correcao de problemas e apri-
moramento da abordagem proposta neste trabalho, ji& que permite a avaliacao imediata
de modificacoes no modelo de forma rapida, enquanto que a execucao de um tnico teste
utilizando estudantes reais levaria meses, devido ao tempo, quantidade de material (por
exemplo, objetos de aprendizagem) a ser produzido, envolvimento de muitas pessoas e,
consequentemente, ao custo necessario para se executar um curso a distancia através de
um SAIE (Graf et al., 2009b).

Cabe ainda ressaltar que, de acordo com Iglesias et al. (2009a), muitos experimentos
sao necessarios a fim de se obter conclusoes sobre a avaliagao de uma abordagem educa-
cional e, portanto, uma grande quantidade de estudantes sao necessarios para interagir
com o sistema durante os experimentos, que sao de longo prazo. Ainda, conforme alertam
Iglesias et al. (2009a), normalmente ¢ dificil convencer um estudante a interagir com um
sistema em avaliacao, e é improvavel convencer a quantidade de estudantes que se neces-
sita para a execucgao dos experimentos. Assim, a maioria destes sistemas sao avaliados
através da utilizacao de simulacao computacional de estudantes, o que também ocorre

neste trabalho.






Capitulo 4

Abordagem Proposta

Esta secao apresenta em detalhes a abordagem proposta, considerando, inicialmente, o
ME probabilistico utilizado como base para a modelagem automatica e dindmica de EA,
na secao 4.1. Em seguida, na secao 4.2, apresenta-se detalhadamente o modelo estocéstico
para selecao de estratégias pedagogicas, baseado na combinagao de estilos de aprendiza-
gem (CEA) a serem aplicadas no fornecimento de adaptatividade, implementado através
do Modulo Pedagogico (MP).

Uma caracteristica desta abordagem é que o ME ¢é atualizado gradualmente através
de um processo estocastico (Pollard, 1984) iterativo e interativo (Franzoni e Assar, 2009)
baseado em AR, implementado pelo Componente de Modelagem do Estudante (CME),
apresentado na se¢ao 4.3. Como consequéncia, tem-se a clusterizacao probabilistica dos

estudantes em categorias pedagogicas.

A integracao de um SAIE com a abordagem proposta neste trabalho, considerando

seus 3 componentes principais (ME, MP e CME), é apresentada na se¢ao 4.4.

O processo ¢é iterativo, ja que se da ao longo de varios ciclos de repeticao em que
ocorre a gradual convergéncia do ME em direcao as preferéncias reais do estudante ao
longo do processo de aprendizagem. O processo é interativo, porque, na pratica, a cada
iteragao do processo de aprendizagem o desempenho do estudante deve ser avaliado, e

muitas das vezes estas avaliacoes envolvem interacao direta com o estudante através de
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questionérios de avaliagao, o que nao ocorreu nos experimentos realizados neste trabalho,

em decorréncia do uso de simulacao computacional do processo de aprendizagem.

Desta forma, a avaliacao de desempenho do estudante, que geralmente envolve ava-
liacao de conhecimento e de comportamento, nao é tratada neste trabalho, devido a sua
complexidade, e por ser tratada de forma especifica por uma diversidade de outros traba-
lhos, tais como (Dorga et al., 2009; Dorga, 2004; Lopes et al., 2008b). Desta forma, para
realizacao de experimentos, este trabalho utiliza um modelo probabilistico para simular

o desempenho do estudante e seu processo de aprendizagem.

4.1 Modelo do Estudante

De acordo com Goguadze et al. (2011), a eficiéncia de um SAIE depende de forma critica
da qualidade de sua modelagem do estudante. O sistema pode implementar uma estra-
tégia de adaptacao precisa com o intuito proporcionar aos alunos contetidos de aprendi-
zagem personalizados. Mas, se as suas estimativas sobre conhecimento e preferéncias do
estudante sao inconsistentes, as intervengoes de adaptacao que ele produz nao sao efici-
entes. Neste caso, o conceito de consisténcia indica se o ME descreve corretamente as
caracteristicas do estudante.

A abordagem proposta neste trabalho utiliza informacoes sobre a performance do es-
tudante para atualizar o ME frequentemente, enquanto o estudante utiliza o sistema para
aprender. Desta forma, os EA sao dinamicamente e constantemente atualizados. Pode-se
concluir que este trabalho leva em consideracao o desenvolvimento de uma abordagem
avangada para modelagem do estudante, combinando os aspectos automéatico, dinamico
e global, como apontado por Graf e Kinshuk (2009a).

O aspecto automatico existe porque o processo de construcao e atualizacao do ME
é feito automaticamente com base na performance (comportamento e conhecimento) do
estudante enquanto o sistema é utilizado para aprendizagem. O sistema usa essas infor-

magoes para inferir os EA através de um método baseado em AR. Portanto, os estudantes
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precisam se concentrar apenas na aprendizagem, em vez de, adicionalmente, fornecer ex-

plicitamente informagoes sobre suas preferéncias.

O aspecto dindmico desta abordagem para modelagem de estudante é responsével
por utilizar as informagoes de performance para atualizar o ME frequentemente durante
o processo de aprendizagem. Portanto, o sistema é capaz de melhorar e revisar as infor-
macoes sobre EA dos estudantes e, consequentemente, corrigir dados inconsistentes no
ME. Como consequéncia, obtém-se maior precisao dos EA identificados, e um processo

de adaptatividade mais acurado.

O aspecto global da modelagem foca em considerar todos os componentes e ser-
vigos integrados no ambiente de aprendizagem para reunir dados sobre a performance
do estudante, considerando uma diversidade de aspectos relacionados ao seu comporta-
mento e nivel cognitivo, conforme apresentado por Dorga et al. (2009), permitindo uma

identificagdo mais precisa de EA do estudante.

Existem muitas caracteristicas relacionadas ao estudante que podem ser considera-
das por um SAIE (Brusilovsky, 2001b). Para alcangar os objetivos propostos neste traba-
lho, considera-se objetivos de aprendizagem, nivel cognitivo e EA dos estudantes. Neste
contexto, o ME utilizado neste trabalho utiliza a Taxonomia de Bloom (Krathwohl, 2002)
para medigao de conhecimento através de uma abordagem de sobreposicao (overlay), onde
o nivel de conhecimento do estudante em cada conceito do dominio a ser aprendido (nivel
cognitivo) é armazenado e atualizado durante o processo de aprendizagem. Neste método,
o conhecimento do estudante é visto como um subconjunto do conhecimento do sistema,

e requer que o modelo do dominio represente conceitos individualmente.

Esta abordagem se mostrou aderente aos objetivos deste trabalho, devido a sua ob-
jetividade e transparéncia na representagao do conhecimento do estudante, e desta forma
mostrando eficiéncia e facilidade de implementacao. De qualquer forma, o uso de outras
abordagens na modelagem do conhecimento do estudante nao causa impacto algum no
processo de modelagem automatica de EA proposta neste trabalho. Desta maneira, o

ME definido nesta abordagem considera, de forma eficiente, EA, estado cognitivo (EC)
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e objetivos de aprendizagem (OA), medidos através de pares (conceito,valor), conforme
exemplo apresentado pela Tabela 4.1. Um OA indica qual nivel cognitivo (valor) o es-
tudante deve atingir em um conceito do dominio a ser aprendido. Um EC indica qual o
nivel cognitivo atual do estudante em determinado conceito. A modelagem de EC e OA
é particularmente importante neste trabalho para que o algoritmo de AR, implementado

pelo CME, pare quando os OA forem atingidos, ou seja, quando EC' = OA.

Tabela 4.1: Modelo Estudante

EA Probabilisticos
Processamento | Percepgao | Entrada | Organizacao
Atv. Ref. Sen. | Int. | Vis. | Ver. | Seq. | Glb.
0,35 0,65 0,17 { 0,83 | 0,89 | 0,11 | 0,84 | 0,16
Objetivos de Aprendizagem e Estado Cognitivo
OA = {{(Cy,5)...{Cn_1,5)}
EC ={(Cy,—1)...(Cyh_q,—1)}

Como pode-se perceber na Tabela 4.1, a preferéncia por cada EA é armazenada
no ME como um valor real no intervalo [0,1]. Este valor representa a probabilidade do
estudante preferir um ou outro EA dentro de cada dimensao do FSLSM, chamado aqui de
Estilos de Aprendizagem probabilisticos (E'4,). Ou seja, com isto, passamos a representar
as preferéncias do estudante como distribui¢oes de probabilidades que sao armazenadas
diretamente no ME. Desta forma, tem-se um ME probabilistico em que EA sao tratados
pelo sistema como probabilidades, e nao como certezas.

Desta forma, considerando o aspecto probabilistico do ME, o exemplo fornecido pela
Tabela 4.1 representa um estudante com 35% de probabilidade de preferéncia pelo estilo
ativo e 65% de probabilidade de preferéncia pelo estilo reflexivo; 17% de probabilidade
de preferéncia pelo estilo sensitivo e 83% de probabilidade de preferéncia pelo estilo in-
tuitivo; 89% de probabilidade de preferéncia pelo estilo visual e 11% de probabilidade de
preferéncia pelo estilo verbal; 84% de probabilidade de preferéncia pelo estilo sequencial
e 16% de probabilidade de preferéncia pelo estilo global. Entao, pode-se considerar que
este estudante provavelmente é Reflexivo, Intuitivo, Visual e Sequencial.

Conforme observa-se na Tabela 4.1, além dos EAs do estudante, armazena-se o
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seu nivel cognitivo e objetivos de aprendizagem, ambos de acordo com a Taxonomia de
Bloom. O nivel cognitivo (NC), OA, e EC sao apresentados pelas defini¢oes 4.1.1,4.1.2,

4.1.3 respectivamente. Finalmente, o ME é apresentado pela Definicao 4.1.4.

Definigao 4.1.1 Nivel Cognitivo (NC)
NC = { Conhecimento (0), Compreensao (1), Aplicagao (2), Andlise (3), Sintese (4),
Awaliagao (5) }

Definigao 4.1.2 Objetivos de Aprendizagem (OA)

Sub-conjunto de conceitos do modelo do dominio a serem aprendidos, dado por
OA = {{ab)la € C,be NC},

onde

C ={Cy,...,Ch_1}, sao conceitos do curso a serem aprendidos pelo estudante.

Definicao 4.1.3 Estado Cognitivo (EC)
E o conjunto EC = {{a,b)|a € C,b € NC W {Indeterminado(—1)}} que determina o NC

do estudante em cada conceito do curso em determinado momento.

Definicao 4.1.4 Modelo do Estudante (ME)
O ME € uma 3-upla composta pelos estilos de aprendizagem, objetivos de aprendizagem e

estado cognitivo do estudante, sendo

ME = (EA,0A, EC).

O EC inicial do estudante pode ser levantado através de um questionario que avalie o
conhecimento prévio do estudante sobre o dominio. Caso isto nao seja realizado, considera-
se a inicializacdo do NC do estudante em um conceito como Indeterminado (-1).

Em relacao a EA, caso seja utilizado um instrumento para a identificacao de EA
compativel com o FSLSM, como o ILSQ, o ME pode ser inicializado através dos dados
obtidos pelo questionario, fazendo-se a conversao considerando-se a proporcionalidade
das respostas pontuadas para cada EA. Esta conversao é dada por (4.1), que divide a

quantidade de respostas favoraveis a um EA pelo total de respostas dentro da dimensao,
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que é 11 em todas as dimensoes (totalizando 44 questoes no ILSQ). Conforme afirmam
Felder e Spurlin (2005); Graf et al. (2008); Kinshuk et al. (2009), considerando-se os
resultados obtidos através do ILSQ para cada dimensao do FSLSM, diferencas entre 1 e
3 correspondem a uma preferéncia leve (ou balanceada) por um estilo; entre 5 e 7 indica

preferéncia moderada por um deles; e entre 9 e 11 indica forte preferéncia por um estilo.

_ Resp;

PTZ‘
11

(4.1)

Por exemplo, considerando-se o ILSQ, caso um estudante tenha respondido 3 ques-
toes favorédveis ao estilo Ativo e 8 questoes favoraveis ao estilo Reflexivo, na dimensao
Processamento, tem-se:

3
Pry=—=0.2
A 11 0,8
8
P = — = 2
TR 11 0,7

Desta forma, armazena-se no ME o valor 0,28 para Ativo e 0,72 para Reflexivo, que
no escopo de nossa abordagem significa dizer que existe uma probabilidade de 28% do
estudante preferir o EA Ativo, e 72% de probabilidade de preferir o EA Reflexivo. Conti-
nuando o exemplo, vamos considerar que as demais respostas do estudante ao questionario
resultaram em:

1
P = — =
s =17 0,09

10
Pr; = — =091
Tr 11 0,9

)
P = T = ’4
Ty 11 0,45

6
Prye=— =0,
a% 11 0,55

9
Prse = 17 =082

2
Pre=—=0,18
rGe 11 3

Entao, a Tabela 4.2 apresenta a configuracao inicial de EA no ME.
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Tabela 4.2: Exemplo de Inicializagao do ME utilizando o ILSQ

EA Probabilisticos
Processamento | Percepcao | Entrada | Organizacao
Atv. Ref. Sen. | Int. | Vis. | Ver. | Seq. | Glb.
0,28 0,72 0,09 | 0,91 | 0,45 | 0,55 | 0,82 | 0,18

Desta forma, considerando-se a Tabela 4.2, o estudante provavelmente é Reflexivo,
Intuitivo, Verbal e Sequencial. Como pode-se notar pelos exemplos das Tabelas 4.1, 4.2,

4.3, os EA, do estudante sao considerados no ME conforme apresenta a Defini¢ao 4.1.5.

Definicao 4.1.5 Estilos de Aprendizagem Probabilisticos (EA,)

EA = {(Pra, Prg),(Prs, Pr;),(Prv;, Prve),(Prseq, Pr¢)| Pra+Prr =1, Prg+Pr; =1,
Pry; + Pry. = 1, Prge, + Prg = 1} tal que: A=Ativo; R=Reflexivo; S=Sensitivo;
I=Intuitivo; Vi=Visual; Ve=Verbal; Seq= Sequential; G=Global

sendo:

Pr a probabilidade do estudante preferir o estilo Ativo;

Prg a probabilidade do estudante preferir o estilo Reflexivo;

Prg a probabilidade do estudante preferir o estilo Sensitivo;

Pr; a probabilidade do estudante preferir o estilo Intuitivo;

Pry; a probabilidade do estudante preferir o estilo Visual;

Pry. a probabilidade do estudante preferir o estilo Verbal;

Prgeq a probabilidade do estudante preferir o estilo Sequencial;

Prg a probabilidade do estudante preferir o estilo Global.

Entao, os EA, dos estudantes sao representados através de distribuicoes de proba-
bilidades no ME, indicando as probabilidades de preferéncia por cada EA dentro de cada
dimensao. Vale a pena ressaltar que a abordagem para diagnostico automético e dinamico
de EA proposta neste trabalho permite, mas nao requer, a utilizacao de qualquer instru-
mento para a identificacdo de EA, em decorréncia de seu aspecto automatico, conforme
mencionado anteriormente.

Desta forma, esta abordagem, em consonancia com Graf e Lin (2007); Price (2004);
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Roberts e Erdos (1993) em relagdo a imprecisdo em auto-concepgoes do estudante no
processo de preenchimento de questionarios psicométricos, como o ILSQ, e em harmonia
com Graf e Liu (2008) em relagao as vantagens da detec¢ao automética de EA; elimina a
necessidade de utilizacao do ILSQ. Desta forma, caso nenhum questionério para a identi-
ficagao inicial de EAs dos estudantes seja utilizado, os seus £A, no ME sao inicializados
conforme apresenta a Tabela 4.3. Ao deixar de armazenar concep¢oes inconsistentes em
relacao aos EAs dos estudantes, a abordagem proposta consegue inferi-los de forma efici-

ente, conforme observou-se nos experimentos realizados.

Tabela 4.3: Exemplo de Inicializagao do ME sem utilizacao do ILSQ

EA Probabilisticos
Processamento | Percepgao | FEntrada | Organizacao
Atv. Ref. Sen. | Int. | Vis. | Ver. | Seq. | Glb.
0,50 0,50 0,50 | 0,50 | 0,50 | 0,50 | 0,50 | 0,50

Neste ponto é importante mencionar que, apesar do ME ser exclusivamente baseado
em EA, OA e NC, existem muitos outros fatores que sao importantes e devem ser conside-
rados na modelagem do estudante, tais como Martins et al. (2008): capacidades cognitivas,
preferéncias, perfil académico, idade, estilo cognitivo (afetivo, impulsivo, dentre outros),
tragos de personalidade (introvertido, extrovertido, dentre outros), deficiéncias (visual
ou outras). Fatores importantes também sao discutidos em (Dorga et al., 2009). Desta
forma, o ME é geralmente mais complexo do que o apresentado neste trabalho. Mas, para
atingir o objetivo proposto, foi fundamental focar a atencao em EA, excluindo-se outros
aspectos da modelagem do estudante. Como consequéncia, isolou-se esta complexidade a
fim de se chegar a uma abordagem eficiente para modelagem de EA. Mas, é importante
mencionar que ao se utilizar esta abordagem em um SAIE, tais caracteristicas do ME

podem e devem ser consideradas para o fornecimento de adaptatividade.
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4.2 Mobdulo Pedagoégico

Esta secao apresenta em detalhes o funcionamento e a implementacao do médulo pedago-
gico (MP). O MP é responsével por selecionar, dentre as estratégias pedagogicas possiveis,
a estratégia pedagogica mais apropriada a um estudante, levando em consideracgao as in-
formagoes armazenadas no ME. Com isto espera-se fornecer assisténcia personalizada
e adaptatividade do processo de ensino. O MP proposto neste trabalho e baseado em
CEA, levando em consideracao os aspectos probabilisticos do ME e modelando-os ade-
quadamente através de cadeias de Markov, dando origem a um processo estocéstico para
fornecimento de adaptatividade baseada em EA. A partir deste processo, o CME detecta
automatica e dinamicamente os EAs dos estudantes.

De acordo com (Franzoni e Assar, 2009; Franzoni et al., 2008), uma CEA é uma
tupla formada por 4 estilos de aprendizagem, cada um pertencente a uma dimensao do

FSLSM, conforme apresenta a Defini¢ao 4.2.1.

Definigao 4.2.1 Combinagao de estilos de aprendizagem (CEA)
CEA = (a,b,c,dla € D1,b€ D2,c € D3,d € D4)

considerando:

D1 = {Ativo(A), Reflexivo(R)};

D2 = {Sensitivo(S), Intuitivo(I)};

D3 = {Visual(Vi), Verbal(Ve)};

D4 = {Sequencial(Seq), Global(G)}.

Desta forma, existem 16 (2%) possiveis CEAs, conforme apresentado pela Definigao

4.2.2.

Definigao 4.2.2 Combinagoes de estilos de aprendizagens (CEAs)

CEAs = {(A,S,Vi,Seq), (A,S,Vi,G), (R,S,Vi,Seq), (R,S,Vi,G), (A,SVe,Seq),
(A,SVe,G), (R,S,Ve,Seq), (R,SVe,G), (A,1,Vi,Seq), (AL ViG), (R,I,Vi,Seq),
(R,1,Vi,G), (A1, Ve,Seq), (AL Ve,G), (R,1,Ve,Seq), (R,I,Ve,G)}
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No escopo deste trabalho, uma CEA é formada por 4 variaveis probabilisticas, defi-
nidas pelas 4 dimensoes do FSLSM. Cada variavel possui 2 valores possiveis, e cada valor
representa um EA cujas possibilidades de assumir um valor ou outro é dado por sua proba-
bilidade de preferéncia pelo estudante, conforme apresentado na secao 4.1. Desta forma,
é proposta uma abordagem regida por um processo estocastico baseado nas 4 dimensoes

de estilos de aprendizagem do FSLSM.

A cada secao de aprendizagem do curso, o MP seleciona estocasticamente uma
CEA cujos EA sao combinados de acordo com as probabilidades de preferéncia de EA
armazenados no ME. Neste contexto, uma grande vantagem desta abordagem ¢ considerar
estocasticamente, durante o processo de aprendizagem, todas as CEAs de acordo com
as probabilidades de preferéncias do estudante armazenadas no ME, que podem estar
inconsistentes ou variar ao longo do tempo em decorréncia de algum aspecto, conforme

discutido anteriormente.

Com isto, é possivel proporcionar agoes instrucionais voltadas as necessidade dos
estudantes, e ao mesmo tempo, permitir o desenvolvimento de outras habilidades que
nao fazem parte dos seus EAs preferenciais, objetivando-se o desenvolvimento da destreza
mental, além de estimular e fortalecer as habilidades menos desenvolvidas, conforme su-

gerem Lopes (2002); Messick (1976).

Desta forma, EA do estudante sao vistos pelo MP como uma colecao de varié-
veis probabilisticas, ou aleatorias, que descrevem o processo de ensino e fornecimento de
adaptatividade a ser executado pelo médulo pedagdgico em um periodo de tempo, de
acordo com um processo estocastico que leva em consideracao as incertezas em relacao
ao desempenho (conhecimento e comportamento) do estudante e, também, as possiveis
inconsisténcias dos £A, no ME em determinado instante. E importante observar que
esta é uma preocupacao do MP, que deve ser capaz de decidir como o estudante prefere

aprender (formato, sequéncia), conforme atestam Iglesias et al. (2009a).

Desta forma, considera-se que o estudante pode, com maior ou menor probabilidade,

pertencer a qualquer uma das 16 categorias pedagogicas dadas pelas 16 CEAs da Defini¢ao



4.2. Modulo Pedagogico 93

4.2.2. Desta forma, pode-se dizer que temos uma classificacdo probabilistica e dinamica
dos estudantes, que estocasticamente se enquadram a estas categorias pedagogicas ao

longo do processo de aprendizagem com maior ou menor probabilidade.

Entao, considera-se que o estudante tem uma probabilidade de pertencer a qual-
quer uma destas categorias, ou seja, a pertinéncia de um estudante a uma categoria é
probabilistica, e ndo deterministica (como ocorre nas abordagens tradicionais). Com isto,
espera-se produzir um melhor tratamento da incerteza inerente a inferéncia da categoria
pedagogica & qual um estudante pertence, levando-se em consideracao seus EA. Caso o
ME seja consistente, as necessidades pedagogicas do estudante serao atendidas com maior
probabilidade através de estratégias pedagogicas que atendam aos seus EA, porém sem

desconsiderar as demais CEAs, diante dos aspectos de incerteza apresentados no capitulo

2.

Desta forma, o MP considera a existéncia de 16 tipos possiveis de estudantes, con-
siderando que um estudante pode, em determinado momento, de forma imprevisivel e
em decorréncia de diversos fatores, por exemplo, o dominio do conhecimento ou nivel
cognitivo, tender de uma categoria a outra, conforme observado por Jones et al. (2003).
A medida que o processo de aprendizagem evolui, os EA, no ME sao atualizadas pelo
CME, tornando este processo cada vez mais bem adaptado ao estudante. Tal processo é

modelado através de cadeias de Markov.

Neste processo, tem-se uma colegao de 4 variaveis probabilisticas independentes,
representando cada uma das dimensces do FSLSM, podendo, entao, este modelo ser
representado por 4 maquinas de estados em que as transicoes sao estocasticas. Este modelo
é responsavel pela sele¢ao estocastica de uma CEA durante o processo de aprendizagem, de
acordo com os EA, no ME. As cadeias sao variantes no tempo, em que as probabilidades
de transicao variam, devido aos ajustes que ocorrem nos E'A,, alterando o mecanismo de
funcionamento das cadeias e consequentemente, afetando a selegao da CEA a cada segao
de aprendizagem. Desta forma, tem-se um processo estocéstico nao estacionario, variante

no tempo, pois as probabilidades variam ao longo do tempo.
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No processo de diagnostico automatico e dindmico dos EAs do estudante, em termos
formais, a CEA representa o estado do sistema no tempo ¢, sendo irrelevantes as infor-
macoes de estados passados e o tempo em que o processo se encontra no estado atual.
Cabe ressaltar que tal processo é discreto em relacao ao tempo e estado. Desta forma,
este processo ¢ um fendmeno que varia em algum grau de forma imprevisivel & medida

que o tempo passa.

Tal processo ¢ modelado através de 4 cadeias de Markov concorrentes, em tempo
discreto t = 1..n dado pela sequéncia de se¢oes de aprendizagem pelas quais o estudante
passa ao longo do processo de aprendizagem. As cadeias e respectivas matrizes de transi-
cao de estados referentes ao processo, considerando-se o ME apresentado na Tabela 4.1,

sao apresentadas na Figura 4.1.

Cada estado de uma cadeia representa um EA dentro de uma dimensao do FSLSM.
Na sub-figura 4.1a, o estado 0 representa o estilo Ativo e 1 representa o estilo Reflexivo.
Na sub-figura 4.1b, o estado 0 representa o estilo Sensitivo e 1 representa o estilo Intuitivo.
Na sub-figura 4.1c, o estado 0 representa o estilo Visual e 1 representa o estilo Verbal. Na
sub-figura 4.1d, o estado 0 representa o estilo Sequencial e 1 representa o estilo Global.
As transicoes entre os estados representam as probabilidades de ocorréncia de um ou
outro EA na composigao estocéstica da CEA. Nota-se que tais cadeias sao irredutiveis, ja
que é possivel transitar entre qualquer par de estados num numero finito de passos com

probabilidade nao nula.

A cada EA corresponde a i-ésima linha (p;1, pi2) da matriz de transigao de estados,
que representa as probabilidades de ocorréncia de z; no instante n a partir do EA x; no
instante n — 1. Por exemplo, para a dimensao Processamento, se a CEA atual é composta
pelo estado 0 (Ativo), entao, tem-se 35% de probabilidade da proxima CEA continuar em
Ativo no instante ¢ = n, e 65% de probabilidade da nova CEA ser composta por Reflexivo
(estado 1) no instante ¢ = n. Se a CEA atual contém o EA Reflexivo, entao tem-se 65%
de probabilidade da nova CEA continuar composta pelo estilo Reflexivo no instante t = n

e 35% de probabilidade de conter o EA Ativo no instante ¢ = n.
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0,38

(a) Dimensao Processamento: (0) Ativo (1) (b) Dimensao Percepgao: (0) Sensitivo (1)

Reflexivo Intuitivo
c¢) Dimenséao Entrada: (O) Visual (1) Verbal (d) Dimensao Organizagao: (0) Sequencial
(1) Global

Figura 4.1: Modelo markoviano do processo estocastico de selecao de uma CEA

Portanto, uma preferéncia de cada dimensao é selecionada para compor uma CEA,
que devera ser considerada para fornecimento de adaptatividade na proxima sessao de
aprendizagem do curso. Como resultado, o ME é constantemente atualizado, conforme
explicado mais adiante nesta se¢ao. As matrizes de transicao D1, D2, D3, D4 descrevem

as variaveis aleatérias modeladas pelas cadeias da Figura 4.1.

0.35 0.65 0.17 0.83 0.89 0.11 0.84 0.16
D1 = D2 = D3 = D4 =

0.35 0.65 0.17 0.83 0.89 0.11 0.84 0.16

D1 representa a cadeia de Markov apresentada na Figura 4.1a, D2 representa a cadeia
de Markov apresentada na Figura 4.1b, D3 representa a cadeia de Markov apresentada
na Figura 4.1c e D4 representa a cadeia de Markov apresentada na Figura 4.1d.

Como estas preferéncias sao atualizadas constantemente, é impossivel prever a pro-
babilidade de se observar sequéncias de estados especificos ao longo do processo, pois as
probabilidades de ocorréncia destes estados mudam constantemente. E importante notar
que sao irrelevantes as informacoes de estados passados e o tempo em que o processo se
encontra no estado atual. Cabe ressaltar que tal processo é discreto em relagao ao tempo

e estado.
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Desta forma, as matrizes de probabilidades sao alteradas constantemente ao longo
do processo de ensino-aprendizagem a medida que o ME ¢ atualizado. Entao, este processo
¢ muito particular a cada estudante, ja que cada um possui diferentes preferéncias arma-
zenadas no ME, e depende de sua interagao com o sistema. Ou seja, para cada estudante
existem 4 matrizes de transigao de estados distintas dadas pelos E'A, armazenados em
seu ME, que permitem ao moédulo pedagogico decidir a cada momento, dinamicamente,
qual a melhor estratégia pedagogica para o estudante.

Considerando os E’A,, a probabilidade P de pertinéncia do estudante a uma cate-
goria pedagogica é dada por (4.2), que é a mesma de uma CEA ser selecionada durante
uma secao de aprendizagem, que é igual a probabilidade de preferéncia do estudante
pela CEA. A probabilidade P é calculada através de (4.2), em que a, b, c,d é dado pela
Definigao 4.2.1.

P(a,b,c,d) = Pr, X Pry x Pr. x Pry (4.2)

Desta forma, de acordo com (4.2), a probabilidade de preferéncia do estudante pela

CEA (A,S,Vi,Seq), considerando-se o ME dado pela Tabela 4.1, é dada por:

P(A,S,Vi,Seq) = Pra x Prg x Pry; X Prgeg
P(A,S,Vi,Seq) = 0,35 x 0,17 x 0,89 x 0,84 = 0.045

Entéao, aplicando-se (4.2) as CEAs dadas pela Definigao 4.2.2, tem-se a distribui¢ao
de probabilidades apresentadas na Tabela 4.4, considerando-se o ME dado pela Tabela
4.1.

Desta forma, uma vantagem desta abordagem é considerar estocasticamente todas
as CEAs de acordo com os EA, do estudante, que pode ser inconsistente, ou seja, pode
nao representar a preferéncia real do estudante, como apontado no capitulo 2. Conforme
apresentado no capitulo 5, esta caracteristica permite a descoberta eficiente e eficaz de EA

do estudante. Entao, esta abordagem ¢ intrinsecamente capaz de lidar com a incerteza no
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Tabela 4.4: Distribuigao de Probabilidades das CEAs

CEA Probabilidades
P(A,S,Vi,Seq) 0,35 x 0,17 x 0,89 x 0,84 = 0,045
P(A,S,Vi,G) 0,35 x 0,17 x 0,89 x 0,16 = 0,008
P(R,S,Vi,Seq) 0,65 x 0,17 x 0,89 x 0,84 = 0,083
P(R,S,Vi,G) 0,65 x 0,17 x 0,89 x 0,16 = 0,016
P(A,S,Ve,Seq) 0,35 x 0,17 x 0,11 x 0,84 = 0,005
P(A,S,Ve,G) 0,35 x 0,17 x 0,11 x 0,16 = 0,002
P(R,S,Ve,Seq) 0,65 x 0,17 x 0,11 x 0,84 = 0,010
P(R,S,Ve,G) 0,65 x 0,17 x 0,11 x 0,16 = 0,003
P(A,L,Vi,Seq) 0,35 x 0,83 x 0,89 x 0,84 = 0,217
P(A,LVi,G) 0,35 x 0,83 x 0,89 x 0,16 = 0,043
P(R,I,Vi,Seq) 0,65 x 0,83 x 0,89 x 0,84 = 0,403
P(R,I,Vi,G) 0,65 x 0,83 x 0,89 x 0,16 = 0,076
P(A,I,Ve,Seq) 0,35 x 0,83 x 0,11 x 0,84 = 0,026
P(A,LVe,G) 0,35 x 0,83 x 0,11 x 0,16 = 0,005
P(R,I,Ve,Seq) 0,65 x 0,83 x 0,11 x 0,84 = 0,049
P(R,I,Ve,G) 0,65 x 0,83 x 0,11 x 0,16 = 0,009
Soma das probabilidades 1,000

processo de modelagem de EA. A incerteza aparece devido a diversidade de fatores que
exercem influéncia sobre o processo de aprendizagem e desempenho do estudante, como
afirmam Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Alfonseca et al.
(2006); Graf et al. (2009b); Messick (1976).

4.3 Componente de Modelagem do Estudante

O Componente de Modelagem do Estudante (CME) é responsével pela atualizagao dos
EA, no ME, utilizando uma abordagem baseada em AR, implementando eficientemente
a modelagem automatica e dinamica de EA. A seguir, sao apresentados os componentes

relacionados a utilizagdo de AR em nossa abordagem, considerando o dominio de SAIE:

e Conjunto de estados (5): Um estado é definido como a descrigao dos EA, armaze-
nados como distribui¢oes de probabilidades pelo ME, cujos valores sao definidos no

intervalo [0,1];
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e Conjunto de agoes (A): As agdes que o sistema pode executar com intuito de ensinar
o contetdo maximizando a qualidade da performance do estudante no processo de
aprendizagem, ou seja, estratégias pedagogicas a serem consideradas para mostrar
os objetos de aprendizagem relacionados & uma secao de aprendizagem, de acordo

com as categorias pedagogicas de estudantes, ou seja, as CEAs apresentadas;

e Percepcao do ambiente (I : S — S): Indica como o sistema percebe o estado do
estudante. Por exemplo, um SAIE pode perceber o estado cognitivo do estudante

através da avaliacao de seu conhecimento por meio de testes ou exames;

e Refor¢co (R : S x A — R): Essa fungao define os sinais de refor¢o (recompensa)
fornecidos pelo ambiente. Esta funcao de reforco fornece um valor maximo quando
o estudante aprende a totalidade dos contetidos em uma se¢ao de aprendizagem,
implicando em uma performance de alta qualidade. Esta funcao é apresentada a

frente;

e Fungao valor-agao, ou ganho (@ : S x A — R): Esta fungao estima a utilidade de
se adotar determinada estratégia pedagogica (definida por uma CEA) considerando
determinado estado (dado pelo ME), fornecendo um método de avaliacao para as
agoes sistema. A fungdo ganho é dada por P, em (4.2), e associa uma agao a
um numero real, denominado ganho, e estima quao boa determinada CEA é. Tal

associacao é apresentada pela Tabela 4.4.

Portanto, na abordagem proposta neste trabalho, o valor de utilidade Q(s, a) de um
par (estado, agdo) ¢ dada por um valor que indique o quao preferida ¢ uma CEA, ou o quao
bem adaptada uma CEA ¢ as necessidades do estudante, de acordo com as probabilidades
de preferéncias descritas pelo ME. Desta forma, para cada estado diferente do sistema,
tem-se uma tabela de valores Q(s,a) diferente.

O sinal de refor¢o é dado em fungdo da qualidade da performance (PFM) obtida
pelo estudante na secao de aprendizagem, levando o agente a atualizar o ME, e conse-

quentemente a estimar autonomamente o valor (s, a) para cada possivel a¢ao a em cada
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estado s em que o sistema se encontra. Desta forma, o principal objetivo do algoritmo
(Q)-learning neste trabalho é estimar, autonomamente, em cada estado s em que o sistema
se encontra, o valor (s, a) para cada possivel agdo a, e a partir dai permitir a obtengao

da melhor acao, ou seja, a agao com maior valor de utilidade.

Conforme dito anteriormente, em uma politica de explotagao pura (greedy) escolhem-
se as agoes que se julguem (talvez erroneamente, caso o algoritmo de AR ainda esteja longe
da convergéncia) serem as melhores para resolver o problema (Guelpeli et al., 2003). No
contexto deste trabalho, isto ocorre quando o ME ¢ inconsistente, ou seja, nao retrata
verdadeiramente as preferéncias do estudante. Neste caso, selecionar as agoes (CEAs) que
parecam ser as melhores para o estudante gera efeito contrario ao esperado, interferindo
negativamente no processo de aprendizagem. Desta forma, foi estabelecida uma politica
mista de explotacao e exploragao (politica e-greedy), que considera a escolha intencional
(com probabilidade €) de uma CEA que pode nao ser considerada a melhor no estado

atual do ME, visando maior eficiéncia na constante aquisicao de conhecimento.

Na abordagem proposta neste trabalho, a técnica de AR tem como fun¢ao modificar
o ME baseado em quao boa ou ruim percebe-se uma determinada a¢ao, que no contexto
deste trabalho define a forma de apresentar o material instrucional ao estudante (estraté-
gia pedagogica), forma esta descrita pela CEA que representa a a¢do. Um desafio, entao,
¢é escolher a melhor acao, ou seja, a melhor estratégia pedagogica, levando-se em consi-
deracao as incertezas relacionadas & modelagem de EA apresentadas anteriormente neste

trabalho.

Os valores de EA armazenados no ME sao atualizados sempre que o sistema detecta
problemas ou dificuldades de aprendizagem, ou seja, quando o desempenho do estudante
for considerado insatisfatorio na avaliagao em uma secao de aprendizagem. Isto ocorre
quando o desempenho do estudante nao atinge um valor minimo de performance m corres-
pondente a um percentual da avaliagao, que pode ser particular a um LMS, a um curso, ou
mesmo a uma secao de aprendizagem dentro de um curso, de acordo com uma estratégia

pedagogica especifica. Uma abordagem para detecgao de dificuldades de aprendizagem é
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apresentada em (Dorga et al., 2009).

Para decidir como os EA do estudante devem ser atualizados no ME, leva-se em
consideragao a CEA aplicada durante uma segao de aprendizagem. Ao longo do processo
de diagnostico automatico e dinamico de EA, o ME é atualizado da seguinte maneira: ao
se detectar dificuldades de aprendizagem ou desempenho insatisfatorio em uma segao de
aprendizagem, os EA presentes na CEA sao decrementados no ME, considerando-se uma
possivel inconsisténcia no ME. Em contrapartida, aqueles EA ausentes na CEA sao incre-
mentados no ME, reforcando-se sua preferéncia pelo estudante e, portanto, suas chances
de estar presente em uma CEA em uma préxima sec¢ao de aprendizagem, considerando-se
que, possivelmente, o nao atendimento a estas preferéncias geraram dificuldades de apren-
dizagem. Esta politica permite ao sistema aprender automaticamente qual a forma como
o estudante aprende melhor, para que, entao, passe a atender a esta forma com maior
frequéncia.

O sinal de reforco é a base da atualizacao dos EA no ME, e pode ser aplicado ao
longo ou apenas ao final de uma secao de aprendizagem, dependendo das politicas de
avaliacao consideradas, sempre que o estudante obtém um desempenho considerado, de
alguma forma, insatisfatoério ou um problema de aprendizagem é detectado. Entao, o

objetivo deste processo é encontrar os £'A, que maximizem o desempenho do estudante.

O reforco é sempre aplicado a todos os A, no ME, ja que o sistema nao sabe onde
estao as inconsisténcias no ME que levaram ao problema de aprendizagem. Considerando-
se que cada dimensao do FSLSM possui dois EA, representados por A e B nas regras R1
e R2, tem-se:

R1: (CEA[d;] = A) —

ME][d;]a := ME[d;]a — a X R,
ME|d;]p := ME[d;]p + a X R.

R2: (CEAld;] = B) —

ME[d;]a == ME[d;]a + o X R,
ME|d;]p := ME[d;]p — « X R.
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em que:

e ME[d;]a representa o valor armazenado no ME na dimensao i para o EA A, para

1=1...4.

e ME[d;]p representa o valor armazenado no ME na dimensao ¢ para o EA B, para

1=1...4.

e CEA[d;] representa o EA que constitui a CEA considerando a dimensao i, com

1=1...4.

R é o reforgo recebido pela realizacao da agao pedagogica no estado corrente.

a é a taxa de aprendizagem do agente.

No contexto da abordagem proposta, considerou-se v = 0, resultando na estratégia
de aprendizagem definida por 4.3. Desta forma, (4.3) nao leva em consideragdo o melhor
valor de Q(s',a’) a ser obtido no préximo estado ¢, ja que s’ depende de futura avalia¢ao
da performance do estudante, que por sua vez nao é deterministica, j& que muitos outros
fatores além de EA podem influenciar em sua obtencao, conforme discutido anteriormente,

além de depender da interagao com o estudante.

Q(s,a) == Q(s,a) + aR(s,a) (4.3)

Entao, a recompensa a ser aplicada nao pode considerar este valor, até porque ele
ainda nao existe na pratica, e s6 existird depois que o estudante passar pela proxima ava-
liacao de aprendizagem, no proximo estado a ser alcangado, que é probabilistico, levando
em consideracao uma politica e-greedy.

Além disto, sem ter certeza do estado real do estudante em relacao aos EA, nao héa
também certeza de como estas escolhas influenciarao em seu desempenho, configurando
um ambiente com incerteza, tanto quanto ao resultado das agoes executadas como quanto

ao estado atual do ambiente, ja que o ME pode estar inconsistente em relacao as verda-
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deiras preferéncias do estudante. Ou seja, o sistema nao tem controle sobre a performance
do estudante, este é um evento estocéstico.

Nota-se que R1 e R2 podem diminuir ou aumentam a distancia entre os EA, (DEA),
dependendo da composicao da CEA, conforme ilustrado pela Figura 4.2. A cada problema
de aprendizagem ou performance insatisfatoria detectada, todos os E'A, sao atualizados,
mesmo aqueles jé consistentes no ME, ja que nao se sabe quais estao consistentes e quais

estao inconsistentes.

A +R)

A R A

DEA DEA
B X GR) B

N (R)

Fax =5 ]
(a) Redugao da DEA por R1 e R2 (b) Incremento da DEA por R1 e R2

Figura 4.2: Atualizagao do ME durante o processo de aprendizagem

Enquanto essas atualizacoes sao aplicadas nos £ A,, o ME torna-se mais consistente
e, consequentemente, a CEA mais adequada ao estudante passa a ter maior probabili-
dade de ser selecionada. Portanto, o processo de adaptatividade torna-se mais preciso e,
consequentemente, o desempenho do estudante melhora e os problemas de aprendizagem
diminuem, conforme apresentado no capitulo 5. Neste ponto, ocorre, entao, uma retro-
alimentacao do processo markoviano que implementa o médulo pedagogico, em que a co-
lecao de variaveis probabilisticas D1, D2, D3, D4, definidas pelas 4 dimensoes do FSLSM,
e que descrevem o processo em um periodo de tempo ¢, tém suas probabilidades alteradas,
afetando o comportamento do processo no tempo ¢ + 1.

E importante ainda ressaltar que a eficiéncia do processo de diagnostico de EA ¢é
influenciada pela qualidade do reforgo utilizado. O refor¢o R, dado por (4.4), é calculado
considerando-se a distancia entre os £'A,, dentro de uma dimensao especifica no ME, e a

performance do estudante (PFM) obtida na se¢ao de aprendizagem.
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A DEA é calculada por (4.5). O refor¢co R é calculado para cada uma das quatro
dimensoes de EAs e aplicado sempre que PFM < m, considerando-se a DEA especifica
em cada uma, em que m é a performance minima esperada, de forma que PFM < m
indica um problema de aprendizagem. O valor de PFM é considerado no intervalo real

[0,100] e o valor da DEA ¢é considerado no intervalo real [0,1].

1
= 5 < DEA (44)
DEA = |ME[d;]4s — ME[d,]5| (4.5)

Em (4.4), deseja-se que quanto menor PFM, mais acentuado seja o reforgo. Isto por-
que, provavelmente, quanto menor o desempenho, maior é a dificuldade de aprendizagem,
que pode provavelmente estar sendo causada por forte inconsisténcia nos £'A,, que deve
ser eliminada o quanto antes, necessitando-se de um reforco maior. Em contra-partida,
deseja-se que quanto maior a DEA, menor o refor¢o, para que se possa evitar reforgos

abruptos em EA, ja consideravelmente fortes (DEA alta).

Observou-se que o ajuste do valor da taxa de aprendizagem « é de extrema impor-
tancia. Se « possuir um valor muito alto, alteragoes abruptas no ME sao produzidas.
Isto nao ¢ desejavel, devido aos aspectos de incerteza e nao-determinismo envolvidos na
modelagem automética de EAs. Além disto, ndo apenas EA, mas outros fatores influ-
enciam no desempenho do estudante, o que torna dificil inferir EA de forma abrupta.
Em contrapartida, se o possuir um valor muito pequeno, alteracoes muito reduzidas sao
produzidas no ME, o que resulta em uma aprendizagem lenta e consequentemente deman-
dando muito tempo no diagnostico dos EAs do estudante, resultando em um processo de
fornecimento de adaptatividade ineficiente. Desta forma, ajustar apropriadamente o va-
lor de o é de extrema importancia para que se obtenha um processo de aprendizagem
eficiente. Considerando estes aspectos, considerou-se o = 0,5 nos experimentos realizados

neste trabalho.



104 Capitulo 4. Abordagem Proposta

Quando os valores de PFM ou DEA se tornam muito pequenos, R tende a se tornar
muito grande. Na prética, isto produziria uma mudang¢a muito rapida nos valores de EAs
no ME, sempre que a DEA se aproximar de 0. Isto é necessério porque quando a relagao
¢ de aproximadamente 50% a 50% nos EA, do ME, a preferéncia do estudante ainda ¢é
desconhecida, e quanto mais rapido se descobrir tal preferéncia, mais rapido o sistema

pode fornecer contetdos adaptados as necessidades reais do aluno.

Isto pode ser observado nos graficos resultantes dos experimentos expostos na pro-
xima secao, e ¢ uma caracteristica desejavel na nossa abordagem. O mesmo compor-
tamento é percebido quando PFM se aproxima muito de zero. Quando isso acontece,
o estudante pode estar enfrentando dificuldade elevada na aprendizagem, que pode ser
proveniente da falta de personalizacao adequada do curso, que pode ser resultado de in-
consisténcias nos EAs armazenados no ME. Neste caso, as mudancas rapidas no ME sao
desejaveis, de modo a corrigir o ME o quanto antes, e permitir ao sistema o provimento

de contetido bem adaptado.

Mas, como dito antes, nao s6 EA mas também muitos outros fatores exercem in-
fluéncia sobre performances dos estudantes, tornando-se muito arriscado inferir os EAs
dos estudantes abruptamente. Desta forma, apos a analise de resultados de diversos ex-
perimentos, decidiu-se por configurar o limite R,,,, de R em 0,05 (5%) como resultado de
observagoes empiricas, em que diversos limites para R, maiores e menores do que 0,05 fo-
ram testados, recaindo em um problema de otimizacao, a ser considerado em um trabalho

futuro.

A equagao (4.4) para calculo de R foi inferida apds diversos experimentos que re-
sultaram em varios ajustes neste calculo. Isto se mostrou um ponto fundamental para
a obtencao de uma abordagem eficiente. Provavelmente, melhorias neste calculo ainda
serao necessarias. Novas varidveis ainda nao descobertas podem influenciar positivamente
no calculo de R. Assim, espera-se que o ME possa convergir gradativamente para as pre-
feréncias do estudante da forma mais precisa possivel, refletindo com exatidao a categoria

pedagogica a qual pertence.
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E importante mencionar que, mesmo que os valores dos EA, em determinada di-
mensao estejam consistentes e precisos, eles sofrerao ajustes. Isto ocorre porque o sistema
nao sabe quando as preferéncias em determinada dimensao estao corretas, porque nao
se conhece as preferéncias reais do estudante, e conforme ja mencionado, estas podem
variar de alguma forma em fun¢ao do tempo. Este é um dos principais motivos de ser
necessario a aplicacao de um valor relativamente suave de atualizacao dos £ A, no ME, ja
que preferéncias corretas nao deveriam sofrer alteracoes bruscas, o que poderia prejudicar

o fornecimento preciso de adaptatividade.

Em contrapartida, é necessario que este valor possibilite a correcao das preferéncias
inconsistentes o mais rapido possivel, para que o processo de diagnostico automaético de
EA seja eficaz. Os resultados obtidos através dos experimentos apresentados no capitulo
5 mostram que este objetivo foi alcancado. Pode-se observar que o valor de preferéncias
corretas é mantido ao longo do processo de aprendizagem, e que apenas preferéncias
inconsistentes sao efetivamente modificadas pelo processo estocastico de diagnostico de
EAs. Notou-se que a partir do momento em que uma preferéncia se torna consistente,
seu valor se mantém relativamente estével, atingindo um estado de equilibrio, e quando
todos os EA, no ME atingem este estado, o fornecimento de adaptatividade passa a ser

mais preciso.

O algoritmo 4.1 implementa o processo de AR baseado no @-learning, e leva em
consideracao a definicao dos componentes de AR no dominio de SAIE, conforme apresen-
tado anteriormente. O algoritmo 4.1 é executado a cada se¢ao de aprendizagem, até que

sejam atingidos todos os objetivos de aprendizagem presentes no ME.

O ME ¢ inicializado com informagoes pré-existentes de EA, EC e OA a serem alcan-
¢ados, configurando o estado inicial s. A execug¢ao do algoritmo termina quando todos os
objetivos de aprendizagem estiverem satisfeitos. Cada iteracao do algoritmo representa

uma secao de aprendizagem.

As entradas da tabela de valores de ganho () para cada par (s,a), é dada pela

distribuicao de probabilidades da Tabela 4.4, e sao atualizados automaticamente quando
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Algoritmo 4.1 @-learning aplicado a modelagem automatica e dindmica de EA

Inicialize o ME;
while s nao seja o estado final do
Selecione um conceito C' a ser apresentado ao estudante;
Selecione, através do MP, uma CEA a;
Execute a, apresentando adequadamente os objetos de aprendizagem que ensinam o
conceito C' ao estudante;
Avalie a performance do estudante no conceito C;
Atualize o estado cognitivo do estudante no ME em relagao a C;
Receba a recompensa r, dada por PF'M;
Calcule o refor¢co R de acordo com 4.4;
Atualize os E'A, através de R1 e R2;
Faca de s o proximo estado, dado por s';
end while

os EA do estudante no ME sao atualizados. Nesta tabela, cada valor Q(s,a) estima a
utilidade de se executar uma estratégia pedagogica a considerando o estado atual s do
estudante, dado pelo ME.

A cada iteragdo, os valores de @ (dados pela fun¢do P) convergem para os seus
valores 6timos automaticamente, possibilitando ao sistema selecionar a melhor estratégia

pedagbgica com a maior frequéncia possivel para cada estudante.

4.4 Arquitetura resultante da integracao de um SAIE

com a abordagem proposta

A integragao de um SAIE com a abordagem proposta neste trabalho, considerando-se
seus 3 componentes principais (apresentados anteriormente neste capitulo), é apresentada
na Figura 4.3.

Conforme observa-se na arquitetura apresentada na Figura 4.3, um SAIE deve uti-
lizar os servicos fornecidos pela interface do CME, ICME , e pela interface do Modulo-
Pedagogico, IModuloPedagogico. Como as interfaces estao bem definidas, o SAIE que
utiliza estes componentes nao dependem de sua implementagao (do componente em si),

mas apenas da interface. Consequentemente, tem-se um baixo nivel de acoplamento entre
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Figura 4.3: Arquitetura resultante da integragao de um SAIE com a abordagem proposta.

o SAIE e os componentes CME e ModuloPedagogico.

A assinatura do servico atualizaE'A,, fornecido pela interface ICME, é apresentada
a seguir:
ICME::atualizaE Ay(in EA,: double||,
in PFM: double,
in m: double,
in «: double,
in R,..: double,
in CEA: byte[]):double]

O servigo atualizaE' A, fornecido pela interface ICME, recebe como parametros de
entrada os F'A, armazenados no ME no momento, o valor da performance obtida pelo
estudante (PFM), a performance minima esperada (m) na se¢ao de aprendizagem, a
taxa de aprendizagem («), o reforgo maximo a ser aplicado (R,,..), € a CEA aplicada
durante a segao de aprendizagem. Como saida, atualizaEA, retorna os novos valores
de E'A, a serem armazenados no ME pelo SAIE. E importante observar que os EA, sao

armazenados como um vetor de nimeros reais.
Como o tamanho do vetor £'A, nao é pré-determinado pelo servigo, um SAIE pode
fornecer qualquer quantidade de dimensoes de EA, dependendo de sua necessidade, desde

que sejam fornecidas distribuigoes de probabilidades contendo dois valores cada. Como
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este servico nao faz mencao a quantidade de dimensdes possiveis, novas dimensoes de
EA podem ser consideradas na modelagem do estudante, inclusive considerando-se outras
teorias de EA, ja que o método baseado em AR tem como beneficio a nao utilizagao de
conhecimento especifico do dominio de aplicagao, o que o torna genérico e independente da

teoria de EA subjacente, ja que esta relacionado a grandezas numéricas, e nao simbolicas.

A assinatura do servi¢o gerarC'E A, fornecido pela interface IModuloPedagogico, é

apresentada a seguir:
IModuloPedagogico::gerarCEA(in EA,: double[]):byte]]

O servico gerarCEA recebe como parametro de entrada os EA, armazenados no
ME;, e infere a CEA a ser aplicada no momento. O vetor que armazena a CEA retornada
pelo servigo também nao tem tamanho pré-definido. Desta forma, seu tamanho dependera
da quantidade de EA, fornecidos. A CEA ¢é armazenada na forma de um vetor de 0’s e
1’s, desta forma ficando sua representacao também independente de uma teoria de EA

especifica.

Para a experimentagao desta proposta, neste trabalho, as preferéncias A, S, Vi e
Seq, dadas pela Definicao 4.2.1, sao representadas na CEA por 0, e as preferencias R, I,
Ve e G, dadas pela Definicao 4.2.1, sao representadas por 1. Desta forma, considerando-
se as CEAs apresentadas na Definicao 4.2.2, tem-se a seguinte representagao equivalente:
CEAs={(0,0,0,0), (0,0,0,1), (1,0,0,0), (1,0,0,1), (0,1,0,0), (0,1,0,1), (1,1,0,0), (1,1,0,1),(0,0,1,0),
(0,0,1,1), (1,0,1,0), (1,0,1,1), (0,1,1,0), (0,1,1,1), (1,1,1,0), (1,1,1,1)}.

E importante observar que a CEA gerada pelo servico gerarCEA leva em conside-
racao a ordem em que os A, sao fornecidos no parametro de entrada. Desta forma, a
constituicao das CEAs consideradas neste trabalho sao baseadas na configuragao de E£'A,
fornecidos pela Defini¢ao 4.1.5, resultando no conjunto de CEAs dado pela Definigao 4.2.2.
Mas a ordem em que as distribuicoes de probabilidades indicando os EA,, sao fornecidas
nao importa, ficando a cargo do SAIE esta decisao, ji que nem quais e nem quantas as
preferéncias a serem consideradas pelo SAIE estao sendo pré-definidas pela abordagem

proposta neste trabalho.
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Todas estas caracteristicas tornam a abordagem proposta independente de um sis-
tema especifico e de teorias de EA subjacentes, podendo ser facilmente utilizada por

diferentes sistemas, considerando diferentes teorias de EA.

A interagao dos componentes da arquitetura apresentada na Figura 4.3 ocorre da

seguinte forma:

1: o estudante interage com o SAIE.

2: o SAIE avalia a performance do estudante.

3: o SAIE solicita ao CME que atualize os EA, do estudante.

4: o SAIE armazena os E'A, atualizados no ME.

5: o SAIE solicita ao Médulo Pedagogico que gere uma nova CEA a partir dos EA,
atualizados.

6: o SAIE fornece adaptatividade de acordo com a CEA gerada, o conceito a ser aprendido

e 0 EC do estudante.

Sabe-se que uma diversidade de aspectos pode envolver a avaliagao de aprendizagem
e desempenho do estudante, tais como quantidade de acertos, tempo de resposta, tempo
despendido em uma pagina, nimero de retrocessos no conteido, quantidade de acessos
a ferramentas de comunicacao e trabalho em grupo, quantidade de pedidos de ajuda ao
tutor, dentre outros. A construcao de um modulo de avaliacdo que leve em consideracao
todos estes aspectos e que permita ao sistema fazer inferéncias, com segurancga, sobre
a performance do estudante, assim como sobre os problemas de aprendizagem, é uma
questao complexa, foco de atengao em pesquisas na area de SAIE, e diversas abordagens
tém sido desenvolvidas com este intuito (Lopes et al., 2008b,a; Dorga et al., 2009; Dor¢a,

2004).

Além disto, h& que se considerar o elevado custo e o tempo necessarios a criacao de
uma base de objetos de aprendizagem suficientemente ampla a fim de dar suporte a toda
a diversidade pedagogica inerente ao processo de fornecimento de adaptatividade baseada
em EA em um curso real. Esta diversidade vem da necessidade de se executar diferentes

acoes instrucionais, dependendo da necessidade especifica de EA de cada estudante na



110 Capitulo 4. Abordagem Proposta

aprendizagem de um conceito especifico.

As agoes instrucionais, que devem ser executadas pelo sistema, através da utilizagao
de uma variedade de objetos de aprendizagem, podem assumir uma diversidade grande
de atividades pedagogicas especificas, como: definir, exercitar, simular, descrever, distin-
guir, exemplificar, rotular, listar, memorizar, identificar, ordenar, reconhecer, reproduzir,
dentre outras.

Por exemplo, a Figura 4.4 mostra o conceito de Servlet, contido no mapa conceitual
da Figura 4.5, e os objetos de aprendizagem associados a ele, ou seja, os objetos de
aprendizagem que podem ser utilizados para ensinar este conceito aos diferentes tipos de

estudantes através de diferentes acoes instrucionais.

S99 1120 0 121 1122 T (s 1124 115
" Define * Define /. Explica / Explica ' ;

.. Complementa . Exemplo . Exemplo

1126 ©o1127 1128 11290 - 1130 - 1131 1132 7 1133 7 1134 :
_Interpreta . Interpreta "'__.Intcrpretd‘-__. Conclui. Demonstra®, Demonstra’ Corrige Avalia® Avalia -

Figura 4.4: O conceito Servlet e respectivos objetos de aprendizagem associados

Cada objeto de aprendizagem associado a um conceito pode implementar uma acao
instrucional diferente, considerando diferentes niveis cognitivos e CEAs. A Figura 4.5
mostra parte de um mapa conceitual simplificado que modela o dominio de um curso de
Programacao Orientada a Objetos. Na Figura 4.5 tem-se a representagao dos relaciona-
mentos entre alguns conceitos do curso.

Desta forma, faz-se necessaria a associacao automética e dinamica de objetos de
aprendizagem aos conceitos a serem ensinados, permitindo que se leve em consideracao
o nivel cognitivo e os EA dos estudantes no fornecimento de adaptatividade, conforme

abordam Zaina et al. (2012).

Alguns estudos realizam anélises sobre quais tipos de objetos de aprendizagem sao
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Figura 4.5: Parte do mapa conceitual de um curso de Programacao Orientada a Objetos

mais propicios a um determinado EA. Terry et al. (1995) observou que algumas agoes
instrucionais sdo mais apropriadas a um EA do que outras. Terry et al. (1995) atribui
valores no intervalo [0,1] a cada a¢do instrucional, indicando o quanto tal agao satisfaz
um EA. Lopes e Fernandes (2009) apresentam um exemplo de aplicagao desta politica de
associagao entre agoes instrucionais e EA. Sangineto et al. (2008) classificam os diferentes
tipos de objetos de aprendizagem de acordo com o valor do atributo "Learning Resource
Type"do IMS Metadata Standard. Logicamente tal associacao nao € trivial, e deve contar
com especialistas em educagao, pedagogia e psicologia cognitiva.

Também, o desenvolvimento de um moédulo de interface com o usuério que forneca,
eficientemente, a adaptatividade baseada em EA e em técnicas de HA para adaptacao de
contetido e de navegacao nao é uma tarefa trivial, devido & necessidade de se relacioné-las
as particularidades dos EA de forma eficiente. Algumas questoes envolvidas no uso de
EA em SHA sdo tratadas por Stash et al. (2004); Bajraktarevic et al. (2003); Paredes e
Rodriguez (2006); Brown (2007).

Ainda, h& que se considerar questoes relacionadas ao sequenciamento do contetdo,

levando-se em consideracao as relacoes pedagogicas existentes entre os conceitos a serem
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ensinados, que devem estar devidamente organizados, por exemplo, em uma ontologia
(Davies, 2006), conforme sugere Sangineto et al. (2008), permitindo que se gere automa-
ticamente um curso, considerando-se conhecimento pedagogico do dominio, EC e EA do
estudante.

Neste processo, a ontologia deve ser uma descri¢ao abstrata do dominio do conhe-
cimento do curso, sem nenhuma referéncia a objetos de aprendizagem especificos para
explicar os conceitos, considerando que estes objetos devem ser sugeridos dinamicamente,
de acordo com a CEA inferida pelo MP.

Ignorar estes aspetos logicamente prejudica ou impede a utilizacao da abordagem
proposta neste trabalho, ja que o MP ficaria limitado em seu funcionamento, o que segu-
ramente prejudicaria os resultados gerados pelo CME.

Desta forma, com o intuito de se testar a abordagem proposta neste capitulo iso-
lando toda esta complexidade, foi desenvolvido um modelo probabilistico para simular o
processo de aprendizagem e performance do estudante. Para isto, um modelo de inferén-
cia estocéstico simula o desempenho dos alunos levando em consideracao alguns aspectos
relacionados ao impacto dos EAs no processo de aprendizagem, conforme discute uma
diversidade de estudos, apresentados em diversos trabalhos!.

Também, foi construida uma interface grafica para testes, permitindo a execucgao
do Algoritmo 4.1 e a anélise dos resultados gerados pela abordagem proposta através da
integracao dos componentes apresentados neste capitulo. A interface é apresentada na
Figura 4.6.

A interface permite o ajuste de parametros relativos a execucao do algoritmo, tais
como a taxa de aprendizagem «, a performance minima esperada m, o limite para o valor
de refor¢o R4z, € a quantidade de conceitos a serem aprendidos pelo estudante (objetivos
de aprendizagem), conforme discutido no proximo capitulo. Além disto, a interface per-

mite definir os estilos de aprendizagem reais do estudante e a forca da preferéncia por cada

'Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Graf e Kinshuk (2009a); Graf e
Liu (2008); Coffield et al. (2009); Alfonseca et al. (2006); Graf e Lin (2007); Graf e Kinshuk (2007);
Bajraktarevic et al. (2003); Sangineto et al. (2008); Terry et al. (1995); Friedel e Rudd (2006); Vasilyeva
et al. (2006)
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Modelagem Automatica e Dindmica de Estilos de Aprendizagem - Por Fabiano A. Dorca

Parametros:

Taxa de Aprendizagem: (0.5
PFM (minimo): 60

Rmax 0.05

Quant. Conceitos: 60

Estilos de Aprendizagem Reais do Estudante:

Ativo-Reflexivo ... Sensitivo-Intuiti... \isual-Verbal Sequencial-Global
) Ativo ) Sensitivo ) Visual ) Sequencial
) Reflexi... ) Intuitivo ) Verbal ) Global

N L N s R

Modelo do Estudante:

Ativo: 0.70 Sensitivo: 070 \isual: 070 Sequencial: 0.70

Reflexivo: 0.30 Intuitivo: 0.30 Verbal: 0.30 Global: 0.30

Figura 4.6: Interface grafica para testes

um. Estas defini¢oes sao utilizadas para simulacao da performance obtida pelo estudante
ao longo do processo de aprendizagem, conforme apresentado no proximo capitulo.

Como resultado da execucao do Algoritmo 4.1, tem-se graficos que apresentam a
variacao dos valores dos EA, durante o processo de aprendizagem, os valores de per-
formances obtidas pelo estudante e a ocorréncia de problemas de aprendizagem. Estes
resultados sao apresentados e analisados no préoximo capitulo.

Desta forma, conseguiu-se analisar o comportamento da abordagem proposta, demonstrando-
se que os A, convergem eficientemente em diregao dos EA reais ao interagir com estudan-
tes simulados com diferentes caracteristicas. O préximo capitulo apresenta a verificagao

e validagao da abordagem proposta a partir de uma diversidade de experimentos.






Capitulo 5

Verificacao e Validacao da Abordagem

Proposta

A verificacao e validacao da abordagem proposta se deu através da metodologia descrita
na secao H.1. Para experimentacao da abordagem proposta sem a necessidade de se ter
um processo de aprendizagem real, com estudantes reais e toda a complexidade inerente
a este processo, desenvolveu-se um modelo estocastico para simulagao da aprendizagem
em estudantes que permitisse simular a avaliacao de performance do estudante de forma
probabilistica.

Tal modelo leva em consideracao que, nao apenas EA mas uma diversidade de
fatores podem exercer influéncia no desempenho dos estudantes, conforme discutido no
capitulo 2, e também considera aspectos relacionados ao impacto de EA no processo de
aprendizagem, como descrito por Haider et al. (2010); Graf et al. (2008); Kinshuk et al.
(2009); Alfonseca et al. (2006); Graf et al. (2009b). Este modelo ¢ apresentado na segao

5.2. Os resultados dos experimentos sao apresentados e analisados na secao 5.3.

5.1 Metodologia Utilizada

A verificacao do modelo proposto consistiu em repetir 20 vezes cada um de uma série

de experimentos, considerando-se uma situacao diferente em cada um deles. A repeticao
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de um experimento por um certo nimero de vezes foi importante para que se pudesse
observar o comportamento do processo em diversas ocasioes diferentes, mas sob condi¢oes
idénticas.

Com isto, foi possivel notar que as sequéncias resultantes em um mesmo teste fo-
ram diferentes. Desta forma, observou-se o nao-determinismo inerente ao processo de
aprendizagem, sendo este um fenémeno que varia em algum grau, de forma imprevisivel,
caracterizado por uma sequéncia ou série de valores, e nao apenas um tnico valor final.
Mas, a similaridade dos valores finais obtidos (ME consistente) em cada repetigao do
processo atesta a convergéncia do processo, e permite comprovar a eficiéncia e eficacia do
modelo, e consequentemente validar a abordagem proposta. Ou seja, este processo pos-
sibilitou observar como diferentes estudantes podem reagir de forma diferente ao mesmo
tratamento e como o processo converge em direcao a solucao desejada: o ME coerente

com a realidade.

Ao se comparar os resultados alcancados em cada repeticao de um experimento
buscou-se analisar as diferengas entre as preferéncias EA, obtidas ao final ao processo.
Observou-se que os resultados finais gerados sao equivalentes, possibilitando notar a con-
vergéncia do processo estocastico, dada por FA, — EFA,, em que EA, representa os
estilos de aprendizagem reais, ou verdadeiros, do estudante. A anélise desta convergéncia

¢ indispensével para a validagao do modelo proposto.

Para a realizacao dos experimentos apresentados neste capitulo, considerou-se o valor
da performance minima esperada m = 60,0% (padrao adotado na maioria dos processos
de ensino) e a taxa de aprendizagem a = 0,5, pelos motivos apresentados no capitulo 4.
Sao apresentados 16 experimentos considerando-se as 16 categorias pedagogicas de EA
apresentadas no capitulo 4. Desta forma, procurou-se cobrir todas as possiveis situagoes

em um ambiente real.

Em todos os experimentos foi considerado um conjunto de 60 conceitos a serem
aprendidos pelo estudante. Considerou-se o estado cognitivo inicial do estudante igual a

—1 em todos os conceitos. Considerou-se como objetivos de aprendizagem o nivel maximo
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(5) de conhecimento em todos os conceitos. A execugao de um experimento é finalizada
quando o estudante atinge todos os objetivos de aprendizagem especificados no ME para
todos os conceitos.

Portanto, o processo de aprendizagem simulado nesses experimentos deve ter, pelo
menos, 360 sessoes de aprendizagem (ou iteragoes) a fim de alcangar todas as metas de
aprendizagem (60 conceitos X 6 niveis cognitivos em cada conceito = 360). Cada uma das
16 categorias pedagogicas de estudantes apresentadas anteriormente foram consideradas
na experimentacao da abordagem proposta. Resultados e analises destes experimentos
sao apresentados na segao 5.3.

A fim de validar e a abordagem proposta, foram observadas duas variaveis nos

experimentos:

e consisténcia: os EF'A, efetivamente convergem para os E'A, durante o processo de

aprendizagem?

e eficiéncia: os EA, convergem para os E'A, em tempo razoavel, isto é, E'A, torna-se

consistente no inicio do processo de aprendizagem?

2

Neste momento, é mister observar que sem a utilizacao de simulacao seria dificil
a validagao da abordagem proposta. Isto porque ao se testar a abordagem proposta em
processos de aprendizagem reais, com estudantes reais, seria impossivel conhecer com exa-
tidao seus F'A,, em decorréncia dos motivos apontados anteriormente sobre a utilizacao de
auto-concepgoes do estudante e sobre a utilizagao de processos e técnicas deterministicas
na inferéncia de seus EA.

Desta forma, seria impossivel medir o nivel de consisténcia do ME obtido durante o
processo de aprendizagem, impossibilitando-nos medir duas variaveis muito importantes
na validacao da abordagem proposta: a eficiéncia em relagao ao tempo despendido na de-
teccao de EA, assim como na correcao de inconsisténcias existentes no ME; a consisténcia
dos MEs obtidos em relacao as preferéncias reais do estudante.

Este é o motivo principal pelo qual este trabalho foca na analise da viabilidade da
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abordagem proposta sob uma 6tica simulada antes de nos propor a utilizé-la em situacoes
reais, que ¢ um trabalho futuro. Estas variaveis sao analisadas e discutidas através de
experimentos que comprovam a eficiéncia e eficicia da abordagem proposta e sua impor-

tancia no apoio a construcao de SAIE.

Os resultados obtidos através de experimentos mostram que, considerando essas
variaveis, a abordagem proposta neste trabalho é valida e cumpre eficientemente os obje-
tivos inicialmente propostos. Pode-se observar diferentes niveis de consisténcia e eficicia
quando se comparam os experimentos, mas em todos eles os niveis atingidos sao plena-

mente satisfatorios, conforme apresenta-se na segao 5.3.

Para a realizacao destes experimentos, a abordagem proposta foi implementada em
Java. A geracao de numeros aleatorios, necessarios ao processo estocéstico executado
pelo MP e a simulagao de aprendizagem em estudantes, foi realizada através do mé-
todo random() da classe Math, que toma como semente um inteiro longo gerado por
System.current TimeMilis(), que devolve o numero de milissegundos desde 1970. Desta
forma, a cada momento que passa, uma semente diferente ¢é utilizada, garantindo o as-
pecto verdadeiramente randdmico necessario a execucao destes experimentos (Biermann

e Ramm, 2001).

5.2 Simulacao de Aprendizagem em Estudantes

E de amplo conhecimento que uma variedade de fatores devem ser levados em conta
na avaliacao de aprendizagem, desempenho de estudantes e deteccao de problemas de
aprendizagem, e diversas abordagens tem sido propostas com este fim (Virvou et al.,
2003; Chiu et al., 2007; Lopes et al., 2008b; Dorca et al., 2009; Lopes et al., 2008a; Zhang
et al., 2010).

Em todo caso, existem desafios no processo de avaliagao do estudante. Um deles
é determinar se um erro ocorreu por um deslize ou por falta de conhecimento. Em

contrapartida, ao demonstrar o conhecimento correto, existe a possibilidade de que ele
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tenha apenas feito uma suposicao, havendo certo grau de incerteza com relagao a medigao
do conhecimento do estudante (Giotopoulos et al., 2005). Desta forma, a avaliagdo do
estudante em sistemas para EAD é um problema complexo, e uma série de abordagens
tém sido propostas para resolvé-lo.

Neste contexto, é proposto neste trabalho um modelo probabilistico que leva em
consideragao alguns estudos disponiveis na literatura sobre o impacto dos EA no desem-
penho do estudante, conforme discutido em uma diversidade de trabalhos!. Entao, a
inferéncia do desempenho do estudante considera que EA influenciam no desempenho do
estudante, pois ao se conhecer corretamente os EA especificos de um estudante, um SAIE
pode prover uma experiéncia bem adaptada, compondo cursos que melhor atendam a
forma como o estudante percebe e processa a informagao e tornando mais facil o processo
de aprendizagem dos estudantes e melhorando sua performance.

Desta forma, se o ambiente de aprendizagem, suas caracteristicas, seu contetdo,
forma de navegagao e seus recursos se adaptam aos EA do estudante, sua probabilidade
de ter um bom desempenho aumenta. Esta facilitacao do processo de aprendizagem e
melhoria de performance é reproduzida pelo Processo Estocastico de Simulagao de De-
sempenho do Estudante (PESDE) , cujos principais aspectos sdo apresentados a seguir.
Consideracoes importantes sobre simulagao e modelagem estocéstica sao feitas por Geiss
(2009).

O principal aspecto deste processo é que, quando um EA, do estudante é contem-
plado na CEA inferida pelo MP, o aprendizado se torna mais féacil, e consequentemente
a probabilidade de sucesso é maior, conforme apresentado a seguir, de acordo com 5.1,
e conforme comprovado pela analise grafica apresentada nos experimentos. Como apon-
tado por Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009), preferéncias fortes
produzem efeitos negativos mais notorios sobre o desempenho dos estudantes quando elas

nao sao satisfeitas pelo processo de ensino, e este fato é considerado pelo PESDE. Os re-

'Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Graf e Kinshuk (2009a); Graf e
Liu (2008); Coffield et al. (2009); Alfonseca et al. (2006); Graf e Lin (2007); Graf e Kinshuk (2007);
Bajraktarevic et al. (2003); Sangineto et al. (2008); Terry et al. (1995); Friedel e Rudd (2006); Vasilyeva
et al. (2006)
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sultados mostram que os alunos com fortes tendéncias por um EA tém mais dificuldades
na aprendizagem do que os alunos com preferéncias moderadas, ou leves/balanceadas,
quando elas nao sao atendidas. Esta descoberta mostra que os alunos com preferéncias
fortes se beneficiam de forma mais acentuada da adaptatividade fornecida pelos SAIE em
relagdo aos seus EA. Tais estudantes obtiveram pontuagao significativamente menor no
exame final do que os estudantes que nao apresentaram preferéncias tao acentuadas em
alguma dimensdo. Este resultado confirma a argumentacao de Felder (Felder e Silver-
man, 1988) sobre a importancia da adaptatividade em relagao a EA, especialmente para

estudantes que apresentam forte preferéncia por determinados EA.

Estas consideragoes sao levadas em conta pelo PESDE, um modelo probabilistico
concebido para implementar o aspecto nao-deterministico envolvido no processo de apren-
dizagem e no desempenho dos estudantes, permitindo a simulacao da influéncia de EA no
processo de aprendizagem, mas levando em consideragao a grande quantidade de fatores
que podem exercer alguma influéncia sobre este processo, além de EA. Para que possa
cumprir sua tarefa, o PESDE precisa conhecer os FA, do estudante e a forca de cada
preferéncia (forte; moderada; fraca ou balanceada). Estes pesos influenciam no resultado
do desempenho do estudante, de modo que contrariar uma preferéncia forte tende a cau-
sar um impacto negativo maior do que contrariar uma preferéncia moderada, conforme
alertam Kinshuk et al. (2009). Por sua vez, contrariar uma preferéncia moderada tende
a causar um impacto maior do que contrariar uma preferéncia leve ou balanceada, ja que

neste tipo de preferéncia o estudante tende a apresentar destreza em ambos os estilos.

Basicamente, o PESDE considera um aumento de dificuldade quando um FA, do
estudante nao aparece na CEA considerada para fornecimento de adaptatividade durante
uma sessao de aprendizagem. Portanto, o PESDE conhece os F A, dos estudantes, mas
nao conhece os seus EA,, armazenados no ME. Logicamente, o ME nao ¢ levado em
consideracao para célculo da probabilidade de falha do estudante, porque, na realidade,

apenas os F'A, do estudante exercem influéncia sobre o seu desempenho.

O aumento da probabilidade de falha reflete naturalmente um aumento do nivel de
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dificuldade. Portanto, considerando-se o processo de aprendizagem como um processo
nao-deterministico, que é influenciado por muitos fatores além da adaptatividade por
EA, o PESDE considera que a ocorréncia de contetdo inadequadamente adaptado pode
contribuir para o fracasso dos estudantes, mas, nao pode determiné-lo.

Neste contexto, o PESDE calcula a quantidade de preferéncias nao satisfeitas (Qpys)
do estudante pela CEA selecionada. Desta forma, (Qpyg representa a quantidade de EA
presentes na CEA selecionada e que nao contemplam os F A, do estudante. Caso uma das
preferéncias nao satisfeitas seja uma preferéncia forte, entao o PESDE incrementa Q) pyg
em 1. Caso nao existam preferéncias fortes nao satisfeitas, mas exista pelo menos uma
preferéncia moderada nao satisfeita, entao o PESDE incrementa Qpys em 0,5. Entao,
o célculo da performance PFM do estudante é dado por (5.1), em que 8 é um nimero

aleatorio tal que 0 < 5 < 1.

PEM =100 — (QPNS x K x ﬁ), (51)

Desta forma, como 0 < Qpys < 5, considerando K = 20, tem-se, entao, 0 <
PFM < 100. E importante observar que 3 representa um fator aleatério importante
nesta simulacao, ja que nao apenas EA mas diversos outros fatores exercem influéncia
na performance do estudante, o que torna seu desempenho nao-deterministico, ou seja,
a partir do ME nao é possivel inferir com certeza o desempenho que serda obtido em
determinada situagao.

Também por isto, caso Qpys = 0, 0 PESDE considera Qpys = 1, ja que o fato de
Qpns ser 0 nao pode determinar PFM = 100, ja que o carater nao deterministico relativo
a performance do estudante precisa ser mantido, e também outros fatores podem exercer
alguma influéncia no desempenho dos estudantes, tais como personalidade (Al-Dujaily e
Ryu, 2006), motivagao (Lim et al., 2007), interagdo homem-maquina (Zhang et al., 2010),
adequagao do curso ao ambiente, fatores humanos, suporte institucional, qualidade do
servigo, suficiéncia de contetudo, habilidades computacionais do estudante, dentre outros,

conforme analisado por Santos e Boticario (2008); Mosakhani e Jamporazmey (2010).
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Observa-se em 5.1 que quanto maior ()pyg, maior o possivel desconto da perfor-
mance do estudante. Desta forma, é importante observar que os EA, efetivamente afetam
o desempenho do estudante no processo de simulacao da aprendizagem. Tem-se consci-
éncia de que os valores das probabilidades de inferéncias utilizados pelo PESDE podem
ser especificos para cada estudante. Mas, considerando-se as observacoes de autores tais
como Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Alfonseca et al. (2006);
Graf et al. (2009b), acredita-se que esses valores sdo razoaveis para uma experimentagao

confiavel da abordagem proposta neste trabalho.

Desta forma, o modelo é capaz de inferir o desempenho e evolugao de nivel cognitivo
do estudante de forma probabilistica. Isto permitiu a execucao do algoritmo apresentado
no capitulo 4, cujo comportamento deseja-se verificar, principalmente no que tange ao
funcionamento e eficiéncia da abordagem proposta no diagnoéstico automético de EA,

considerando-se um ME probabilistico, conforme apresentado.

Este modelo nao leva em consideragao a diferenciagao entre categorias de estudantes,
sendo considerado para todas as possiveis 16 combinagoes de estilos de aprendizagem, ou
seja, para as 16 possiveis categorias de estudantes. Esta abordagem é justificada, ja que
estudos mostram que a performance de estudantes de diferentes categorias, em diferentes
dominios, nao sao afetadas pelas diferencas entre estilos de aprendizagem, ou seja, a
variacao de performance dos estudantes baseadas em estilos de aprendizagem nao foi

significativa (Haider et al., 2010).

E importante enfatizar neste ponto que o MP e o CME, apresentados no capitulo 4,
tal como ocorre em uma situacao real, logicamente nao conhecem os E'A, do estudante,
apenas tendo acesso aos F'A, armazenados no ME. Neste contexto, é fundamental obser-
var que os FA, sao necessarios apenas para que o PESDE possa inferir adequadamente o
desempenho do estudante no processo de avaliacao. A préxima secao apresenta e discute
os resultados obtidos em experimentos realizados com esta abordagem e avalia tais re-
sultados, mostrando que os objetivos inicialmente propostos foram alcancado através do

modelo estocastico proposto neste trabalho.
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5.3 Experimentos e Analise dos Resultados Obtidos

Esta secao apresenta uma sequéncia de experimentos que estende a experimentacao re-
alizada em (Dorca et al., 2011a; Dorca et al., 2012b) ao cobrir todas as categorias pe-
dagogicas de estudantes, apresentadas no capitulo 4. O objetivo é atribuir um estado
inicial ao modelo do estudante e analisar o comportamento do sistema ao longo do tempo
e os resultados por ele gerados ao final do processo de aprendizagem com intuito de se
verificar a eficiéncia e eficicia da abordagem proposta no que diz respeito a convergéncia
do ME e ao tempo gasto no processo de aprendizagem, medido em ntimero de se¢oes de
aprendizagem necessarias para completar o processo.

O processo de aprendizagem ¢ iterativo, e o EC do estudante é atualizado de acordo
com os resultados de seu desempenho a cada iteragao do processo. Como consequéncia, o
EC pode avancar, caso o estudante obtenha PF'M > m, ou nao avancar, caso o estudante
obtenha PF'M < m. Portanto, quanto mais facil o processo de aprendizagem, menos ite-
racoes sao necessarias para que se atinja a todos os objetivos de aprendizagem. E, quanto
melhor adaptado o contetdo é, mais facil o processo de aprendizagem, conforme discu-
tido anteriormente. Desta forma, quanto maior a dificuldade do estudante em progredir
no nivel cognitivo, maior a quantidade de iteragoes necessarias para que o processo seja
finalizado, comportamento este que pode ser observado nos experimentos apresentados a
seguir.

Para cada experimento define-se os F'A, e a forga de cada preferéncia (forte, mode-
rada, fraca ou balanceada). Para cada experimento, apresenta-se graficamente o processo
de atualizagao dos E'A, durante o processo de aprendizagem. Em cada gréfico, o eixo x
mostra o niamero de iteragoes do processo de aprendizagem, e o eixo y mostra os valo-
res que os FA, assumem ao longo do processo de aprendizagem em cada dimensao. O
objetivo principal foi observar como o ME é gradualmente atualizado ao longo de cada
segao (ou iteracao) do processo de aprendizagem. Desta forma, foi possivel visualizar cla-

ramente o processo de deteccao e correcao automatica de EA em cada uma das dimensoes

do FSLSM.
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Além disto, para cada experimento é apresentado um grafico que mostra o valor
da performance obtida pelo estudante a cada 5 se¢oes de aprendizagem, o que permite
observar a variacao em relacao a obtencao de PFM > m e PFM < m entre os diferentes
experimentos. E, também, apresenta-se graficamente a variagao da média da performance
e da quantidade de problemas de aprendizagem ocorridos, em intervalos de 20 iteragoes.
Isto permite verificar como a performance média aumenta e a quantidade de problemas
de aprendizagem diminui a medida que o ME é corrigido e se torna consistente em relacao
aos FA, do estudante.

Cada experimento considerou estudantes de uma categoria pedagogica especifica,
considerando as 16 possiveis CEAs. Desta forma, os FA, do estudante sao definidos
em cada experimento. Podde-se observar que quanto maior o nivel de inconsisténcia do
ME inicial em relagao aos FA, do estudante, mais sensivel é a reducao de problemas de
aprendizagem em consequéncia da melhora da performance PFM do estudante, & medida
que o ME é corrigido e se torna consistente.

Desta forma, foi possivel verificar o comportamento apresentado em diversos estu-
dos?, que atestam que atender aos FA, do estudante causa um impacto notoriamente
positivo em seu desempenho. Esta ¢ uma contribuicao importante deste trabalho: garan-
tir que os £ A, armazenados no ME sejam o mais consistente possivel em relagao aos E'A,
do estudante, contribuindo assim para a maximizacao de seu desempenho. A seguir, os

experimentos sao apresentados considerando-se o ME inicial apresentado na Tabela 5.1.

Tabela 5.1: ME inicial

Estilos de Aprendizagem

Processamento Percepcao Entrada Organizagao
Ativo | Reflexivo | Sensitivo | Intuitivo | Visual | Verbal | Sequencial | Global
0,70 0,30 0,70 0,30 0,70 0,30 0,70 0,30

Estado Cognitivo e Objetivos de Aprendizagem
EC ={(C0,-1)...(C59,—1)}
OA = {{C0,5)...(C59,5)}

2Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009); Graf e Kinshuk (2009a); Graf e
Liu (2008); Coffield et al. (2009); Alfonseca et al. (2006); Graf e Lin (2007); Graf e Kinshuk (2007);
Bajraktarevic et al. (2003); Sangineto et al. (2008); Terry et al. (1995); Friedel e Rudd (2006); Vasilyeva
et al. (2006)
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Nos experimentos apresentados, pdde-se verificar o comportamento da abordagem
considerando-se niveis de inconsisténcia de 0 a 4 do ME inicial, considerando-se as 4 dimen-
soes de EA do FSLSM. Observa-se que a medida que o nivel de inconsisténcia aumenta,
a quantidade de iteracoes necesséarias ao processo tende a crescer, o que é um resultado
natural e esperado, ja que falhas no processo de adaptatividade causam dificuldades de

aprendizagem em decorréncia de EA nao satisfeitos.

5.3.1 Experimento 1

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Sensitivo(Forte), Visual(Moderada), Sequencial( Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-
mente consistente em todas as dimensoes de EA. A Figura 5.1 apresenta graficamente a
atualizagao de £'A, no ME durante o processo de aprendizagem.
A Tabela 5.2 apresenta o nimero de iteracoes deste experimento, a quantidade
de problemas de aprendizagem ocorridos, e os FA, armazenados no ME ao final do
processo de aprendizagem, conforme Definigao 4.1.5. Como pode ser observado, os E'A,

se conservaram consistentes ao final do processo de aprendizagem.

Tabela 5.2: Resultados do Experimento 1

Iteragoes Prob. de Aprendizagem EA,

393 33 {(0,89; 0,11) (0,86; 0,14) (0,81; 0,19) (0,80; 0,20)}

A Figura 5.2 apresenta o valor da performance PFM do estudante em intervalos de
5 sec¢oes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao na
obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se que
a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior em se
obter PF'M < m. Para tornar a percepcao visual deste fato mais clara, uma linha dada

por f(x) = m, com m = 60, separa visualmente os pontos indicando PFM > m daqueles
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(c) Entrada (d) Organizagao

Figura 5.1: Atualizagdo do ME no Experimento 1

que indicam PFM < m. Como nao existem inconsisténcias no ME inicial, e os EA, se
conservam consistentes ao longo do processo, nao é possivel notar incremento qualitativo
na performance do estudante.

A Figura 5.3 apresenta a performance média obtida pelo estudante (Figura 5.3a)
e a média de problemas de aprendizagem ocorridos (Figura 5.3b) a cada 20 segbes de
aprendizagem, relativos a este experimento. Pelos mesmos motivos, a média de problemas
de aprendizagem e performance se mantém ao longo do processo de aprendizagem.

Nos proximos experimentos, de 1 a 4 inconsisténcias sao gradativamente introduzidas
no ME inicial para que se possa perceber o comportamento da abordagem proposta frente
a todos os tipos de inconsisténcias em todas as dimensoes, considerando-se todos os niveis
de forca, e o impacto destas inconsisténcias na performance do estudante.

Neste experimento, quando comparado aos proximos, pode-se notar que o processo
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Figura 5.2: Performances do estudante no Experimento 1
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Figura 5.3: Médias de performances e problemas de aprendizagem no Experimento 1

de adaptatividade atendeu mais eficientemente as necessidades do estudante, o que re-
sultou em menor probabilidade de dificuldade no processo de aprendizagem, gerando um
ntimero menor de ocorréncias de problemas de aprendizagem. Isto automaticamente re-
sultou em uma quantidade menor de iteracoes, que foi na maioria das vezes maior nos
demais experimentos. E importante lembrar que este acréscimo no numero de iteracoes é
probabilistico, e nao deterministico. Desta forma, nem sempre ocorre, mas tende a ocorrer

a medida que inconsisténcias aparecem no ME.
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5.3.2 Experimento 2

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Reflexivo(Forte), Sensitivo(Forte), Visual(Moderada), Sequencial(Leve)}

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inici-

almente inconsistente na dimensao Processamento, em que o estudante apresenta forte

preferéncia pelo estilo Reflexivo.

25

50

EA probabilisticos no ME (x 100)

75 100 125 150 175 200 225 250 275 300 325 350 375 400 o 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400

des do processo de i Iteragdes do processo de aprendizagem
(a) Processamento (b) Percepgao

75 100 125 150 175 200 225 250 275 300 325 350 375 400
do processo de i teragides do processo de aprendizagem

75 100 125 150 175 200 225 250 275 300 325 350 375 400

(c) Entrada (d) Organizagao

Figura 5.4: Atualizacao do ME durante Experimento 2

A Tabela 5.3 apresenta o niimero de iteragoes deste experimento, a quantidade de

problemas de aprendizagem ocorridos e os EA,, armazenados no ME ao final do processo

de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no

ME foi eficientemente eliminada no inicio do processo de aprendizagem. Apesar desta

inconsisténcia inicial no ME, a quantidade de iteracoes do processo nao foi maior, quando
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comparada ao experimento anterior. Isto se explica em razao da inconsisténcia ter sido eli-
minada no inicio do processo, sendo impedida de impactar prejudicialmente no processo de
aprendizagem. Além disto, conforme explicado anteriormente, como varios outros fatores
influenciam na aprendizagem, o fato dos E A, no experimento 1 estarem consistentes em
todo o processo nao elimina a possibilidade de ocorréncia de problemas de aprendizagem,
conforme modelado pelo PESDE.

Tabela 5.3: Resultados do Experimento 2

Iteracoes Prob. de Aprendizagem EA,
392 32 (0,19; 0,81) (0,89; 0,11) (0,87; 0,13) (0,79; 0,21)

A Figura 5.5 apresenta o valor da performance PFM do estudante em intervalos de
5 se¢oes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao na
obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se que

a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior em se

obter PFFM < m.
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Figura 5.5: Performances do estudante no Experimento 2

A Figura 5.6 apresenta a performance média obtida pelo estudante (Figura 5.6a) e

a média de problemas de aprendizagem ocorridos (Figura 5.6b) neste experimento. Ana-
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lisando os graficos, é possivel notar que houve uma visivel melhora inicial na performance
do estudante e diminuicao na média de problemas de aprendizagem, em decorréncia da

eliminagao da inconsisténcia existente no inicio do processo.

5
a5
a0

Performance Média
5
&
Problemas de Aprendizagem

25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375
des do processo de ay i Iteragdes do processo de aprendizagem

(a) Performance (b) Problemas de Aprendizagem

Figura 5.6: Médias de performances e problemas de aprendizagem no Experimento 2

Observou-se também que a quantidade de itera¢oes foi maior do que aquele obser-
vado no experimento anterior, o que ja era esperado, ja que com uma preferéncia inici-
almente inconsistente no ME, houve no inicio do processo de aprendizagem um aumento

da probabilidade de ocorréncia de problemas de aprendizagem.

5.3.3 Experimento 3

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Intuitivo(Forte), Visual(Moderada), Sequencial (Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 ¢ inici-
almente inconsistente na dimensao Percepc¢ao, em que o estudante apresenta forte prefe-
réncia pelo estilo Intuitivo.
A Tabela 5.4 apresenta o nimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os F'A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no

ME foi eficientemente eliminada no inicio do processo de aprendizagem.
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Figura 5.7: Atualizacao do ME durante Experimento 3

Tabela 5.4: Resultados do Experimento 3

Iteragcoes Prob. de Aprendizagem EA,
402 42 (0,73; 0,27) (0,14; 0,86) (0,86; 0,14) (0,82; 0,18)

Pode-se perceber que apesar da dimensao Processamento estar inicialmente con-
sistente no ME, ela foi alterada no inicio do processo de aprendizagem, permanecendo

inconsistente por um breve periodo.

Este é um efeito imediato do nao-determinismo inerente ao processo de deteccao de
EA baseado em AR considerando uma politica mista de explotagao e exploracao (politica
e-greedy), que considera a escolha intencional (com probabilidade €) de uma CEA que

pode nao ser considerada a melhor no estado atual do ME, visando maior eficiéncia na



132 Capitulo 5. Verificagao e Validagao da Abordagem Proposta

constante aquisicao de conhecimento, conforme mencionado anteriormente.

Comparando-se os resultados apresentados na Tabela 5.4 com aqueles apresentados
nos experimentos anteriores, percebe-se um aumento na quantidade de iteracoes necessa-
rias ao processo. Pode-se atribuir este aumento ao fato de que houveram duas preferéncias
fortes inconsistentes no inicio do processo, o que pode ter causado dificuldades de apren-
dizagem.

A Figura 5.8 apresenta o valor da performance PFM do estudante em intervalos de
5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variacao na
obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se que

a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior em se

obter PFFM < m.
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Figura 5.8: Performances do estudante no Experimento 3

A Figura 5.9 apresenta a performance média obtida pelo estudante (Figura 5.9a) e
a média de problemas de aprendizagem ocorridos (Figura 5.9b) neste experimento.

Analisando-se os gréficos é possivel notar significativo aumento na performance mé-
dia do estudante e queda brusca na média de problemas de aprendizagem, logo no inicio do
processo, a medida que as duas inconsisténcias existentes no ME sao eliminadas. Depois,

com o ME consistente, a média de problemas de aprendizagem permanece bem baixa.
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Figura 5.9: Médias de performances e problemas de aprendizagem no Experimento 3

5.3.4 Experimento 4

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Sensitivo(Forte), Verbal(Moderada), Sequencial(Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é ini-
cialmente inconsistente na dimensdao Entrada. Analisando-se o ME inicial e os EA, do
estudante, verifica-se uma inconsisténcia, em que o ME apresenta preferéncia pelo es-
tilo Visual, tendo o estudante a preferéncia pelo estilo Verbal. Ou seja, tem-se neste
experimento, inicialmente, uma preferéncia moderada inconsistente no ME.
A Tabela 5.5 apresenta o niimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os £ A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no

ME foi eficientemente eliminada ao longo do processo de aprendizagem.

Tabela 5.5: Resultados do Experimento 4

Iteracoes Prob. de Aprendizagem EA,

396 36 (0,78; 0,22) (0,79; 0,21) (0,22; 0,78) (0,80; 0,20)

Comparando-se estes resultados aqueles apresentados no experimento anterior, percebe-

se que uma quantidade menor de iteragoes foi necessaria, provavelmente em decorréncia
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Figura 5.10: Atualizacao do ME durante Experimento 4

do fato de que preferéncias moderadas exercem influéncia menor do que fortes. Mas, ao
comparar este experimento com o experimento 2. Atribui-se este resultado ao fato de
que a inconsisténcia em uma preferéncia forte inicialmente existente no experimento 2
foi mais rapidamente eliminada (por volta da itera¢do 25), mitigando-se antecipadamente
seu impacto negativo.

A Figura 5.11 apresenta o valor da performance PFM do estudante em intervalos
de 5 se¢oes de aprendizagem, obtidas neste experimento. O intuito é observar a variacao
na obtencao de PF'M > m e PFM < m, entre este e os demais experimentos. Nota-se
que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior
em se obter PFM < m.

A Figura 5.12 apresenta a performance média obtida pelo estudante (Figura 5.12a)

e a média de problemas de aprendizagem ocorridos (Figura 5.12b), obtidas neste experi-
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Figura 5.12: Médias de performances e problemas de aprendizagem no Experimento 4

Analisando-se os graficos é possivel notar aumento na performance média do es-
tudante e queda na média de problemas de aprendizagem & medida que o ME se torna

consistente.

5.3.5 Experimento 5

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Ativo(Forte), Sensitivo( Forte), Visual(Moderada), Global( Leve) }
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Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é ini-
cialmente inconsistente na dimensao Organizacao, em que o estudante apresenta leve

preferéncia pelo estilo Global.
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Figura 5.13: Atualizacao do ME durante Experimento 5

E possivel observar no grafico que a dimensao Processamento, que é inicialmente
consistente, quase se tornou inconsistente, o que nao ocorreu. Mais uma vez, reforga-
se 0 nao-determinismo da politica de aprendizagem empregada, e sua importancia. As
preferéncias consistentes foram mantidas, e a inconsisténcia foi devidamente eliminada.

A Tabela 5.6 apresenta o niimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

Nota-se que um ntmero menor de iteracoes foram necessarias quando se compara
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Tabela 5.6: Resultados do Experimento 5

137

Iteragoes Prob. de Aprendizagem

EA

P

390 30

(0,84; 0,16) (0,86; 0,14) (0,82; 0,18) (0,20; 0,80)

este experimento com os anteriores, o que é compreensivel, ja que preferéncias leves ou

balanceadas exercem influéncia reduzida na performance do estudante.

A Figura 5.14 apresenta o valor da performance PFM do estudante em intervalos

de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao

na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se

que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.
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Figura 5.14: Performances do estudante no Experimento 5

A Figura 5.15 apresenta a performance média obtida pelo estudante (Figura 5.15a)

e a média de problemas de aprendizagem ocorridos (Figura 5.15b) neste experimento.

Analisando-se os gréaficos é possivel notar aumento na performance média do es-

tudante e queda na média de problemas de aprendizagem & medida que o ME se torna

consistente.

E importante observar neste ponto que inconsisténcias em preferéncias leves ou
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Figura 5.15: Médias de performances e problemas de aprendizagem no Experimento 5

moderadas demoram mais para serem completamente corrigidas do que aquelas em pre-
feréncias fortes. Este comportamento provavelmente ocorre porque inconsisténcias em
preferéncias fortes contribuem para que ocorram problemas de aprendizagem com maior

frequéncia, tornando-as mais suscetiveis aos refor¢os aplicados pela politica de AR.

5.3.6 Experimento 6

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Reflexivo(Forte), Intuitivo( Forte), Visual(Moderada), Sequencial( Leve)}

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é ini-
cialmente inconsistente nas dimensoes Processamento e Percepcao, ambas apresentando
preferéncias fortes pelo estudante aos estilos Reflexivo e Intuitivo.

A Tabela 5.7 apresenta o niimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os EA, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

Nota-se que mesmo havendo duas preferéncias fortes inicialmente inconsistentes no
ME, o numero de iteragoes necessarias ao processo de aprendizagem é menor do que
nos experimentos 1 a 4. Atribui-se isto ao fato de que ambas as inconsisténcias foram

rapidamente eliminadas, mitigando-se seu prejuizo ao processo de aprendizagem. Além
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Figura 5.16: Atualizacao do ME durante Experimento 6

Tabela 5.7: Resultados do Experimento 6

Iteracoes Prob. de Aprendizagem EA,
390 30 (0,23; 0,77) (0,27; 0,73) (0,77; 0,23) (0,87; 0,13)

disto, nao penas E'A, consistentes determinam a performance do estudante.

A Figura 5.17 apresenta o valor da performance PFM do estudante em intervalos
de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se

que & medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.

A Figura 5.18 apresenta a performance média obtida pelo estudante (Figura 5.18a)
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Figura 5.17: Performances do estudante no Experimento 6

e a média de problemas de aprendizagem ocorridos (Figura 5.18b), obtidas neste experi-

mento.
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Figura 5.18: Médias de performances e problemas de aprendizagem no Experimento 6

Analisando-se os gréficos é possivel notar significativo aumento na performance mé-
dia do estudante e queda brusca na média de problemas de aprendizagem, logo no inicio do
processo, & medida que as duas inconsisténcias existentes no ME sao eliminadas. Depois,
com o ME consistente, a média de problemas de aprendizagem permanece bem baixa,

chegando diversas vezes a 0.
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5.3.7 Experimento 7

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Ativo(Forte), Intuitivo(Forte), Verbal(Moderada), Sequencial (Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-

mente inconsistente nas dimensoes Percepcao e Entrada, representando uma preferéncia

forte e uma moderada respectivamente.
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Figura 5.19: Atualizagao do ME durante Experimento 7

A Tabela 5.8 apresenta o niimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, as inconsisténcias inicialmente presentes no
ME foram eficientemente eliminadas ao longo do processo de aprendizagem. E possivel

notar claramente como a inconsisténcia na preferéncia forte é eliminada mais rapidamente
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do que na moderada.

Tabela 5.8: Resultados do Experimento 7

Iteracoes Prob. de Aprendizagem EA,
399 39 (0,89; 0,11) (0,24; 0,76) (0,22; 0,78) (0,77; 0,23)

A Figura 5.20 apresenta o valor da performance PFM do estudante em intervalos
de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.
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Figura 5.20: Performances do estudante no Experimento 7

A Figura 5.21 apresenta a performance média obtida pelo estudante (Figura 5.21a)
e a média de problemas de aprendizagem ocorridos (Figura 5.21b) neste experimento.
Analisando-se os gréficos é possivel notar significativo aumento na performance mé-

dia do estudante e queda acentuada na média de problemas de aprendizagem & medida

que as duas inconsisténcias existentes no ME sao eliminadas.
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Figura 5.21: Médias de performances e problemas de aprendizagem no Experimento 7

5.3.8 Experimento 8

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Sensitivo(Forte), Verbal(Moderada), Global( Leve)}

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-
mente inconsistente nas dimensoes Entrada e Organizacao, configurando inconsisténcias
em preferéncias moderada e leve.

A Tabela 5.9 apresenta o numero de iteracoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E'A,, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

Nota-se claramente uma lentidao maior na deteccao e correcao das inconsisténcias,
principalmente na dimensao Organizacao, que apresenta inconsisténcia em uma preferén-
cia leve, que s6 é corrigida por volta da iteracao 100. Isto mostra a dificuldade em se
detectar inconsisténcias em preferéncias leves, por causarem baixo impacto no processo
de aprendizagem, cujo efeito é dificil de se perceber. Como a abordagem proposta se
baseia no retorno de uma ac¢ao no ambiente para aplicar o reforgo, este comportamento é
esperado, ja que o retorno, neste caso, é de dificil percepcao.

A Figura 5.23 apresenta o valor da performance PFM do estudante em intervalos

de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
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Figura 5.22: Atualizacao do ME durante Experimento 8

Tabela 5.9: Resultados do Experimento 8

Iteracoes Prob. de Aprendizagem EA,
400 40 (0,82; 0,18) (0,90; 0,10) (0,16; 0,84) (0,26; 0,74)

na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.

A Figura 5.24 apresenta a performance média obtida pelo estudante (Figura 5.24a)

e a média de problemas de aprendizagem ocorridos (Figura 5.24b) neste experimento.

Observando-se os graficos é possivel notar que hd um aumento sutil na média de

performance, mas problemas de aprendizagem continuam a ocorrer ao longo de todo o
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Figura 5.23: Performances do estudante no Experimento 8
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Figura 5.24: Médias de performances e problemas de aprendizagem no Experimento 8

processo de aprendizagem, apesar de atingir uma média baixa na maior parte do processo.

5.3.9 Experimento 9

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Reflexivo(Forte), Sensitivo(Forte), Verbal(Moderada), Sequencial (Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-

mente inconsistente nas dimensoes Processamento e Entrada, devido a forte preferéncia

do estudante pelo estilo Reflexivo e a preferéncia moderada pelo estilo Verbal.
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Figura 5.25: Atualizacao do ME durante Experimento 9

E possivel observar, na Figura 5.25 que mesmo sendo inicialmente consistente a
dimensao Organizacao, com preferéncia leve do estudante pelo estilo Sequencial, esta foi
incorretamente inferida durante o processo de aprendizagem. Foi novamente retomada
a consisténcia nesta dimensao apos cerca de 100 iteragoes do processo, apresentando
estabilidade até o final. Atribui-se a relativa demora em se retomar a consisténcia nesta
dimensao ao fato da preferéncia leve ser mais dificilmente detectada, em decorréncia do
sutil impacto que causa no processo de aprendizagem.

A Tabela 5.10 apresenta o numero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

A Figura 5.26 apresenta o valor da performance PFM do estudante em intervalos
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Tabela 5.10: Resultados do Experimento 9

Iteragoes Prob. de Aprendizagem EA,
399 39 (0,12; 0,88) (0,83; 0,17) (0,15; 0,85) (0,67; 0,33)

de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.
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Figura 5.26: Performances do estudante no Experimento 9

A Figura 5.27 apresenta a performance média obtida pelo estudante (Figura 5.27a)
e a média de problemas de aprendizagem ocorridos (Figura 5.27b) neste experimento.

Analisando-se os graficos é possivel notar significativo aumento na performance mé-
dia do estudante e queda acentuada na média de problemas de aprendizagem & medida

que as inconsisténcias existentes no ME sao eliminadas.

5.3.10 Experimento 10

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Reflexivo(Forte), Sensitivo( Forte), Visual(Moderada), Global( Leve) }
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Figura 5.27: Médias de performances e problemas de aprendizagem no Experimento 9

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 ¢é inicial-
mente inconsistente nas dimensoes Processamento e Organizacao, em que uma preferéncia

forte e uma leve nao atendem aos FA, do estudante.
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Figura 5.28: Atualizacao do ME durante Experimento 10
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A Tabela 5.11 apresenta o nimero de iteracoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os £ A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

Tabela 5.11: Resultados do Experimento 10

Iteragoes Prob. de Aprendizagem EA,
398 38 (0,11; 0,89) (0,84; 0,16) (0,80; 0,20) (0,26; 0,74)

A Figura 5.29 apresenta o valor da performance PFM do estudante em intervalos de
5 secoes de aprendizagem neste experimento. O intuito é observar a variacao na obtencao
de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se que a medida
em que LS, inconsistentes persistem no ME, existe uma tendéncia maior em se obter

PFM <m.
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Figura 5.29: Performances do estudante no Experimento 10

A Figura 5.30 apresenta a performance média obtida pelo estudante (Figura 5.30a)
e a média de problemas de aprendizagem ocorridos (Figura 5.30b) neste experimento.
Analisando-se os graficos percebe-se melhoria na performance média do estudante.

Mas, nota-se que problemas de aprendizagem continuaram a ocorrer ao longo de todo o
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Figura 5.30: Médias de performances e problemas de aprendizagem no Experimento 10

processo de aprendizagem, em que pode-se notar uma redugao na média a medida que o

ME se tornou consistente.

5.3.11 Experimento 11

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Intuitivo( Forte), Visual(Moderada), Global (Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inici-
almente inconsistente nas dimensoes Percepcao e Organizagao, contendo respectivamente
preferéncia forte pelo estilo Intuitivo, e leve pelo estilo Global.
A Tabela 5.12 apresenta o nimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E'A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no

ME foi eficientemente eliminada no inicio do processo de aprendizagem.

Tabela 5.12: Resultados do Experimento 11

Iteragoes Prob. de Aprendizagem EA,
400 40 (0,91; 0,09 ) (0,25; 0,75) (0,81; 0,19) (0,11; 0,89)

A Figura 5.32 apresenta o valor da performance PFM do estudante em intervalos
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Figura 5.31: Atualizacao do ME durante Experimento 11

de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que & medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.

A Figura 5.33 apresenta a performance média obtida pelo estudante (Figura 5.33a)

e a média de problemas de aprendizagem ocorridos (Figura 5.33b) neste experimento.

Analisando-se os graficos é possivel notar aumento na performance média do es-
tudante, e queda acentuada na média de problemas de aprendizagem, & medida que as
inconsisténcias existentes no ME sao eliminadas. A queda brusca na média de problemas
de aprendizagem ocorre no tempo em que o ME se torna consistente, revelando o impacto

na performance que tem um EA forte ao nao ser satisfeito pelo processo de ensino.
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Figura 5.33: Médias de performances e problemas de aprendizagem no Experimento 11

5.3.12 Experimento 12

Neste experimento, considera-se um estudante com as seguintes preferéncias:

EA, = {Reflexivo(Forte), Intuitivo( Forte), Verbal(Moderada), Sequencial(Leve)}
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inici-

almente inconsistente nas dimensoes Processamento, Percepgao e Entrada. Neste ponto,

este experimento possibilita a observacao do funcionamento do sistema frente a 3 incon-

sisténcias no ME inicial.

Observando-se a Figura 5.34, nota-se a eficiéncia com que a inconsisténcia na dimen-
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Figura 5.34: Atualizacao do ME durante Experimento 12

sao Processamento foi eliminada, permanecendo estabilizada ao longo de todo o processo.
Nas demais dimensoes, apesar da necessidade de um nimero maior de iteragoes, as in-
consisténcias foram eliminadas com eficécia.

Como resultado, é possivel observar que apesar de haverem 3 inconsisténcias no ME,
o aumento de iteragoes no processo de aprendizagem foi minimo, devido a eliminagao
de tais inconsisténcias no inicio do processo. Esta é uma caracteristica fundamental as
abordagens para modelagem do estudante em seus diversos aspectos, e deve ser sempre
avaliada com cuidado antes de sua utilizagao.

A Tabela 5.13 apresenta o nimero de iteracoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os A, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no

ME foi eficientemente eliminada no inicio do processo de aprendizagem.
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Tabela 5.13: Resultados do Experimento 12

Iteragoes Prob. de Aprendizagem EA,
403 43 (0,12; 0,88) (0,05; 0,95) (0,16; 0,84) (0,81; 0,19)

A Figura 5.35 apresenta o valor da performance PFM do estudante em intervalos
de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que & medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFFM < m.
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Figura 5.35: Performances do estudante no Experimento 12

A Figura 5.36 apresenta a performance média obtida pelo estudante (Figura 5.36a)

e a média de problemas de aprendizagem ocorridos (Figura 5.36b) neste experimento.

Devido a existéncia de 3 inconsisténcias no ME, é possivel notar aumento ainda
maior na performance média do estudante quando comparado aos demais experimentos, e
queda acentuada na média de problemas de aprendizagem, a medida que as inconsisténcias

existentes no ME sdo eliminadas.
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Figura 5.36: Médias de performances e problemas de aprendizagem no Experimento 12

5.3.13 Experimento 13

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Ativo(Forte), Intuitivo(Forte), Verbal(Moderada), Global( Leve) }

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-
mente inconsistente nas dimensoes Percepc¢ao, Entrada e Organizacao.

Observando-se a Figura 5.37, nota-se que as inconsisténcias nas dimensoes Percepc¢ao
e Entrada foram rapidamente eliminadas. A atualizacao dos £'A, na dimensao Organi-
zagao, foi inicialmente equivocada, em que a inconsisténcia foi reforcada no inicio. Em
seguida, a os F'A, nesta dimensao foram devidamente ajustados. Mais uma vez, atribui-se
este comportamento ao nao-determinismo inerente ao processo de deteccao de EA baseado
em AR considerando uma politica mista de explotacao e exploragao (politica e-greedy),
que considera a escolha intencional (com probabilidade €) de uma CEA que pode nao
ser considerada a melhor no estado atual do ME, visando maior eficiéncia na constante
aquisi¢ao de conhecimento, conforme mencionado anteriormente.

A Tabela 5.14 apresenta o ntumero de iteracoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E'A,, armazenados no ME ao final do processo
de aprendizagem. Como pode ser observado, a inconsisténcia inicialmente presente no
ME foi eficientemente eliminada no inicio do processo de aprendizagem.

A Figura 5.38 apresenta o valor da performance PFM do estudante em intervalos
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Figura 5.37: Atualizacao do ME durante Experimento 13

Tabela 5.14: Resultados do Experimento 13

Iteragoes
406

Prob. de Aprendizagem
46

EA,
(0,83; 0,17) (0,04; 0,96) (0,12; 0,88) (0,26; 0,74)

de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se

que & medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.

A Figura 5.39 apresenta a performance média obtida pelo estudante (Figura 5.39a)

e a média de problemas de aprendizagem ocorridos (Figura 5.39b) neste experimento.

Um namero maior de iteracoes foram gastos, devido a ocorréncia de 46 problemas



5.3. Experimentos e Anélise dos Resultados Obtidos 157

w0l
90
85
75{[
6511
60
454
40|
35
25

Performance

0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425

Figura 5.38: Performances do estudante no Experimento 13

- @ o ~

Performance Média
w

Problemas de Aprendizagem

~

25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400

Iteragdes do processo de aprendizagem coes do de

(a) Performance (b) Problemas de Aprendizagem

Figura 5.39: Médias de performances e problemas de aprendizagem no Experimento 13

de aprendizagem. Nao obstante, é possivel notar aumento na performance média do
estudante, e queda acentuada na média de problemas de aprendizagem, & medida que as

inconsisténcias existentes no ME sao eliminadas.

5.3.14 Experimento 14

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Reflexivo(Forte), Intuitivo( Forte), Visual(Moderada), Global( Leve)}

Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inici-
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almente inconsistente nas dimensoes Processamento, Percepcao e Organizacao, em que

duas preferéncias fortes e uma leve nao estao sendo satisfeitas.

L]
0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400
des do processo de i teracdes do processo de aprendizagem

(a) Processamento (b) Percepgao

EA probabhilisticos no ME (x 100)

L]
0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400
des do processo de i lteragdes do processo de aprendizagem

(e v
(c) Entrada (d) Organizacao

0
0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400

Figura 5.40: Atualizagao do ME durante Experimento 14

Como pode ser observado na Figura 5.40, as inconsisténcias inicialmente presentes
no ME foram eficientemente eliminadas no inicio do processo de aprendizagem.

A Tabela 5.15 apresenta o numero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os EA, armazenados no ME ao final do processo
de aprendizagem. Apesar de duas preferéncias fortes estarem inicialmente inconsistentes,
a quantidade de problemas de aprendizagem foi menor em relagao ao experimento anterior.

A Figura 5.41 apresenta o valor da performance PFM do estudante em intervalos
de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variagao
na obtengao de PFFM > m e PFM < m, entre este e os demais experimentos. Nota-se

que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior
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Tabela 5.15: Resultados do Experimento 14

Iteragoes Prob. de Aprendizagem EA,
403 43 (0,20; 0,80) (0,12; 0,88) (0,78; 0,22) (0,18; 0,82)

em se obter PFM < m.
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Figura 5.41: Performances do estudante no Experimento 14

A Figura 5.42 apresenta a performance média obtida pelo estudante (Figura 5.42a)

e a média de problemas de aprendizagem ocorridos (Figura 5.42b) neste experimento.
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Figura 5.42: Médias de performances e problemas de aprendizagem no Experimento 14

Conforme esperado, é possivel notar aumento na performance média do estudante, e
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queda na média de problemas de aprendizagem, & medida que as inconsisténcias existentes

no ME sao eliminadas.

5.3.15 Experimento 15

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Reflexivo(Forte), Sensitivo(Forte), Verbal(Moderada), Global (Leve) }
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inicial-

mente inconsistente nas dimensoes Processamento, Entrada e Organizacgao.
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Figura 5.43: Atualizacao do ME durante Experimento 15

Como pode ser observado na Figura 5.43, as inconsisténcias inicialmente presentes
no ME foram eficientemente eliminadas no inicio do processo de aprendizagem.

A Tabela 5.16 apresenta o nimero de iteracoes deste experimento, a quantidade de
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problemas de aprendizagem ocorridos e os E A, armazenados no ME ao final do processo
de aprendizagem. Nota-se uma quantidade um pouco menor de problemas de aprendi-
zagem em relacao ao experimento anterior, podendo-se atribuir isto ao fato de apenas 1

preferéncia forte ser inicialmente contrariada neste experimento.

Tabela 5.16: Resultados do Experimento 15

Iteragoes Prob. de Aprendizagem EA,
399 39 (0,17; 0,83) (0,81; 0,19) (0,19; 0,81) (0,20; 0,80)

A Figura 5.44 apresenta o valor da performance PFM do estudante em intervalos
de 5 se¢oes de aprendizagem, obtidas neste experimento. O intuito é observar a variacao
na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.
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Figura 5.44: Performances do estudante no Experimento 15

A Figura 5.45 apresenta a performance média obtida pelo estudante (Figura 5.45a)
e a média de problemas de aprendizagem ocorridos (Figura 5.45b) neste experimento, em
que é possivel observar melhoria da performance e reducao dos problemas de aprendiza-

gem.
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Figura 5.45: Médias de performances e problemas de aprendizagem no Experimento 15

E importante notar na Figura 5.45b elevacoes bruscas na média de problemas de
aprendizagem, ocorridas mesmo apés o ME estar totalmente consistente com os F'A, do
estudante, em que é possivel notar a elevacao do valor da média de 1 para 6. Assim
como em um processo de aprendizagem real, outros fatores podem exercer influéncia na
performance do estudante. Alguns destes fatores sao delineados por Brusilovsky et al.
(1998); Zakaria e Brailsford (2002); Wu et al. (2001); Graf e Kinshuk (2009a); Clifford
(2004); De Bra e Calvi (1998); Brusilovsky et al. (1996a); Hook et al. (1997); Chen e
Macredie (2002). Além disto, diante da politica de AR implementada, pode ocorrer a
escolha intencional de uma CEA que pode nao ser considerada a melhor no estado atual,
considerando que EA podem variar, devido aos seus aspectos nao-estacionéario e nao-
deterministico, o que leva a necessidade de se considerar agoes que nao sejam consideradas
as melhores no estado atual, visando a aquisicao de conhecimento pela exploracao, sendo

este um ponto fundamental desta abordagem.

5.3.16 Experimento 16

Neste experimento, considera-se um estudante com as seguintes preferéncias:
EA, = {Reflexivo(Forte), Intuitivo(Forte), Verbal(Moderada), Global(Leve)}
Considerando-se este perfil de estudante, o ME apresentado na Tabela 5.1 é inici-

almente inconsistente em todas as dimensodes. Como pode ser observado na Figura 5.46,
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as inconsisténcias inicialmente presentes no ME foram eficientemente eliminadas no inicio

do processo de aprendizagem.
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Figura 5.46: Atualizagao do ME durante Experimento 16

A Tabela 5.17 apresenta o numero de itera¢oes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os £ A, armazenados no ME ao final do processo de
aprendizagem. Apesar das quatro dimensoes de EA estarem inicialmente inconsistentes no
ME, o aumento na quantidade de problemas de aprendizagem foi muito pequeno, apenas
1 a mais do que no experimento 13, por exemplo. Atribui-se isto ao fato da eficiéncia
e eficacia com que foram corrigidas as inconsisténcias no ME, conforme observa-se na
Figura 5.46.

A Figura 5.47 apresenta o valor da performance PFM do estudante em intervalos
de 5 segoes de aprendizagem, obtidas neste experimento. O intuito é observar a variacao

na obtencao de PFM > m e PFM < m, entre este e os demais experimentos. Nota-se
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Tabela 5.17: Resultados do Experimento 16

Iteragoes Prob. de Aprendizagem EA,
407 47 (0,15; 0,85) (0,17; 0,83) (0,16; 0,84) (0,22; 0,78)

que a medida em que LS, inconsistentes persistem no ME, existe uma tendéncia maior

em se obter PFM < m.

Performance
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Figura 5.47: Performances do estudante no Experimento 16

A Figura 5.48 apresenta a performance média obtida pelo estudante (Figura 5.48a)

e a média de problemas de aprendizagem ocorridos (Figura 5.48b) neste experimento.
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Figura 5.48: Médias de performances e problemas de aprendizagem no Experimento 16
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Em todos os experimentos, os EA, no ME foram corrigidos eficientemente. Em
uma ultima analise, apresenta-se os resultados obtidos ao se executar este experimento
considerando-se a taxa de aprendizagem o = 0. Ou seja, nao havera aprendizagem, e

consequentemente o ME nao serd modificado. A Figura 5.49 mostra este resultado.
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Figura 5.49: Atualizacao do ME durante Experimento 16 com o« = 0

A Tabela 5.18 apresenta o ntimero de iteragoes deste experimento, a quantidade de
problemas de aprendizagem ocorridos e os E A, armazenados no ME ao final do processo
de aprendizagem. Conforme esperado, um crescimento consideravel na quantidade de
problemas de aprendizagem foi observado, em que registrou-se 314 problemas de apren-
dizagem.

A Figura 5.50 apresenta o valor da performance PFM do estudante em interva-
los de 5 secoes de aprendizagem, obtidas neste experimento. E possivel observar que

apesar das inconsisténcias nao serem eliminadas do ME, perdurando durante todo o
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Tabela 5.18: Resultados do Experimento 16 com o = 0

Iteragoes Prob. de Aprendizagem EA,

674 314 (0,70; 0,30) (0,70; 0,30) (0,70; 0,30) (0,70; 0,30)

processo de aprendizagem, performances satisfatorias (PFM > 60), inclusive méximas
(PFM = 100), continuaram a ocorrer, ja que deixar de fornecer suporte a EA nao deter-
mina o fracasso do estudante, mas dificulta a aprendizagem. Percebe-se claramente uma
quantidade muito maior de performances insatisfatorias (PFM < 60) neste experimento

em relagao aos experimentos anteriores.
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Figura 5.50: Performances do estudante no Experimento 16 com a = 0

A Figura 5.51 apresenta a performance média obtida pelo estudante (Figura 5.51a)
e a média de problemas de aprendizagem ocorridos (Figura 5.51b).

Observando-se os graficos, nota-se que a eficiéncia do processo de aprendizagem foi
reduzida drasticamente, ja que, em relagao ao resultado obtido com a = 0,5, a perfor-
mance média ficou muito abaixo, com pico em torno de 70, e a média de problemas de
aprendizagem aumentou muito, mantendo-se alta ao longo de todo o processo, chegando

a 14.

Acredita-se que os resultados obtidos e apresentados neste capitulo validam a abor-
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Figura 5.51: Médias de performances e problemas de aprendizagem no Experimento 16
com o = 0

dagem proposta neste trabalho, sendo esta passivel de ser implementada e experimentada
em processos de aprendizagem reais. Sem o recurso de simulacao de estudantes estes
resultados ainda estariam longe de serem obtidos, devido ao longo tempo e ao alto custo
necessario a realizacao de testes com estudantes reais.

A analise dos resultados permitem verificar que quando os FA, do estudante sao
satisfeitos, sua chance de sucesso aumenta, conforme pontuado em diversos trabalhos?.

Isto permite afirmar que o ambiente de simulagao reproduz a realidade, o que é
indispensavel para validagao dos resultados gerados pela abordagem proposta. Desta
forma, os resultados obtidos ilustram exatamente o que deve ocorrer em um processo de
aprendizagem real, considerando-se que as teorias e estudos sobre estilos de aprendizagem
analisados neste trabalho estejam corretos, desde a proposta original de Felder e Silverman
(1988) até investigagoes recentes sobre EA | tal como aquelas apresentadas por Haider et al.
(2010), em que se baseia o presente trabalho.

No Apéndice A, sao apresentados experimentos considerando-se um ME inicial em
que a DEA = 0 em todas as dimensoes, ou seja, nenhuma informacao inicial foi obtida a

respeito das preferéncias do estudante. Ao se comparar os resultados obtidos nos experi-

3Graf e Kinshuk (2009a); Graf e Liu (2008); Coffield et al. (2009); Cristea e Stash (2006); Alfonseca
et al. (2006); Franzoni e Assar (2009); Stash et al. (2004); Graf e Lin (2007); Velazquez e Assar (2007);
Franzoni et al. (2008); Carver Jr et al. (2002); Graf e Kinshuk (2007); Bajraktarevic et al. (2003);
Sangineto et al. (2008); Terry et al. (1995); Friedel e Rudd (2006); Cristea (2005); Vasilyeva et al. (2006)



168 Capitulo 5. Verificagao e Validagao da Abordagem Proposta

mentos apresentados neste capitulo com aqueles apresentados no Apéndice A, percebe-se
que que inconsisténcias iniciais no ME, obtidas através de questionarios psicométricos
como o ILSQ, podem trazer prejuizos maiores do que a nao aplicacao deste tipo de ins-
trumento, sendo, entao, necessario alto nivel de seriedade, comprometimento e veracidade

por parte dos estudantes no preenchimento destes questionérios.

Ao se comparar os resultados, percebe-se que sendo o ME inicialmente inconsistente,
h& um aumento na quantidade de iteragoes do processo de aprendizagem, devido ao
aumento da dificuldade do processo de aprendizagem. Através da anélise gréafica é possivel
notar que é mais rapido inferir corretamente um EA quando se tem DEA = 0 do que

corrigir uma inconsisténcia pré-existente no ME.

Pode-se concluir entao que é melhor utilizar questionarios psicométricos como um
recurso opcional do que obrigar o estudante a respondé-lo, que pode vir a fazé-lo de forma
inconsistente, considerando-se que é necesséario certo esforco nesta tarefa e que ela de-
manda tempo e concentragdo do estudante. De acordo com (Garcia et al., 2007), um
problema com testes psicométricos baseados em web é que sao muito longos, ou os estu-
dantes nao estao cientes das consequéncias ou usos futuros de suas repostas, tendendo a
escolher repostas arbitrariamente ao invés de pensar cuidadosamente sobre elas. Entao, os
resultados obtidos podem ser inconsistentes em relacao aos seus reais aspectos cognitivos

e preferéncias de EA.

Porém, quando um questionario psicométrico é aplicado e detecta corretamente
uma ou mais preferéncias, estas sao conservadas ao longo do processo de aprendizagem,
e apenas aquelas preferéncias inconsistentes sao efetivamente corrigidas. Isto é um fato
interessante de se observar, ja que todas as preferéncias, em todas as dimensoes, mesmo
aquelas que ja estao corretas, sao atualizadas sempre que se identifica um problema de
aprendizagem, ja que o sistema nao sabe quais sao as preferéncias corretas e quais sao
as incorretas, por nao conhecer os F A, do estudante. Porém, apenas aquelas que estao

incorretas sao efetivamente alteradas, convergindo em dire¢ao aos FA,.

Acredita-se que os resultados dos experimentos apresentados mostram a eficiéncia e
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eficacia da abordagem proposta, e permitem consideré-la promissora na implementagao
de novos SAIE e na agregacao de adaptatividade a LMS ja existentes. Conclui-se, entao,
apos a analise apresentada, que mesmo desconhecendo as preferéncias verdadeiras do
estudante e o peso de cada uma delas, é possivel inferi-las eficientemente através de um
modelo estocastico baseado em CEA, corrigindo-se automaticamente inconsisténcias entre
seu desempenho e suas preferéncias, que sao dindmicas e podem variar ao longo do tempo
e em diferentes circunstancias.

Desta forma, considera-se aqui a validade dos resultados obtidos, mesmo que inicial-
mente em um ambiente de simulacao, ja que traduzem os resultados obtidos baseados em
um modelo probabilistico desenvolvido com base em estudos que analisaram a variacao de
desempenho de estudantes reais em cursos que nao atendem seus estilos de aprendizagem,
conforme apresentado por Haider et al. (2010); Graf et al. (2008); Kinshuk et al. (2009).

Fica evidente a necessidade de se contar com uma ferramenta automatizada para
corrigir informagdes inconsistentes sobre EA, caso existam, pois o prejuizo ao processo de
ensino-aprendizagem ¢é notorio, ficando evidente ao se observar o aumento de problemas
de aprendizagem que podem ocorrer devido a tais inconsisténcias. Desta forma, pode-se
observar uma elevacao real da quantidade de iteragoes necessarias ao processo de apren-
dizagem devido ao aumento na dificuldade de aprendizagem a medida que inconsisténcias
relacionadas a EA ocorrem no ME.

Finalmente, nao se afirma aqui que um estudante real necessitara do mesmo niimero
de iteragoes necessarios ao estudante simulado para conclusao de um curso, mas que as
proporcoes relativas a diferenca no nimero de iteracoes entre os diversos experimentos re-
alizados sao compativeis com a realidade. O préximo capitulo expoe algumas observacoes,

tece conclusoes finais sobre o trabalho e aponta alguns trabalhos futuros.






Capitulo 6

Conclusoes e Trabalhos Futuros

SAIE sao uma nova abordagem em educagao. Um fator indispensével neste tipo de
sistema € a identificacdo precisa de EAs dos estudantes, de modo a fornecer contetido
o mais apropriado possivel as necessidades individuais. Um desafio na construcao de
sistemas capazes de fornecer adaptatividade baseada em EA é a construcao de MEs fieis

A realidade.

Existem diversas propostas para modelagem de caracteristicas do estudante em
SAIE. Em (Martins et al., 2008), uma visao geral destas propostas é apresentada, e
pontos especificos de cada uma s@o discutidos. Também, em (Garcia et al., 2007), o pro-
blema da modelagem do estudante é discutido em suas vérias vertentes, e categoriza uma
diversidade de propostas de acordo com diferentes fatores, por exemplo, o conteiido do
ME, o tipo de estudante a ser modelado, como o modelo ¢é atualizado, com que finalidade
o modelo é usado, dentre outros. Em relacao a modelagem do estudante, um aspecto ino-
vador é a modelagem probabilistica de EA do estudante. Uma vantagem desta abordagem

é que permite representar e tratar adequadamente os aspectos de incerteza discutidos.

Neste contexto, este trabalho apresenta uma abordagem probabilistica para modela-
gem automaética e dinamica de EA baseada em CEA e AR, em que uma CEA corresponde
a uma categoria pedagogica bem definida de estudantes, e indica ac¢oes instrucionais a se-

rem executadas pelo agente pedagbgico, que gradativamente aprende sobre qual acao



172 Capitulo 6. Conclusoes e Trabalhos Futuros

instrucional ¢ mais apropriada a um estudante. Em relacao & modelagem do estudante,
um aspecto inovador é a modelagem probabilistica de EA do estudante. Uma vantagem
desta abordagem é que permite representar e tratar adequadamente os aspectos de incer-
teza discutidos, o que possibilitou a obtencao de resultados promissores nos experimentos

realizados.

Um outro aspecto importante deste trabalho em relagao as abordagens analisadas
é a utilizacao de Aprendizagem por Refor¢o para modelagem automética e dinamica do
estudante considerando EA, o que elimina a necessidade de aprendizagem supervisionada.
A abordagem proposta neste trabalho tem o foco principal no fornecimento de uma expe-
riéncia de aprendizagem que atenda aos EA dos estudantes no cumprimento de objetivos

de aprendizagem bem definidos.

Mas, também vai além, e incorpora pontos importantes introduzidos por teéricos da
educagao, tais como Messick (1976) e Felder e Spurlin (2005), que apontam que estudantes
devem também aprender como lidar com cursos e materiais instrucionais que nao atendam
aos seus estilos de aprendizagem preferidos, devendo os estudantes ser também treinados
a utilizar e desenvolver outras habilidades, j& que nem sempre cursos adaptados as suas
preferéncias estarao disponiveis. Desta forma, possibilitar o desenvolvimento da habili-
dade em lidar com diferentes estilos instrucionais é de suma importancia em SAIE, sendo
tal possibilidade inerente a abordagem automética e dinamica proposta neste trabalho,

em decorréncia de sua forte natureza estocéastica.

A eficiéncia e eficdcia obtidas por esta abordagem, e comprovadas através de expe-
rimentos apresentados neste trabalho, se devem em grande parte ao fato desta natureza
estocéstica, que se caracteriza principalmente pela representacao da variabilidade e das
incertezas inerentes ao processo de aprendizagem de cada estudante e das possiveis in-
consisténcias presentes no ME e nas informagoes obtidas a seu respeito. Desta forma,
utilizando esta abordagem, um SAIE é, portanto, capaz de constantemente rever as in-
formacgoes armazenadas no ME, e assim fornecer suporte, material de aprendizagem e

atividades que o estudante precisa em determinado momento.
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Considerando este aspecto, este trabalho apresenta resultados promissores, com alto
nivel de precisao e baixo custo computacional, principalmente se comparada a outras abor-
dagens analisadas que utilizam sistemas deterministicos, baseados em regras complexas
e de dificil concepgao, ou em técnicas de aprendizagem supervisionada, em que dificul-
dades relacionadas & implementacao, obtencao de conjuntos de treinamento e alto custo
computacional sao notorias. Tais abordagens geram problemas e dificuldades, conforme
analisado no capitulo 2, em que se discute a inadequacao de tais abordagens ao problema

tratado neste trabalho.

Neste contexto, este trabalho aborda e trata questoes importantes na modelagem
de EA, ignorados pelas abordagens desenvolvidas até o momento, apresentando grande
potencial na construcao de SAIE que levem em consideracao EA para fornecimento da
adaptatividade. Modelar EA de estudantes é uma tarefa complexa, pois estes nao atuam
isoladamente no desempenho do estudante, estando acompanhado de uma série de outros

fatores.

Além disto, EA podem sofrer variagoes ao longo do tempo ou em diferentes contextos
(Messick, 1976) (Kelly e Tangney, 2005) (Castillo et al., 2005), ou seja, nota-se claramente
que este processo é, por natureza, nao-deterministico. Provavelmente, por esta razao, as
cadeias de Markov se mostraram ferramentas tao aderentes e eficazes na construcao de

um modelo eficiente para tratamento adequado deste problema.

Observou-se que ao passo que os EA do estudante sao efetivamente diagnosticados, o
processo de adaptatividade torna-se mais efetivo, & medida que o agente pedagogico passa
a oferecer conteudo cada vez adaptado as preferéncias do estudante, impactando nitida-
mente na melhora de sua performance. Desta forma, pode-se concluir que a abordagem

proposta neste trabalho tem grande potencial no apoio & construgao de SAIE.

A experimentacao desta abordagem se deu através de simulacao de estudantes, faci-
litando muito a analise de variaveis fundamentais a verificagao e validacao da abordagem:
consisténcia e eficiéncia. Pdde-se observar nitidamente o comportamento do modelo em

diferentes contextos e situagoes adversas em todas as 16 categorias pedagogicas, de acordo
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com o conjunto de CEAs.

Em todos os experimentos ministrados obteve-se resultados que demonstram que o
objetivo proposto foi alcancado, e que nos inspiram a implementar e utilizar esta abor-
dagem em processos de aprendizagem reais. Através desta analise, pode-se perceber que
o estudante, ao longo do processo de ensino-aprendizagem, interage probabilisticamente
com contetidos fornecidos segundo uma diversidade de CEAs, e como resultado de seu
desempenho, é realizada a modelagem automatica e dinamica de seus EA, eliminando-se

eficientemente as inconsisténcias no ME.

A validagao do modelo proposto através de técnicas de simulacao computacional foi
fundamental, ja que a implantacao de projetos de e-learning requerem quantias conside-
raveis de recursos financeiros, humanos e de tempo (Graf et al., 2009b). Desta forma,
é de fundamental importancia que se possa avaliar a performance de um modelo antes
de implanta-lo efetivamente em um LMS, devido a complexidade desta tarefa e da quan-
tidade de recursos exigidos. Esta questao ¢ ainda mais critica quando se considera que
a demanda por sistemas de e-learning é cada vez maior, e o nimero de estudantes que

dependem destes sistemas cresce rapidamente (Graf et al., 2009b).

Além disto, sem o uso de simulacao, seria impossivel chegar a esta proposta num
prazo razoéavel, devido a grande quantidade de tempo necessério para realizacao de testes e
experimentos com os estudantes reais e processos de aprendizagem verdadeiros. Conforme
alertam Goguadze et al. (2011) e Shein e Chiou (2011), a realizacdo de testes com os

estudantes reais exige grandes quantidades de dados de longo prazo.

Desta forma, a utilizacao de simulacao de estudantes permitiu testar, ajustar e
melhorar esta abordagem desde o inicio de seu desenvolvimento, o que otimizou sua con-
cepcao. Intimeros ajustes e melhorias estiveram relacionados, principalmente, & criagao
das regras de atualizagao do ME e no calculo do reforco a ser aplicado por essas regras.
Ambos sao pontos cruciais deste trabalho. Portanto, sem o uso de simulacao, prova-
velmente seria impossivel chegar a este resultado num prazo razoavel, devido a grande

quantidade de tempo necessario para se realizar experimentos com estudantes reais.
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E importante ressaltar que ao se testar a abordagem proposta em um processo
de aprendizagem real, seria impossivel conhecer com exatidao os F A, do estudante em
decorréncia dos motivos apontados anteriormente sobre a utilizagao de questionérios, como

o ILSQ), e técnicas deterministicas para inferéncia de EA.

Entao, seria impossivel medir o nivel de consisténcia do ME obtido durante o pro-
cesso de aprendizagem, devido & impossibilidade de se fazer a comparagao dos E'A, com
os /A, obtidos, fundamental a validagao da proposta, impossibilitando-nos, entao, medir
duas variaveis muito importantes na validagao da presente proposta: a eficiéncia em rela-
¢ao ao tempo despendido na detecgao de EA (assim como na corregao de inconsisténcias
existentes no ME) e a eficacia em relacao a consisténcia dos E'A, obtidos em relacao aos

EA, do estudante.

A simulagao computacional com base em modelos matematicos esta hoje presente em
todas as ciéncias e a sua importancia tende a aumentar. E um meio de confrontar teorias
com experimentacao, de antecipar resultados experimentais ou realizar experiéncias de

outro modo inacessiveis ou de elevada dificuldade.

O proximo passo deste trabalho é realizar a integragao da abordagem apresentada
a um LMS existente, a exemplo do Moodle (Moodle, 2010), para que se possa realizar
experimentos com estudantes reais em um AVA capaz de fornecer adaptatividade base-
ada em EA dos estudantes. Com intuito de facilitar a integragao desta abordagem com
AVA existentes, uma possibilidade é o seu fornecimento através de um modelo de SaaS
(software as a service) - software como servigo. Desta forma, através de um webservice
poder-se-ia fornecer o servigo de modelagem automatica e dindmica de EA para AVA
existentes de forma mais simples e transparente, com alto desacoplamento entre as dife-
rentes solugoes, permitindo a modularizagao, reaproveitamento e integracao de processos

de sistemas heterogéneos.

Um trabalho ja em andamento remete a recuperacao automatica de objetos de apren-
dizagem na web através de seus metadados, levando-se em consideracao caracteristicas

especificas de EA. Para isto, o sistema deve fazer uma comparacao das caracteristicas e
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preferéncias do estudante com as caracteristicas pedagogicas de cada objeto. A reutili-
zacao em larga escala de repositorios de objetos de aprendizagem e a interoperabilidade
em ambientes virtuais de aprendizagem tem sido possibilitadas por tecnologias da web se-
mantica (Davies, 2006), que tem sua base na eXtensible Markup Language (XML) (W3C,
2010a) e em padroes para representagao de conhecimento tais como o Resource Descrip-
tion Framework RDF (W3C, 2010b) e a Web Ontology Language (OWL) (W3C, 2010c).
A busca e manipulagao deste conhecimento intercambiavel é facilitada por linguagens de

consulta, tal como a XQuery (W3C, 2010d).

Neste contexto, padroes de metadados para indexacao de objetos de aprendizagem
tais como o Learning Object Metadata (LOM) (IEEE, 2010b) e o Sharable Content Object
Reference Model (SCORM) (Power et al., 2005), sao de extrema importancia na reutiliza-
¢ao deste contetdo e, também, facilitam a definicao de regras de navegacao condicionais e
adaptativas levando-se em consideragao as caracteristicas presentes no ME (Giotopoulos

et al., 2005).

O uso de todos estes padroes culminando em reutilizacao em larga escala tende a
reduzir muito o custo da autoria em SAIE, tornando viavel elevado grau de adaptatividade,
como o proposto neste trabalho. Algumas consideragoes sobre o uso de XML e seus
padroes na construgao de SAIE sdo discutidos por Benadi et al. (2004) e Meccawy et al.
(2006). Dificuldades relacionadas ao fornecimento de adaptatividade baseada em EA sao

discutidas por Vasilyeva et al. (2006).

Algumas aplica¢oes que usam o SCORM como base para personalizacao do ensino
sao apresentadas por Power et al. (2005) e Bhatt e Rao (2006). Neste ambito, ressalta-se
o trabalho de Bhatt e Rao (2006), que apresenta um conjunto de objetos de aprendizagem
desenvolvidos para dar suporte aos objetivos de aprendizagem da Taxonomia de Bloom,

demonstrando como os metadados para estes objetos de aprendizagem podem ser criados

com SCORM e LOM.

Também, encontra-se atualmente em desenvolvimento um moédulo de interface com

o usuério para apresentacao de conteudo através da utilizacdo de técnicas de HA para
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adaptacao de contetido e navegagao, considerando-se os EA do estudante. Para isto, tem-
se trabalhado no relacionamento das particularidades de cada EA do FSLSM as técnicas
fornecidas pela HA, o que é um ponto crucial deste modulo. Para isto, tem-se levado
em consideracao importantes trabalhos relacionados & aplicacao da HA na construcao de

SAIE!.

Como expansao da abordagem apresentada neste trabalho, tem sido desenvolvida
uma abordagem hibrida para o tratamento da incerteza na modelagem do estudante,
unindo a Teoria dos Conjuntos Fuzzy (Pedrycz e Gomide, 2007) com a Teoria das Proba-
bilidades (Papoulis et al., 2002) afim de se produzir um melhor tratamento da incerteza
inerente & inferéncia da categoria pedagogica (representadas pelas CEAs) a qual um es-

tudante pertence, levando-se em consideracao seus EA.

Desta forma, a classificacao probabilistica dos estudantes a partir da descrigao pro-
babilistica dos FA, no ME representando variaveis aleatorias fuzzy (Shapiro, 2009) dao
margem a Distribui¢oes de Probabilidade Fuzzy (Boswell e Taylor, 1987) e, consequente-
mente, a representagdo de conjuntos fuzzy probabilisticos (Hirota, 1981).

Considerando as categorias pedagogicas definidas pelas CEAs como conjuntos fuzzy
probabilisticos, esta abordagem nao considera que o estudante pertenca a uma categoria
pedagogica especifica, mas sim que o estudante possui um grau de pertinéncia probabilis-
tico a todas as 16 categorias pedagogicas definidas. Desta forma, tem-se nesta abordagem
um ME baseado em Logica Fuzzy Probabilistica, em que o processo de desfuzificagao
deve ocorrer nao por meio de regras deterministicas, mas através de modelos de inferéncia

estocasticos.

Além disto, esta sob investigacao a evolucao desta abordagem para uma abordagem

'Brusilovsky et al. (1998); Zakaria e Brailsford (2002); Clifford (2004); De Bra e Calvi (1998); Bru-
silovsky et al. (1996a); Brusilovsky (2001a); Cristea e Stash (2006); Stash et al. (2004); Specht e Op-
permann (1998); Graf e Kinshuk (2007); Bajraktarevic et al. (2003); Sangineto et al. (2008); Limongelli
et al. (2009); De Bra et al. (2006); Weber e Brusilovsky (2001); Cristea ¢ de Mooij (2003); Paredes e
Rodriguez (2006); Stern e Woolf (2000); Grigoriadou et al. (2001); Iglesias et al. (2009b,a); Martins et al.
(2008); Brusilovsky e Millan (2007); Cristea (2007, 2005); Meccawy et al. (2006); Brown (2007); Trif et al.
(2010); Karagiannidis e Sampson (2004); Botsios, S. and Georgiou, D. and Safouris, N. (2008); Paredes
e Rodriguez (2004); Brusilovsky e Peylo (2003); Palazzo et al. (1999); Candotti et al. (2006); Oliveira e
Fernandes (2002); Zanchett et al. (2004); Cristea e Calvi (2003)
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baseada em Algoritmos Genéticos (AG) (Eiben e Smith, 2003; Chipperfield et al., 1994;
Goldberg, 1989; Linden, 2006). Considerando-se que AG também modelam um processo
estocastico, devido a sua natureza probabilistica, mantem-se a natureza estocéstica do
processo de deteccao e correcao automatica dos EAs, mas abrindo uma infinidade de
novas possibilidades através da aplicacao de operadores genéticos existentes ou de novos
operadores que venham a ser propostos considerando-se especificamente o dominio de

modelagem de EA.

Um esbogo inicial desta abordagem foi inicialmente apresentado em (Dorga et al.,
2011b), na qual uma CEA é estocasticamente selecionada a partir de uma populagao
através de um método de selegdo estocastica Goldberg (1989) durante uma se¢ao de
aprendizagem. Nesta abordagem, a aptidao de um individuo é calculada pela funcao P,
apresentada no capitulo 4. A probabilidade de selecao de um individuo 7 é dada pela

razao entre seu fitness e o somatorio do fitness de todos os individuos.

Em (Dorga et al., 2012a) é realizada uma comparagao entre a abordagem apresentada
neste trabalho e aquela baseada em AG. Experimentos mostraram a eficiéncia e eficacia
de ambas. Podde-se concluir que apesar da abordagem baseada em AG aparentemente
apresentar convergéncia mais rapida em direcao aos F'A, do estudante, por vezes novas
inconsisténcias surgem no ME ao longo do processo de aprendizagem, o que nao ocorre

com a abordagem apresentada neste trabalho.

Além disto, a abordagem baseada em AG gera um custo computacional conside-
ravelmente maior, devido a necessidade de avaliacao dos individuos na populacao e aos
processos de cruzamento e mutacgao a cada secao de aprendizagem, ou seja, a cada iteracao
do algoritmo apresentado no capitulo 4, o que pode gerar problemas de escalabilidade a
medida que a quantidade de estudantes que utilizam o sistema cresce. Além disto, cria-se
necessidade de se armazenar e manter uma populacao de CEAs para cada estudante. En-
tao, uma vantagem importante da abordagem apresentada neste trabalho é o baixo custo
computacional quando comparada a outras abordagens, j4 que nao demanda nenhum

processamento adicional além do calculo e aplicacao do reforgo aos E'A, armazenados no
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ME.

Neste trabalho, uma dificuldade encontrada foi a modelagem do processo de simu-
lacao da aprendizagem, especificamente no que tange a inferéncia de um valor para a
performance do estudante frente ao processo de avaliagao. Tal modelagem foi fundamen-
tal neste trabalho, ja que a atualizacao das preferéncias de estilos de aprendizagem do
estudante é baseada na avaliagao de seu desempenho ao longo do curso. Outra dificul-
dade esta relacionada ao calculo do reforco R. A priori foi utilizado um valor constante,
que nao se mostrou eficiente na atualizagao dos EA. Desta forma, o calculo de R com
base em DEA e PFM surgiu apoés a realizagao de diversos testes. Percebeu-se através de
experimentos que considerar o valor de R inversamente proporcional & DEA e PFM seria
uma abordagem interessante.

Um ponto importante na fase experimental foi a necessidade de se estabelecer um
limite R,,,, para R e a configuracao do valor de a. Desta forma, como trabalho futuro
tem-se também a otimizacao do valor de R,,,, e a através de um método de inteligéncia
computacional (Konar, 2005) apropriado, tal como algoritmos genéticos (Goldberg, 1989).
Neste contexto, encontrar os valores 6timos de R,,.. € « significa otimizar ainda mais os
resultados apresentados neste trabalho, tornando esta abordagem ainda mais eficiente.

Finalmente, pdde-se verificar que, com o objetivo de se adaptar o contetido, o ambi-
ente e a sequéncia de atividades as caracteristicas dos estudantes em SAIE, vérios traba-
lhos apresentam propostas de utilizagao de EA na modelagem do estudante e no forneci-
mento de adaptatividade. Porém, como apresentado, nenhum deles levam em considera-
¢ao a necessidade de se implementar este processo de forma probabilistica, observando-se
a natureza fortemente estocéstica do processo de ensino-aprendizagem e de modelagem

automatica e dinamica de EA, conforme apresentou-se neste trabalho.
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Apéndice A

Experimentos considerando DEA =0 no

ME i1nicial

Os experimentos apresentados neste apéndice foram realizados considerando-se o ME

inicial apresentado na Tabela A.1.

Tabela A.1: ME inicial

Estilos de Aprendizagem

Processamento Percepcao Entrada Organizacao
Ativo | Reflexivo | Sensitivo | Intuitivo | Visual | Verbal | Sequencial | Global
0,50 0,50 0,50 0,50 0,50 0,50 0,50 0,50

Estado Cognitivo e Objetivos de Aprendizagem
EC ={(C0,-1)...(C59,—-1)}
OA = {{(C0,5)...(C59,5)}

Para a realizacao destes experimentos, considerou-se o valor da performance minima
esperada m = 60,0% e a taxa de aprendizagem o = 0,5. Pode-se concluir através da
analise grafica que é mais rapido inferir corretamente um EA quando se tem DEA = 0 do
que corrigir uma inconsisténcia pré-existente no ME. Ao se comparar os resultados obtidos
nestes experimentos com aqueles apresentados no capitulo 5, percebe-se que sendo o ME
inicialmente inconsistente, hd4 um aumento na quantidade de iteracoes do processo de

aprendizagem, devido ao aumento da dificuldade inicial do processo de aprendizagem.
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A.1 Experimento 1

EA, = {Ativo(Forte), Sensitivo( Forte), Visual(Moderada), Sequencial(Leve)}

robabilisticos no ME (x 100)

0 : : i i i i ‘ 4
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Iteragdes do processo de aprendizagem

(a) Processamento (b) Percepgao

0 ‘ 4 : i i i i : ‘
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coes do processo de

A probabilisticos no ME (x 100)

| i i 0 it it | I | I i 4
275 300 325 350 375 400 o 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400
i Iteragdes do processo de aprendizagem

(c) Entrada (d) Organizagao

o i | ;
o 25 50 75 100 125 150 175 200 225 250
des do processo de

Figura A.1: Atualizagdo do ME no Experimento 1

Tabela A.2: Resultados do Experimento 1

Iteragoes Prob. de Aprendizagem EA,
399 39 (0,72; 0,28) (0,84; 0,16) (0,75; 0,25) (0,85; 0,15)
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Figura A.2: Performances do estudante no Experimento 1

Problemas de Aprendizagem
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Figura A.3: Médias de performances e problemas de aprendizagem no Experimento 1
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A.2 Experimento 2

EA, = {Reflexivo(Forte), Sensitivo(Forte), Visual(Moderada), Sequencial(Leve)}

375 400

0 4 i L i L i L i I 0 L L i L i
o 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 o 25 50 75 100 125 150 175 200 225 250 275 300 325 350

coes do processo de

Iteragdes do processo de aprendizagem

(a) Processamento (b) Percepgao

EA probabilisticos no ME (x 100)

o ; ; ]
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Iteragdes do processo de aprendizagem

(c) Entrada (d) Organizagao

o [ (I (-
o 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400

des do processo de

Figura A.4: Atualizagdo do ME durante Experimento 2

Tabela A.3: Resultados do Experimento 2

Iteragoes Prob. de Aprendizagem EA,
392 32 (0,14; 0,86) (0,76; 0,24) (0,87; 0,13) (0,83; 0,17)
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Figura A.5: Performances do estudante no Experimento 2

Problemas de Aprendizagem
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Figura A.6: Médias de performances e problemas de aprendizagem no Experimento 2
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