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Resumo

A inatividade fisica é o quarto maior fator de risco de morte no mundo. Uma
das acgoes que pode incentivar as pessoas a praticarem mais exercicios é o monito-
ramento de suas atividades. Sensores de acelerdmetro, juntamente com técnicas de
aprendizado de maquina, podem identificar a atividade desempenhada pelo usuario.
Essa técnica é conhecida na literatura como Reconhecimento de Atividade Humana
(RAH). Em cenérios de RAH, é ideal que os dados sejam tratados como um Fluxo
Continuo de Dados (FCDs), porque os dados coletados do sensor de acelerémetro
chegam de forma continua e em alta velocidade, e sdo potencialmente infinitos. Este
trabalho apresenta o aplicativo Activity Recognition, desenvolvido para o sistema
operacional Android, que realiza a coleta de dados do sensor de acelerémetro do
smartphone do usuario e identifica a atividade desempenhada pelo mesmo, usando
técnicas de aprendizado de méaquina. Além disso, o aplicativo disponibiliza uma
funcionalidade destinada para pesquisadores da drea de RAH que permite obter os
dados parciais de cada etapa do Reconhecimento de Atividade Humana, desde a
coleta até o reconhecimento da atividade. O aplicativo também permite a visualiza-
¢ao gréafica das atividades identificadas no monitoramento do usuario. O aplicativo
desenvolvido possui potencial para ser disponibilizado em um servico de distribuicao
digital de aplicativos.

Palavras-chaves: Reconhecimento de Atividade Humana, Fluxo Continuo de Da-
dos, monitoramento de atividade, acelerémetro.
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1 Introducao

1.1 Contextualizacao

A pratica de atividades fisicas no Brasil ainda é insuficiente. Segundo a Orga-
nizacdo Mundial da Satde (OMS) (SAUDE, 2014) a inatividade fisica é o quarto mais
importante fator de risco de morte no mundo. No Brasil, 62,1% das pessoas com 15 anos ou
mais nao praticaram qualquer tipo de esporte ou atividade fisica em 2015 (IBGE, 2015).

A inatividade fisica pode levar a doencgas cronicas como obesidade, diabetes e hipertensao.

Os exercicios fisicos sao muito importantes para manter a saude e qualidade de
vida das pessoas (DELUNARDO; RIBEIRO, 2018). Além de praticar exercicios, é impor-
tante dimensionar a quantidade de atividade realizada. Para isso, o monitoramento das
atividades de um usuério é uma tarefa importante, que permite identificar as atividades
mais frequentes, bem como quanto de atividades de repouso e movimento o usuario exe-
cuta. Uma das formas de monitorar a quantidade de atividade desenvolvida é por meio
de entrevistas e questionarios, que sao formatos subjetivos e que dependem da avaliagao

do usuario.

Estudos estao sendo desenvolvidos para ajudar a populacao a intensificar e mo-
nitorar a pratica de atividades fisica. Um dos estudos desenvolvidos objetiva o uso de
sensores de acelerometros para reconhecer a atividade desenvolvida pelo usuario, o qual é
um método quantitativo e mais preciso que métodos subjetivos (SILVA, 2015). Os acelerd-
metros estimam a aceleragao, velocidade e deslocamento nos eixos X, Y e Z (RAVI, 2005).
Esse sensor pode ser encontrado em smartphones e smartwatches, tornando-o acessivel e

de facil manuseio.

A partir dos dados coletados dos sensores de acelerémetro e utilizando técnicas de
aprendizado de maquina, é possivel identificar a atividade desempenhada pelo usuario.
Os trabalhos (BAYAT, 2014; RAVI, 2005; SUN, 2010) sao exemplos de pesquisas que
desenvolveram um estudo de pré-processamento dos dados brutos obtidos pelo sensor
e posteriormente diferentes técnicas de classificacao atividades foram aplicadas. Esses

trabalhos alcancaram altas taxas de acuracia na identificacao da atividade desempenhada.

Existem muitos estudos que mostram as diferentes etapas de Reconhecimento de
Atividade Humana (RAH) desde a coleta até a classificagdo, porém poucos sao os apli-
cativos desenvolvidos para tal tarefa. Além disso, muitos trabalhos executam a tarefa
de classificacdo em um cenario batch, também chamado estatico, e apenas poucos tra-
balhos consideram esses dados com um fluxo continuo de dados (FCDs), que precisa ser

monitorado de forma online.
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Neste trabalho, foram utilizadas as técnicas de RAH, comumentes usadas na li-
teratura, para o desenvolvimento de um aplicativo (APP) Android nativo para RAH. O
aplicativo podera ser usado tanto por pessoas que desejem monitorar suas atividades,
quanto por pesquisadores da area de RAH, que desejem montar seus proprios experi-
mentos e treinar o modelo de classificacao de atividades. O aplicativo ainda permite a
visualizacao grafica de um sumario de quais atividades foram desempenhadas durante um

periodo de tempo.

1.2 Motivacao

Com o objetivo de monitorar o desenvolvimento de atividades, varios trabalhos,
como, (BAYAT, 2014; RAVI, 2005; SUN, 2010; MARTINS, 2018; GIACOMELLI, 2018a)
desenvolveram um estudo teérico sobre Reconhecimento de Atividade Humana. Esses
trabalhos atuam nas etapas de coleta de dados brutos, pré-processamento e classificacao

das atividades.

As pesquisas de (GIACOMELLI, 2018a) e (MARTINS, 2018) testaram o uso de
diferentes técnicas de pré-processamento dos dados. J4 os trabalhos de (BAYAT, 2014) e
(RAVI, 2005) testaram diferentes classificadores na tarefa de RAH. Outro ponto estudado

por alguns trabalhos é a importancia da posi¢ao do sensor de acelerometro na identificacao

da atividade (SUN, 2010).

Recentes estudos, como (TWOMEY, 2018), mostram a importancia de tratar os
dados dos acelerdometros como um fluxo continuos de dados, o que exige o constante
monitoramento das atividades desempenhadas pelo usuario, bem como uma constante

atualizagdo do modelo que classifica essas atividades.

Por outro lado, trabalhos como o de (WEISS, 2016) atuaram no desenvolvimento
de um aplicativo para reconhecer as atividades que os usuarios desempenharam enquanto
estavam usando seus smartphones. Em ferramentas como o Google Play, é possivel encon-

trar aplicativos que fazem o monitoramento da satde do usuario.

Apesar de haver varios estudos e trabalhos tedricos de técnicas de pré-
processamento e classificacao de dados, poucos sao os trabalhos que desenvolveram aplica-
tivos de fato para o problema. Em especial, uma ferramenta que permite os pesquisadores
montarem cendrios personalizados para melhor realizacao de experimentos em seus estu-

dos e que faca a classificacao da atividade desempenhada pelo usuario.

1.3 Objetivo Geral

O objetivo desse trabalho foi desenvolver um aplicativo capaz de captar os dados do

acelerometro de um smartphone Android, pré-processar os dados e classificar as atividades
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em tempo real.

1.4

1.5

Objetivos Especificos
Criar uma funcionalidade para coletar dados do sensor de acelerometro de smartpho-
nes Android e armazena-los em arquivo;

Criar uma funcionalidade para converter os dados brutos do sensor de acelerdometro
para dados pré-processados, extraindo medidas estatisticas a partir de janelas de
dados;

Implementar um algoritmo de classificagdo no sistema operacional Android para
que ele possa identificar as atividades desenvolvidas pelo usuario, a partir dos dados

brutos;

Implementar uma funcionalidade que permita que o usudrio treine o modelo de

classificacao de dados;

Sumariar em um grafico as atividades desempenhadas pelo usuario em um periodo

de tempo;

Implementar uma funcionalidade especial para pesquisadores da area de RAH, que

permite a execugao das etapas de RAH separadamente.

Organizacao da Monografia

A monografia esta organizada da seguinte forma:

Capitulo 1: apresentou a importancia da atividade fisica na vida das pessoas, a
usabilidade dos aceler6metros para o Reconhecimento de Atividade Humana, a mo-

tivacao e os objetivos deste trabalho.

Capitulo 2: explica os conceitos, técnicas e referéncias bibliograficas que serao utili-

zadas para o desenvolvimento do trabalho.

Capitulo 3: descreve o funcionamento do aplicativo Activity Recording, detalhando

as funcionalidades e técnicas utilizadas para o desenvolvimento do APP.

Capitulo 4: relata as conclusoes do trabalho.
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2 Revisao Bibliografica

2.1 Introducao

Este capitulo apresenta os conceitos e técnicas utilizados na literatura para o RAH,
bem como os algoritmos de classificacdo de dados usados para tal tarefa. A secao 2.2
apresenta os termos de computacao ubiqua, vestivel, pervasiva e mével. Na secao 2.3 é
mencionado a importancia dos acelerometros e dos aplicativos que fazem o monitoramento
de saude e fitness. A secao 2.4 descreve as etapas a serem seguidas para o reconhecimento
da atividades. E por fim a secdo 2.5, apresenta os trabalhos relacionados & area de RAH,

FCDs e algoritmos de classificagao.

2.2 Computacao Ubiqua e Computacao Vestivel

Os conceitos de computagao Ubiqua, Pervasiva e Movel estao relacionados entre
si, e existem diferenga entre esses conceitos (SILVA, 2015). A Figura 1 mostra a relagao
entre computacao Ubiqua, Pervasiva e Movel, que apesar de serem conceitos diferentes,

eles complementam um ao outro. Esses trés termos podem ser definidos da seguinte forma:

e Computacao Ubiqua: define interacdo humano-computador no qual o processa-
mento da informacao é completamente integrado aos objetos e atividades cotidianas
(ZHAO; WANG, 2011). Exemplo: iluminac¢ao de um imével controlada por meio de

controle remoto.

e Computacao Pervasiva: é o conceito mais abrangente que define que a tecnologia
estd presente naquele lugar, mas é invisivel aos humanos (SILVA, 2015). Um exemplo

de Computacgao pervasiva é o uso de sensores em casas inteligentes.

e Computacao Movel: define que a computagao pode ser levada a qualquer lugar,
com isso o acesso a informacao pode ser feito a qualquer momento (SILVA, 2015).

Smartphones e notebooks sao exemplos de Computagao Movel.

Outro assunto recente na area de computacao, relacionado a esses trés termos, é
a Computacao Vestivel ou Wearable Computing. Computadores vestiveis sao pequenos
dispositivos que podem estar no corpo do usudrio, em outras palavras o usuario "veste'a
tecnologia. Um exemplo de computacao vestivel sao os smartwatches, que sao reldgios
inteligentes. Starner (2002) diz que a computagao vestivel permite a exploracao de prin-

cipios da Computagao Pervasiva, porque nao precisa esperar pela implementacao de uma
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Computacdo | Computacio | Computacdo

Pervasiva Ubigua Mavel

Figura 1: Conjunto de tecnologia. Extraido de Silva, Botelho, Santos e Sanchez (2015)

infraestrutura frequentemente associada a um espaco fisico. E comum o uso da Computa-
¢ao Vestivel para monitoramento de pessoas, por exemplo, para monitoramento cardiaco

e monitoramento de atividades.

O aplicativo desenvolvido neste trabalho usa todos os conceitos apresentados. A
computacao movel serd usada porque o sistema sera implementado para dispositivos com
sistema operacional Android. Computacao Ubiqua e Pervasiva, pois tera o uso do sensor
de acelerometro do dispositivo do usuario, assim a tecnologia estard presente, sem que o
usuario perceba. E por fim, o uso de Wearable Computing, também por meio dos sensores
de acelerdometro, que podem estar disponiveis em dispositivos vestiveis como smartwat-

ches.

2.3 Monitoramento de Sadde e Fitness

A pratica de atividades fisicas traz muitos beneficios para a saude, prevenindo
doencas como pressao arterial, diabetes, gordura no figado, colesterol alto e obesidade.
Entretanto, 53,8% dos brasileiros estao acima do peso (BRASIL, 2016). Para ajudar as
pessoas a monitorarem a satde e a pratica de atividades fisicas foram desenvolvidos apli-
cativos com esse objetivo, como o Samsung Health, que mostra a quantidade de passos

didrios, tempo em que o usuario praticou alguma atividade fisica, calorias perdidas etc.

Uma pesquisa realizada pela Mobiguity mostrou que 70% das pessoas usam apli-
cativos em seus smartphones para monitoramento da satide (REPORTER, 2014). Essa
pesquisa mostrou que o uso de aplicativos que monitoram a satide das pessoas é predo-

minante.

De acordo com essa pesquisa, os aplicativos mais usados sao os que monitoram
ingestao de calorias, monitoramento de peso e atividades fisicas. As pessoas relataram

que se sentiam mais sauddveis usando aplicativos de monitoramento de satde e fitness
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(GORDILHO, 2014). Além disso o uso desse tipo de aplicativo incentiva a pratica de

atividades fisicas e o acompanhamento da satde.

Alguns aplicativos relacionados ao monitoramento de satde e fitness serao citados

e descritos com detalhes na secao 2.5.3.

2.3.1 Acelerdmetros e Monitoramento de Salde

Acelerometros sao sensores capazes de captar a aceleragao nos eixos X, Y e Z, con-
forme ilustrado na Figura 2. Aceleragao é quem determina a taxa de variacao da velocidade

em funcao do tempo. Esses sensores sao encontrados em smartphones e smartwaches.

Os sensores de acelerometros podem ser usados em diversas aplicacoes, algumas
delas sao: alarmes de carros, medicao de inclinacao, forgas inerciais e choque ou vibragao
(BUDZINSKI, 1999). Os acelerémetros também sdo usados para fazer o monitoramento

de idosos e monitoramento de atividades fisicas.

Figura 2: Aceleracdo dos sensores de acelerdmetro

Muitos aplicativos fitness que existem atualmente (RUNTASTIC, 2018), (ELEC-
TRONICS, 2018) usam sensores de acelerometros e de GPS para monitorar as atividades
de seus usuarios. Neste trabalho o sensor de acelerdbmetro de smartphones Android seré

usado para o monitoramento de atividades do usuario.

2.4 Etapas do Reconhecimento de atividade Humana

O Reconhecimento de Atividade Humana se resume em trés etapas (SUN, 2010):
(1) coletar e pré-processar os dados; (2) extrair atributos; e (3) aplicar algoritmos de

classificacdo previamente treinados.
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Coleta de dados Dados brutos Pré processamento

dos dados e extragio
5 = 0505

de atributos
Sensor de

Acelerometro : *

Dados Algoritmo de
classificados classificagéo de dados processados

o - . =

Figura 3: Fluxo classificagdo de dados

O fluxo de classificacao de dados esta representado na Figura 3. As segoes 2.4.1,

2.4.2, 2.4.3 explicam como cada etapa do RAH ocorre.

2.4.1 Coleta e Pré-Processamento de Dados

A primeira etapa de classificagdo de dados é a coleta de dados, que é feita por
meio de um sensor de acelerémetro. Esse tipo de sensor é, normalmente, encontrado em
dispositivos inteligentes, como smartphones e smartwatches. Os sensores de acelerémetro
captam a aceleracao nos eixos X, Y e Z, como representado na Figura 2. A colecao de

dados gerada pelo sensor de acelerometro, em geral, ¢ armazenada em um arquivo do tipo

CSV.

Geralmente os dados coletados pelos acelerometros sao: timestamp, aceleragao nos
eixos X, Y e Z. Alguns trabalhos também coletam dados do sensor de giroscépio (WANG,
2019), (BULLING, 2014) e (HA; CHOI, 2016).

Algumas bases de dados brutos foram disponibilizadas publicamente, como por
exemplo, a WISDM (KWAPISZ, 2011). Nessa base, os dados coletados pelos autores

foram: cédigo do usuario, atividade, timestamp e aceleragao nos eixos X, Y e Z.

Apébs a coleta de dados, é feito o pré-processamento desses dados, que consiste

na exclusao de dados que nao foram coletados corretamente na etapa anterior (GIACO-

MELLI, 2018b).

As duas fases descritas estao representadas nos dois primeiros passos da Figura 3.
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2.4.2 Extracao de Atributos

Os dados brutos, capturados na primeira etapa, precisam ser organizados para que
seja possivel aumentar a capacidade de informacao. Diante disso, na segunda etapa de
RAH acontece a extragao de atributos, no qual o arquivo de dados brutos é dividido em
janelas de tamanhos pré-definidos. Apds a divisao dessas janelas sao extraidas medidas
de posigao (média e mediana) e medidas de dispersao (desvio padrao e varidncia), bem
como outras medidas tais como distribuicao binomial, energia e aceleracao média. Essa

fase esta representada no terceiro passo da Figura 3.

Depois da coleta de dados, pré-processamento e extracao de atributos, os dados
sao colocados num formato para execugao dos algoritmos de classificagdo, por exemplo
o Attribute-Relation File Format (ARFF), que apresenta uma lista de instancias que
compartilham um conjunto de atributos (WIKI, 2018). Esse tipo de arquivo é usado nos
frameworks WEKA (HALL, 2009) e MOA (BIFET, 2010). Essa fase esta representada no

quarto passo da Figura 3.

2.4.3 Algoritmos de classificacdo

A tltima etapa da classificagao dos dados é a execugao do algoritmo de classifica-
¢ao. Em geral, os algoritmos de classificagao precisam de um treinamento, no qual treinam
um modelo de decisao usando um conjunto de instancias rotuladas, ou seja, instancias
que possuem o rétulo da atividade. Uma vez treinado, o algoritmo pode ser usado para

classificar novas instancias.

Os algoritmos descritos nas proximas subsegoes sdo os mais utilizados na literatura
para a classificacao de dados. Existem duas formas de treinar um algoritmo de classifi-
cacao: (1) offline: o algoritmo aprende uma unica vez como classificar as instancias e a
chegada de novos dados, ndo muda o modelo usado para classificagao; (2) online: considera

a chegada de novas instancias de dados para atualizar o modelo usada para classificacao.

5 ja i g iv isar e sumariar
Apbs essa etapa, com os dados ja classificados, é possivel analisar e sumariar o
desempenho de atividades realizado pelo usuario. Essas duas fases estdo apresentadas na

Figura 3 nos passos cinco e seis, respectivamente.

2.4.3.1 Naive Bayes

O algoritmo Naive Bayes é um modelo probabilistico baseado no Teorema de Bayes.
Esse teorema calcula a probabilidade de um evento ocorrer dado uma condigao (CORREA,
2003). Observando a Figura 4, o Teorema de Bayes calcula a probabilidade do evento B1

ocorrer sabendo que existe A.

Segundo Tan, Steinbach, Karpatne e Kumar (2013), o algoritimo Naive Bayes

estima a probabilidade condicional da classe, assumindo que os atributos sao indepen-
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B1 B3

B2

Figura 4: Teorema de Bayes

dentes, dado o valor do atributo classe. Assim, seja X um conjunto de d atributos
X = Xy, Xo, ..., Xy, para classificar uma nova instancia, o classificador Naive Bayes calcula

a probabilidade posterior para cada classe Y, de acordo com a Equagao 2.1.

d
PXY =y) = [[ P(XilY =y) (2.1)
i=1
O algoritmo Naive Bayes constréi uma tabela de probabilidade dado um atributo
e seu valor e assim que uma nova instancia é rotulada, ela é inserida nessa tabela de

probabilidades, portanto, o algoritmo é incremental (TAN, 2013).

2.43.2 K-Nearest Neighbors

O algoritmo de classificagdo dos K vizinhos mais préximos, K-Nearest Neighbors
(KNN), calcula a distdncia Euclidiana dos seus K vizinhos mais préximos e classifica a
instancia desconhecida com a classe da maioria desses K vizinhos. Os K vizinhos mais
proximos sao obtidos a partir de uma base de dados de treinamento, ou seja, uma base

de dados rotulada.

KNN ¢é um algoritmo nao paramétrico, ou seja, nao faz qualquer suposicao sobre
a distribuicao dos dados. A Figura 5 mostra o funcionamento do KNN, considerando a
constante K igual a 4. Primeiro, o algoritmo calcula a distancia de todos os pontos e
encontra os k-vizinhos mais préximos da instancia a ser classificada. A seguir, rotula a

instancia com a mesma classe da maioria desses k vizinhos.

O algoritmo KNN pode ser executado tanto na versao batch quanto na online.
Na versao batch, considera-se que uma vez obtido a base de treinamento, esta nao muda
com o passar do tempo. Na versao online, considera-se uma janela deslizante, usada para
selecionar o conjunto de treinamento, de modo a usar instancias mais recentes de dados

rotulados para classificar novos dados do fluxo.
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. => .

Figura 5: K-Nearest Neighbors, K=4

2.4.3.3 Arvores de decisio

As arvores de decisao sao algoritmos de aprendizado de maquina que usam a es-
trutura de uma arvore para classificacao de dados. A abordagem usada por esse algoritmo
é dividir para conquistar (GARCTA—MARTfN, 2017). A arvore de decisao contém nés pai,

filhos e as folhas. O né pai da origem aos nés filhos e as folhas sdo o noés sem filhos.

Na Figura 6 ¢ mostrado um exemplo do funcionamento desse algoritmo. A arvore
de decisao ilustrada tem o objetivo de decidir se uma pessoa vai a praia dado as condig¢oes
climaticas. O no6 pai é o tempo, que pode ser ensolarado, tempestade ou nublado. Se o
tempo for ensolarado, entao a pessoa deve ir a praia, se o tempo for tempestade a pessoa
nao deve ir a praia. E se o tempo for nublado, é necessario analisar se esta frio ou calor,

no caso de calor, deve-se ir a praia, no caso de frio nao.

‘ Sim ‘ | Nio ‘

Figura 6: Exemplo arvore de decisio

As arvores de decisao podem ser usadas para resolver diversos tipos de problemas
relacionados a regressao ou a classificagdo. Os problemas de regressao, estao relacionados
a classe de dados numéricas, e os de a classificagao estao relacionados a classe de dados
nominais (GARCIA-MARTIN, 2017). Portanto, o exemplo da Figura 6 é um problema
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de classificagao.

As arvores de decisdo também podem ser usadas na versao online para cenarios

de Fluxo Continuo de Dados. Nessa versao, a arvore é construida de forma incremental,
de acordo com a chegada de dados (GARCIA-MARTIN, 2017).

2.5 Trabalhos Relacionados

Essa secao descreve os trabalhos relacionados a area de pesquisa de Reconheci-
mento de Atividade Humana que usaram sensores de acelerdmetros. Na secao 2.5.1 é
apresentado os trabalhos que usaram algoritmos de classificacdo estaticos (batch). J& na
secao 2.5.2 os trabalhos que usaram algoritmos de classificacdo online sao apresentados.
Por fim, na secao 2.5.3 foi retratado aplicativos que estdo presentes no GooglePlay que

fazem o monitoramento de saude.

2.5.1 RAH usando técnicas batch de aprendizado de maquina

Os trabalhos relacionados aos métodos de classificagdo estaticos, supde que o ni-
mero de atividades desempenhadas pelo usudrio é previamente conhecida e que exemplos
de todas essas classes de atividades estao disponiveis para treinamento do classificador.
Além disso, esses trabalhos também supdem que a forma como um usuario desempenha
uma atividade nao muda ao longo do tempo e portanto, o treinamento do modelo de

classificagdo ocorre uma unica vez.

O trabalho de (KWAPISZ, 2011) descreve um sistema que usa acelerdmetros, pre-
sentes em smartphones, para Reconhecimento de Atividade Humana. O sistema operaci-
onal usado pelos autores foi o Android. Os atributos extraidos dos dados brutos do sensor
foram: média, desvio padrao, diferencial absoluto médio, aceleracao média resultante,
tempo entre picos e distribuicao dos dados em bins. Para a classificagdo das atividades
os autores usaram o framework WEKA com as configuragdes padrao e os classificadores
arvore de decisao (J48), regressao logistica e redes neurais multicamadas. Para a validacao
foi utilizada o método de validacao cruzada de 10 pastas e a medida acuracia. Nesse tra-
balho, as atividades desempenhadas por 29 usuarios foram: andar, correr, subir escadas,

sentar e permanecer em pé.

Em (RAVI, 2005), foi realizada uma comparacao entre o desempenho de classifi-
cadores de nivel base e de nivel meta para o RAH. Um tnico sensor de acelerometro foi
usado e estava localizado na regido pélvica do corpo. Os atributos extraidos dos dados
brutos foram: energia, correlacao, média e desvio padrao. Para o Reconhecimento de Ati-
vidade Humana foi usado o framework WEKA e os classificadores de nivel base: arvore
de decisao (C4.5), tabelas de decisao, SVM (Maquinas de Vetor Suporte), Naive Bayes e
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KNN. As atividades desempenhadas por duas pessoas foram: andar, ficar de pé, subir e

descer escadas, escovar os dentes, passar aspirador, sentar e levantar.

No estudo de (SUN, 2010) foi usado um sensor de acelerbmetros para coleta de
dados de atividades fisicas desempenhadas diariamente. O sensor usado no trabalho estava
presente no dispositivo Nokia N97s e ele foi colocado em seis posi¢oes diferentes no bolso
do usuéario. Os atributos extraidos foram: média, variagao, correlacao, energia e Frequency-
Domain Entropy. Para o reconhecimento das atividades foi usado o classificador SVM, o
método de validacao cruzada de 10 pastas e medidas de acurécia, precisao e revocagao.
As atividades desempenhadas por sete pessoas foram: andar, correr, andar de bicicleta,

permanecer parado, dirigir, subir e descer escadas.

O trabalho de (GIACOMELLI, 2018a) prop6s um estudo comparativo entre as
principais ferramentas, métodos e bases de dados para RAH. Nesse estudo, os classifi-
cadores arvore de decisao, Naive Bayes e KNN foram comparados usando duas bases
de dados publicas WISDM e CHEST. Além disso, foi realizado um estudo comparativo
para analisar o impacto do uso de diferentes conjuntos de atributos no desempenho dos

classificadores. Os resultados indicaram o KNN como o melhor classificador.

2.5.2 RAH usando técnicas online de aprendizado de maquina

A forma que um humano desempenha uma atividade pode mudar ao longo do
tempo, o que torna necessario atualizar o modelo de decisao que descreve a forma como
um individuo desempenha uma atividade (IGLESIAS, 2010). Dessa forma novos estudos
foram e estdo sendo realizados para que os classificadores se adaptem a mudancas. Os
trabalhos de RAH que usam técnicas online de aprendizado de maquina apresentam es-
tudos de classificadores que se adaptam a modificacoes e aparecimento de novas classes

de atividades.

O trabalho de (IGLESIAS, 2010) é uma abordagem baseada em sistemas difusos
que criam modelos dindmicos que evoluem ao longo do tempo. A abordagem proposta é
aplicada em sistema de reconhecimento de atividades da vida didria (Activities of Daily
Living [ADLs/), que incluem atividades como lavar as méaos e fazer uma chamada telefo-
nica. Os dados usados na tarefa de classificacao representam leituras de sensores coletadas
em um pequeno apartamento para testes. Cada atividade é descrita por uma ou mais re-
gras difusas, que evoluem ao longo do tempo. Os resultados indicam que o algoritmo
proposto obtém resultados similares ao de técnicas de classificacao offline com apenas um

passo sobre os dados.

Os trabalhos de (ABDALLAH, 2016), (NGUYEN, 2015) apontam que no dominio
de RAH ¢é importante lidar como modelos de decisao que sdao atualizados ao longo do

fluxo de dados, de forma a tratar atividades que estdo em evolucao, ou seja, que apa-
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recem e desaparecem ao longo do fluxo, e tratar atividades anormais, como uma queda
subita. Além disso, é importante que o modelo seja capaz de reconhecer novas classes de
atividades, por exemplo dirigir, quando exemplos da classe dirigir nao estao disponiveis

na etapa de treinamento.

Abdallah, Gaber, Srinivasan e Krishnaswamy (2016) propde uma técnica para de-
teccao de novidade em fluxos continuos de dados aplicando-o a tarefa de Reconhecimento
de Atividade Humana. A técnica é capaz de detectar a emergéncia de novos conceitos e
usa aprendizado ativo a fim de escolher os melhores a exemplos a serem rotulados pelo
especialista para atualizagdo do modelo de decisao. Para os experimentos, foram usados
duas bases de dados ptblicas, OPPORTUNITY e WISDM e diferentes medidas de valida-
¢do como acuracia, precisao, revocagao, especificidade e taxa de alarme falso. No entanto,

os resultados do trabalho nao foram comparados com outras propostas da literatura.

Em (NGUYEN, 2015) foi estudado o problema de reconhecer novas classes de ati-
vidade usando uma quantidade limitada de dados rotulados. A ideia basica do trabalho
é considerar o significado semantico de novas atividades e seu relacionamento com ativi-
dades existentes, compensando assim a falta de dados rotulados. O algoritmo proposto
foi aplicado em trés bases de dados publicas, Mhealth, DailyAndSport, e RealDisp, com
dados coletados de 10, 8 e 17 usuarios, respectivamente. As atividades presentes nas bases
sao atividades diarias, como andar e sentar, e atividades fisicas, como jogar basquete e
andar de bicicleta. Para o pré-processamento foi usado janela deslizante com sobreposi-
cao de 50% e os atributos minimo, maximo, média e correlacao. As medidas usadas para

avaliacao foram precisao e revocacao.

O objetivo do trabalho de (TWOMEY, 2018) é estudar o RAH com as configu-
ragoes do mundo real. Os autores dizem que em vez da classificagdo ocorrer instancia
por instancia, ¢ melhor que haja uma janela de dados, assim o custo computacional serd
menor. Foram usadas trés bases de dados publicas HAR, USCHAD e PAMAP2, e os
seguintes algoritmos de classificagao: Random Forest (RF), Logistic Regression (LR), e
Multi-layer Perceptron (MLP). Uma das conclusoes dos autores é que uma grande ja-
nela de dados para a extracao de atributos pode ajudar os algoritmos na classificagdo da

instancia, porque uma propor¢ao maior do todo é conhecida.

2.5.3 Aplicativos para monitoramento de atividades e salide humana

Existem muitos aplicativos que fazem monitoramento de atividades e/ou satde,
Google Fit, Samsung Health, SportsTracker, etc. Eles tém objetivo de monitorar as ativi-
dades desenvolvidas pelo usuario ao longo do dia. Normalmente, eles fazem comunicacao
com outros APPs relacionados a saide, que coletam frequéncia cardiaca, localizacdo em
que as atividades foram desempenhadas, peso, calorias gastas etc. Esses aplicativos aju-

dam as pessoas a acompanharem a satide de uma maneira simples e rapida, usando um
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smartphone.

Google Fit (GOOGLE, 2018) é um aplicativo desenvolvido pela Google que tem
o objetivo de monitorar a satide dos usudrios. O lema do aplicativo é "Coaching you to
a healthier and more active life". Esse APP tem parceria com a Organizagdo Mundial da
Saude, que recomenda dois pontos importantes que impactam a saiide de uma pessoa:
atividades fisicas e batimentos cardiacos. Esses dois pontos sdo destacados no Google Fit
como: (1) Move Minutes: que capta as atividades que foram desenvolvidas pelo usuério;
(2) Health Points: capta os pulsos do coragdo do usudrio. O aplicativo também apresenta
o resumo e o histérico dos dados captados. O APP é compativel com smartphones com
sistema operacional Android e o smartwatch Wear OS by Google e estd disponivel na

Google Play. O monitoramento de atividades é feita em background.

Samsung Health (ELECTRONICS, 2018) é um aplicativo que pertece a Samsung
que tem o objetivo de monitorar a satide de seus usuarios. O aplicativo ja vem instalado por
padrao nos dispositivos Samsung e funciona apenas no sistema operacional Android e no
smartwatch da Samsung. O lema do Samsung Health é "Sua satide em suas maos'. O APP
permite que o usuario controle suas atividades, alimentacao, dados de estresse, frequéncia
cardiaca e sono, e oferece o resumo e histérico dos dados do usuario. O monitoramento das
atividades é feita em background, assim todas as atividades que o usuario desempenhar
o APP consegue captar. O Apple Health (APPLE, 2018) é um aplicativo da Apple e é
parecido com o Samsung Health, e esta disponivel apenas para smartphones com sistema
operacional IOS e para o smartwatch Apple Watch. Seu lema é "Uma visdo mais completa

da sua saude". Ambos aplicativos permitem a comunicagdo com aplicativos externos.

Sports Tracker (TECHNOLOGIES, 2018) é um aplicativo que tem o objetivo de
monitorar as atividades que o usuario desempenha. Diferente dos demais aplicativos apre-
sentados, para que o APP capte as atividades que sao desempenhadas, o usuario precisa
iniciar uma atividade pré-rotulada, assim ele obtém os dados de duracao, distancia, velo-
cidade, velocidade média, ritmo de passos, energia (calorias), altitude e passos. O Sports
Tracker mostra os dados em tempo real em niimeros e em graficos. No fim da atividade é
apresentado um resumo dos dados captados, mapa do local de onde a atividade foi desem-
penhada e a quilometragem percorrida. Além disso, é mostrado o sumario das atividades
feitas nos tultimos trinta dias. O aplicativo esta disponivel para smartphones com sistema
operacional Android e I0S. O APP também faz a comunicacao com o smartwatch Suunto

Spartan e o Smart Sensor que é uma cinto que é colocado na barriga do usuério.

2.6 Consideracoes Finais

Neste capitulo foi discutido os termos computacao ubiqua, vestivel, pervasiva e

movel. Além disso, foi abordado a importancia das atividades fisicas e aplicativos de
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monitoramento de saude e fitness para manter e aumentar a qualidade de vida e satude

da populagao.

Este capitulo também apresentou os principais trabalhos relacionados da area de
Reconhecimento de Atividade Humana, bem como alguns dos principais algoritmos de
classificacdo batch e online usados na area. Por fim, este capitulo descreveu o funciona-

mento de alguns aplicativos que usam RAH para monitorar a saiide dos usuarios.

Grande parte dos trabalhos relacionados ao Reconhecimento de Atividade Humana
estudam a parte teérica do RAH e os experimentos realizados com os algoritmos de classi-
ficagao utilizam bases de dados ptublicas. As bases de dados publicas nem sempre retratam
a realidade e os testes realizados pelos pesquisadores, na maioria das vezes, tratam de um
cenario irreal. Além disso, os testes dos algoritmos de classifcacdo podem ficar viciados,

ja que as mesmas bases publicas sao utilizadas em muitos trabalhos relacionados a tarefa
de RAH.

Dado isso, este trabalho desenvolveu um aplicativo que realiza todas as etapas
do RAH e o monitoramento de atividades de um usuario. No préximo capitulo serao

apresentados os detalhes de desenvolvimento do aplicativo Activity Recording.
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3 Aplicativo: Activity Recording

3.1 Introducao

O Reconhecimento de Atividade Humana tem o objetivo de identificar qual ati-
vidade foi desempenhada por um humano. O RAH pode ser utizado em aplicativos que
realizam o monitoramento das atividades de um usuario e isto pode incentivar o usuario

a praticar mais atividades fisicas.

O Capitulo 2 discutiu os conceitos, técnicas e trabalhos relacionados ao RAH
apresentados na literatura. Além disso, mostrou exemplos de aplicativos que usam Reco-

nhecimento de Atividade Humana.

Este capitulo descreve com detalhes o funciomamento do aplicativo Activity Recor-
ding, bem como as técnicas e algoritmos usadas em cada etapa. O APP foi desenvolvido
para smartphones com o sistema operacional Android e faz o uso da metodologia e dos
algoritmos comumente usados no processo de descoberta do conhecimento, do inglés Kno-

wledge Discovery in Databases (KDD), em base de dados de acelerémetros.

A secdo 3.2 apresenta em linhas gerais o funcionamento do aplicativo. A secao 3.3
descreve com detalhes as técnicas utilizadas para o desenvolvimento do APP. Por fim, a

secao 3.5 apresenta as consideracoes finais do capitulo.

3.2 Visao Geral do Funcionamento do Aplicativo

O aplicativo Activity Recording tem o objetivo de coletar dados do sensor de ace-
lerdmetro, identificar qual atividade o usuario estd desempenhando e gerar graficos que
sumariem as atividades realizadas em periodo de tempo. O APP pode ajudar pesquisa-
dores da area de RAH a coletar os dados do sensor de acelerdmetro para montagem de
cenarios de teste personalizados. Além disso, o aplicativo pode ser utilizado por usuarios

que desejam monitorar suas atividades utilizando o seu smartphone.

O fluxo principal de dados seguido no aplicativo esta representado na Figura 3. A

seguir sao descritos com detalhes os passos seguidos pelo APP.

1. Coleta de dados: é feita por meio do sensor de acelerdmetro que esta presente no
smartphone do usuario. Os dados coletados pelo sensor de acelerdmetro sao chama-
dos de dados brutos;

2. Pré-processamento: os dados brutos, coletados na etapa anterior, sao utilizados para

extracao de atributos, tais como, média, desvio padrao, maior, menor, energia, desvio
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absoluto médio, variancia, correlagao, aceleracao média e binomial. Assim, os dados
brutos sao pré-processados utilizando técnicas para extracao de atributos e geram

os chamados dados pré-processados.

3. Classificacdo dos dados: os dados pré-processados obtidos na etapa anterior sao

classificados pelo algoritmo KNN;

4. Sumariagao: o resultado da classificacao das atividades é sumariado em um grafico
para que o usuario possa visualizar com clareza as atividades que foram desempe-

nhadas em um dado periodo.

O aplicativo possui dois mdodulos distintos: (1) destinado aos usuarios que deseja-
rem monitorar suas atividades e (2) destinado aos pesquisadores da area de Reconheci-

mento de Atividade Humana.

O médulo destinado aos usuarios que desejarem monitorar suas atividades possui
as funcionalidades de treinamento, monitoramento de atividades e sumariagao das ativi-
dades desempenhadas ao longo do tempo. As telas do aplicativo destinadas a esse médulo

sao apresentadas nas Figuras 13, 15 e 18.

A funcionalidade de treinamento faz todas as etapas do RAH e salva os dados em
um arquivo armazenado no smartphone do usuario. A funcionalidade de monitoramento
de atividades faz todas as etapas de RAH em tempo real, ou seja, os dados brutos coletados
do acelerometro, sao pré-processados, classificados e sumariados no momento em que a

atividade esta sendo feita pelo usuario.

O modulo destinado aos pesquisadores da area de Reconhecimento de Ativi-
dade Humana permite que o usuario faca separadamente a coleta de dados brutos, pré-
processamento dos dados, classificacdo e sumariacao das atividades classificadas em um
grafico. Uma tela do aplicativo é destinada a esse modulo, e ela esta representada nas
Figuras 10, 12 e 17.

As funcionalidades de coleta de dados brutos, pré-processamento e classificagao
destinadas aos pesquisadores de RAH armazenam os dados em arquivos em estao locali-

zados no smartphone do usuario.

3.2.1 Diagramas de Caso de Uso

Os diagramas de caso de uso representam a visao de alto nivel do sistema. Eles
sao utilizados para explicitar as principais funcionalidade do sistema e a interaciao dessas
funcionalidades com o usuario (RIBEIRO, 2012).

A figura 7 mostra o diagrama de caso de uso principal do aplicativo Activity

Recording. O usuario pesquisador tem acesso as funcionalidades de coleta de dados, pré-
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processamento dos dados, classificagao dos dados, treinamento e sumariacdao. E o usuario
final tem acesso as funcionalidades de treinamento, monitoramento em tempo real e su-

mariacao.

O caso de uso 'Normalizar Dados’ tem como pré-requisito 'Pré-Processar Dados’,
ou seja, para que os dados sejam normalizados é obrigatério o pré-processamento dos
dados. A mesma situagao acontece para os casos de uso ’'Classificar Dados’ e "Treinamento’.
O caso de uso 'Coletar Dados Brutos’ utiliza um sensor de acelerémetro para realizar a

coleta.

O caso de uso "Treinamento’ utiliza as funcionalidades de coleta de dados brutos

e pré-processamento dos dados. Veja figura 8.

O caso de uso 'Monitoramento Tempo Real’ utiliza as funcionalidades de coleta
de dados brutos, pré-processamento dos dados e classificagao dos dados. Ao final da clas-
sificacao dos dados, o rétulo da atividade é armazenado no banco de dados. A figura 8

ilustra o diagrama desse caso de uso.

Coletar Dados Brutos

Acelerdmetro

<<include>>
Pré-Processar Dados  )--------- Normalizar Dados
E 5 Classificar Dados
Pesquisador T

~

S~
<<include>>
N
Sumariagdo .
Treinamento

g

Monitoramento

Usuario Tempo Real

Figura 7: Diagrama de Caso de Uso Principal

A secao 3.3 descreve com detalhes a parte técnica utilizada para o desenvolvimento

do aplicativo. Além disso mostra as telas respectivas de cada funcionalidade.

3.3 Desenvolvimento do Aplicativo

O aplicativo Activity Recording foi desenvolvido para o sistema operacional An-
droid e usou a linguaguem de programacao Java. A ferramenta utilizada para o desenvol-
vimento do aplicativo foi o Android Studio (DEVELOPERS, 2019a).



Capitulo 3. Aplicativo: Activity Recording 29
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As proximas secoes descrevem como foi implementado cada uma das etapas do

sistema e as telas relacionadas a cada funcionalidade.

3.3.1 Coleta de dados

A coleta de dados consiste em usar o sensor de acelerometro do smartphone do
usuario para coletar a aceleragao nos eixos X, Y e Z e o timestamp. O timestamp de um
acelerometro é coletado como a quantidade de segundos desde primeiro de janeiro de mil

novecentos e setenta em Londres, na Inglaterra.

Para a coleta de dados, o sistema verifica se existe um sensor de acelerémetro
no smartphone do usuario. Se ele nao existir, uma mensagem de alerta ¢ emitido e os
proximos passos do fluxo nao sdo executados. Ao finalizar a coleta de dados, é gerado um
arquivo de texto com os dados brutos. Essa base de dados sera identificada por Base de
Dados Brutos.

A Figura 10 mostra a tela do sistema responsavel por coletar os dados brutos.

Para iniciar a coleta de dados o usuario deve clicar no botdo 'Gravar’ e para finalizar a
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coleta de dados brutos o usuario deve clicar no botao 'Exportar’. Essa funcionalidade é

destinada ao usuario pesquisador da area de RAH.
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Figura 10: Tela para coleta de dados do APP

3.3.2 Pré-processamento

O pré-processamento de dados consiste em extrair atributos dos dados brutos
coletados do acelerdmetro. A extracao de atributos é feita apenas usando os atributos X,
YelZ.

Para extrair os atributos sdo usadas janelas de dados. Existem dois tipos de janelas
(1) fixa: tem pré-definido o tamanho da janela N e cada bloco de dados tem N registros;
(2) deslizante: tem pré-definido o tamanho da janela N, pré-definido uma sobreposigao
S e cada bloco de dados tem N registros, porém a partir do segundo bloco a leitura de
dados acontece a cada (K % N) — S registros, onde K é o nimero da janela menos 1.
A Figura 11 ilustra os dois tipos de janelas. O Activity Recording ird usar por padrao a

janela fixa de tamanho 200.

As medidas desvio padrao, maior, menor, média, desvio médio absoluto, varian-
cia, energia, correlacdo, binomial e aceleracao média sao, em geral, os atributos mais
utilizados na literatura de RAH. Este trabalho optou por usar estas medidas como os

atributos a serem extraidos dos dados brutos, na fase de pré-processamento dos dados.
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Figura 11: Tipos Janela

No fim do pré-processamento, os dados sao armazenados em um arquivo do tipo ARFF.
A tabela 1 detalha as férmulas utilizadas para o calculo de cada atributo na etapa de

pré-processamento.

Apoés o pré-processamento dos dados, eles sao re-escalados (processo aqui denomi-
nado de normalizagdo), ou seja, todos os dados de cada atributo do arquivo sdo convertidos
em um intervalo entre 0 e 1. A equagao 3.1 é utilizada para normalizar o arquivo, onde x
é a instancia a ser normalizada, min(z) é o menor valor possivel do atributo e maz(z) é

o maior valor possivel do atributo.

, x—min(z)

x (3.1)

-~ max(z) — min(x)

O maior valor do sensor de acelerémetro é extraido da fun¢ao getMazimumRange()
(DEVELOPERS, 2019b) e o menor valor é extraido da fungao getMaximumRange() mul-
tiplicado por -1. Essa funcao determina o alcance maximo do sensor de acelerémetro do

smartphone e quando multiplicada por -1 determina o alcance minimo do sensor.

O célculo do maior e menor valor do atributo é feito utilizando o maior e menor
valor do sensor de acelerdmetro, ou seja, para cada féormula apresentada na tabela 1 é

feito um célculo utilizando o maior e menor valor do sensor de acelerdmetro. Logo, para
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Tabela 1: Férmula Atributos

Atributo Férmula

Desvio Padrao S = \/ Liz 1(% e

Maior if(x > maior)maior = x;
Menor if(x < menor)menor = x;
Média p = 2

Desvio Médio Absoluto %, (z; — media(x)))

n

2721 (z;—media)?

Variancia S2 — e
n 2
Energia B = izl
n
a _ cov(z,y)
Correlagao corr(z,y) = G o,
Binomial B — maior—menor

10

AeM — /(@2 +y?+22)

Aceleracao Média

descobrir o maior valor possivel da média, por exemplo, o calculo apresentado na equacao
3.2 é feito.

> getMazimumRange()

Maior Media = (3.2)

n

Ao finalizar a normalizacao do arquivo pré-processado um novo arquivo do tipo

ARFF é gerado com os dados pré-processados normalizados.

A Figura 12 mostra a tela do sistema responsavel por pré-processar o arquivo
de dados brutos coletados e normaliza-los. Essa funcionalidade é destinada ao usuario

pesquisador da area de RAH.

3.3.3 Treinamento de Dados

Em geral, a tarefa de classificar dados exige o treinamento de um classificador,
ou seja, a criacao de um modelo de decisao a partir de uma base de dados rotulada,
chamada de base de treinamento. O aplicativo proposto neste trabalho utiliza para a
classificacao de dados o algoritmo KNN, que pertence a classe dos algoritmos lazy, que
trabalha diretamente sobre os dados, nao necessitando da criacao de um modelo. Ele exige

apenas que uma base de dados de treinamento esteja disponivel, ou seja, uma amostra dos
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Figura 12: Pré-processamento

dados com seus respectivos rotulos (classes) para a classificagio de uma nova instancia.

Para a criacdo dessa amostra de treinamento o APP disponibiliza uma funcao
chamada Treinamento. Ao usar essa funcionalidade, o usuario escolhe uma atividade, para
a qual ele deseja treinar o classificador e desempenha essa atividade por trés minutos. O
treinamento faz a coleta de dados brutos, pré-processamento e normalizacao dos dados
utilizando o rétulo informado pelo usuario. Esses dados coletados sao armazenados como

instancias do treino. O usudrio pode treinar o classificador para diferentes atividades.

Cada atividade treinada serd armazenada em um arquivo diferente com o mesmo
sufixo, por exemplo andando__training normalize_ file.arff. Os arquivos gerados no treino
serao utilizados para classificacao das atividades do usudrio. Se o usuario treinar o sistema
com uma atividade ja treinada, o arquivo de treinamento da atividade serd sobrescrito,

ou seja, o treinamento anterior sera substituido pelo atual.

A captura dos dados brutos do treinamento ¢é iniciada apds dez segundos de inicio
do cronometro e finalizada dez segundos antes de fim do crondémetro. Essa medida foi
adotada para nao coletar os dados de inicio de fim da atividade, que poderiam atrapalhar

no treinamento do classificador.

A Figura 13 mostra a tela do APP responsavel por treinar o sistema. Essa funci-

onalidade é destinada para qualquer usuério.
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Figura 13: Treinamento

3.3.4 C(lassificacao de Dados

O algoritmo de classificagao de dados no Activity Recording é o KNN. A Figura
5 ilustra o funcionamento do KNN. Esse algoritmo de classificagao foi escolhido, porque
de acordo com os experimentos feitos nos trabalhos (MARTINS, 2018) e (GIACOMELLI,
2018b), o algoritmo KNN foi o que obteve melhores resultados na maioria dos testes
de classificagdo de dados para o uso de acelerometros no cenario de Reconhecimento de

Atividade Humana.

A classificacao utiliza os arquivos de treinamento de dados e o arquivo dos dados

pré-processados normalizados.

Para classificacdo, o sistema faz a leitura de todos os dados da base de treino B
e guarda na memoéria e depois faz a leitura linha a linha da base de teste. Para cada
instancia A da base de teste é feito o calculo da distancia euclidiana de A com todos os
dados da base de treino B. Esses dados sao guardados em uma lista de objetos L que

contém a distancia FEuclidiana e o rétulo da instancia de B.

Depois disso, a lista L é ordenada e o algoritmo seleciona o rétulo da atividade
predominamente entre os K primeiros itens da lista, ou seja, seleciona os K rétulos que

possuem a menor distdncia Euclidiana com A, depois escolhe o rétulo predominante e
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classifica a instancia A. Esse passo se repete até classificar todas as instancias da base de

teste.

O roétulo e seus respectivos dados pré-processados normalizados sdo armazenados
em um arquivo do tipo ARFF. Esse arquivo sera usado para sumariar os dados. Veja a

subsecao 3.3.6.

A Figura 14 mostra a tela do APP responsavel por classificar os dados coletados na
etapa de pré-processamento. Essa funcionalidade é destinada para o usuario pesquisador
da area de RAH.

20:48 ©.l16%E

Activity Recording APP

Fre Frocessdimernto
Base de Teste

Utiliza o arquivo "Downloads/AR APP/
raw_file.txt" e faz o pré-processamento dos
dados extraindo os seguintes atributos:
média, desvio padrdo, maior, menor, energia,
desvio absoluto médio, variancia, correlagéo,
aceleragdo média e binomial.

Os dados pre processados sdo normalizados
e estdo em "Downloads/AR APP/
normalize_process_file.arff".

PRE PROCESSAR

Classificagéo
Base classificada

Utiliza o arquivo "Downloads/AR APP/
normalize_process_file.arff" e classifica os
dados usando o algoritmo KNN, K=5.

CLASSIFICAR

3 2 lv &

Coleta

i © <

Figura 14: Classificacdo de Dados

3.3.5 Monitoramento em Tempo Real

O monitoramento em tempo real faz todas as etapas de RAH em tempo real,
ou seja, faz a coleta de dados brutos utilizando o acelerdmetro, depois pré-processa e
normaliza esses dados, posteriormente classifica o dado e por fim, armazena a classificacao

do dado em um banco de dados. Essa informacao sera usada para sumariacao dos dados.

Para que o monitoramento ocorra é necessario pressionar o botao ’Iniciar’, veja
Figura 15. Assim que o botao for pressionado, o sistema inicia a coleta de dados brutos

até que a quantidade de linhas coletadas seja igual a 200, ou seja, até que a quantidade de
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linhas coletadas seja igual ao tamanho da janela utilizada. Apds a coleta das 200 linhas de

dados brutos, o sistema ira pré-processar e normalizar esses dados gerando uma instancia

I

O proximo passo é fazer a leitura de todos os arquivos de treinamento e guardar
na memoria, ou seja, guarda na memoria as instancias rotuladas R. Apds isso, o calculo
da distancia euclidiana de I com todas as instancias R sao armazenadas em uma lista que

posteriormente sera ordenada.

Por fim, o algoritmo seleciona o rétulo da atividade predominamente entre os K
primeiros itens da lista, ou seja, seleciona os K rétulos que possuem a menor distancia
euclidiana com I, escolhe o rotulo predominante e classifica a instancia I. O rétulo da
instancia I é armazenado no banco de dados do smartphone do usuario. Esses passos

descritos sao feitos até que o usuario selecione o botao 'Finalizar’, veja Figura 16.

O banco de dados SQ@Lite é utilizado pelo APP e o modelo logico do APP ¢é
composto por uma tabela chamada de activity time. Essa tabela possui as seguintes
colunas: (1) id que é gerado de forma incremental, (2) dt_inicial é a data de inicio da
atividade, (3) dt_final representa a data de fim da atividade e (4) activity que é o rétulo
da atividade. Para cada atividade identificada é verificado se a ultima atividade gravada
no banco ¢ igual a atual. Se elas forem iguais ¢é feito a atualizacdo da data de fim da

atividade. Se elas forem diferentes um novo registro é adicionado na tabela.

Os dados armazenados no banco de dados serao utilizados para a sumariacao, que
possibilita que o usuario veja quais atividades foram desempenhadas ao longo do tempo.

Veja a secao 3.3.6.

3.3.6 Sumariacao de dados

A sumariacao dos dados consiste em apresentar ao usuario quais atividades foram
classificadas pelo sistema em um grafico. O grafico apresenta a atividade e a quantidade

de minutos que aquela atividade foi desempenhada.

No APP é possivel visualizar a sumariacao das atividades na tela voltada para o
usuario pesquisador. Os dados mostrados nesse grafico estdo no arquivo que foi gerado
na etapa de classificagdo. Para visualizar o grafico das atividades classificadas o usuario

deve pressionar o botao 'Grafico’. A Figura 17 mostra as telas dessa funcionalidade.

Também é possivel visualizar a sumariacao das atividades que foram desenvolvidas
ao longo do tempo pelo usuéario. Os dados mostrados nesse grafico foram obtidos no
monitoramento em tempo real e estao salvos no banco de dados do smartphone. O usuario
pode visualizar as atividades que foram feitas no dia, na semana, no més ou todas as

atividades que ja foram desempenhadas. A Figura 18 mostra essa tela.
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Figura 15: Monitoramento em Tempo Real

Para sumariar os dados obtidos no monitoramento em tempo real a consulta apre-
sentada no trecho de codigo 3.1 é feita no banco de dados. A funcdo JULIANDAY é
uma funcdo do SQLite utilizada para fazer calculos com data. A variavel Qday é utili-
zada para selecionar as atividades que foram desempenhadas em um determinado periodo
de tempo. Por exemplo, se o usuario desejar visualizar as atividades desempenhadas na
semana, o valor da varidvel @Qday seria sete. A consulta 3.1 tem como resultado as ativi-
dades e a quantidade de segundos que cada atividade foi desempenhada. Os segundos sao

transformados em minutos na apresentacao do grafico.

Listing 3.1: Consulta Utilizada para Sumariagao

SELECT
A.activity,
SUM (CAST ((
(JULIANDAY (CAST(A.dt_final AS VARCHAR (30)))
- JULIANDAY (CAST(A.dt_inicial AS VARCHAR(30))))
* 24 x 3600) AS INTEGER)) AS seconds
FROM ACTIVITY_TIME A
WHERE JULIANDAY(CAST(A.dt_inicial AS VARCHAR(30)))
BETWEEN JULIANDAY(’now’, ’-’ + @day + ’ days’)
AND JULIANDAY (’now’)
GROUP BY A.activity;
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Figura 16: Finalizar Monitoramento em Tempo Real

3.4 Testando o Aplicativo

Essa secao descreve um cenario real de uso do aplicativo Activity Recording. Para
o teste do aplicativo as funcionalidades de treinamento e monitoramento em tempo real

foram utilizadas.

Para que a classificagdo da atividade ocorra o aplicativo precisa ser treinado. A
tela apresentada na figura 13 foi utilizada para o treinamento e as atividades treinadas

foram andando, sentado e em pé.

Apés o treinamento o monitoramento em tempo real foi iniciado. A figura 15
mostra a tela do monitoramento. As atividades desenvolvidas no monitoramento em tempo
real foram andando e sentado. Essas duas atividades foram realizadas por 6 minutos, sendo

3 minutos andando e 3 minutos sentado.

A figura 19 mostra o resultado da sumariagdo das atividades desenvolvidas. O
aplicativo reconheceu a atividade sentado por 2,48 minutos, andando por 1,83 minutos e
em pé por 0,32 segundos. Apesar da atividade em pé nao ter sido desempenhada, ela é
proxima da atividade andando, portanto houve um desvio da classificacao da atividade

andando para em pé.
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Figura 17: Sumariacdo Atividades Arquivo

3.5 Consideracoes Finais

Nesse capitulo foi descrito o funcionamento geral e técnico do aplicativo Activity

Recording. Além disso, mostrou a interface e a utilizacao do sistema.
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Figura 18: Sumariacdo Atividades do Monitoramento
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Figura 19: Teste Monitoramento Em Tempo Real
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4 Conclusao

O monitoramento de atividades pode incentivar as pessoas a praticarem mais ati-
vidades fisicas e consequentemente a melhorarem a qualidade de vida. Um fator crucial
para o monitoramento de atividades é o estudo do RAH, que consiste em identificar quais

atividades foram desempenhadas por uma pessoa.

Utilizando as bases tedricas apresentadas neste trabalho e presentes na literatura,
o aplicativo Activity Recording foi desenvolvido para monitorar as atividades dos usuérios
e ajudar os pesquisadores da area a criarem bases de dados personalizadas e executar as

etapas de RAH separadamente.

O desenvolvimento do aplicativo foi concluido com sucesso. Ele contempla todas
as etapas de um sistema de RAH. Além disso, ele pode ser usado tanto por usudrios
finais, que pretendem monitorar suas atividades, quanto por usuarios pesquisadores, que
pretendem estudar técnicas e algoritmos para RAH. O aplicativo encontra-se em fase
final de testes e pode ser, em breve, disponibilizado em servigos de distribuicao digital de

aplicativos, tais como o Google Play.

Os trabalhos futuros a serem feitos dizem respeito a (i) melhoria da implementagao
do algoritmo de classificaggo KNN; (ii) publicagdo do aplicativo na Google Play; (iii)
desenvolvimento do aplicativo para outros sistemas operacionais; (iv) implementagao de
outros algoritmos de classifica¢ao; (v) melhoria da interface grafica do aplicativo; (vi)
estudo sobre migrar o processamento do aplicativo para um servidor na nuvem; (vii)

geracao de mais relatérios e estudo sobre outros graficos para sumariacao dos dados.
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