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Resumo

As redes de interagao proteina-proteina (PPI), com frequéncia, comportam nimeros
expressivos de nds (proteinas) e arestas (interagoes) na ordem dos milhares, possivel-
mente milhdes. Os nés promissores em redes PPI de grande porte, passiveis a serem
utilizados na producao de farmacos, podem ser identificadosatravés de métodos exatos
como bridging centrality, no entanto, isto pode se tornar um problema computacional a
ser superado devido a complexidade destas redes. Como alternativa, se sugere o uso de
Inteligéncia Artificial, sendo o objetivo desta pesquisa analisar algoritmos de aprendizado
de méquina (ML) aplicadas ao problema de determinacao de bridging centrality em redes
PPI, modeladas por meio de Rede Complexa, e identificar o algoritmo que ofereca re-
sultados proximos ao gerado pelo algoritmo exato tido como referéncia, mas com esforgo
computacional menor. Foram selecionadas redes PPI de nove diferentes bactérias, sobre
as quais foi gerado um conjunto de métricas estruturais usando o software Gephi. Em
seguida, cada arquivo de PPI contendo as métricas geradas foi submetido a andlise de 15
algoritmos selecionados para a ML, disponiveis no software WEKA. Os arquivos de mé-
tricas de predi¢ao foram submetidos ao melhor modelo preditivo identificado e, a seguir,
os nos foram classificados em weak ou strong. Por fim, houve a avaliacdo do desempenho
do classificador, utilizando-se o software R e o pacote ROCR, obtendo-se a curva ROC, o
valor Area Under the Curve (AUC), a acuracia e o threshold correspondentes. Os melhores
modelos de aprendizagem identificados foram gerados pelos algoritmos Bagging e Random
Forest, e os piores foram gerados pelos algoritmos NaiveBayes e OneR. Em termos gerais,
a acuracia média da predicao foi de 74, 38% =+ 5,84%, com limiar médio de 96%, e AUC
médio de 65,09% =+ 4,48%. Os nés preditos corretamente pelo classificador foram, em
média, 24,33% sendo 2, 75% verdadeiros positivos e 21, 58% verdadeiros negativos. Por
outro lado, 75,66% foram incorretamente classificados, sendo 23,67% falsos positivos e
51,99% falsos negativos. Comparando os 2, 75% verdadeiros positivos com os identifica-
dos pelo algoritmo exato, obteve-se uma taxa de acerto médio de 77,16% =+ 20, 23%. O
resultado preditivo gerado pelo processo de ML aproximou-se do obtido pelo algoritmo

exato, apresentando eficacia, no entanto, com consideravel taxa de erro. Dessa forma,



nossos resultados corroboram o conhecimento da literatura sobre uso de ML em redes
complexas, ou seja, algoritmos de ML aplicados a medidas de centralidade complexas
como a bridging centrality nao sao eficazes. O plugin implementado como um dos produ-
tos deste trabalho para o software GEPHI, versdo 0.9.1 ou superior, encontra disponivel

no site sourceforge.net, sob o nome de BridgingCentralityPlugin.

Palavras-chave: PPI, Bridging Centrality, Aprendizado de Maquina, Redes Complexas.



Abstract

Protein-protein interaction (PPI) networks often carry expressive numbers of proteins
and interactions in the order of thousands, possibly millions. The promising nodes in
large PPI networks, which can be used in drug production, can be identified through
exact methods such as bridging centrality, however, this can become computationally ex-
pensive to be overcome due to the complexity of these networks. As an alternative, the
use of machine learning is suggested. The objective of this study was analyzed machine
learning algorithms (ML) applied to the problem of determining bridging centrality in
PPI networks, modeled by Complex Network, and identify the algorithm which offers
results closest to generated by the exact algorithm taken as a reference, but with less
computational effort. PPI networks were selected from nine different bacteria, on which
a set of structural metrics were generated using Gephi. Then, each PPI file containing
the generated metrics was submitted to the analysis of 15 algorithms selected for ML
available in the WEKA. The prediction metrics files were submitted to the best predic-
tive model identified and then the nodes were classified as weak or strong. Finally, the
performance of the classifier was evaluated using the R software and the ROCR package,
obtaining the ROC curve, the area under ROC curve (AUC), the corresponding accuracy
and threshold. The best learning models identified correspond to the algorithms Bagging
and Random Forest and the worst were the NaiveBayes and OneR. In general terms, the
mean prediction accuracy of the nodes of the PPIs was 74.38% =+ 5.84%, with a mean
threshold of 96%, and mean AUC of 65.09% =+ 4.48%. The nodes correctly predicted by
the classifier were, on average, 24.33%, with 2.75% true positive and 21.58% true negative.
On the other hand, 75.66% were incorrectly classified, being 23,67% false positive and
51.99% false negative. Comparing the 2.75% true positive with those identified by the
exact algorithm, an average hit rate of 77.16% =+ 20.23% was obtained. The predictive
result generated by the ML process approached that obtained by the exact algorithm,
presenting efficacy, however, with a considerable error rate. Thus, our results corroborate
the literature knowledge about the use of ML in complex networks, that is, ML algorithms

applied to complex centrality measures such as bridging centrality are not effective. The



plugin implemented as one of the products of this work for GEPHI software, version 0.9.1

or higher, is available on sourceforge.net under the name of BridgingCentralityPlugin.

Keywords: PPI, Bridging Centrality, Machine Learning, Complex Networks.
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Introducao

Conforme apontam Oliveira e Santos (2016), as proteinas sao consideradas os blo-
cos fundamentais de construcao da vida, pois desempenham varios papéis em funcgoes
estruturais e enziméticas de uma célula, por meio de interacoes proteicas. No entanto, a
determinacao do papel das proteinas é uma tarefa dificil de se realizar. Como exemplo
desse fato tem-se que quase metade dos genes procariontes tém fun¢ao ainda desconhe-
cida (HANSON et al., 2010). Todavia, apesar da falta de informacdes quanto ao papel
de novos genes, pode-se vislumbrar possiveis interagoes entre proteinas desconhecidas e
proteinas conhecidas. Tal anotagao poderia ser util ao permitir a concentracao de esforgos
em um conjunto particular de genes na tentativa de se entender os processos biolégicos.
Para alcancar este objetivo, usa-se certas caracteristicas possiveis de evidéncia do gene,
como por exemplo: evolucao, vizinhanga conservada, expressao, um processo bioldgico
envolvido, fungao e componente celular (SNEL et al., 2000). Cada caracteristica cria uma
aresta entre os nds representando os genes em uma rede denominada Rede de Interacgao
Proteina-Proteina (PPI). Deve-se notar que tal rede é apenas uma previsao automatizada,
pois somente observando-se o genoma de um organismo nao se pode garantir a expressao
de seus genes previstos. Mesmo assim, é uma previsao valiosa para estudos da Biologia.
Redes PPI foram desenvolvidas em vérios organismos, permitindo a compreensao de nu-
merosos processos biologicos. O conjunto de associagdes montado permite a investigacao
das singularidades proteicas estruturais e funcionais dentro das vias de interesse. Os ma-
pas de PPI ajudaram a investigar novas proteinas relacionadas & doenga (STELZL et al.,
2005).

Redes de interacao proteina-proteina sdo um ingrediente importante para a compre-
ensao em nivel de sistema de processos celulares. Essas redes podem ser utilizadas para
filtrar e avaliar dados de gendmica funcional e, também, para fornecer uma plataforma
intuitiva para se anotar propriedades estruturais, funcionais e evolutivas de proteinas.
Por meio da exploragdo das redes de interagao previstas pode-se sugerir novos rumos
para futuras investigacoes experimentais, além de fornecer previsoes inter-espécies para o
mapeamento de interagbes. (SCHWARTZ et al., 2008)
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A identificacdo de proteinas alvo para a producgao de farmacos, conforme Ananthasu-
bramanian et al. (2012) e Liu et al. (2012), utiliza frequentemente a analise PPI (do inglés
Protein-Protein Interaction) em que as relagoes de interagdo proteina-proteina conside-
ram caracteristicas como: (i) a proximidade de seus genes em um cromossomo; (ii) seus
genes estao fundidos de modo a facilitar a producao e interacao de seus produtos pro-
teicos; (iii) evolucao conjunta; (iv) sdo expressas conjuntamente; (v) existem no mesmo
local subcelular; (vi) estao associados a mesma fungao molecular; e (vii) participam do

mesmo processo biol6gico, como afirmam Consortium et al. (2004) e Mering et al. (2007).

Uma das potencialidades de PPIs ¢ identificar quais seriam as consequéncias de se
ativar/desativar a expressdo de um determinado gene em um organismo. No entanto, as
técnicas in vitro e in vivo demandam grande quantidade de recursos, produzindo apenas
uma fragdo das PPIs de um organismo sob estudo, como afirma Braun (2012). Para
Ananthasubramanian et al. (2012) e Larsen, Hamada e Gilbert (2012), uma alternativa
é a predicao in silico de PPIs, em que modelos computacionais de predicdo de PPIs po-
dem ser reaproveitados entre organismos evolutivamente préximos. Esse resultado abre a
perspectiva de reutilizar o conhecimento a respeito de organismos para os quais as PPIs
sejam conhecidas para outros sobre os quais ainda nao exista informagao experimental.
Tal andlise baseia-se na hipdtese de que as proteinas envolvidas em um mesmo processo
biol6gico possuem algumas das caracteristicas acima relatadas (i até vi) com grande si-
milaridade. Nessa configuragdo, quando tais proteinas sao representadas graficamente em
um espago multidimensional (por meio de uma abstragdo em Rede Complexa), estariam
propensas a formarem aglomerados mais compactos do que aquelas que nao pertencem ao
mesmo processo biolégico. Atualmente, existe uma gama de algoritmos para identificar
tais aglomerados como, por exemplo, a Clusterizacio Baseada na Densidade e a Cluste-
rizacao Hierdrquica que apresentam boa acuracia preditiva em redes PPIs, como exposto

por Zhang (2009).

As redes produzidas como consequéncia da geracao de PPIs de um proteoma sao com-
plexas por possuirem uma quantidade relevante de caminhamentos circulares, tornando
dificil perceber a origem e a finalizacao do possivel processo bioldgico. Nas redes construi-
das a partir de milhares de proteinas a quantidade de ciclos aumenta consideravelmente,
e a analise de suas intera¢oes mais simples tende a tornar-se inviavel. Essa complexidade
dificulta o uso de redes oriundas de PPIs para o mapeamento de relagoes menos 6bvias,

aquelas que nao estao nas vizinhancas imediatas das proteinas, segundo Zhang (2009).

Para diminuir a complexidade da andlise de redes PPI, Hwang et al. (2006) propoe
a estatistica bridging centrality a fim de definir um arcabouco central de vértices do PPI
em estudo. Esse calculo é o produto de duas partes: bridging coefficient e betweenness
centrality, conforme Breitling et al. (2004) (detalhes no capitulo 2, segdo 2.1.1.6) e a multi-
plicacao dessa apuragao garante uma normalizacao do item bridging centrality prevenindo,

assim, a ocorréncia de erros devido a diferengas de escala, segundo Zhang (2009). O valor
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bridging coefficient de um dado vértice determina a extensdo do quao bem posicionado
ele esta em relacao a outros, de alto grau, ou seja, vértices que possuem elevadas quanti-
dades de arestas. A estatistica betweenness centrality leva em consideracdo a quantidade
de caminhos mais curtos entre dois vértices quaisquer ponderando a quantidade desses
caminhos que passam pelo vértice sob andlise, como esclarece Zhang (2009). Essa esta-
tistica implica no mapeamento dos caminhos mais curtos entre todos os pares de vértices
da rede. De acordo com Brandes (2001), tal analise, apesar de ser computacionalmente
intensiva, pode ser executada em um tempo polinomial, com ordens de grandeza entre
O(n?) e O(nm) em grafos com arestas nio direcionadas e ndo ponderadas, em que n
representa a quantidade de vértices e m a quantidade de arestas. Uma vez computado o
valor da estatistica bridging centrality, todas as proteinas podem ser listadas em ordem
decrescente de tal forma que os bridging nodes apresentem os maiores valores de bridging
centrality.

O algoritmo apresentado por Brandes (2001) apresenta o cdlculo exato! de betweenness
centrality e requer espago da ordem O(n + m), e executa em tempo O(nm) para grafos
nao-ponderados e em O(nm + n?logn) para grafos ponderados. Segundo Akhtar (2014),
por apresentar tal desempenho, esse algoritmo encontra-se disponivel em diversos softwa-
res utilizados em andlises de redes complexas como R2, Pajek3, Cytoscape?, SocNetV?,

Gephi®, dentre outros.

1.1 Motivacao

Com frequéncia as redes PPI apresentam elevado niimero de proteinas, podendo chegar
aos milhares, assim como suas intera¢oes. Como exemplo, a Figura 1 apresenta uma rede
PPI de levedura em que os bridging nodes sao destacados por circulos pretos. Nesse
sentido, o calculo de betweenness centrality para grandes redes torna-se um problema
computacional consideravel.

Para contornar tal problema, tem-se como alternativa a utilizacao de técnicas de
aprendizado de maquina (ML) sobre caracteristicas estruturais da rede PPI em estudo,
buscando-se predizer quais de seus nos estariam mais propensos a serem classificados como
bridging nodes.

Nesse sentido, este trabalho de pesquisa analisou a aplicacao da técnica bridging cen-
trality proposta por Hwang et al. (2006) em redes PPI, e também estudou a aplicagao de

algoritmos de aprendizado de maquina a fim de avaliar a viabilidade de utilizd-la como

Por esta razao, pode ser chamado de algoritmo ezxato
http://www.r-project.org, acessado em: 23/02/2017
http://mrvar.fdv.uni-lj.si/pajek/, acesso em: 23/02/2017
http://www.cytoscape.org, acesso em: 23/02/2017
http://socnetv.org, acesso em: 23/02/2017
http://www.gephi.org, acessado em: 23/02/2017

DU s W N =
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Figura 1 — A rede metabdlica da levedura com 359 nés e 435 arestas. Os nods com os
maiores valores de bridging centrality sdo destacados em circulos azuis.

Fonte: adaptado de Hwang et al. (2006)

método alternativo para predicao de bridging nodes com esfor¢co computacional menor

que o do algoritmo exato.

1.2 Objetivos e Desafios da Pesquisa

1.2.1 Objetivo Geral

O objetivo geral deste trabalho foi analisar a aplicacao de algoritmos de aprendizado
de maquina ao problema de determinacao de bridging centrality em redes PPI, modeladas
por meio de Rede Complexa, e identificar aquele que ofereca resultados proximos ao do

algoritmo exato tido como referéncia, mas com esforco computacional menor.

1.2.2 Objetivos Especificos

Para alcancar o objetivo geral, sdo apresentados os seguintes objetivos especificos:

o realizar o levantamento de dados de redes PPI conhecidas para serem utilizados nos

testes dos algoritmos;
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o implementar o algoritmo exato de bridging centrality proposto por Hwang et al.

(2006), na forma de um plugin para o Gephi;

o realizar testes com o algoritmo bridging centrality implementado (item anterior),

coletando dados para analise posterior;

o para cada rede PPI adotada como objeto desse estudo:

(A gerar métricas para utilizacdo nos algoritmos de aprendizado de maquina;

[ extrair as métricas cujos algoritmos tenham complexidade computacional in-

feriores a da betweenness centrality;

[ gerar o arquivo ARFF a ser submetido ao WEKAT para analise;

o utilizando o WEKA, executar algoritmos de aprendizado sobre as redes PPI, gerando

os modelos de aprendizado correspondentes;

o com os modelos de aprendizado obtidos (item anterior), utilizar o WEKA para

predizer os noés mais promissores, para cada rede PPI do conjunto de testes;

o selecionar o modelo de aprendizado, assim como seu algoritmo, que apresentar o

melhor resultado mensurado pelo valor AUC;

o implementar um plugin para o Gephi utilizando o algoritmo de aprendizado esco-

lhido (item anterior);

1.3 Hipodtese

A hipétese levantada para este trabalho é a existéncia de um algoritmo de aprendizado
de maquina que, ao ser aplicado as métricas extraidas de uma rede PPI, gere resultados
que se aproximem dos resultados gerados pelo algoritmo exato no calculo de bridging

centrality, mas com esforco computacional menor.

1.4 Organizacao da Dissertacao

A apresentacao do trabalho esta estruturada como se segue.

O Capitulo 2 apresenta os conceitos tedricos que dao fundamento ao presente trabalho,
com atencao especial a complexidade de algoritmos geradores de métricas de centralidade
e uma breve analise de trabalhos correlatos.

O Capitulo 3 descreve a estrutura desta pesquisa, destacando-se o algoritmo exato

para calculo da bridging centrality e a implementacao de seu plugin para o software Gephi.

T https://www.cs.waikato.ac.nz/ml/weka/, acesso em: 23/02/2017
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Descreve, ainda, as etapas do estudo avaliativo dos algoritmos de aprendizado de maquina
e a determinagao do melhor método para predicao de bridging nodes.

O Capitulo 4 apresenta os resultados obtidos pelos experimentos realizados utilizando
os métodos descritos no capitulo 3.

Por fim, o Capitulo 5 apresenta as consideracoes finais desta pesquisa, com destaque
para os principais resultados obtidos, relaciona dificuldades encontradas, contribuicoes
para a literatura da area, aponta limitacoes da pesquisa e apresenta propostas para tra-

balhos futuros.
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Revisao da Literatura

De acordo com Dehmer e Basak (2012, p. 45), os fendmenos do mundo real ocorrem
por meio de intrincadas interagoes entre varios de seus elementos. Para representa-los de
forma abstrata, as redes sao instrumentos que possibilitam descrever esses relacionamentos
e s@o, assim, instrumentos poderosos para descrever sistemas complexos. Nesse sentido,
o conceito de redes é universal e pode ser aplicado a estudos de adreas como Matematica,
Ciéncia da Computacao, Economia, Sociologia, Quimica, Fisica, Biologia, dentre outras.
Logo, as redes tornaram-se um importante instrumento de compreensao dos sistemas do
mundo real e da extragdo de conhecimento de suas relagoes. A Tabela 1 relaciona alguns

exemplos de redes descrevendo sistemas reais.

Tabela 1 — Exemplos de redes representando sistemas reais.

Rede Arestas Noés
Internet Conexao de dados Compudadores, roteadores, servidores
World Wide Web | Hyperlinks Paginas web
Rede de citagoes | Citagao Artigos, patentes, or processos legais
Matriz energética | Linhas de transmissao | Estacoes e subestagoes geradoras
Redes sociais Relacionamentos Pessoas
Metabolismo Reagoes metabdlicas Metabolitos
Cadeia alimentar | Predacao Espécies

Fonte: adaptado de Dehmer e Basak (2012, p. 46)

De acordo com Wang (2015), para que seja possivel descrever as caracteristicas comuns
e as propriedades inerentes a diferentes tipos de redes, faz-se necessaria uma ferramenta
eficiente e igualmente rigorosa de analise, a qual é oferecida pela Matematica na forma
da Teoria dos Grafos. Sua origem ¢ atribuida a Leonhard Euler (1707 - 1783) quando
este estudou e resolveu o famoso Problema das Sete Pontes de Kiinigsburg. A Figura 2

representa a abstracao utilizada por Euler.
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Figura 2 — Grafo representando o problema das 7 pontes de Kiinigsburg.

Fonte: adaptado de Wang (2015, p. 6)

Nessa linha de raciocinio, como apresenta Wang (2015, p. 4), uma rede complexa é uma
representagao grafica de um conjunto de elementos fisicos diferentes (ou estruturas abs-
tratas) representados por nés (vértices), interligados entre si por meio de links (arestas),
segundo uma determinada regra de conexao, e formando uma certa estrutura topoldgica.
Em contrapartida, um grafo, em sua representacao pura, apresenta a no¢ao matematica
desse conceito considerando apenas sua estrutura, sem considerar seu significado fisico.

Como mencionado no capitulo 1 e apontado na Tabela 1, interagoes entre proteinas
(redes PPI) podem ser modeladas por redes complexas, cujos nés representam proteinas
e os links descrevem as relagoes entre elas. Estas redes, de acordo com Erciyes (2014),
atuam como interface entre o genoma e o metabolismo do organismo, como ilustra a

Figura 3, e cumprem fungdes metabdlicas sob controle dos genes.

Genome

TAVANRY

i
\ A
AN

| PROTEOME

— PPI Network

Metabolism

Figura 3 — Exemplo esquemético de rede PPI em sua participagao num processo metabo-
lico

Fonte: adaptado de Erciyes (2014, p. 204).
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Na segao 2.1 a seguir sao apresentados conceitos sobre grafos, relevantes ao escopo
deste trabalho de pesquisa, tendo como referéncias a organizacao didatica, assim como
o conteudo, apresentada por Silva e Zhao (2016, p. 16) e a notacao adotada por Costa
et al. (2007, p. 7). Os termos grafo e rede serao tratados, no decorrer do texto, como

sinbnimos e sua distingao sera explicitada caso necessario.

2.1 Grafos

Definig¢ao 2.1.1 (Grafo). Um grafo G € definido como um par ordenado G = (V,E), em
que V é um conjunto finito, nao vazio de vértices (ou nds), e £ é o conjunto das arestas

existentes entre os vértices de V, ou seja, £ C {(u,v) | u,v € V}.

A quantidade de vértices de G é dada por n = |V| e a quantidade de arestas, por
m = |E].

Do grafo da Figura 4, tem-se V = {1,2,3,4,5}, £ = {(1,2),(1,3),(2,3),(3,3),(3,4)},
n =5 e m = 5, respectivamente.

Quando o grafo nao possuir arestas ligando um mesmo vértice, ou seja, Vu € V |
(u,u) ¢ &, esse grafo é dito ser livre de auto loop. Informalmente, isso significa que
nao é possivel sair de um vértice e voltar a ele mesmo passando por exatamente uma
aresta. Por outro lado, quando houver pelo menos uma aresta ligando o mesmo vértice
(Fu e V| (u,u) € ), o grafo é dito possuir auto loop. Este é o caso do grafo da Figura

4 que apresenta um loop no vértice 3.

Figura 4 — Exemplo de grafo com auto loop.

Fonte: adaptado de Silva e Zhao (2016, p. 16)

Definigao 2.1.2 (Grafo nao direcionado). Quando o conjunto € é simétrico, ou seja,

V(u,v) € €& = (v,u) € &, diz-se que G é um grafo nao direcionado.

Em outras palavras, dada uma aresta entre os vértices v e v, deve haver uma aresta
entre v e u. Graficamente, a existéncia dessas duas arestas ((u,v) e (v,u)) é representada

por tnica linha sem indicagao de sentido (setas), como ilustra a Figura 4.

Definigao 2.1.3 (Grafo direcionado). Quando o conjunto € satisfaz a restrigio I(u,v) €
E | (v,u) ¢ &, diz-se que o grafo G ¢é direcionado. Fsse grafo deve, pois, possuir pelo

menos uma aresta de u para v, com a auséncia de seu oposto.
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A Figura 5 ilustra um grafo cujas arestas possuem indicacao de sentido (setas).

Definigao 2.1.4 (Vértices adjacentes). Dois vértices u,v € V sao ditos adjacentes se eles

possuem uma aresta em comum.

No caso de grafos nao direcionados, se u é adjacente a v entao v é adjacente a u. Mas,
para grafos direcionados, u adjacente a v nao implica que v seja adjacente a u, ou seja,
se (u,v) € € e (v,u) ¢ £, entao v é adjacente a u, mas o oposto nao se aplica. Na Figura

5 0 nod 3 é adjacente ao nd 5, mas o n6é 5 nao ¢ adjacente a no6 3.

O O A
o

o O O O O = = O
o O O o O = O
O O O O O o o o
o O O O o = O O
o O O O o = O O
o O O O o = O O
o O O O o o o o
o O O O O o o o

Figura 5 — Exemplo de grafo direcionado e sua matriz de adjacéncias.

Fonte: adaptado de Silva e Zhao (2016, p. 21)
Defini¢ao 2.1.5 (Matriz de Adjacéncias). Seja G = (V, €&, A) um grafo genérico. A é
denominada matriz de adjacéncias e € definida a sequir:

a A é sempre uma matriz quadrada, em que a ordem n é dada pela quantidade de

vértices de G (n = |V|)
A as linhas e colunas da matriz A sao indexadas pelos vértices de G

0 a (4, j)-ésima entrada de A, denotada por A;; = a; j, corresponde d aresta (i,j) € €
do grafo. Formalmente, ¥(i,5) € £ 1 a;; #0 eV(i,5) ¢ € a;; =0

A matriz de adjacéncias assume a seguinte forma geral:

@11 Q12 - QA1p
A Q21 Q22 -+ Q2p
Qm,1 Am2 -~ Gnmn

Defini¢ao 2.1.6 (Grafo nao ponderado). Um grafo G ¢ dito ndo ponderado quando suas

arestas nao possuem indicacao de peso.
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Para um grafo G nao ponderado, os elementos de sua matriz A sao 0‘s e 1‘s, ou seja,
A;; € {0,1},Vi,5 € V. Se G é nao direcionado, a matriz A é simétrica (A;; = Aj;), o que
pode nao ocorrer quando G é direcionado. A Figura 5 apresenta a matriz de adjacéncias
A correspondente ao grafo direcionado a sua esquerda. Cabe observar que os elementos
dessa matriz nao sdo simétricos em relacao a sua diagonal principal e que os elementos

dessa diagonal sao nulos, indicado auséncia de loop no grafo.

0350 0
0002 0
W=10006 0
000 0 10
0000 O

Figura 6 — Representagao de grafo ponderado direcionado e sua matriz de pesos.

Fonte: adaptado de Silva e Zhao (2016, p. 18)

o O A=
o

o O O o o = = O
S O O OO = O
O O = = = O =
o O O o o = O O
o O O O o = O O
o O O o o = O O
O O O O o o o o
O O O O o o o o

Figura 7 — Exemplo de grafo nao direcionado e sua matriz de adjacéncias.

Fonte: adaptado de Silva e Zhao (2016, p. 21)

Definigao 2.1.7 (Grafo ponderado). Um grafo G é dito ponderado quando suas arestas

possuem indicacao de peso.

A Figura 6 ilustra um grafo ponderado direcionado. Nota-se, em sua matriz de pesos
denotada por W, que os elementos nao nulos indicam a existéncia de aresta partindo do
vértice de origem dirigindo-se ao vértice de destino (convencionado, respectivamente, pela
i-ésima linha e j-ésima coluna de W), ou seja, W;; > 0 & (4, ) € &€ e, ainda, que o valor

de cada posigao de VW representa o peso daquela aresta.

Definigao 2.1.8 (Vizinhos de um vértice). Os vizinhos de um vértice v € V, no grafo G,

¢ o conjunto de todos os vértices adjacentes a v, denotado por

N(v) ={u| (v,u) € &} (1)
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Na Figura 7, N'(3) = {1,2,4,5,6}, N(1) = {2,3}, N(7) = {}. Para o grafo da Figura
5, N(3) ={1,2,4,5,6}, N(1) = {2}, N(7) = {}.

Defini¢ao 2.1.9 (Grau de um vértice). Em um grafo nao direcionado G, o grau de um
vértice v € V (denotado por k,) € o total de vértices adjacentes a v. Formalmente,

k, = IN(v)|, ou seja, o grau de v é a quantidade de seus vizinhos.

Na Figura 7, ks = IN(3)| =5, k1 = IN(1)| = 2, kr = |N(7)| = 0.
Em grafos direcionados tem-se que o grau de um vértice ¢ a soma de arestas que nele
chegam com a soma das arestas que dele saem. Formalmente, tem-se k, = k" + kot

onde k™ indica o grau de entrada e k2%, o grau de saida.
Na Figura 5, ks = k" +k§* = 0+5 =5, ky = k" + k' =2+ 1 =3, ky = k" + kot =
0+0=0.

Definigao 2.1.10 (Grau médio do grafo). O grau médio de um grafo é calculado como a

média aritmética dos graus de todos os seus vértices, formalizado por
- 1
k= — > ki (2)

Adicionalmente, Chapela et al. (2015, p. 14 - 15) relaciona o grau médio com a quan-

tidade de vértices (n = |V|) e arestas (m = |€|), formalizado pela expressao

- 1 2
F==S k=0
ey n
simplificando o calculo do grau médio do grafo.

Da Figura 7, tem-se m = 6 arestas e n = 8 vértices. Logo:

~ 2 2% 6

k==Y h="2=2215

ey n 8
20

) [0 3 2 0 0]
30 5 0 10
s W=|[2 5 02 0
; 0 020 0 0
" ) (010 0 0 0]

Figura 8 — Exemplo de grafo nao direcionado ponderado e sua matriz de pesos.

Fonte: adaptado de Silva e Zhao (2016, p. 23)
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20
2 (0 0 00 0]
30 500
3 W=1[2 5 00 0
g 0 020 0 0
” (010 00 0|

Figura 9 — Exemplo de grafo direcionado ponderado e sua matriz de pesos.

Fonte: adaptado de Silva e Zhao (2016, p. 23)

Definigao 2.1.11 (Passeio ou Walk). Um passeio em um grafo G, contendo vértices

V1, Vg, ..., 0 €V ek >2, éuma sequéncia ordenada de vértices

W = {(?)1,1)2), (Ug,vg), ceey (vk_l,vk) | {2, .. ,/{3} : (Uk—lavk) € 5}

Em um passeio, os vértices que o constituem podem ser revisitados. Ainda, v; e vy sao
denominados vértices de origem e de destino, respectivamente. Quando vy = v, tem-se
um passeio fechado e, se vy # vg, um passeio em aberto. Quando um passeio é constituido

por um unico vértice ele é dito trivial.

Definicao 2.1.12 (Trajeto ou Trail). Um trajeto é um passeio cujas arestas nao se re-

petem.
Definigao 2.1.13 (Circuito ou Tour). Um circuito é um trajeto fechado.

Defini¢ao 2.1.14 (Caminho ou Path). Um caminho &2 é um passeio nao trivial em que

todos 0s vértices intermedidarios sao distintos.

Defini¢ao 2.1.15 (Caminho Hamiltoniano). Um caminho Hamiltoniano é um caminho

que passa por todos os vértices do grafo uma unica vez.

Definigao 2.1.16 (Caminho Euleriano). Um caminho Euleriano é um caminho que passa

por todas as arestas do grafo uma unica vez.
Definig¢ao 2.1.17 (Ciclo). Um ciclo é um caminho fechado.

Definigao 2.1.18 (Ciclo Hamiltoniano). Um ciclo Hamiltoniano é um ciclo que passa

por todos os vértices do grafo uma unica vez.

Definigao 2.1.19 (Ciclo Euleriano). Um ciclo Euleriano é um ciclo que passa por todas

as arestas do grafo uma unica vez.
Definigao 2.1.20 (Comprimento de um passeio). Seja um passeio
W = {(v1,v2), (v, v3), ..., (Vk_1,0k) | K >2: (vk_1, %) € E}

O comprimento de W ¢ a quantidade de arestas ao longo de seu percurso, ou seja, |W'| =
kE—12>1.



40 Capitulo 2. Revisdo da Literatura

Defini¢ao 2.1.21 (Distancia de um passeio ou caminho). Seja um passeio
W = {(v1,v2), (v2,v3), ..., (Vk_1,0) | K >2: (vk_1,0%) € E}

A distancia d de W € dada por:

K K

d) = [(ve1,ve)| = D w1k (3)

k=2 k=2

onde:
|(vk_1,v)| : € 0 peso da aresta entre os vértices vy_1 e vy
w;; : € a (1,j)-ésima entrada na matriz de pesos VW

Definicao 2.1.22 (Caminho mais curto entre dois vértices). O caminho mais curto entre
dois vérticesu € V ev € V, denotado por d,,, € o caminho iniciado no vértice u, finalizado
em v e que possui a menor distancia. Formalmente:

duv - 71}1111 d(%—w) (4)

uU—v

onde:
W, : corresponde ao caminho iniciado em u e finalizado em v

Na Figura 4, #1 = {(3,3)} é um passeio trivial, #, = {(4,3),(3,3),(3,2)} é um
passeio em aberto, #5 = {(4,3),(3,3),(3,2),(2,1),(1,3),(3,4)} é um passeio fechado,
i = {(4,3),(3,2),(2,1)} é um trajeto aberto, #5 = {(3,2),(2,1),(1,3)} é um trajeto
fechado. Nenhum passeio alcanga o n6 5. Os comprimentos desses passeios sao: |#| = 1,

Vol =3, W5 = 6, [#i| = 3, [#5] = 3

2.1.1 Medidas de Centralidade

Para Erciyes (2014, p. 70), centralidade é uma métrica que quantifica a importéncia
de um no ou aresta, baseado em sua posicao topologica em uma rede complexa. Dehmer e
Basak (2012, p. 69) complementam ao afirmar que centralidade é um conceito importante
para analises de redes, pois ajuda a localizar os nés centrais (e, portanto, importantes)
em uma rede complexa. A seguir, sao apresentadas algumas métricas de centralidade

relevantes para esta pesquisa.

2.1.1.1 Degree Centrality

Brandes e Erlebach (2005, p. 21), Costa et al. (2007, p. 8), Dehmer e Basak (2012,
p. 70) e Erciyes (2014, p. 86) definem que o grau de um né é considerado a maneira
mais simples de se especificar a sua importancia em uma rede. Logo, espera-se que o

né possuidor do grau mais elevado (portanto, com mais vizinhos) esteja envolvido em
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comunicagoes mais frequentes do que o ndé que possua grau mais baixo. Para grafos
nao direcionados G(V, &), a degree centrality de um vértice ¢ (Cp(i)) é simplesmente o
valor de seu grau, denotado por k(i). Para grafos direcionados, a degree centrality é
dada pela soma de in-degree centrality (k™(i)) e out-degree centrality (k°"*(i)), ou seja,
k(i) = k™ (i) + k°“(i). Formalmente, dado um grafo G(V, ) composto por n vértices e
uma matriz de adjacéncias A, x,, a degree centrality de um vértice i é:
Cpli) = _ ay (5)
JEV
onde a;; é ij-ésima entrada da matriz A e n é a quantidade de nés da rede.
O calculo das degree centrality de todos os nés da rede é atribuido a um vetor Cp,
em que cada posicao corresponde a soma dos valores da linha correspondente de A em n

passos, totalizando ©(n?) em tempo de execugio.

2.1.1.2 Weighted Degree Centrality

Costa et al. (2007, p. 9) e Opsahl, Agneessens e Skvoretz (2010, p. 246) definem a
weighted degree centrality (C}5(i)) como uma extensao da degree centrality para redes
ponderadas, em que consideram a soma dos pesos das arestas ligadas ao no de interesse

(s;). Em redes ponderadas direcionadas, essa métrica formaliza-se por:
Cp(i) = s™(i) + s™(i) (6)
(i) = Y w, @
J
S(0) = Y w, ()
J
Para redes ponderadas nao direcionadas, tem-se:
Cp(i) = s(i) = Y w, (9
J

onde w;; € a 1j-ésima entrada da matriz de pesos W, «,, da rede.
A complexidade do calculo, em tempo de execucao, das weighted degree centrality de

todos os nés da rede é idéntico ao realizado para degree centrality, resultando em ©(n?).

2.1.1.3 Triangles

O célculo do niimero de tridangulos de uma rede tem sido objeto de pesquisas frequentes
desenvolvidas por diversos autores nos tultimos anos e utiliza multiplicacao de matrizes.
Dentre esses autores destaca-se o trabalho realizado por Coppersmith e Winograd (1987),
que determina o valor do expoente v da multiplicacdo de matrizes como sendo 2.376.

O trabalho realizado por Schank e Wagner (2005) compreende um estudo experimental

rigoroso sobre algoritmos conhecidos para contagem e listagem de tridngulos presentes
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em redes complexas, e contribui apresentando melhorias de performance em um desses
algoritmos. A Figura 10 apresenta resumidamente os algoritmos estudados por esses
pesquisadores, juntamente com suas estimativas de tempo de execugao.

Considerando o algoritmo “ayz with fast matriz-multiplication”proposto por Schank e
Wagner (2005), sua ordem de complexidade (O(m%)) em tempo de execugao, o valor de

v = 2.376, e m a quantidade de arestas da rede, tem-se:

O(m>77) = O(mFor1 ) = O(m4%)

R core forward-hashed
| i 19
; O( 2,?1) ayz us;n_g fast | T O (ms,.zj
‘ .t malrix- i
multiplication 5‘\ .
1 [ listing-ayz P

......................................................... \ hashed

~ ; <«+—» edge-iterator O(mdmax)
fast matrix- node-iterator :
O (n") multiplication \ /
. . M . y
O (n®)  matrix-multiplication > (3 O (n%)
counting algorithms listing algorithms

Figura 10 — Resumo esquematico de algoritmos de multiplicagdo de matrizes utilizados
na contagem e listagem de tridngulos presentes em redes complexas.

Fonte: adaptado de Schank e Wagner (2005, p. 6)

2.1.1.4 Betweenness Centrality

Esta métrica, como descrevem Koschiitzki (2007, p.73), Silva e Zhao (2016, p. 48))
e Zhang (2009, p. 73), quantifica a participacdo de um dado vértice nos caminhos mais

curtos entre cada par de vértices da rede, e ¢é calculada pela seguinte expressao:

Cy(v) = Z pst(v) (10)
SFVF£L Pst
s,u,teV

onde:

pst(v) : quantidade de menores caminhos entre os vértices s e t que contém o vértice

v
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pst - quantidade de menores caminhos entre os vértices s e t

O algoritmo desenvolvido por Brandes e Erlebach (2005, p. 69) para calculo da betwe-
enness centrality é considerado o mais rapido disponivel, com tempo de execucao da ordem

O(mn+n?logn) para grafos ponderados, e da ordem O(mn) para grafos nao ponderados.

2.1.1.5 Bridging Coefficient

Hwang et al. (2006) definem que esta métrica visa determinar o quao bem posicionado

um ndé esta em relagdo aos nos de mais alto grau da rede. Formalmente, é definida por:

BC(v) = —Fv— (11)

onde:
k, : é o grau do n6 v
N (v) : é o conjunto dos vizinhos do né v.

Em trabalho posterior, Hwang et al. (2008, p. 343), afirmam que a complexidade média

para cdlculo da bridging coefficient ¢ da ordem O(n(logn)?), em tempo de execugao.

2.1.1.6 Bridging Centrality

Ainda no trabalho desenvolvido por Hwang et al. (2006) tem-se que um bridging node é
um né que interliga componentes densamente conectadas de uma rede. A métrica bridging
centrality ¢é utilizada para identifica-los quantitativamente, atribuindo-lhes um valor que

pode ser calculado formalmente por:
Cr(v) = BC(v) x Cp(v) (12)
onde:
BC(v) : é o valor da bridging coefficient do n6 v
Cg(v) : é o valor da betweenness centrality do n6 v

Dessa forma, os nés da rede que possuem os maiores valores de bridging centrality sao
considerados bridging nodes.

Em trabalho posterior, Hwang et al. (2008, p. 343), afirmam que a complexidade total,
em tempo de execugdo, da bridging centrality varia entre O(nm) e O(nm + n?logn) para

redes nao ponderadas e para redes ponderadas, respectivamente.
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2.1.2 Outras Medidas de Centralidade

A tabela a seguir apresenta outras métricas de centralidade constantes na literatura,

juntamente com suas ordens de complexidade de execucao.

Tabela 2 — Complexidade dos algoritmos relacionados ao célculo de métricas de centrali-

dade
Time Algorithm /Centralit Reference

Complexity & y

O(n?) Dijkstra SSSP (ERCIYES, 2014, p. 84)
O(m + nlogn) Dl‘.]kS.tI‘a SSSP (Fibonacci heap; (ERCIYES, 2014, p. 84)

priority queue)
O(n?) Floyd-Warshall APSP (ERCIYES, 2014, p. 86)
O(mn+n?logn) | Eccentricity (GRANDO; LAMB,
2015)

O(nm+n?logn) | Closeness Centrality (weighted graph) | (ERCIYES, 2014, p. 91)
O(nm+n?logn) | Harmonic Closness Centrality (ROCHAT, 2009, p. 10)
O(n®*+mnlogn) | Walk-based Betweenness Centrality (ROCHAT, 2009, p. 10)
O(n®*+mnlogn) | Information Centrality (ROCHAT, 2009, p. 10)

2.2 Aprendizado de Maquina

De acordo com Silva e Zhao (2016, p. 71), o aprendizado de maquina esté relacionado
ao estudo, projeto e desenvolvimento de algoritmos capazes de fazer com que computa-
dores aprendam sem terem sido explicitamente programados. Por ser bastante genéricas,
as técnicas de aprendizado de maquina podem ser utilizadas em diversas configuragoes
e propésitos. Para tal, é necessario traduzir o problema a ser tratado para o dominio
da aprendizagem de maquina que, em geral, requer um conjunto de caracteristicas como
entrada e produz como saida um critério de agrupamento ou classificacao.

Os algoritmos de aprendizado de maquina atualmente sao agrupados segundo trés pa-
radigmas: nao supervisionados, supervisionados e semi-supervisionados. Os algoritmos
nao supervisionados dispensam qualquer tipo de conhecimento externo, sendo guiados ex-
clusivamente pela estrutura intrinseca dos itens de dados ao longo do processo de apren-
dizagem. Dentre as principais fungoes de sua aplicacdo pode-se destacar: agrupamento,
deteccao de outlier, redugao de dimensionalidade, e associacao. Em contrapartida, os
algoritmos supervisionados sao aqueles que utilizam exclusivamente informagoes externas
para induzir ou treinar suas hipoteses. Sao frequentemente empregados em problemas
de classificagao, quando os dados rotulados sdo discretos, e em problemas de regressao,

quando tratam valores continuos. Entre esses dois paradigmas, encontram-se os algorit-
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mos semi-supervisionados, que mesclam caracteristicas dos algoritmos supervisionados e
dos nao supervisionados, ou seja, empregam dados rotulados e nao-rotulados no processo
de aprendizagem.

Silva e Zhao (2016, p. 77) dividem os algoritmos supervisionados nos seguintes gru-
pos: decision trees, rule-based induction, artificial neural networks, bayesian networks,
statistical learning theory, instance-based learning e network-based methods.

O estudo realizado por Fernandez-Delgado et al. (2014) avaliou 179 algoritmos classi-
ficadores, provenientes de 17 familias distintas de algoritmos, implementados no WEKA,
no R, em C e no Matlab, em que conclui que os classificadores com maior probabilidade
de serem os mais acertivos sao os do grupo RandomForest.

A Tabela 3 apresenta os algoritmos de aprendizado supervisionados implementados no
WEKA e que s@o objetos de estudo deste trabalho de pesquisa. Os termos que identificam

o grupo dos algoritmos (coluna "Grupo") referem-se a nomenclatura adotada no WEKA.

Tabela 3 — Algoritmos ML selecionados para a pesquisa

Grupo Algoritmo Descricao

Proposto por Cleary e Trigg (1995),
Instance-based

_ KStar! classifica as instancias por
learning o
similaridade.
. Implementagao do algoritmo proposto

Bagging ]

por Breiman (1996).
Meta Executa regressao logistica aditiva,

LogitBoost? proposto por Friedman, Hastie e
Tibshirani (1998)

RandomCommittee?

RandomSubSpace® | Proposto por Ho (1998),

485 Implementagao do algoritmo C4.5
proposto por Salzberg (1994)

Decision Trees

1 weka.sourceforge.net /doc.dev/weka/classifiers/lazy /KStar.html, acessado em: 04/02/2018

2 weka.sourceforge.net/doc.dev/weka/classifiers/meta/Bagging.html, acessado em: 04/02/2018

3 weka.sourceforge.net/doc.dev/weka/classifiers/meta/LogitBoost.html, acessado em: 04/02/2018

4 weka.sourceforge.net /doc.dev/weka/classifiers/meta/RandomCommittee.html, acessado em:
04/02/2018

® weka.sourceforge.net/doc.dev/weka/classifiers/meta/RandomSubSpace.html, acessado em:
04/02/2018

6 weka.sourceforge.net/doc.dev/weka/classifiers /trees/J48.html, acessado em: 04,/02/2018
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Tabela 3 — Algoritmos ML selecionados para a pesquisa

Grupo Algoritmo Descrigao
Implementacgao de arvore de decisao
cujas folhas possuem regressao

—~ jas p g
logistica, proposto por Landwehr, Hall
e Frank (2005)
Implementa algoritmo proposto por
RandomForest® p & Prop P
Breiman (2001)
Arvore de decisdo, sem poda,
RandomTree? contemplando K atributos escolhidos
aleatoriamente
L Arvore de decisdo de aprendizado
REPTree!” o
rapido
Proposto por Cohen (1995),
JRip!! implementa regra de aprendizado
proposicional.
Rule-based inductions
OneR!2 Proposto por Holte (1993)
PART!3 Proposto por Frank e Witten (1998)
o ) Implementagao de rede neural
Artifitial Nerual Multilayer o )
u artificial backpropagation para
Networks Perceptron _ ~ o
classificacao de instancias
Bayesian networks NaiveBayes'® Proposto por John e Langley (1995)

10
11
12
13
14

15

weka.sourceforge.net /doc.dev/weka/classifiers/trees/LMT.html, acessado em: 04/02/2018
weka.sourceforge.net /doc.dev/weka/classifiers/trees/RandomForest.html, acessado em: 04/02/2018
weka.sourceforge.net/doc.dev/weka/classifiers/trees/RandomTree.html, acessado em: 04/02/2018
weka.sourceforge.net /doc.dev/weka/classifiers/trees/REPTree.html, acessado em: 04/02/2018
weka.sourceforge.net /doc.dev/weka/classifiers/rules/JRip.html, acessado em: 04/02/2018
weka.sourceforge.net /doc.dev/weka/classifiers/rules/OneR.html, acessado em: 04/02/2018
weka.sourceforge.net/doc.dev/weka/classifiers/rules/PART .html, acessado em: 04/02/2018
weka.sourceforge.net/doc.dev/weka/classifiers/functions/MultilayerPerceptron.html, acessado em:
04/02/2018

weka.sourceforge.net /doc.dev/weka/classifiers/bayes/NaiveBayes.html, acessado em: 04/02/2018
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2.3 Avaliacao de Classificadores - curva ROC e AUC

Segundo Fawcett (2003), Fawcett (2006) e Prati, Batista e Monard (2008), graficos
ROC sao muito uteis na organizacao e quantificacdo da performance de classificadores.

Seu uso tem sido frequente nas pesquisas de Data Mining e Machine Learning.

Gréficos ROC foram originalmente utilizados em deteccao de sinais, para se avaliar
a qualidade de transmissao de um sinal em um canal com ruido. Também sao muito
utilizados em psicologia para se avaliar a capacidade de individuos distinguirem entre
estimulo e nao estimulo; em medicina, para analisar a qualidade de um determinado teste
clinico; em economia, para a avaliagao de desigualdade de renda; e em previsao do tempo,
para se avaliar a qualidade das predigoes de eventos raros (PRATI; BATISTA; MONARD,
2008).

Para se induzir um classificador, um algoritmo de aprendizado supervisionado utiliza
uma amostra de casos para os quais se conhece a classificacdo verdadeira. Cada caso
¢ descrito por um conjunto de atributos. Para se distinguir casos entre as possiveis
classificacoes, cada caso é rotulado com um atributo especial, denominado classe, cujos
valores se referem a classificagdo verdadeira dos casos. Em problemas de classificacao
binéaria sao consideradas apenas duas classes, em geral, rotuladas como positiva e negativa,
respectivamente. Casos rotulados sao chamados de exemplos, e a amostra utilizada pelo
algoritmo de aprendizado para induzir o modelo de classificacao é chamada de conjunto
de exemplos de treinamento (PRATI; BATISTA; MONARD, 2008).

Uma maneira natural de apresentar as estatisticas para a avaliacao de um modelo de
classificacao é por meio de uma tabulagdo cruzada entre a classe prevista pelo modelo
e a classe real dos exemplos. Essa tabulacao é conhecida como tabela de contingéncia,
ou matriz de confusao (PRATI; BATISTA; MONARD, 2008). Na Figura 11 é mostrada
uma matriz de contingéncia genérica e as medidas comuns que podem ser obtidas a partir
dela. Quando um exemplo real positivo é classificado como positivo, ele é denominado
verdadeiro positivo (True Positive). Quando um exemplo real negativo é classificado como
positivo, ele é denominado falso positivo (False Negative). Nomenclatura similar é uti-
lizada no caso dos exemplos classificados como negativos. Nessa tabela, TP, FP , FN
e TN correspondem, respectivamente, as quantidades de verdadeiro/falso positivo/nega-
tivo. YES e NO correspondem ao nimero de exemplos preditos (Classified class) como
positivos/negativos e yes e no ao nimero real (Real class) de exemplos positivos/negati-

VoS na amostra.
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Real class
yes no |
tp rate = TPP recall = %
0 TP FP
@ FP
= YES True False fp rate = =3 -
© Positives | Positives o ™
'f:-’ precision = 'm'
2 N ™ P=TP+FN
© _ TP+TN
Negatives | Negatives
2
F-measure =

1/precision + 1/recall

Figura 11 — Matriz de contingéncias e algumas métricas comuns.

Fonte: adaptado de Fawcett (2006, p. 6)

A curva ROC é um grafico bidimensional, onde o eixo Y corresponde a taxa de ver-
dadeiros positivos (tp rate) e o eixo X corresponde a taxa de falsos positivos (fp rate). A

Figura 12 representa um grafico de curva ROC obtido a partir de um conjunto de testes.

Inst# Class Score | Inst# Class Score 9
1 P 9 11 P A E
2 P 8 12 n 39 a
3 n " | 13 P 38 o
1 p & 4 n 37 3
5 p .55 15 =n .36 E
6 p 54 6 =n 35 <
7 n 53 17 p 34 5
8 n 52 ¥ =n 33 T
9 p .51 9 p 30 S
10 =n 505 | 2 =n . =

% 1 1 1

0 ol n2 01 04 ns nsa a?y nsx ose 1
Taxa de falso positivos

Figura 12 — Exemplo de curva ROC obtida a partir de um conjunto de testes. A tabela ao
lado corresponde aos dados gerados por um classificador em que se observa
a classe predita e o score atribuido a cada instancia. Os pontos no grafico
estao rotulados segundo o valor threshold correspondente.

Fonte: adaptado de Fawcett (2003, p. 5)
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(a)

Figura 13 — Exemplos de curvas ROC, onde (a) apresenta AUC para as curvas ROC A e
B, respectivamente, e (b) apresenta curvas ROC de dois classificadores.
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Fontes: adaptadas de Fawcett (2006) e Prati, Batista e Monard (2008)

Uma consequéncia do grafico ROC é a AUC, constituido pela area abaixo da curva
ROC, e que varia entre 0 e 1. Seu valor é utilizado para avaliar a performance de classi-
ficadores. Quanto maior a AUC, mais ingreme serd a curva ROC indicando haver mais
instancias TP do que FP. Considerar a anélise do valor de AUC quando muito pequeno
também ¢ interessante, pois o classificador esta acertando a classificacdo na forma de

complemento de 1, ou seja, o inverso de sua classificagao esté correto. Na Figura 13 (a)
tem-se a AUCp > AUC 4.

2.4 Trabalhos Correlatos

Medidas de centralidade sao métricas importantes na analise de sistemas complexos,
geralmente envolvendo grandes redes. A obtencao de tais medidas, por meios convenci-
onais, ¢ computacionalmente dispendiosa, tanto em termos de tempo de processamento
quanto em memoria. No trabalho realizado por Grando e Lamb (2015), é analisada a
hipdtese de se obter uma boa aproximacao para medidas de centralidade de alta comple-
xidade a partir de medidas de centralidade de baixa complexidade por meio de algoritmos
de aprendizado de maquina. Apesar desses algoritmos demandarem tempo consideravel
na fase de aprendizado, uma vez treinado, seu modelo de predi¢do pode ser aplicado
no calculo das medidas de centralidade com tempo linear, tornando-se uma alternativa
viavel. Nesse trabalho, os autores analisaram oito medidas de centralidade divididas em

dois grupos: centralidade de baixa complexidade (betweenness, closeness, degree, eccentri-
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city) e centralidade de alta complexidade (eigenvector, information, subgraph, e walk-based
betweenness). Foram utilizadas redes artificiais geradas segundo modelos geradores co-
nhecidos para simular redes reais. Os algoritmos utilizados foram ZeroR, REPTree e
Multilayer Perceptron, todos com parametros default a partir do WEKA. Os resultados
obtidos nos experimentos realizados sugerem que a hipétese se confirma, e vai mais além,
que nao sao necessarias muitas métricas para treinar os algoritmos e obter boas apro-
ximacgoes. Também apontam que a diminuicao do niimero de atributos utilizados para
determinar as métricas mais complexas reduz significativamente a performance, ou seja,
reduzindo sua eficiéncia. Os autores ainda sugerem que, em trabalhos futuros, outros
algoritmos de aprendizado sejam testados, assim como seus parametros sejam otimiza-
dos. Em trabalho posterior, Grando e Lamb (2016) utilizaram redes neurais artificiais
para alcancar os valores das métricas betweenness centrality e closeness centrality a partir
das métricas degree centrality e eigenvector centrality utilizadas como atributos de treina-
mento. O objetivo é criar um modelo de regressao que possa ser utilizado posteriormente
para calcular betweenness centrality e closeness centrality em tempo linear. Para trei-
nar a rede neural, os autores utilizaram doze algoritmos de treinamento backpropagation.
Nos experimentos realizados, destacam que a métrica closeness centrality obteve melhor
aproximacao em relacao a betweenness centrality, e que o algoritmo de backpropagation
Levenberg-Marquardt apresentou a melhor performance, tanto em tempo de execugao
quanto na qualidade da aproximacao. Os autores concluem esse estudo afirmando que
o uso de algoritmos de aprendizado de maquina sao estimadores muito bons para medi-
das de centralidade quando os métodos convencionais nao puderem ser utilizados devido
a restrigoes de tempo de execugdo. O estudo realizado por Ananthasubramanian et al.
(2012) apresenta um método computacional para predicao de PPIs bacterianos por meio
de transferéncia de modelos computacionais inter-espécies. Também propoe a estimativa
de caracteristicas desconhecidas a partir de caracteristicas conhecidas de um organismo.
Nesse trabalho foi desenvolvido um classificador baseado em Random Forest e que foi
aplicado as caracteristicas de dois organismos conhecidos (Mycobacterium tuberculosis -
Mtb e Clostridium difficile - CD) independentemente. Para demonstrar a utilidade da
transferéncia de modelos computacionais inter-espécies, procedeu-se com a aplicacao do
modelo de aprendizado gerado para a PPI Mtb prosseguindo com a classificacao dos

pares de proteina da PPI CD, obtendo precisao da ordem de 88%.

Emamjomeh et al. (2014) realizaram um estudo sobre a predigao de interagoes proteina-
proteina inter-espécies por meio de um método de aprendizado ensemble. Os algoritmos
utilizados como base desse método foram Random Forest, Naive Bayes, Support Vector
Machine e Multilayer Perceptron. Para combinar os algoritmos de base, um outro algo-
ritmo Multilayer Perceptron foi utilizado como meta-learner, fornecendo o resultado da
predicao. Como entrada para o método, os autores utilizaram um vetor de caracteristicas

contendo seis descritores, dentre os quais as métricas de rede degree, neighborhood connec-
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tivity, average shortest path lenght, stress, eccentricity, closeness, betweenness centrality,
radiality e clustering coefficient. Os testes foram realizados utilizando as PPIs humana
e do virus da hepatite C, tendo como resultado uma acuracia de 0.83, especificidade de

0.94, sensitividade de 0.79, por meio de validacao cruzada.
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CAPITULO

Metodologia

Este trabalho de pesquisa foi organizado em quatro grandes etapas, apresentadas

esquematicamente pela Figura 14.

MFase 1: Algoritmo Exato
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Figura 14 — Diagrama esquemético das etapas da pesquisa.
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3.1 Fase 1: Algoritmo Exato

Foi necessario adotar um conjunto de dados correspondentes a redes PPI de organismos
biologicos conhecidos. As redes PPI adotadas, listadas na Tabela 4, foram obtidas a
partir do trabalho realizado por Oliveira e Santos (2016) e disponibilizadas como material
suplementar, na plataforma ResearchGate!, sob o titulo “Gene Ontology de novo PPI".
As figuras 15 e 16, geradas pelo Gephi usando o algoritmo de Fruchterman Reingold?,
ilustram as redes PPIs dos organismos Corynebacterium diphtheriae NC 002935 e Bacillus

anthrazx, respectivamente.

Tabela 4 — Redes PPI adotadas para testes da pesquisa

Rede PPI Noés Arestas

Bacillus anthrax 792 19.518
Clostridium botullinum A2 Kyoto 659 12.978
Clostridium botullinum F Langeland 659 13.042
Clostridium perfringens 549 9.761
Clostridium tetani ESS 451 6.342
Corynebacterium diphtheriae NC' 002935 379 2.585
Escherichia coli ED1a 1.123 37.862
Mycobacterium tuberculosis 673 18.430
Streptococcus pneumoniae Taiwanl9F14 433 7.582
Média | 635,30 | 14.233,00

Desvio-Padrao 227,20 10.422,62

L https://www.researchgate.net /publication/313342754_ Gene_ Ontology_de novo_PPI, acessado
em: 04/02/2017

2 Fruchterman, T. M. J. and Reingold, E. M. (1991), Graph drawing by force-directed placement. Softw:
Pract. Exper., 21: 1129-1164. doi:10.1002/spe.4380211102
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Figura 15 — Rede PPI do organismo Corynebacterium diphtheriae NC' 002935 contendo
379 noés e 2.585 arestas, gerada pelo software Gephi.

Figura 16 — Rede PPI do organismo Bacillus anthrax contendo 792 nés e 19.518 arestas,
gerada pelo software Gephi.

Uma vez que as redes PPI foram escolhidas, realizou-se pesquisa na literatura sobre

o algoritmo de calculo da métrica Bridging Centrality, conforme apresentado no capitulo
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2, secao 2.1.1.6. Esse algoritmo foi implementado na forma de um plugin para o Gephi e
disponibilizado para uso.

Com o plugin instalado, cada rede PPI foi entdo importada separadamente no Gephi
e, por meio das funcionalidades disponiveis, gerou-se o conjunto de métricas exatas e ex-
portadas em arquivo no formato Comma-Separated Values (CSV). A Tabela 5 apresenta

as 17 primeiras linhas do arquivo de métricas relacionado a rede PPI Bacillus anthraz.

Tabela 5 — Fragmento do arquivo de métricas relacionado a PPI Bacillus anthrax

id D Sy A BC(v) Cr(v) class
BAA_ 0001 | 92 | 168.35139 | 2292 | 0.006523658 | 8.152973e-06 | weak
BAA_ 0002 | 102] 188.26359 | 2335 | 0.004061711 | 2.384648e-05 | strong
BAA_ 0004 | 102] 181.15322 | 2411 | 0.005429426 | 6.465369e-05 | strong
BAA 0018 | 69 | 113.63337 | 1230 | 0.010860103 | 3.789008e-05 | strong
BAA_ 0047 | 87 | 169.40847 | 2377 | 0.008900484 | 8.211381e-06 weak
BAA_ 0063 | 91 | 125.76373 | 1592 | 0.005519992 | 8.474965e-05 | strong
BAA_ 0089 | 58 | 102.59753 | 1276 | 0.018461484 | 4.741778e-06 weak
BAA 0103 | 89 | 185.53377 | 2035 | 0.007786126 | 2.059859¢-05 weak
BAA_0105| 53 | 93.61019 1154 | 0.021821045 | 3.903574e-06 weak
BAA_ 0112 ] 73 | 167.86190 | 2141 | 0.013418570 | 5.380062¢-06 weak
BAA 0113 ] 79 | 178.09469 | 2224 | 0.009767483 | 1.464775e-05 weak
BAA_ 0115 103| 217.36322 | 3003 | 0.005975482 | 1.257616e-04 | strong
BAA_ 0122 ] 73 | 172.06856 | 2141 | 0.013418570 | 5.380062e-06 weak
BAA 0123 | 46 | 79.30727 791 | 0.017143929 | 6.234630e-05 | strong
BAA 0124 | 46 | 79.35096 791 | 0.017143929 | 6.234630e-05 | strong
BAA_0125] 99 | 213.99131 | 2986 | 0.006583582 | 9.273165e-06 weak
BAA_ 0126 | 99 | 215.08094 | 2986 | 0.006583582 | 9.273165e-06 weak

class :

id : identificacdo do né

D : degree

Sy :  weighted degree

A :  triangles

bridging coefficient
bridging centrality

rotulo atribuido ao nd
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As métricas adotadas nesta pesquisa foram escolhidas tendo como critério a complexi-
dade de seus algoritmos geradores, em termos de tempo computacional. Como o calculo
da Bridging Centrality depende da métrica Betweenness Centrality, a complexidade das
métricas que serdo usadas pelos algoritmos ML devem ser inferiores a O(mn + n*logn).

Sendo assim, foram selecionadas as métricas apresentadas na Tabela 6.

Tabela 6 — Métricas selecionadas para esta pesquisa

Métrica Complexidade Referéncias
Degree Centrality O(n?) 2.1.1.1
Weighted Degree O(n?) 2.1.1.2
Triangles O(m!-108) 2.1.1.3
Bridging Coefficient | O(n(logn)?) 2.1.1.5

3.2 Fase 2: Aprendizado de Maquina

Uma vez que as métricas exatas foram geradas para cada rede PPI na fase 1, tem

inicio a fase 2.

Cada arquivo CSV contendo as métricas foi convertido para o formato ARFF adequa-
damente, de tal forma a serem utilizados como entrada pelos algoritmos ML. O critério
de selecao desses algoritmos teve como influéncia inicial os trabalhos desenvolvidos por
Ananthasubramanian et al. (2012) e Grando e Lamb (2015) em que foram selecionados
RandomForest, REPTree e MultilayerPerceptron. Para atender a hipdtese deste trabalho,
que busca um algoritmo ML cujo resultado se aproxime do algoritmo exato, aumentou-se
a quantidade de algoritmos ML visando aumentar a possibilidade de se encontrar um

dentre eles que fosse promissor. O conjunto final de algoritmos é o listado na Tabela 7.

Para cada algoritmo selecionado, promoveu-se um estudo preliminar para identificar a
melhor combinacao de pardmetros que proporcionasse os melhores resultados tanto na fase
de aprendizado quanto na fase de classificacdo. Os parametros selecionados nesse estudo
foram, por fim, utilizados nos experimentos realizados, conforme descrito no capitulo 4. O
anexo B contém o script desenvolvido para a fase de geracao dos modelos de aprendizado.

Ja o anexo C contém o script responsavel por executar a fase de classificacdo dos noés.
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Tabela 7 — Algoritmos ML selecionados para a pesquisa

Algoritmo Grupo
KStar lazy
Bagging meta
LogitBoost meta
RandomCommittee meta
RandomSubSpace meta
J48 trees
LMT trees
RandomForest trees
RandomTree trees
REPTree trees
JRip rules
OneR rules
PART rules
MultilayerPerceptron functions
NaiveBayes bayes

A Figura 17 ilustra o fragmento do arquivo de atributos da PPI Bacillus anthraz obtido
a partir do arquivo de métricas, cujo fragmento é listado na Tabela 5. Os atributos degree,
weighted.degree, triangles e bridgingcoefficient sao numéricos. O atributo class é do tipo
nominal e possui somente dois valores possiveis, weak e strong. O valor weak é atribuido
aos nos da rede que possuem valores de Bridging Centrality menores ou iguais ao valor
do terceiro quartil dessa métrica. Em caso contrario, o valor strong é atribuido. Este
atributo sera utilizado, portanto, como referéncia para os algoritmos ML. A Tabela 8
apresenta os valores estatisticos da métrica Bridging Centrality calculados para a rede

PPI Bacillus anthraxz usando o software R3.

3 https://www.r-project.org, acessado em: 04/02/2017
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@RELATION Bacillus_anthrax

@ATTRIBUTE degree NUMERIC

@ATTRIBUTE weighted.degree NUMERIC
@ATTRIBUTE triangles NUMERIC
@ATTRIBUTE bridgingcoefficient NUMERIC
@ATTRIBUTE class {weak,strong}

[2DATA

92,168.351391196251,2292, 0. 00652365788043372, weak
102,188.263587832451, 2335, 0. 00406171081969502, strong
102,181.153216958046,2411,0.00542942594460372, strong
69,113.6333745718,1230,0.010860103468662, strong
87,169.408469796181,2377,0.00890048380121291, weak
91,125.763729333878, 1592, 0.00551999198817061, strong
58,102.597532868385,1276,0.0184614838908725 , weak
89,185.533767580986, 2035, 0.00778612628707075, weak
53,93.6101894378662,1154,0.0218210452385016, weak
73,167.861898064613,2141,0.0134185704561819, weak
79,178.094688177109,2224,0.00976748257294539, weak
103,217.363220334053, 3003, 0.00597548210781002, strong
73,172.068564891815,2141,0.0134185704561819, weak
46,79.3072695732117,791,0.0171439289833771, strong
46,79.3509550094604,791,0.0171439289833771, strong
99,213.991309642792,2986, 0. 00658358243742468, weak
99,215.080943465233,2986, 0. 00658358243742468 , weak
73,176.769653081894,2141,0.0134185704561819, weak
129,266.200419187546,3818,0.00357423110763649, strong
130,263.47812974453,3713, 0. 00262524345340845, strong
73,178.336834907532,2141,0.0134185704561819, weak
99,217.827030897141,2986, 0. 00658358243742468, weak
104,226.201410770416,3082,0.00591433608781929, strong

Figura 17 — Fragmento do arquivo de métricas exatas da PPI Bacillus anthrazx.

Tabela 8 — Valores estatisticos da métrica Bridging Centrality calculados a partir do ar-
quivo de métricas da PPI Bacillus anthrax

Descricao Valor
Minimo 0.0000000000
1°Quartil 0.0000000000
Mediana 0.0000074939
Média 0.0000339336
3°quartil 0.0000220535
Maximo 0.0016365658

Cada arquivo de métricas ¢ submetido ao processo de aprendizado de maquina por

cada um dos algoritmos ML, produzindo como saida 3 arquivos:
[d modelo.model: contém o modelo de aprendizado

[ treinamento.txt: arquivo de log contendo os dados estatisticos, tanto da fase de

treinamento quanto da fase de testes
[ threshold.arff: contém os dados da curva ROC, gerados durante o treinamento

A Figura 18 ilustra a curva ROC gerada pelo algoritmo RandomForest executado

sobre a PPI Bacillus anthraz, e a Figura 19 apresenta o arquivo de log do treinamento
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correspondente. Pode-se notar que o valor AUC na figura (0.9628) corresponde ao valor
AUC do arquivo de log do treinamento (0.963), diferindo por questoes de arredondamento.
A curva ROC foi adotada como métrica de performance dos algoritmos ML por considerar,
em sua composicao, a proporg¢ao entre as taxas de verdadeiros positivos e falsos positivos.
A anélise comparativa dos modelos de aprendizado é realizada, portanto, segundo valores

AUC, onde o maior deles sera o modelo preditivo adotado para a fase seguinte.

X: False Positive Rate (Num) a Y: True Positive Rate (Num)

[ o]

Colour: Threshold (Num) Select Instance

Reset Clear Open Save Jitter

Plot (Area under ROC = 0.9628)
1 s

2
P
%

=y
-

'} 8.5 1

Class colour

r T 1
[ 0.5 1

Figura 18 — Curva ROC gerada pelo algoritmo Random Forest na fase de teste do treina-
mento aplicado a PPI Bacillus anthraz.
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Options: =P 188 -I 108 -num-slots @ -K & -M 1 <V 0.8001 -5 28 -num-decimal-places 4

RandomForest

Bagging with 188 iterations and base learner

weka.classifiers.trees.RandomTree <K ® -M 1.8 -V 1,8E-4 -5 28 -do-not-check-capabilities -num-decimal-places 4

Time taken to build model: 10.64 seconds
Time taken to test model on training data: 1.5 seconds

=== Error on training data ===

Correctly Classified Instances 792 108 %
Incorrectly Classified Instances ] a %
Kappa statistic 1

Mean absolute error 0.0466

Root mean squared error 8.0926

Relative absolute error 12,3825 %

Root relative squared error 21,3575 %

Total Mumber of Instances 792

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area (lass

1,008 0,000 1,000 1,008 1,008 1,000 1,008 1,000 weak

1,000 0,000 1,000 1,000 1,000 1,000 1,000 1,000 strong
Weighted Ava. 1,000 0,000 1,000 1,000 1,000 1,000 1,000 1,000

=== Cpnfusion Matrix ===
a b === classified as

503 a | a = weak
@ 199 | b = strong

=== Stratified cross-validation ===

Correctly Classified Instances 729 02,8455 %
Incorrectly Classified Instances 63 7.09545 %
Kappa statistic a.7809

Mean absolute error 0.1304

Root mean squared error 0. 2461

Relative absolute error 34.6191 %

Root relative squared error S6.T4B3 %

Total Mumber of Instances 792

=== Detailed Accuracy By (lass ===

TP Rate FP Rate Precision Recall F=Measure MCC ROC Area PRC Area C(lass

8,965 8,211 8,032 8,965 8,948 8,783 8,963 8,984 weak

8,789 8,035 8,682 8,789 8,833 8,783 8,963 8,916 strong
Weighted Ava. 8,920 0,167 8,019 0,920 8,919 0,783 0,963 0,967

=== (pnfusion Matrix ===
a b === classified as
572 21| a = weak
42 157 | b = strong
Figura 19 — Arquivo de log do treinamento do algoritmo RandomForest aplicado a PPI

Bacillus anthraz.
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3.3 Fase 3: Predicao

A fase de predicao faz uso de 2 entradas: os arquivos de métricas de predi¢do, no

formato ARFF, e o melhor modelo de aprendizado identificado na fase 2 da Figura 14.

Os arquivos de métricas de predicao ARFF, utilizados nessa fase, correspondem aos
arquivos de métricas de aprendizado ARFF utilizados na fase 3, com a diferenga que o
atributo class, em todas as instancias, possui valor “?”, indicando o que se deseja clas-
sificar, ou seja, o valor desse atributo é determinado pelo classificador, dentre as duas
possibilidades disponiveis. O melhor modelo de aprendizado, e seu algoritmo, sao uti-
lizados como entrada do script de classificacao (disponivel no apéndice C) criado para
classificar cada instancia segundo as classes weak ou strong, resultando no arquivo “algo-
ritmo.csv”. A Figura 20 apresenta fragmento do arquivo de métricas de predi¢ao utilizado
pelo classificador sobre a rede PPI Bacillus anthrax e a Tabela 9 apresenta fragmento
do arquivo “RandomForest.csv”, resultado da classificacao aplicada a rede PPI Bacillus

anthraz.

@RELATION Bacillus_anthrax

@ATTRIBUTE degree NUMERIC

@ATTRIBUTE weighted.degree NUMERIC
@ATTRIBUTE triangles NUMERIC
@ATTRIBUTE bridgingcoefficient NUMERIC
@ATTRIBUTE class {weak,strong}

@DATA

92,168.351391196251,2292,0.00652365788043372,7
102,188.263587832451,2335,0.00406171081969502,?
102,181.153216958046,2411,0.00542942594460372,7
69,113.6333745718,1230,0.010860103468662, 7
87,169.408469796181,2377,0.00890048380121291, 7
91,125.763729333878,1592,0.00551999198817061, 7
58,102.597532868385,1276,0.0184614838908725,7
89,185.533767580986,2035,0.00778612628707075, 7
53,93.6101894378662,1154,0.0218210452385016, 7
73,167.861898064613,2141,0.0134185704561819, 7
79,178.094688177109,2224,0.00976748257294539, 7
103,217.363220334053,3003,0.00597548210781002,7?
73,172.068564891815,2141,0.0134185704561819, 7
46,79.3072695732117,791,0.0171439289833771, 7
46,79.3509550094604,791,0.0171439289833771,7
99,213.991309642792,2986,0.00658358243742468, 7
99,215.080943465233,2986,0.00658358243742468, 7
73,176.769653081894,2141,0.0134185704561819, 7
129,266.200419187546,3818,0.00357423110763649,7?
130,263.47812974453,3713,0.00262524345340845, 7
73,178.336834907532,2141,0.0134185704561819, 7
99,217.827030897141,2986,0.00658358243742468, 7
104,226.201410770416,3082,0.00591433608781929,7?

Figura 20 — Fragmento do arquivo de métricas de predicao correspondente a PPI Bacillus
anthraz.
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Tabela 9 — Fragmento do arquivo “RandomForest.csv’gerado pelo script de predigao a
partir do arquivo de métricas de predicao ARFF correspondente a PPI Bacillus
anthrax

inst# actual predicted | prediction
1 1:7 2:strong 0.94
2 1.7 2:strong 0.94
40 1:7 2:strong 0.89
41 1:7 1:weak 0.63
42 1:7 2:strong 0.89
48 1:7 2:strong 0.89
49 1:7 2:strong 0.89
52 1:7 1:weak 0.71
55 1:7 2:strong 0.92
56 1:7 2:strong 0.94
Y 1:7 1:weak 0.62
o8 1:7 2:strong 0.94
60 1:7 2:strong 0.94
61 1:7 1:weak 0.62
62 1:7 2:strong 0.94
82 1:7 2:strong 0.92
83 1:7 1:weak 0.63
84 1:7 2:strong 0.89

inst# : numero da instancia no arquivo de predicdo ARFF
actual : valor atual da classe atribuido a instancia
predicted : valor predito pelo algoritmo atribuido a instancia
valor estimado pelo algoritmo ML da probabilidade de uma instancia

prediction :
ser classificada como strong ou weak, variando entre 0 e 1
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Para avaliar a performance do classificador, é utilizada a curva ROC de onde se obtém
o valor AUC. Também é utilizada a curva de acurécia, que tem por finalidade determinar
o valor do corte limiar (threshold) dos nds classificados, que serdo separados segundo
os grupos verdadeiro positivos (TP), verdadeiro negativos (TN), falso positivos (FP) e
falso negativos (FN). As informagoes obtidas nesse procedimento serao apresentadas em

graficos, como a Figura 21.

ACC curve
ROC curve threshold: 0.96
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Figura 21 — Exemplo de graficos de desempenho do modelo preditivo aplicado sobre uma
PPI, onde: (a) mostra a curva ROC com valor da AUC, (b) exibe a curva
de acurdcia em que se destaca a linha de corte e o valor de threshold, e (c)
exibe a proporg¢ao de verdadeiro positivos (TP), verdadeiro negativos (TN),
falso positivos (FP) e falso negativos (FN) para o valor de threshold adotado

Uma vez concluido o processo de predicao, passa-se para a fase de conclusao, onde os
resultados gerados pelo classificador sao comparados aos resultados gerados pelo algoritmo

exato.
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3.4 Fase 4: Conclusao

A fase final, de conclusao, é responsavel por avaliar a performance do classificador em
comparagao ao resultado do algoritmo exato.

Para esta tarefa, todos os nds classificados como verdadeiro positivos (TP) pelo al-
goritmo preditor, para a classe strong, sao separados e agrupados por rede PPI. Em
seguida, para cada rede PPI, sdo quantificados os nés strong rotulados pelo algoritmo
exato e coincidentes com os preditos. Dessa comparacao resulta a taxa de performance
do preditor. A Tabela 10 apresenta um exemplo dessa andlise comparativa onde pode-se
notar que a PPI Bacillus anthrax teve 7/11 dos nos reais strong coincidentes com os nos

strong preditos, resultando em 63.64% de acerto.

Tabela 10 — Exemplo de comparativo Real vs Predi¢ao para o percentual de nés classifi-
cados como verdadeiros positivos (TP)

Weak | Strong| Strong Taxa

PPl Real Real | Predicao | Acerto
Escherichia coli ED1a 0 10 10 100,00
Clostridium tetani ESS 1 27 28 96,43
Clostridium perfringens 1 24 25 96,00
Clostridium botullinum A2 Kyoto 2 17 19 89,47
Mycobacterium tuberculosis 7 13 20 65,00
Bacillus anthrax 4 7 11 63,64
Streptococcus pneumoniae Taiwanl9F14 ) 6 11 54,54

Clostridium botullinum F Langeland 11 12 23 52,17
Média 77,16
Desvio-Padrao 20,23
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CAPITULO

Experimentos e Analise dos Resultados

As redes PPIs dos organismos selecionados para andlises neste trabalho foram subme-
tidas, primeiramente, ao procedimento de aprendizado de maquina (Machine Learning -
ML) com a finalidade de identificar, entre elas, o melhor modelo preditivo possivel, assim
como seu algoritmo ML correspondente. Cada algoritmo ML recebeu como entrada uma

PPI por vez.
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A Tabela (a) da Figura 22 apresenta os valores AUC obtidos no aprendizado da PPI
Corynebacterium diphtheriae NC' 002935, onde pode-se observar que o algoritmo Bagging
obteve o melhor resultado, com AUC = 0,993 e que o algoritmo RandomForest obteve
AUC = 0,992, uma diferenca de 0,001. A razao para estes dois algoritmos apresentarem
resultados tao proximos é que ambos utilizam o algoritmo Random Tree internamente. No
caso do Bagging, foi-lhe passado explicitamente como parametro. Ainda na Tabela (a)
da 22, nota-se que os algoritmos obtiveram valor médio de AUC = 0,9327 com desvio-
padrao de AUC = +£0,0903 e que os algoritmos OneR e NaiveBayes obtiveram os piores
resultados, com valores AUC = 0,812 e AUC = 0,645, respectivamente. O grafico (b)
da Figura 22 representa o boxplot da Tabela (a).

Mean AUC by Corynebacterium diphtheriae NC 002935

Algoritmo AUC 0 ‘ A
Bagging 0,9930 . o o ° ﬂ
RandomForest 0,9920 + ‘ ]
RandomCommittee 0,9830
KStar 0,9710 091
PART 0,9690
LMT 0,9640
LogitBoost 0,9620 o
MultilayerPerceptron | 0,9610 : ol *
RandomSubSpace 0,9590
J48 0,9530
RandomTree 0,9490
JRip 0,9480
REPTree 0,9290
NaiveBayes 0,8120
OneR 0,6450 ®

Média | 0,9327 =
Desvio Padrdo | 0,090 T i ™
4+ WRp 'V LogtBoost ¢ OneR B RandomForest M REPTree

(a)
(b)
Figura 22 — Resultado da geracao de modelos de classificagao da PPI Corynebacterium

diphtheriae NC 002935, onde (a) apresenta os dados tabulados, e (b) repre-
sentacao grafica em boxplot.
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A Tabela (a) da Figura 23 apresenta os resultados obtidos no aprendizado da PPI Ba-
cillus anthraz, com valor médio de AUC = 0, 8598 e desvio-padrao de AUC = +0,1102. O

algoritmo RandomForest obteve o maior valor de AUC = 0.959, ocupando a primeira posi-

¢ao da tabela, seguido pelo algoritmo Bagging com AUC = 0,954. Novamente, observa-se

que os algoritmos NaiveBayes e OneR obtiveram os piores valores AUC = 0,643 e AUC

= 0, 569, respectivamente. O grafico (b) da Figura 23 representa o bozplot da Tabela (a).

Algoritmo AUC
RandomPForest 0,9590
Bagging 0,9540
KStar 0,9400
RandomCommittee 0,9340
LogitBoost 0,9130
REPTree 0,9000
J48 0,8930
LMT 0,8910
RandomTree 0,8740
RandomSubSpace 0,8720
PART 0,8700
MultilayerPerceptron | 0,8550
JRip 0,8300
NaiveBayes 0,6430
OneR 0,5690

Média | 0,8598
Desvio-Padrao | 0,1102
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Figura 23 — Resultado da geragao de modelos de classificacao da PPI Bacillus antrhaz,
onde (a) apresenta os dados tabulados, e (b) representagao grafica em box-

plot.



70

Capitulo 4. FEzperimentos e Andlise dos Resultados

A Tabela (a) da Figura 24 corresponde aos dados obtidos no treinamento da PPI

Clostridium botullinum F Langeland, onde o valor médio de AUC foi de 0, 8599 com desvio-

padrao de £0, 1025. Novamente, o algoritmo RandomForest obteve o maior valor de AUC

= 0,957, seguido pelo algoritmo Bagging com AUC = 0,948. Os algoritmos NaiveBayes

e OneR mantiveram os piores valores AUC = 0,683 e AUC = 0, 573, respectivamente. O

grafico (b) da Figura 24 representa o bozplot da Tabela (a).

Algoritmo AUC
RandomPForest 0,9570
Bagging 0,9480
KStar 0,9380
RandomCommittee 0,9250
LogitBoost 0,9080
J48 0,8930
LMT 0,8930
REPTree 0,8760
RandomSubSpace 0,8750
PART 0,8740
RandomTree 0,8620
MultilayerPerceptron | 0,8620
JRip 0,8310
NaiveBayes 0,6830
OneR 0,5730

Média | 0,8599
Desvio-Padrao | 0,1025
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Mean AUC by Clostridium botullinum F Langeland
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Figura 24 — Resultado da geracao de modelos de classificacao da PPI Clostridium botulli-
num F' Langeland, onde (a) dados tabulados, e (b) representacao grafica em

boxplot.
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O aprendizado sobre a PPI Clostridium tetani E88 produziu como resultado a Tabela

(a) da Figura 25 de onde se observa o valor médio de AUC = 0,862 e desvio-padrao

de AUC = +£0,0998. O algoritmo RandomForest permanece na primeira posi¢do, com

o maior valor de AUC = 0,946, seguido pelo algoritmo Bagging com AUC = 0,945,

uma diferenca de 0,001. Novamente, observa-se que os algoritmos NaiveBayes e OneR

obtiveram os piores valores AUC = 0,645 e AUC = 0,617, respectivamente. O grafico

(b) da Figura 25 representa o boxplot da Tabela (a).

Algoritmo AUC
RandomPForest 0,9460
Bagging 0,9450
RandomCommittee 0,9340
KStar 0,9320
LogitBoost 0,9150
LMT 0,9020
J48 0,8930
REPTree 0,8900
PART 0,8880
RandomSubSpace 0,8720
MultilayerPerceptron | 0,8670
RandomTree 0,8570
JRip 0,8270
NaiveBayes 0,6450
OneR 0,6170

Média | 0,8620
Desvio-Padrao | 0,0998
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Figura 25 — Resultado da geracao de modelos de classificagao da PPI Clostridium tetani
E88, onde (a) dados tabulados, e (b) representagao grafica em boxplot.
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A Tabela (a) da Figura 26 concentra os resultados gerados durante o aprendizado
da PPI Clostridium botullinum A2 Kyoto, onde foram obtidos o valor médio de AUC
= 0,8485 e desvio-padrao de AUC = +0,0995. O algoritmo RandomForest ocupa a
primeira posi¢ao na tabela, com valor de AUC = 0, 945. A segunda posicao é ocupada pelo
algoritmo Bagging com AUC = 0, 944, novamente com uma diferenga de 0,001. Observa-
se, também, que os algoritmos NaiveBayes e OneR mantiveram as ultimas posi¢oes, com
os piores valores AUC = 0,647 e AUC = 0, 602, respectivamente. O grafico (b) da Figura
26 representa o boxplot da Tabela (a).

Algoritmo AUC Mean AUC by Closridium botullinum A2 Kyoto
RandomPForest 0,9450 ° ;
Bagging 0,9440 o
KStar 0,9280 T ]
RandomCommittee | 0,9100 m T
LogitBoost 0,8930 N
RandomSubSpace 0,8800 .
PART 0,8760 . | i
REPTree 0,8700 :
J48 0,8680
LMT 0,8670 .
MultilayerPerceptron | 0,8670 |
RandomTree 0,8400 ‘
JRip 0,7900 '
NaiveBayes 0,6470 y ®
OneR 0,6020 o Komto
Média | 0,885 i a0 s
Desvio-Padrio | 00995 R A ookl

(a) (b)

Figura 26 — Resultado da geracao de modelos de classificacao da PPI Clostridium botul-
linum A2 Kyoto, onde (a) dados tabulados, e (b) representacao grafica em
boxplot.
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A Tabela (a) da Figura 27 apresenta os resultados obtidos no aprendizado da PPI
Escherichia coli ED1a, com valor médio de AUC = 0,8320 e desvio-padrao de AUC
= 10, 1112. O algoritmo RandomForest obteve o maior valor de AUC = 0,941, ocupando

a primeira posicao da tabela, seguido pelo algoritmo Bagging com AUC = 0,935, com

uma diferenga de 0.006. Novamente, observa-se que os algoritmos NaiveBayes e OneR

obtiveram os piores valores AUC = 0,597 e AUC = 0, 566, respectivamente. O algoritmo

KStar permanece na terceira posi¢ao na tabela, com valor AUC = 0,927. O gréafico (b)

da Figura 27 representa o boxplot da Tabela (a).

Algoritmo AUC
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Figura 27 — Resultado da geracao de modelos de classificacao da PPI Escherichia coli
ED1a, onde (a) dados tabulados, e (b) representagao grafica em boxplot.
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A Tabela (a) da Figura 28 agrupa os resultados obtidos no aprendizado da PPI Strep-
tococcus pneumoniae Taiwanl19F1/, com valor médio de AUC = 0, 8378 e desvio-padrao
de AUC = +0,108. O algoritmo RandomForest mantém-se com o maior valor de AUC
= 0,940, ocupando a primeira posicao da tabela, seguido pelo algoritmo Bagging com
AUC = 0,929. Os algoritmos NaiveBayes e OneR obtiveram, novamente, os piores valo-
res AUC = 0,637 e AUC = 0, 548, respectivamente. O algoritmo KStar ocupa a terceira
posicao na tabela, com valor AUC = 0,912. O grafico (b) da Figura 28 representa o
bozplot da Tabela (a).

Algoritmo AUC Mean AUC by Streptococcus pneumoniae Taiwan19F 14
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Figura 28 — Resultado da geragao de modelos de classificacao da PPI Streptococcus pneu-
moniae Taiwanl9F14, onde (a) dados tabulados, e (b) representagao grafica
em boxplot.
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A Tabela (a) da Figura 29 apresenta os resultados obtidos no aprendizado da PPI

Clostridium perfringens, com valor médio de AUC = 0,8381 e desvio-padrao de AUC
= 10, 1011. O algoritmo RandomForest obteve o maior valor de AUC = 0,939, ocupando
a primeira posicao da tabela. O algoritmo KStar com AUC = 0,932 ocupa a segunda

posicao na tabela. O algoritmo Bagging passou para a terceira posi¢ao na tabela, com

valor AUC = 0,923. O algoritmo OneR ocupa a décima quarta posicao, com AUC

= 0,618. O algoritmo NaiveBayes ocupa a ultima posi¢ao, com AUC = 0,595. O grafico

(b) da Figura 29 representa o boxplot da Tabela (a).
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Figura 29 — Resultado da geracao de modelos de classificacao da PPI Clostridium per-
fringens, onde (a) dados tabulados, e (b) representacao grafica em boxplot.
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A Tabela (a) da Figura 30 apresenta os resultados obtidos no aprendizado da PPI
Mycobacterium tuberculosis, com valor médio de AUC = 0, 7975 e desvio-padrao de AUC
= 10, 1113. O algoritmo RandomForest mantém-se com o maior valor de AUC = 0,916,
ocupando a primeira posicdo da tabela, seguido pelo algoritmo Bagging com AUC =
0,904. O algoritmo RandomCommittee ocupa a terceira posicao na tabela, com valor
AUC = 0,878. Os algoritmos NaiveBayes e OneR obtiveram os piores valores AUC
= 0,567 e AUC = 0,532, respectivamente. O gréfico (b) da Figura 30 representa o
bozplot da Tabela (a).
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Figura 30 — Resultado da geracao de modelos de classificacao da PPI Mycobacterium tu-
berculosis, onde (a) dados tabulados, e (b) representacao grafica em boxplot.
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A Tabela 11 consolida os maiores valores AUC gerados no aprendizado das PPIs, jun-
tamente com seus algoritmos geradores. Observa-se que o algoritmo Bagging foi o que
obteve o melhor resultado geral, com valor AUC = 0,993, fazendo da PPI Corynebac-
terium diphtheriae NC' 002935 o modelo preditivo procurado. Observa-se, ainda, que o
algoritmo RandomForest foi responséavel pelos maiores valores AUC para as demais PPIs
(o apéndice D apresenta resultados de experimentos adicionais em que o algoritmo preditor
utilizado foi o RandomForest). Em média, o valor AUC foi de 0,9484 com desvio-padrao
de £0,0208. No trabalho realizado por Emamjomeh et al. (2014) e Ananthasubramanian
et al. (2012), o algoritmo RandomForest foi o que obteve melhores resultados, no entanto,
neste trabalho o algoritmo Bagging foi o que apresentou a melhor performance, indicando

que este algoritmo também pode ser usado em trabalhos futuros.

Tabela 11 — Modelos de aprendizado das redes PPI, seus respectivos algoritmos geradores
e os valores de area sob a curva ROC (AUC)

PPI Algoritmo AUC

Corynebacterium diphtheriae NC 002935 | Bagging 0,993
Bacillus anthrax RandomForest 0,959
Clostridium botullinum F Langeland RandomForest 0,957
Clostridium tetani ES8 RandomForest 0,946
Clostridium botullinum A2 Kyoto RandomForest 0,945
Escherichia coli ED1a RandomForest 0,941
Streptococcus pneumoniae Tatwanl9F'1) RandomForest 0,940
Clostridium perfringens RandomForest 0,939
Mycobacterium tuberculosis RandomForest 0,916
Média | 0,9484

Desvio-Padrao | 00,0208

A Figura 31 apresenta o grafico de bozplot consolidado, onde pode-se notar que a PPI
Corynebacterium diphtheriae NC' 002935 obteve a maior média de AUC e que os algorit-
mos Bagging e RandomForest foram os melhores colocados, ao contrario dos algoritmos

OneR e NaiveBayes que obtiveram os piores resultados.
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Boxplot of mean AUC by Algorithm
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Figura 31 — Grafico consolidado de boxplots, agrupado por PPI, exibindo a dispersao dos
resultados obtidos pelos algoritmos estudados.

4.1 Aplicacao do modelo preditivo

Uma vez identificado e selecionado o modelo preditivo, juntamente com seu algoritmo

ML, as PPIs foram submetidas ao processo de classificacdo de seus nds, uma por vez.



4.1.

Aplicacao do modelo preditivo

A PPI Clostridium botullinum A2 Kyoto foi submetida ao classificador Bagging, re-
sultando em 146 (22,15%) nds corretamente classificados, sendo 19 (2,88%) verdadeiro
positivos (True Positive (TP)) e 127 (19, 27%) verdadeiro negativos (True Negative (TN)),
contra 513 (77,84%) nos incorretamente classificados, onde 173 (26,25%) nés foram falso
positivos (False Positive (FP)) e 340 (51,59%) falso negativos (False Negative (FN)). A
acurdcia (accuracy) da predigao foi de 77,85% com limiar (threshold) de 96,00%. O valor
da AUC foi de 0,736620. A Figura 32 apresenta a curva ROC, a curva de acuracia cor-

respondente, assim como a distribuicao das quantidades preditas em termos de TP, TN,

FP, FN.
ROC curve
ACC curve
1.001 threshold: 0.96
0.8 accuracy: 0.77845

True Positive Rate (Sensitivity)

Figura 32 — Desempenho do modelo preditivo aplicado sobre a PPI Clostridium botulli-
num A2 Kyoto, sendo que (a) apresenta a curva ROC com AUC = 0, 736620,
(b) exibe a curva de acuracia em que destaca o valor de corte threshold =
0,96, e (c) exibe o percentual de verdadeiro positivos (TP), verdadeiro ne-
gativos (TN), falso positivos (FP) e falso negativos (FN) para o valor de
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A classificacdo dos nos da PPI Bacillus anthraz pelo classificador Bagging resultou
em 155 (19,57%) nos corretamente classificados, dos quais 11 (1,39%) foram verdadeiro
positivos e 144 (18,18%) foram verdadeiro negativos, contra 637 (80, 43%) nds incorreta-
mente classificados, dos quais 190 (23,99%) nés foram falso positivos e 447 (56, 44%) nds
falso negativos. A acurécia dessa predicao foi de 80,43% com limiar de 96,00%. O valor
da AUC foi de 0,695160. A Figura 33 apresenta a curva ROC assim como a distribuicao
das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 33 — Desempenho do modelo preditivo aplicado sobre a PPI Bacillus anthraz,
sendo que (a) apresenta a curva ROC com AUC = 0,695160, (b) exibe
a curva de acuracia em que destaca o valor de corte threshold = 0,96, e (c)
exibe o percentual de verdadeiro positivos (TP), verdadeiro negativos (TN),
falso positivos (FP) e falso negativos (FN) para o valor de threshold = 0,96
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A classificacao dos nés da PPI Mycobacterium tuberculosis pelo classificador Bagging
resultou em 131 (19,46%) nds corretamente classificados, dos quais 20 (2,97%) foram
verdadeiro positivos e 111 (16,49%) foram verdadeiro negativos, contra 542 (80,54%)
no6s incorretamente classificados, dos quais 160 (23,77%) nés foram falso positivos e 382
(56, 76%) nés falso negativos. A acuricia dessa predicao foi de 80,53% com limiar de
96,00%. O valor da AUC foi de 0,662467. A Figura 34 apresenta a curva ROC assim
como a distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 34 — Desempenho do modelo preditivo aplicado sobre a PPI Mycobacterium tu-
berculosis, sendo que (a) apresenta a curva ROC com AUC = 0, 662467, (b)
exibe a curva de acuracia em que destaca o valor de corte threshold = 0,96,
e (c) exibe o percentual de verdadeiro positivos (TP), verdadeiro negativos
(TN), falso positivos (FP) e falso negativos (FN) para o valor de threshold
— 0,96
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A classificacdo dos nos da PPI Clostridium botullinum F Langeland pelo classificador
Bagging resultou em 184 (27,92%) nds corretamente classificados, dos quais 23 (3,49%) fo-
ram verdadeiro positivos e 161 (24, 43%) foram verdadeiro negativos, contra 475 (72, 08%)
nods incorretamente classificados, dos quais 143 (21,7%) nés foram falso positivos e 332
(50,38%) nés falso negativos. A acurdcia dessa predi¢ao foi de 72,08% com limiar de
96,00%. O valor da AUC foi de 0,639140. A Figura 35 apresenta a curva ROC assim
como a distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 35 — Desempenho do modelo preditivo aplicado sobre a PPI Clostridium bo-

tullinum F Langeland, sendo que (a) apresenta a curva ROC com AUC
= 0,639140, (b) exibe a curva de acurdcia em que destaca o valor de corte
threshold = 0,96, e (c) exibe o percentual de verdadeiro positivos (TP), ver-
dadeiro negativos (TN), falso positivos (FP) e falso negativos (FN) para o
valor de threshold = 0,96
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A classificacao dos nés da PPI Clostridium perfringens pelo classificador Bagging
resultou em 165 (30,05%) nds corretamente classificados, dos quais 25 (4,55%) foram
verdadeiro positivos e 140 (25,50%) foram verdadeiro negativos, contra 384 (69,95%)
no6s incorretamente classificados, dos quais 173 (31,51%) nés foram falso positivos e 211
(38,43%) nés falso negativos. A acuracia dessa predicao foi de 69,95% com limiar de
96,00%. O valor da AUC foi de 0,627972. A Figura 36 apresenta a curva ROC assim
como a distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 36 — Desempenho do modelo preditivo aplicado sobre a PPI Clostridium perfrin-
gens, sendo que (a) apresenta a curva ROC com AUC = 0,627972, (b) exibe
a curva de acurdcia em que destaca o valor de corte threshold = 0,96, e (c)
exibe o percentual de verdadeiro positivos (TP), verdadeiro negativos (TN),
falso positivos (FP) e falso negativos (FN) para o valor de threshold = 0,96
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A classificacao dos nés da PPI Clostridium tetani ES8 pelo classificador Bagging
resultou em 149 (33,04%) nds corretamente classificados, dos quais 28 (6,21%) foram
verdadeiro positivos e 121 (26,83%) foram verdadeiro negativos, contra 302 (66,96%)
nods incorretamente classificados, dos quais 125 (27, 72%) nés foram falso positivos e 177
(39,25%) nés falso negativos. A acurdcia dessa predi¢ao foi de 66,96% com limiar de
96,00%. O valor da AUC foi de 0,619899. A Figura 37 apresenta a curva ROC assim
como a distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 37 — Desempenho do modelo preditivo aplicado sobre a PPI Clostridium tetani

E88, sendo que (a) apresenta a curva ROC com AUC = 0,619899, (b) exibe
a curva de acuricia em que destaca o valor de corte threshold = 0,96, e (c)
exibe o percentual de verdadeiro positivos (TP), verdadeiro negativos (TN),
falso positivos (FP) e falso negativos (FN) para o valor de threshold = 0,96
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A classificacao dos nés da PPI Streptococcus pneumoniae Taiwanl9F1] pelo classi-
ficador Bagging resultou em 140 (32,33%) nés corretamente classificados, dos quais 11
(2,54%) foram verdadeiro positivos e 129 (29,79%) foram verdadeiro negativos, contra
293 (67,67%) nods incorretamente classificados, dos quais 98 (22,63%) nés foram falso
positivos e 195 (45,03%) nés falso negativos. A acuricia dessa predi¢ao foi de 67,67%
com limiar de 96,00%. O valor da AUC foi de 0,618804. A Figura 38 apresenta a curva
ROC assim como a distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 38 — Desempenho do modelo preditivo aplicado sobre a PPI Streptococcus pneu-
moniae Taiwanl9F14, sendo que (a) apresenta a curva ROC com AUC
= 0,618804, (b) exibe a curva de acurcia em que destaca o valor de corte
threshold = 0,96, e (c) exibe o percentual de verdadeiro positivos (TP), ver-
dadeiro negativos (TN), falso positivos (FP) e falso negativos (FN) para o
valor de threshold = 0,96
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A classificacao dos nés da PPI Escherichia coli ED1a pelo classificador Bagging resul-
tou em 229 (20,39%) noés corretamente classificados, dos quais 10 (0,89%) foram verda-
deiro positivos e 219 (19, 50%) foram verdadeiro negativos, contra 894 (79, 61%) nds incor-
retamente classificados, dos quais 202 (17,99%) nés foram falso positivos e 692 (61,62%)
nés falso negativos. A acuracia dessa predicao foi de 79,61% com limiar de 96,00%.
O valor da AUC foi de 0,606802. A Figura 39 apresenta a curva ROC assim como a
distribuicao das quantidades preditas em termos de TP, TN, FP, FN.
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Figura 39 — Desempenho do modelo preditivo aplicado sobre a PPI Escherichia coli ED1a,
sendo que (a) apresenta a curva ROC com AUC = 0,606802, (b) exibe a
curva de acurdcia em que destaca o valor de corte threshold = 0,96, e (c)
exibe o percentual de verdadeiro positivos (TP), verdadeiro negativos (TN),
falso positivos (FP) e falso negativos (FN) para o valor de threshold = 0,96
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Em termos gerais, a acurdcia média da predicao dos nés de todas as PPls foi de
74,38% % 5, 84%, com limiar médio de 96, 00%, e AUC médio de 65,09% = 4, 48%, como
apresenta a Tabela 12. A quantidade total de nés preditos corretamente foi 1.299 (ou
24,33% dos nds) dos quais 147 nés (ou 2, 75% do total) foram classificados como verdadeiro
positivos (TP) e 1.152 nés (ou 21,58% do total) como verdadeiro negativos (TN). Por
outro lado, 4.040 nés (ou 75,66% do total) foram incorretamente classificados, onde 1.264
no6s (ou 23,67% do total) foram dados como falso positivos (FP) e 2.776 nés (ou 51,99%
do total) como falso negativos (FN). A Figura 40 apresenta a proporcao da distribuigao
dos nés em termos de TP, TN, FP, FN.

Tabela 12 — Resultado consolidado da predicao em termos de AUC, ACC. Threshold =

0,96
PPI AUC ACC

Clostridium botullinum A2 Kyoto 0,7366 | 0,7785
Bacillus anthraz 0,6952 | 0,8043
Mycobacterium tuberculosis 0,6625 | 0,8053
Clostridium botullinum F Langeland 0,6391 0,7208
Clostridium perfringens 0,6280 | 0,6995
Clostridium tetani E88 0,6199 | 0,6696
Streptococcus pneumoniae Taiwanl9F1/4 0,6188 | 0,6767
Escherichia coli ED1a 0,6068 | 0,7961
Média | 0,6509 | 0,7438
Desvio-Padrao | 0,0448 | 0,0584

True Positive
2,75% (147)

True Negative
21,58% (1152)

Mean Threshold: 0,96
ACC: 0,7438 +/- 0,0584

False Negative
51,99% (2776)

False Positive
23,67% (1264)

Figura 40 — Resultado consolidado proporcional da predi¢ao em termos de verdadeiro po-
sitivos (TP), verdadeiro negativos (TN), falso positivos (FP) e falso negativos
(FN)
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4.2 Comparativo Real vs Estimado

Tomando os 2,75% dos nés classificados pelo algoritmo Bagging como verdadeiro
positivos (TP) para strong e comparando-os com os resultados obtidos pelo algoritmo
exato, tem-se a Tabela 13. Nesta tabela, as colunas Strong Real e Weak Real agrupam
as quantidades de nés rotulados como weak e strong, respectivamente, pelo algoritmo
exato para cada rede PPI. A coluna Strong Predigao agrupa os nés rotulados como
strong pelo algoritmo Bagging. A coluna Taxa Acerto refere-se ao percentual de nés
preditos coincidentes com os nos reais. Observando a tabela, a rede PP1 Bacillus anthrax
teve 11 noés preditos como strong, sendo que apenas 7 deles coincidiram com o algoritmo
exato, ou seja, sao realmente strong, resultando em 7/11 = 63, 64% de acerto. Para a rede
PPI Escherichia coli ED1a a taxa de acerto nessa comparacao foi integral, ou seja, todos
os nos preditos como strong coincidiram com os resultados do algoritmo exato, resultando
na taxa de acerto de 100%. O pior resultado do comparativo foi obtido pela rede PPI
Clostridium botullinum F Langeland, em que 23 nés foram preditos como strong sendo
que apenas 12 deles sao realmente strong, resultando em 12/23 = 52,17% de acerto
na comparacao. Em média, a taxa de acerto do classificador foi de 77,16% =+ 20,23%
(alternativamente, a taxa de erro médio foi de 22, 84% =+ 20, 23%).

Tabela 13 — Comparativo Real vs Predicao para os 2,75% dos nés classificados como
verdadeiros positivos (TP)

Weak | Strong| Strong Taxa

PPI Real Real | Predicao | Acerto
Escherichia coli ED1a 0 10 10 100,00
Clostridium tetani E88 1 27 28 96,43
Clostridium perfringens 1 24 25 96,00
Clostridium botullinum A2 Kyoto 2 17 19 89,47
Muycobacterium tuberculosis 7 13 20 65,00
Bacillus anthrax 4 7 11 63,64
Streptococcus pneumoniae Taiwanl9F14 5 6 11 54,54

Clostridium botullinum F' Langeland 11 12 23 52,17
Média 77,16
Desvio-Padrao 20,23

A taxa de rendimento média apontada pela Tabela 13 sugere que o resultado preditivo
gerado pelo processo de aprendizado de maquina em estudo nesta pesquisa se aproxima do
resultado obtido pelo algoritmo exato. Porém, a taxa de erro médio de 22, 84% =+ 20, 23%
ainda ¢ grande a ponto de inviabilizar sua aplicagdo na identificacao de bridging nodes,

uma vez que a exatidao na classificagao é fator de interesse.
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5.1 Sintese dos Resultados

As redes de interacao proteina-proteina, com frequéncia, comportam nimeros signi-
ficativos de nés (proteinas) assim como de arestas (interagdes) entre eles, sendo comum
chegarem a ordem dos milhares. Para identificar os nés promissores em redes PPI de
grande porte, a adocao da técnica de bridging centrality torna-se um problema compu-
tacional a ser vencido. Nesse sentido, uma alternativa atraente foi utilizar algoritmos de
aprendizado de maquina aplicados as caracteristicas estruturais dessas redes, com obje-
tivo de predizer quais dos nés estariam mais propensos a serem classificados como bridging
nodes.

Seguindo essa linha de investigacao, este trabalho de pesquisa analisou a aplicagao
do calculo de bridging centrality sobre redes PPI tomadas como objeto de pesquisa. Um
plugin para o software Gephi foi desenvolvido, cuja funcao foi calcular o valor exato da
bridging centrality dos noés das PPIs.

Neste trabalho, as redes PPIs selecionadas para estudo foram submetidas ao processo
de aprendizado de maquina de 15 algoritmos disponiveis no software WEKA. Foram uti-
lizadas cinco métricas como caracteristicas estruturais da rede, onde os algoritmos de
clculo de seus valores possuem tempos computacionais menores que O(nm + n?logn).
Os resultados obtidos nesse processo de aprendizado identificou como modelo preditivo a
PPI Corynebacterium diphtheriae NC 002935, e o algoritmo Bagging como classificador.
Em média, o valor AUC obtido nessa fase foi de 0.9484 4+ 0.0208. Foi observado também
que o algoritmo RandomForest ¢ um algoritmo muito promissor, além do Bagging, uma
vez que também apresentou elevados valores AUC. Experimentos adicionais foram reali-
zados usando RandomForest como classificador e os resultados obtidos encontram-se no
Apéndice D.

Na etapa de classificacao, as PPIs em estudo foram submetidas ao algoritmo Bagging
tendo como modelo preditivo a PPI Corynebacterium diphtheriae NC' 002935. Como

resultado geral da classificacao, 24,33% de todos os nds foram corretamente classifi-
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cados, contra 75,66% de nds incorretamente classificados. O valor da acuracia foi de
74, 38% 4 5.84% e o valor de corte limiar (threshold) correspondente foi de 96%. Separou-
se, entdo, os nods classificados corretamente como verdadeiro positivos (TP) para a classe
strong pelo algoritmo ML. Estes nés foram comparados com os valores atribuidos pelo
algoritmo exato. O resultado obtido dessa comparacao foi 77,16% =+ 20,23% de efici-
éncia, ou seja, uma taxa de erro média de 22.84% =+ 20.23%, sugerindo que o resultado
preditivo gerado pelo processo de aprendizado de maquina em estudo nesta pesquisa se
aproxima do resultado obtido pelo algoritmo exato. No entanto, a consideravel taxa de
erro médio ainda ¢ grande a ponto inviabilizar sua aplicagdo na identificagao de bridging
nodes, pois a exatidao na classificacdo dos nos é fator de interesse para a identificacido de
proteinas visando a producao de farmacos. Dessa forma, nossos resultados corroboram
o conhecimento da literatura sobre uso de ML em redes complexas, ou seja, algoritmos
de ML aplicados a medidas de centralidade complexas como a bridging centrality nao sao

eficazes.

5.2 Dificuldades Encontradas

Durante a execugao deste projeto de pesquisa, houve relativa dificuldade em se encon-
trar fontes bibliograficas confiaveis contendo anélise de complexidade dos algoritmos para
o calculo das métricas em redes complexas, como eigenvector centrality, hub, authority,
page rank. Tendo em vista que estas métricas estao relacionadas a operagoes matriciais,
decidiu-se exclui-las da pesquisa. Em estudos posteriores, podem ser objeto de novas
avaliagoes.

Outra dificuldade relacionada a pesquisa bibliogréafica, refere-se a analise de comple-
xidade dos algoritmos de aprendizado de maquina. Pouco se encontrou a respeito. Uma
investigacao mais aprofundada também pode ser sugestdo a ser considerada em novos
trabalhos.

Uma dificuldade, de ordem pratica, foi a selecao dos atributos dos algoritmos ML
estudados. Para contorna-la, foi necessario executar diversos testes combinatérios para
identificar os parametros que geram os melhores resultados para cada algoritmo ML. O
Apéndice A apresenta os resultados obtidos nesses testes. O Apéndice B apresenta o
script gerador dos modelos preditivos, e o Apéndice C apresenta o script classificador

desenvolvido nessa pesquisa.

5.3 Principais Contribuicoes

Uma contribuicao deste trabalho de pesquisa foi a implementacao e disponibilizagao

do plugin, para o software GEPHI, versao 0.9.1 ou superior, para o célculo da bridging
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centrality, e pode ser obtido pelo site www.sourceforge.net, sob o nome de BridgingCen-
tralityPlugin?.

Outra contribuicao relevante é a disponibilizacao das ordens de complexidade, em ter-
mos de tempos de execucao, dos algoritmos de calculo das métricas estudadas, organizadas
na Tabela 2 e na Tabela 6, dada a dificuldade encontrada como disposto acima.

Este trabalho de pesquisa também gera contribuicao ao apresentar estudo comparativo
entre os resultados de um algoritmo exato com os resultados produzidos por algoritmos

de aprendizado de maquina, com aplicagoes em bioinformatica.

5.4 Trabalhos Futuros

Como sugestoes para trabalhos futuros, lista-se:

1. implementar a métrica bridging centrality para outros softwares de anélise de redes

complexas, tais como Pajek, Cytoscape, SocNetV,

2. repetir o experimento, ampliando o conjunto de métricas, e sem levar em consi-
deracao a complexidade de seus algoritmos geradores. O objetivo, nesse caso, é
identificar a combinagdo de métricas que gere a maior aproximacgao possivel dos

resultados produzidos pelo algoritmo exato;

1 Endereco do projeto: https://sourceforge.net/projects/bridgingcentralityplugin/
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APENDICE A

Otimizacao de parametros

A Tabela 14 apresenta os tempos, em milisegundos, obtidos na execucao dos algoritmos

de calculo das métricas utilizadas nesta pesquisa.

Tabela 14 — Tempo de execucao dos algoritmos geradores das métricas, em milisegundos

Rede Cp(i) | CB) | Ce(v)| BC(v)| Cr(v)| A
Bacillus anthrax 13 32 229 12 241 162
Clostridium botullinum A2 Kyoto 4 11 6 9 15 45
féiifﬁff;@m botultinum ¥ 6| 17| 306 7| 313| 33
Clostridium perfringens 6 11 074 9 583 23
Clostridium tetani ES8 4 9 932 10 942 14
ggggggbacterwm diphtheriae NC 4 7 943 4 947 3
Escherichia coli ED1a 8 31 139 20 159 236
Mycobacterium tuberculosis 3 23 140 9 149 71

Streptococcus pneumoniae 4 1 712 15 797 16

Tarwan19F14
Cp(i) : Degree Centrality
C%(i) - Weighted Degree Centrality
Cp(v) : Betweenness Centrality
BC(v) : Bridging coefficient
Cr(v) : Bridging Centrality

A :  triangles
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A Tabela 15 apresenta a duragao, em segundos, da execucao dos testes de otimizagao

de parametros aplicada aos algoritmos estudados nesta pesquisa.

Tabela 15 — Tempo de execugao dos scripts de otimizacao de parametros dos algoritmos

ML

Algoritmo Inicio Fim Duracao [s]
Bagging 2017-07-13 15:05:51 | 2017-07-14 05:51:11 53.120
J48 2017-07-12 18:44:32 | 2017-07-12 18:58:17 825
JRip 2017-07-12 18:44:31 | 2017-07-12 19:29:47 2.716
KStar 2017-07-12 18:44:31 | 2017-07-12 19:05:47 1.276
LMT 2017-07-12 18:44:29 | 2017-07-12 21:00:26 8.157
OneR 2017-07-12 18:44:27 | 2017-07-12 18:49:03 276
PART 2017-07-12 18:44:43 | 2017-07-12 19:28:49 2.646
RandomCommittee | 2017-07-14 10:33:43 | 2017-07-14 10:43:52 609
RandomForest 2017-07-12 18:44:28 | 2017-07-12 19:25:43 2.475
RandomSubSpace 2017-07-13 14:55:56 | 2017-07-14 00:04:39 32.923
RandomTree 2017-07-12 18:44:25 | 2017-07-12 19:57:17 4.372
REPTree 2017-07-13 13:01:29 | 2017-07-13 14:08:20 4.011

As secOes a seguir apresentam os valores testados para cada parametro relevante, de

cada algoritmo estudado.
A.1 Bagging

Tabela 16 — Parametros testados para o algoritmo Bagging

Parametro Valores Descricao

-P Size of each bag, as a
100, 90, 80, 70, 60, 50, 40, .
-P percentage of the training set

30, 20, 10 _
size. (default 100)

Number of iterations. (current

1 10, 25, 50, 75, 100, 250, 500
value 10)
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RandomTree,
RandomForest, REPTree, _
-W Classifiers
DecisionStump, ZeroR,
KStar
A.2 J48
Tabela 17 — Parametros testados para o algoritmo J48
Parametro Valores Descricao
0, 0.05, 0.10, 0.25, 0.30,
-C 0.40, 0.50, 0.60, 0.70, 0.80,
0.90, 0.99
-M 2,3,5,6,7
-0 true, false collapse tree
-A true, false Use Laplace smoothing
-N 3 10 30 50 100 200
-R true, false
A.3 JRip
Tabela 18 — Parametros testados para o algoritmo JRip
Parametro Valores Descrigao
-F 3, 10, 30, 50, 100, 200 number of folds
Set the minimal weights of
-N 1.0, 1.5, 2.0, 2.5, 3.0, 3.5 instances within a split. (default
2.0)
Set the number of runs of
-0 2,3, 4,5, 10, 20

optimizations. (Default: 2)
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Whether NOT use pruning

-P true, false .
(default: use pruning)

Whether NOT check the error
-E true, false rate>=0.5 in stopping criteria
(default: check)

A.4 KStar

Tabela 19 — Parametros testados para o algoritmo KStar

Parametro Valores Descricao

5, 10, 15, 20, 25, 30, 35, 40, | Manual blend setting (default

-B
45, 50, 100, 200 20%)
Specify the missing value
treatment mode (default a) Valid
-M a,d, m, n

options are: a(verage), d(elete),

m(axdiff), n(ormal)

A.5 LMT

Tabela 20 — Parametros testados para o algoritmo LMT

Parametro Valores Descricao

Set fixed number of iterations for
1, 2, 5, 10, 20, 30, 40, 50, ' . .
-1 LogitBoost (instead of using
100, 200 o
cross-validation)

Set minimum number of

-M 5, 10, 15, 20, 30, 40, 50, 100 | instances at which a node can be
split (default 15)

Set beta for weight trimming for
0.0, 1.0, 1.5, 2.0, 2.5, 5.0, '

-W LogitBoost. Set to 0 (default)
5.5, 10.0, 10.5 _ o
for no weight trimming.

The AIC is used to choose the

-A true, false ) ]
best iteration.
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Use cross-validation for boosting
-C true, false at all nodes (i.e., disable

heuristic)

A.6 MultiLayerPerceptron

Tabela 21 — Parametros testados para o algoritmo MultiLayerPerceptron

Parametro Valores Descrigao

0.9, 0.8, 0.7, 0.6, 0.5, 0.4,

-L Learning Rate
0.3, 0.2, 0.1
0.1, 0.2, 0.3, 0.4, 0.5, 0.6,

-M momentum
0.7, 0.8, 0.9
500, 1.000, 1.500, 3.000,

-N epochs

5.000, 10.000

lla|I’ lla"?)“7 "a,4"7 Ila’75ll7 “a76"7
I|a77l|’ lla74’3ll’ Ila’5’3ll’
I|a,673“’ lla’7’3l|’ Ila”5’4’3ll’

-H RNA layers
“a767574’3“’ "a’776757473"7
“a787776757473“7
'a,8,7,8,7,6,5,4,3"
A.7 OneR

Tabela 22 — Pardmetros testados para o algoritmo OneR

Parametro Valores Descrigao

B {1,2,...,100}
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A.8 PART

Tabela 23 — Pardametros testados para o algoritmo PART

Parametro Valores Descricao
Set minimum number of objects
-M {1,2,3,...,100}
per leaf (default 2)
-C {0.05,0.10,...,0.50}

A.9 RandomCommittee

Tabela 24 — Parametros testados para o algoritmo RandomCommittee

Parametro Valores Descricao
Number of iterations. (current
-1 10, 25, 50, 75, 100, 250, 500
value 10)
RandomTree, )
-W Classifiers

RandomForest, REPTree

A.10 RandomForest

Tabela 25 — Parametros testados para o algoritmo RandomForest

Parametro Valores Descricao
Size of each bag, as a percentage
-P 100, 75, 50, 25, 10, 5 of the training set size. (default
100)
N umber of iterations. (current
-1 100, 50, 25, 10
value 100)
Set minimum number of
-M 1,2,3,4

instances per leaf. (default 1)
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0.0001, 0.001, 0.005, 0.010,
0.050, 0.100, 0.500, 0.750

Set minimum numeric class

variance proportion of train

variance for split (default: 1073).

A.11 RandomSubSpace

Tabela 26 — Parametros testados para o algoritmo RandomSubSpace

Parametro

Valores

Descrigao

0.1, 0.25, 0.5, 0.75, 1

10, 25, 50, 75, 100, 250, 500

KStar, RandomTree,
RandomForest, REPTree,
J48, LMT, OneR, PART

Size of each subspace: < 1:
percentage of the number of
attributes; >=1: absolute

number of attributes

Number of iterations. (current
value 10)

Classifiers

A.12 RandomTree

Tabela 27 — Parametros testados para o algoritmo RandomTree

Parametro Valores Descricao
-X 10, 30, 50, 100, 200 folds
-K 0,1,2,3,4,5,6, 7 attr_ 2 invest
-M 1,2,3 per_ leaf
1071, 1072, 1073, 1074, _
-V variance
1075, 1076
-N 0,2,3 backfitting
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A.13 REPTree

Tabela 28 — Parametros testados para o algoritmo REPTree

Parametro Valores Descricao

. (L2 7 Set minimum number of
yhy ey instances per leaf (default 2).

V {2,3 50} Number of folds for reduced
I T error pruning (default 3)

Set minimum numeric class
0.001, 0.0001, 0.005, 0.010, ) . )
-N variance proportion of train
0.050, 0.100, 0.500

variance for split (default le-3).
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Script Gerador de Modelos Preditivos

#!/Dbin /bash

help () {

echo "Usage:
seed mode>"

echo "'
echo " algoritmo"
echo " 1
echo ' 3
echo ' 6
echo ' 7
echo ' 9
echo ' 10
echo " 11
echo " 12
echo ' 13
echo ' 14
echo " 15
echo " 16
echo " 17
echo ' 18
echo ' 19
echo " nro modelo"
echo " 1
echo " 4
echo " )
echo ' 7
echo ' 8
echo ' 9
echo ' 10
echo " 12
echo ' 13
echo " nro exec'
echo '

$0 <algoritmo><nro modelo><nro exec><nro threshold

lazy — KStar"
meta — Bagging"
meta — LogitBoost"

meta — RandomCommittee"

meta — RandomSubSpace"

trees — J48"'

trees — LMT"

trees — RandomForest"
trees — RandomTree"

trees — REPTree"

rules — JRip"

rules — OneR'

rules — PART"

functions — MultilayerPerceptron”

bayes — NaiveBayes"

Bacillus _anthrax"
Clostridium_botullinum A2 Kyoto"
Clostridium__botullinum_F_Langeland"
Clostridium_ perfringens"

Clostridium_ tetani E88"
Corynebacterium_ diphtheriae_ NC_002935"
Escherichia coli_ ED1a"
Mycobacterium__tuberculosis"

Streptococcus__pneumoniae_Taiwanl9F14"

quantidade de execucoes (default: 1)"

type><
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echo " nro threshold type"
echo ' formato do arquivo de threshold (estatistica)'
echo ' 1 : arff (default)"'
echo ' 2 : csv'
echo " seed mode"
echo ' modo de tratamento aleatorio para os algoritmos'
echo ' 1 : seed = 1 (default)"
echo ' 2 : seed aleatorio'
exit 1
}
if [ $# —le 1 ]
then
help
fi
case "$1" in
1)
group="lazy"
algorithm="KStar"
3)
group="meta"
algorithm="Bagging"
6 )
group="meta"
algorithm="LogitBoost"
7)
group="meta"
algorithm="RandomCommittee"
9)
group="meta"
algorithm="RandomSubSpace"
10 )
group="trees"
algorithm="J48"
11 )
group="trees"
algorithm="LMT"
12 )

group="trees"
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algorithm="RandomForest"
13 )
group="trees"'
algorithm="RandomTree"
14 )
group="trees"
algorithm="REPTree"
15 )
group="rules"
algorithm="JRip"
)
16 )
group="rules"
algorithm="OneR"
17 )
group="rules"
algorithm="PART"
18 )
group="functions"
algorithm="MultilayerPerceptron"
19 )
group="bayes"
algorithm="NaiveBayes"
)
%) echo "Opcao invalida"
help
exit 2
esac

case "$2" in

1)

ppi_modelo="Bacillus__anthrax"

4)

ppi_modelo="Clostridium_ botullinum_A2 Kyoto"

bl

5)

ppi_modelo="Clostridium__botullinum_F_Langeland"

7)

ppi_modelo="Clostridium_ perfringens"
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bR

8 )
ppi__modelo="Clostridium_ tetani_E88"
9 )
ppi__modelo="Corynebacterium__diphtheriae_ NC_002935"
10 )
ppi__modelo="Escherichia_coli_EDIla"
12 )
ppi__modelo="Mycobacterium_ tuberculosis"
13 )
ppi__modelo="Streptococcus_ pneumoniae_ Taiwanl9F14"
x) echo "Opcao invalida"
help
exit 3
esac
if [[ "$3" —eq "" ]]; then
max=1
else
max=$3
fi
case "$4" in

2 )
threshold format="csv"
%) threshold_ format="arff"

esac

case "$5" in
2 )
seed  mode=2
x) seed__mode=1

esac

algoritmo="weka. classifiers.${group}.${algorithm}"

resultado_treinamento="models/${algorithm}/treinamento.txt"

logfile="models/${algorithm }/modelo.model.log"

arquivo__teste="${ppi_modelo}. arff"

cd ${ppi_modelo}
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directory__name="models/${algorithm}"
if [ ! —d $directory_name ]
then
mkdir —p $directory_name
fi

IFS=$"\012"

echo
echo "Gerando modelo de aprendizado '
! > PPI: ${ppi_modelo}"

echo " > algoritmo: ${algoritmo}"

echo

echo " > execucoes: ${max}"

non

echo

start__date=$(date "+%s")

inicio=$(date "+%Y-%u-%d 9H:7M%S ")

echo " >>>>> Inicio: ${inicio}"

echo " >>>>> Inicio: ${inicio}" > ${logfile}

printf —v max_formatado "%3d" ${max}
for (( i =1; i <= ${max}; i++ )); do

if [[ ${seed_mode} —eq "1" ]]; then

seed=1
else

seed=‘python —c’import random; print repr (random.randrange(1,100)) ¢
fi

printf —v resultado_treinamento "models/%s/modelo_%03d_treinamento.txt" $
{algorithm} ${i}
printf —v output do modelo "models/%s/modelo %03d.model" ${algorithm} ${i

}
printf —v output_thr "models/%s/modelo_%03d_threshold.%s" ${algorithm} ${

i} ${threshold_format} # threshold file

classifications=""

printf " >>>>> %3d de %3d — random seed: %3d — %s — %s — %s\012" ${i} $
{max} ${seed} ${output_do modelo} ${resultado treinamento} ${output_thr}

case "$1" in
1)
java —cp $WEKA HOME/weka.jar weka.classifiers.lazy.KStar ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
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—s ${seed} —t ${arquivo_ teste} —d ${output do modelo} —B 5 -M a —num-—
decimal—places 4 > ${resultado_treinamento}

2 )

java —cp $WEKA HOME/weka.jar weka.classifiers .meta.
AttributeSelectedClassifier ${classifications} —threshold—file ${
output_thr} —threshold—label "strong' —s ${seed} —t ${arquivo_teste} —d
${output_do_modelo} —E "weka.attributeSelection.CfsSubsetEval —P 1 —E 1"
—S "weka.attributeSelection.BestFirst -D 1 —-N 5" W weka. classifiers.
trees.J48 — —Q ${seed} —C 0.25 M 2 > ${resultado_treinamento}
3)

java —cp $SWEKA HOME/weka.jar weka.classifiers .meta.Bagging ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—t ${arquivo_teste} —d ${output_do_modelo} —P 100 —S ${seed} —num—slots
0 —I 25 —num—decimal—places 4 -W weka. classifiers.trees.RandomTree — —
KO -MI1 -V le-3 -S ${seed} —depth 0 -N 0 —U —B —num—decimal—places 4 —
batch—size 100 > ${resultado_treinamento}
1)

java —cp "SWEKA HOME/weka. jar :3WEKA HOME/libs /x" weka.classifiers.
meta. ClassificationViaRegression ${classifications} —threshold—file ${
output_thr} —threshold—label "strong" —s ${seed} —t ${arquivo_ teste} —d
${output__do_modelo} -W weka.classifiers.trees .M5P — -M 4.0 > ${
resultado_treinamento}
5)

java —cp $WEKA HOME/weka.jar weka.classifiers .meta.
IterativeClassifierOptimizer ${classifications} —threshold—file ${
output_thr} —threshold—label "strong' -W weka.classifiers .meta.
LogitBoost —t ${arquivo_teste} —d ${output_do_modelo} —-L 50 -P 1 -E 1 —I
1 —F 10 -R 1 —metric RMSE —S ${seed} — —P 100 -L —1.7976931348623157
E308 -H 1.0 =Z 3.0 -O 1 -E 1 —S ${seced} —I 10 -W weka. classifiers.trees.
DecisionStump > ${resultado treinamento}
6 )

java —cp $WEKA HOME/weka.jar weka.classifiers.meta.LogitBoost ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—t ${arquivo_teste} —d ${output do_ modelo} —P 100 —L
—1.7976931348623157E308 -H .5 -Z 1.0 -O 1 —-E 1 —S ${seed} —I 10 —num—
decimal—places 4 -W weka. classifiers.trees.RandomTree — -K 0 -M 1 -V le
-3 =S ${seed} —depth 0 -N 0 —U —-B —num—decimal—places 4 —batch—size 100
> ${resultado_treinamento}
7)

java —cp $WEKA HOME/weka.jar weka.classifiers .meta.RandomCommittee ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
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—S ${seed} —num-slots 0 —I 10 —num—decimal—places 4 —t ${arquivo_teste}
—d ${output_do_modelo} -W weka. classifiers.trees.RandomTree — —K 0 -M
1 -V 1le-3 —S ${seed} —depth 0 —N 0 —U —B —num—decimal—places 4 —batch—
size 100 > ${resultado_treinamento}
8 )

java —cp $SWEKA HOME/weka.jar weka.classifiers .meta.
RandomizableFilteredClassifier ${classifications} —threshold—file §{
output_thr} —threshold—label "strong" —t ${arquivo_teste} —d ${
output_do_modelo} —S ${seed} —F "weka.filters.unsupervised.attribute.
RandomProjection —N 10 —R 42 —-D Sparsel" -W weka. classifiers.lazy.IBk —
-K 1 -WO0 —A "weka.core.neighboursearch.LinearNNSearch —A \"weka. core.
EuclideanDistance —R first —last\"" > ${resultado_treinamento}
9)

java —cp $WEKA HOME/weka.jar weka.classifiers .meta.RandomSubSpace ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—t ${arquivo_teste} —d ${output_do_modelo} —P 0.1 —S ${seed} —num—slots
0 —I 10 —num—decimal—places 4 -W weka. classifiers.trees.RandomTree — —
KO0O-M1-V 1e-3 —-S ${seed} —depth 0 -N 0 —U —B —num—decimal—places 4 —
batch—size 100 > ${resultado_ treinamento}
10 )

java —cp $WEKA HOME/weka.jar weka.classifiers.trees.J48 ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—Q ${seed} —s ${seed} M 2 —-O —A —num—decimal—places 4 —t ${
arquivo_teste} —d ${output_do_modelo} > ${resultado_treinamento}
11 )

java —cp SWEKA HOME/weka.jar weka.classifiers.trees.IMT ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—s ${seed} -I -1 M 30 W 0.0 —A —C —num—decimal—places 4 —t ${
arquivo_teste} —d ${output_do_modelo} > ${resultado_treinamento}
12 )

java —cp $SWEKA HOME/weka.jar weka.classifiers.trees.RandomForest ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—P 100 —T 100 —nmum—slots 0 -K 0 -M 1 =V 0.0001 —S ${seed} —s ${seed} —
num—decimal—places 4 —t ${arquivo_teste} —d ${output_do_modelo} > ${
resultado_treinamento}
13 )

java —cp $SWEKA HOME/weka.jar weka.classifiers.trees.RandomTree ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
K0 M1 -V le-3 —S ${seed} —s ${seed} —depth 0 -N 0 —U -B —num—
decimal—places 3 —batch—size 100 —t ${arquivo_teste} —d ${

output_do_modelo} > ${resultado_ treinamento}
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14 )
java —cp $WEKA HOME/weka.jar weka.classifiers.trees.REPTree ${
classifications} —threshold—file ${output_thr} —threshold—label "strong"
M1 -V 0.001 -N 7 —S ${seed} —s ${seed} -L —1 —I 0.0 —num—decimal—
places 4 —t ${arquivo_teste} —d ${output do modelo} > ${
resultado_treinamento}
15 )
java —cp $WEKA HOME/weka.jar weka.classifiers.rules.JRip ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—S ${seed} —s ${seed} -F 3 -N 1.0 -O 2 —P —E —num—decimal—places 4 —t $
{arquivo_teste} —d ${output_do_modelo} > ${resultado_treinamento}
16 )
java —cp $WEKA HOME/weka.jar weka.classifiers.rules.OneR ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—s ${seed} —B 1 —num—decimal—places 4 —t ${arquivo_teste} —d ${
output_do_modelo} > ${resultado_treinamento}
17 )
java —cp $SWEKA HOME/weka.jar weka.classifiers.rules .PART ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—Q ${seed} —s ${seed} M 3 —C .20 —mnum—decimal—places 4 —t ${
arquivo_teste} —d ${output_do_modelo} > ${resultado_treinamento}
18 )
java —cp $WEKA HOME/weka.jar weka.classifiers.functions.
MultilayerPerceptron ${classifications} —threshold—file ${output_thr} —
threshold —label "strong' —S ${seed} —s ${seed} -L 0.3 -M 0.2 -N 1000 -V
0 —-E 20 -H a —t ${arquivo_teste} —d ${output_do_modelo} > ${
resultado_treinamento }
19 )
java —cp $WEKA HOME/weka.jar weka.classifiers.bayes.NaiveBayes ${
classifications} —threshold—file ${output_thr} —threshold—label "strong'
—s ${seed} —t ${arquivo_teste} —d ${output_do_modelo} > ${
resultado_treinamento }
esac
done
#
# Tratando melhor resultado
#

echo "Identificando modelo de treinamento com menor taxa de erro
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get_files () {
files=‘ls models/${algorithm}/modelo_*_treinamento.txt ¢
}
get_ files
output_resultados="models/${algorithm}/resultados.csv"
for f in ${files}
do
teste=‘sed ’/Incorrectly Classified Instances/!d’ ${f} | head -1 | awk —F
» 2 {print $5}’¢
cross=‘sed ’/Incorrectly Classified Instances/!d’ ${f} | tail -1 | awk —F
7 {print $5} ¢
# obtendo dados de AUC para labels "strong"', "weak" e "avg.', da sessao
de cross validation
auc_strong=‘cat ${f} | sed —n '/ Weighted Avg./{g;1!p;};h’ | sed s/ [[:
blank:]]*//;s/[[: blank:]]*x$//’ sed ’s/[[:blank:]]\{2,\}/ /g’ | cut =d’
C 7 | tail —1°
auc_weak=‘cat ${f} | sed IN;$!IN;/.x\n.x\n.* Weighted Avg.x/P;D’ | sed ’s
/" [[:blank:]]*//;s/[[:blank:]]*x$//" | sed ’s/[[:blank:]]\{2,\}/ /g’ |
cut —d’ > —f7 | tail —I1¢
auc_avg=‘cat ${f} | sed ’/Weighted Avg./!d’ | sed ’'s/Weighted Avg./ /g’ |
sed ’s/[[:blank:]]\{2,\}/ /g’ | sed ’s/ " [[:blank:]]*x//;s/[[: blank:]]«$
/]’ | cut =d” 7 —f 7 | tail —1¢
echo "${f};${teste };${cross };${auc_strong};${auc_weak};${auc_avg}" >> ${
output_resultados}
done
cat ${output_ resultados} | sed '/"$/d’ | sort —t ";" —k2 —n | head —1 | cut
—d’; 7 —f1,2 > "models/${algorithm }/menor_teste.txt"
cat ${output resultados} | sed '/"$§/d’ | sort —t ";" —k3 —n | head —1 | cut
—d’;’ —f1,3 > "models/${algorithm}/menor_cross.txt"
cat ${output_resultados} | sed ’/7$/d’ | sort —t ";" —k3 —n | head —1 | cut
—d’;’ —f1 > "models/${algorithm}/menor modelo. txt"
cat ${output_ resultados} | sed '/"$/d’ | sort —t ";" —k4 —n —r | head -1 |
cut —d’;’ —f1,4 > "models/${algorithm}/melhor_auc_strong.txt"
cat ${output_resultados} | sed ’/7$/d’ | sort —t ";" —k5 —n —r | head -1 |
cut —d’;’ —f1,5 > "models/${algorithm }/melhor_auc_weak.txt"
cat ${output_ resultados} | sed '/"$/d’ | sort —t ";" —k6 —n —r | head -1 |
cut —d’;’ —f1,6 > "models/${algorithm }/melhor auc_avg.txt"
#
# salvando modelo de aprendizado baseado na melhor AUC do label "strong'

7
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nro=‘cat models/${algorithm}/melhor__auc_strong.txt | sed ’/~$/d’ | head -1
| cut —d";" —f1 | sed ’s/.txt//g’ | cut —d"_" —f2°

cp "models/${algorithm}/modelo_${nro} threshold.${threshold format}" "
models/${algorithm } /modelo_threshold.${threshold_format}"

cp "models/${algorithm}/modelo_${nro}.model" "models/${algorithm}/modelo.
model"

cp "models/${algorithm }/modelo_${nro} treinamento.txt" "models/${algorithm

}/modelo_treinamento. txt"

#

# compacta os arquivos gerados

#

printf —v max_formatado "%03d" ${max}

data_atual=$(date '+%Y—Yan-%d—H-IN-%S ")

archive_dir="models/${algorithm }/models_exec_${max_formatado} dt_${
data_atual}"

it [ ! —=d ${archive_dir} ]
then

mkdir —p ${archive_dir}
fi

mv models/${algorithm } /modelo_* threshold.${threshold format} ${archive dir
}

mv models/${algorithm }/modelo_ x.model ${archive_dir}

mv models/${algorithm }/modelo_*_treinamento.txt ${archive_dir}

tar —czf ${archive dir}.tgz ${archive dir}/«
rm —rf ${archive_dir}
#
# salvando arquivos para relatorios futuros
#
report dir="models/${algorithm}/info files"
if [ ! —d ${report_dir} |
then

mkdir —p ${report_dir}
fi

mv models/${algorithm }/melhor_ *.txt ${report_dir}
mv models/${algorithm }/menor_ *.txt ${report_dir}
mv models/${algorithm}/resultados.csv ${report_dir}

tx_erro=‘cat ${report_dir}/menor_cross.txt | sed ’/7$/d’ | head —1 | cut —d
g

auc=‘cat ${report_dir}/melhor_auc_strong.txt | sed ’/7$/d’ | head —1 | cut
—d’; —f2¢

echo " >>>>> Modelo: ${ppi_modelo} — Erro Cross Validation: ${tx_erro} %

— AUC (strong): ${auc}"
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#

end_date=$(date "+%s")

final=$(date "+%Y-%m%d YH:%M:%S ")

echo " >>>>> Final: ${final} ($(( ($end date — $start date) / (1) )) s)"

echo " >>>>> Final: ${final} ($(( ($end date — $start date) / (1) )) s)’
>> §{logfile}

echo " >>>>> Modelo gerado com sucesso'

cd
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APENDICE

Script Classificador

#!/Dbin /bash
help () {

echo

seed mode>"

echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo
echo

echo

"Usage:

non

non

$0 <algoritmo><nro modelo><nro exec><nro threshold type><

algoritmo"

NoREE e N

10
11
12
13
14
15
16
17
18
19

nro modelo"

1

© 00 g Ut =~

10
12
13

nro exec'

lazy — KStar"

meta — Bagging'

meta — LogitBoost"

meta — RandomCommittee'

meta — RandomSubSpace"

trees — J48"

trees — LMT"

trees — RandomForest"
trees — RandomTree"

trees — REPTree"

rules — JRip"

rules — OneR'

rules — PART"

functions — MultilayerPerceptron"

bayes — NaiveBayes"

Bacillus anthrax"
Clostridium__botullinum__A2_Kyoto"
Clostridium_ botullinum_F_Langeland"
Clostridium_ perfringens"

Clostridium_ tetani_E88"
Corynebacterium_ diphtheriae_ NC_002935"
Escherichia coli ED1la"
Mycobacterium__tuberculosis'

Streptococcus_ pneumoniae_ Taiwanl9F14"

quantidade de execucoes (default: 1)"




35

37

39

41

43

4

Ut

47

49

51

93

55

o7

99

61

63

65

67

69

71

73

(0]

7

79

120 APENDICE C. Script Classificador
echo " nro threshold type"
echo ' formato do arquivo de threshold (estatistica)'
echo ' 1 arff (default)"
echo ' 2 csv'"
echo " seed mode"
echo ' modo de tratamento aleatorio para os algoritmos'
echo ' 1 seed = 1 (default)"
echo ' 2 seed aleatorio"
exit 1

}

if [[ $# —le 1 ]]; then

help
fi

case "$1" in

1)
y:“lazyll
x="KStar"
3)
y="meta"
x="Bagging"
6 )
y="meta"

x="LogitBoost"
7))

y:u meta n

x="RandomCommittee"

9)

y="meta"

x="RandomSubSpace"

bl

10 )
y="trees"
x="J48"

11 )
y="trees"
x="LMT"

12 )
y="trees"

x="RandomForest"
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13 )
y="trees"
x="RandomTree"
14 )
y="trees"
x="REPTree"
15 )
y="rules"
x="JRip"
16 )
y="rules"
x="OneR"
17 )
y="rules"
x="PART"
18 )
y="functions"
x="MultilayerPerceptron"
19 )
group="bayes"
algorithm="NaiveBayes"
%) echo "Opcao invalida"
help
exit 2
esac
case "$2" in

1)
ppi_modelo="Bacillus_anthrax"

4)

ppi_modelo="Clostridium_ botullinum__A2_Kyoto"

1)

5)

ppi_modelo="Clostridium_ botullinum_F_Langeland"

7)
ppi_ modelo="Clostridium_ perfringens"

kA
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8 )
ppi__modelo="Clostridium_ tetani_E88"
9)
ppi__modelo="Corynebacterium_ diphtheriae_ NC_002935"
10 )
ppi__modelo="Escherichia_coli_ED1la"
12 )
ppi__modelo="Mycobacterium_ tuberculosis"
13 )
ppi__modelo="Streptococcus_ pneumoniae_Taiwanl9F14"
x) echo "Opcao invalida"
help
exit 3
esac
if [[ "$3" —eq "" ]]; then
max=1
else
max=$3
fi

case "$4" in

2 )
threshold format="csv"
%) threshold format="arff"
esac
case "$5" in

2)
seed mode=2
x) seed__mode=1

esac

algoritmo="weka. classifiers .${y}.${x}"

dir_predictions="predictions"
IFS=$"\012"

get_files () {

files="‘ls «/x.arff "
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}
get_ files
eChO non
echo "Processando arquivos usando algoritmo: ${algoritmo}"
echo ' Total de execucoes : ${max}"
eChO nn
for f in ${files}
do
if [ "${f%/«}" != "${ppi_modelo}" |; then
modelo="../${ppi_modelo}/models/${x}/modelo. model"
else
modelo="models/${x}/modelo.model"
fi
cd ${f%/«}
if [ ! —=d ${dir_predictions} |
then
mkdir —p ${dir_ predictions}
fi
printf —v output_log "%s/%s.log" ${dir_ predictions} ${x}
logfile="${output_log}"
echo "" > ${logfile}
for (( i =1; i <= ${max}; i++ )); do
if [[ ${seed _mode} —eq "1" ]]; then
seed=1
else
seed=‘python —c’import random; print repr(random.randrange(1,100)) ¢
fi
printf —v output_csv "%s/%s_%03d__prediction.csv"' ${dir_predictions} ${x
pos{i}
printf —v output_txt "%s/%s_%03d_prediction.txt" ${dir_ predictions} ${x
bos{i}
printf —v output_thr "%s/%s_%03d_threshold.%s" ${dir_predictions} ${x}
${i} ${threshold format} # threshold file

printf —v msg ">>>> %3d de %3d — random seed: %3d — %s — %s — %s — %s —
%s\012" ${i} ${max} ${seed} ${output_csv} ${output_txt} ${output_log} $
{output_thr} ${f#x/}
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217
saida_ csv="weka. classifiers.evaluation.output. prediction.CSV —suppress

—file ${output_csv}"

219 saida_ txt="weka. classifiers.evaluation.output.prediction.PlainText —

suppress —file ${output_txt}"

221 echo "'

echo ${msg}

223 echo ${msg} >> ${logfile}

msg="java —cp $WEKA HOME/weka.jar ${algoritmo} —s ${seed} —T ${f#x/} —I
${modelo} —classifications ${saida csv} —threshold—file ${output_ thr} —
threshold —label \"strong\" "

225 echo ${msg} >> ${logfile}

start _date=$(date "+%s")

227 java —cp SWEKA HOME/weka.jar ${algoritmo} —s ${seed} —T ${f#«/} —1 ${
modelo} —classifications ${saida_csv} —threshold—file ${output_thr} —
threshold—label "strong"
end__date=$(date "+%s")
229
msg=">>>> arquivo gerado com sucesso: ${output_csv}"'
231 echo ${msg}

echo ${msg} >> ${logfile}

233
msg=">>>> Tempo decorrido: $(( ($end_date — $start_date) / (1) )) s'
235 echo ${msg}
echo ${msg} >> ${logfile}
237 done
239 #
# gerando relatorio de predicoes
241|  #
echo ' >>>>> Identificando prediction com menor taxa de erro '
243

get__predictions () {
245 predict_files=‘ls ${dir_predictions}/${x} x_ prediction.csv"®

247
get__predictions
249
output_resultados="${dir_ predictions}/${x} resultado.csv"
251
echo "" > ${output_resultados}
253
for f in ${predict_files}
255 do

erros=‘grep —c ",+," ${f}°
257 acertos=‘grep —c ",," ${f}¢
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echo "${f};${erros};${acertos}" >> ${output_resultados}

done

cat ${output_resultados} | sed '/7$/d’ | sort —t ";" —=k2 —n | head -1 > "

${dir_predictions}/${x}_resultado_menor_erro.txt"

valor__erros=$(cat ${dir__predictions}/${x}_resultado_menor_erro.txt | cut
47 —f2)
valor acertos=$(cat ${dir_predictions}/${x} resultado menor erro.txt |
cut —d’;’ —f3)
nome_arquivo=$(cat ${dir predictions}/${x} resultado menor erro.txt | cut
—d’;’ —f1)
printf " >>>>> Modelo: %s — %s — Acertos: %3d — Erros: %3d \012" ${

modelo} ${nome arquivo} ${valor acertos} ${valor

cp ${nome_ arquivo} ${dir_ predictions}/${x}.csv

erros}

cp ${nome_arquivo% x}_threshold.${threshold_ format} ${dir_predictions}/${

x} threshold.${threshold format}

# #

# # compacta os arquivos gerados

# #
printf —v max_formatado "%03d" ${max}

data__atual=$(date "+%Y—%m%d—YH-IM-%S )

format} ${archive dir}

dir}

archive dir="${dir_predictions}/${x}_ predictions_exec_${max_formatado}
_dt_${data_atual}"
if [ ! —d ${archive_ dir} |
then
mkdir —p ${archive_dir}
fi
mv ${dir_predictions}/${x}_x_threshold.${threshold__
mv ${dir_predictions}/${x}_x_prediction.csv ${archive_dir}
mv ${dir_ predictions}/${x}.log ${archive dir}
mv ${dir__predictions}/${x}_resultado_menor_erro.txt ${archive_dir}
mv ${dir_predictions}/${x}_resultado.csv ${archive_
tar —czf ${archive_dir}.tgz ${archive_dir}/«
rm —rf ${archive_dir}
#
cd
done
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APENDICE

Experimentos Adicionais

Foram realizados experimentos de predi¢ao usando como modelo de aprendizado as
PPIs apontadas em cada segao a seguir. O preditor utilizado foi o algoritmo Random-
Forest. Para cada PPI, o modelo de aprendizado foi obtido pela linha de comando da
listagem D.1 e a aplicagdo do preditor foi realizada pela linha de comando da listagem
D.2. Em ambas as listagens, <REDE__PPI> foi substituido pelo nome da PPI do

experimento.

java —cp $WEKA HOME/weka.jar weka.classifiers.trees.RandomForest \
—threshold—file RandomForest_modelo_threshold.csv \
—threshold—label "strong" —P 100 —I 100 —num—slots 0 -K 0 M 1 \
-V 0.0001 —S 44 —s 44 —mum—decimal—places 4 \
—t <REDE_PPI>.arff —d <REDE PPI>.model > RandomForest treinamento.txt

Listing D.1 — Linha de comando para geragao de modelo

java —cp $WEKA HOME/weka.jar weka.classifiers.trees.RandomForest
—s 1 —T <REDE_PPI>.arff —1 <REDE_PPI>.model \
—classifications weka.classifiers.evaluation.output.prediction.CSV \
—suppress —file RandomForest_prediction.csv \
—threshold—file RandomForest_prediction_threshold.csv \
—threshold—label "strong"

Listing D.2 — Linha de comando para predi¢ao

D.1 PPI: Bacillus anthrax

Os dados da tabela 29 correspondem ao comparativo entre os bridging nodes identifi-
cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 62,46% e desvio-padrao 16,00%, tendo sido adotada a

PPI Bacillus anthrax como modelo preditivo.
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Tabela 29 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Ba-
cillus anthraz como modelo preditivo para o classificador RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Corynebacterium diphtheriae NC 002935 1,00 29,00 30,00 96,67
FEscherichia coli ED1a 40,00 | 107,00 147,00 72,79
Clostridium botullinum A2 Kyoto 43,00 80,00 123,00 65,04
Mycobacterium tuberculosis 61,00 83,00 144,00 57,64
Clostridium botullinum F Langeland 74,00 97,00 171,00 56,73
Clostridium tetani ES8 69,00 75,00 144,00 52,08
Streptococcus pneumoniae Taiwanl9F 1} 71,00 72,00 143,00 50,35
Clostridium perfringens 96,00 90,00 186,00 48,39
Média 62,46
Desvio-Padrao 16,00

D.2 PPI: Clostridium botullinum A2 Kyoto

Os dados da tabela 30 correspondem ao comparativo entre os bridging nodes identifi-
cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 65,80% e desvio-padrao 9,75%, tendo sido adotada a
PPI Clostridium botullinum A2 Kyoto como modelo preditivo.

Tabela 30 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Clos-
tridium botullinum A2 Kyoto como modelo preditivo para o classificador Ran-

domForest

PPI Real Predicted %
Weak Strong Strong Correct
Clostridium botullinum F Langeland 27,00 | 126,00 153,00 82,35
Corynebacterium diphtheriae NC 002935 19,00 63,00 82,00 76,83
Clostridium perfringens 36,00 91,00 127,00 71,65
Clostridium tetani ES8 51,00 80,00 131,00 61,07
Bacillus anthrax 67,00 | 102,00 169,00 60,36
Streptococcus pneumoniae Tatwanl9F'1 49,00 72,00 121,00 59,50
Mycobacterium tuberculosis 70,00 96,00 166,00 57,83
Escherichia coli ED1a 98,00 | 129,00 227,00 56,83
Média 65,80
Desvio-Padrao 9,75
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D.3 PPI: Clostridium botullinum F Langeland

Os dados da tabela 31 correspondem ao comparativo entre os bridging nodes identifi-

cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 68,10% e desvio-padrao 10,17%, tendo sido adotada a

PPI Clostridium botullinum F Langeland como modelo preditivo.

Tabela 31 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Clos-
tridium botullinum F Langeland como modelo preditivo para o classificador

RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Clostridium botullinum A2 Kyoto 18,00 | 100,00 118,00 84,75
Corynebacterium diphtheriae NC 002935 14,00 52,00 66,00 78,79
Clostridium perfringens 31,00 88,00 119,00 73,95
Streptococcus pneumoniae Taiwanl9F1) 31,00 66,00 97,00 68,04
Bacillus anthrax 53,00 91,00 144,00 63,19
Mycobacterium tuberculosis 50,00 78,00 128,00 60,94
Escherichia coli ED1a 125,00 | 176,00 301,00 58,47
Clostridium tetani E88 52,00 68,00 120,00 56,67
Média 68,10
Desvio-Padrao 10,17

D.4 PPI: Clostridium perfringens

Os dados da tabela 32 correspondem ao comparativo entre os bridging nodes identifi-

cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 61,61% e desvio-padrao 6,91%, tendo sido adotada a

PPI Clostridium perfringens como modelo preditivo.
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Tabela 32 — Resultado da comparagao Strong Real vs Strong Predito usando a PPI Clos-
tridium perfringens como modelo preditivo para o classificador RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Corynebacterium diphtheriae NC 002935 25,00 61,00 86,00 70,93
Clostridium botullinum A2 Kyoto 44,00 92.00 136,00 67,65
Streptococcus pneumoniae Taiwanl9F14 32,00 57,00 89,00 64,04
Clostridium botullinum F Langeland 58,00 95,00 153,00 62,09
Mycobacterium tuberculosis 55,00 90,00 145,00 62,07
Bacillus anthrax 67,00 | 100,00 167,00 59,88
Clostridium tetani E88 49,00 69,00 118,00 58,47
Escherichia coli ED1a 140,00 | 128,00 268,00 47,76
Média 61,61
Desvio-Padrao 6,91

D.5 PPI: Clostridium tetani E88

Os dados da tabela 33 correspondem ao comparativo entre os bridging nodes identifi-
cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 70,59% e desvio-padrao 13,06%, tendo sido adotada a
PPI Clostridium tetani E88 como modelo preditivo.

Tabela 33 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Clos-
tridium tetani E88 como modelo preditivo para o classificador RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Escherichia coli ED1a 1,00 18,00 19,00 94,74
Bacillus anthrax 2,00 9,00 11,00 81,82
Corynebacterium diphtheriae NC 002935 15,00 52,00 67,00 77,61
Streptococcus pneumoniae Taiwanl9F14 24,00 50,00 74,00 67,57
Clostridium perfringens 44,00 84,00 128,00 65,62
Clostridium botullinum A2 Kyoto 41,00 64,00 105,00 60,95
Clostridium botullinum F Langeland 44,00 62,00 106,00 58,49
Mycobacterium tuberculosis 8,00 11,00 19,00 57,89
Média 70,59
Desvio-Padrao 13,06




D.6. PPI: Corynebacterium diphtheriae NC 002935

131

D.6 PPI: Corynebacterium diphtheriae NC 002935

Os dados da tabela 34 correspondem ao comparativo entre os bridging nodes identifi-

cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 76,25% e desvio-padrao 23,52%, tendo sido adotada a
PPI Corynebacterium diphtheriae NC 002935 como modelo preditivo.

Tabela 34 — Resultado da comparagao Strong Real vs Strong Predito usando a PPI Cory-
nebacterium diphtheriae NC' 002935 como modelo preditivo para o classifi-

cador RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Clostridium botullinum A2 Kyoto 0,00 2,00 2,00 100,00
Clostridium perfringens 0,00 19,00 19,00 100,00
Escherichia coli ED1a 0,00 10,00 10,00 100,00
Bacillus anthrax 1,00 6,00 7,00 85,71
Clostridium botullinum F Langeland 4,00 10,00 14,00 71,43
Mycobacterium tuberculosis 2,00 3,00 5,00 60,00
Clostridium tetani E88 86,00 86,00 172,00 50,00
Streptococcus pneumoniae Taiwan19F1/ 4,00 3,00 7,00 42,86
Média 76,25
Desvio-Padrao 23,52

D.7 PPI: Escherichia coli ED1a

Os dados da tabela 35 correspondem ao comparativo entre os bridging nodes identifi-

cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 64,76% e desvio-padrao 12,29%, tendo sido adotada a

PPI Escherichia coli ED1a como modelo preditivo.
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Tabela 35 — Resultado da comparagao Strong Real vs Strong Predito usando a PPI Esche-
richia coli ED1a como modelo preditivo para o classificador RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Corynebacterium diphtheriae NC 002935 8,00 51,00 59,00 86,44
Bacillus anthrax 34,00 | 116,00 150,00 77,33
Clostridium perfringens 32,00 76,00 108,00 70,37
Mycobacterium tuberculosis 55,00 94,00 149,00 63,09
Clostridium botullinum F Langeland 69,00 | 102,00 171,00 59.65
Clostridium botullinum A2 Kyoto 90,00 | 111,00 201,00 55,22
Clostridium tetani E88 63,00 72,00 135,00 53,33
Streptococcus pneumoniae Tatwanl9F'1 72,00 80,00 152,00 52,63
Média 64,76
Desvio-Padrao 12,29

D.8 PPI: Mycobacterium tuberculosis

Os dados da tabela 36 correspondem ao comparativo entre os bridging nodes identifi-
cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 57,34% e desvio-padrao 8,22%, tendo sido adotada a

PPI Mycobacterium tuberculosis como modelo preditivo.

Tabela 36 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Myco-
bacterium tuberculosis como modelo preditivo para o classificador Random-

Forest

PPI Real Predicted %
Weak Strong Strong Correct
Streptococcus pneumoniae Taiwanl9F14 31,00 70,0 101,00 69,31
Escherichia coli ED1a 69,00 131,0 200,00 65,50
Bacillus anthrax 64,00 119,0 183,00 65,03
Corynebacterium diphtheriae NC 002935 49,00 65,0 114,00 57,02
Clostridium perfringens 85,00 93,0 178,00 52,25
Clostridium botullinum F Langeland 93,00 99,0 192,00 51,56
Clostridium tetani ES8 75,00 77,0 152,00 50,66
Clostridium botullinum A2 Kyoto 100,00 90,0 190,00 47,37
Média 57,34
Desvio-Padrao 8,22
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D.9 PPI: Streptococcus pneumoniae Taiwanl19F 14

Os dados da tabela 37 correspondem ao comparativo entre os bridging nodes identifi-
cados pelo algoritmo exato com os classificados pelo algoritmo classificador RandomFo-
rest, obtendo taxa de acerto de 61,10% e desvio-padrao 16,83%, tendo sido adotada a

PPI Streptococcus pneumoniae Taiwan19F14 como modelo preditivo.

Tabela 37 — Resultado da comparacao Strong Real vs Strong Predito usando a PPI Strep-
tococcus pneumoniae Taiwanl9F14 como modelo preditivo para o classifica-
dor RandomForest

PPI Real Predicted %
Weak Strong Strong Correct
Corynebacterium diphtheriae NC' 002935 1,00 12,00 13,00 92,31
Mycobacterium tuberculosis 5,00 17,00 22,00 77,27
Clostridium tetani ESS 20,00 31,00 51,00 60,78
Clostridium perfringens 51,00 78,00 129,00 60,47
Bacillus anthrax 81,00 94,00 175,00 53,71
Clostridium botullinum A2 Kyoto 71,00 82,00 153,00 53,59
Clostridium botullinum F Langeland 65,00 75,00 140,00 53,57
Escherichia coli ED1a 107,00 63,00 170,00 37,06
Média 61,10
Desvio-Padrao 16,83
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