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Resumo

O objetivo deste trabalho é propor um sistema de aprendizagem de Damas, o MP-
Draughts (MultiPhase- Draughts): um sistema multiagentes, em que um deles - conhecido
como IIGA (Initial/Intermediate Game Agent)- é desenvolvido e treinado para ser espe-
cializado em fases iniciais e intermediárias de jogo e os outros 25 agentes, em fases finais.
Cada um dos agentes que compõe o MP-Draughts é uma rede neural que aprende a jogar
com o mínimo possível de intervenção humana (distintamente do agente campeão do
mundo Chinook). O MP-Draughts é fruto de uma contínua atividade de pesquisa que
teve como produto anterior o VisionDraughts. Apesar de sua eficiência geral, o Vision-
Draughts, muitas vezes, tem seu bom desempenho comprometido na fase de finalização
de partidas, mesmo estando em vantagem no jogo em comparação com o seu oponente
(por exemplo, entrando em loop de final de jogo). No sentido de reduzir o comportamento
indesejado do jogador, o MP-Draughts conta com 25 agentes especializados em final de
jogo, sendo que cada um é treinado para lidar com um determinado tipo de cluster de
tabuleiros de final de jogo. Esses 25 clusters são minerados por redes de Kohonen-SOM
de uma base de dados que contém uma grande quantidade de estado de tabuleiro de final
de jogo. Depois de treinado, o MP-Draughts atua da seguinte maneira: primeiro, uma
versão aprimorada do VisionDraughts é usada como o IIGA; depois, um agente de final
de jogo que representa o cluster que mais se aproxima do estado corrente do tabuleiro do
jogo deverá substituir o IIGA e conduzir o jogo até o final. Este trabalho mostra que essa
estratégia melhorou, significativamente, o desempenho geral do agente jogador.

Palavras chave: sistemas multi-agentes; algoritmos de clusterização; redes neurais arti-

ficiais; aprendizagem por reforço; aprendizagem por diferenças temporais; busca eficiente;

jogos;





Abstract

The goal of this work is to present MP-Draughts (MultiPhase- Draughts), that is
a multiagent environment for Draughts, where one agent - named IIGA- is built and
trained such as to be specialized for the initial and the intermediate phases of the games
and the remaining ones for the final phases of them. Each agent of MP-Draughts is a
neural network which learns almost without human supervision (distinctly from the world
champion agent Chinook). MP-Draughts issues from a continuous activity of research
whose previous product was the efficient agent VisionDraughts. Despite its good general
performance, VisionDraughts frequently does not succeed in final phases of a game, even
being in advantageous situation compared to its opponent (for instance, getting into
endgame loops). In order to try to reduce this misbehavior of the agent during endgames,
MP-Draughts counts on 25 agents specialized for endgame phases, each one trained such
as to be able to deal with a determined cluster of endgame boardstates. These 25 clusters
are mined by a Kohonen-SOM Network from a Data Base containing a large quantity of
endgame boardstates. After trained, MP-Draughts operates in the following way: first,
an optimized version of VisionDraughts is used as IIGA; next, the endgame agent that
represents the cluster which better fits the current endgame board-state will replace it up
to the end of the game. This work shows that such a strategy significantly improves the
general performance of the player agents.

Keywords: multiagent system; clustering algorithm; artificial neural network; reinforce-

ment learning; temporal difference learning; network; efficient search; game
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Capítulo 1

Introdução

1.1 Introdução e Motivação

A escolha do jogo de Damas como domínio de verificação da eficiência das técnicas da

Inteligência Artificial deve-se ao fato de que ele apresenta significativas semelhanças com

inúmeros problemas práticos do dia-a-dia e, por outro lado, apresenta uma complexidade

que demanda a utilização dos recursos propiciados por técnicas poderosas, tais como:

clusterização de dados, método das Diferenças Temporais TD(λ), busca minimax, poda

alfa-beta, aprofundamento iterativo, tabela de transposição, redes neurais e algoritmos

genéticos.

Como exemplos de problemas práticos referentes ao o uso de técnicas inteligentes para

serem resolvidos, podem-se citar:

• Problema de navegação em que os mapas são obtidos autonomamente por um robô

móvel : a tarefa de aprendizagem parte de um ponto de referência inicial, em que o

robô deve aprender uma trajetória de navegação de modo a atingir um ponto alvo

e ao mesmo tempo, desviar-se dos obstáculos que surgem no ambiente [59].

• Problema de interação com humanos por meio de diálogo: a vida moderna, cada vez

mais, precisa de agentes que dialoguem com seres humanos; um exemplo disso são

os atendentes eletrônicos em empresas de prestação de serviços. Como exemplo de

sistema que ataca esse problema, cita-se o sistema ELVIS - Elvis Voice Interactive

System - de Walker [83]. Este sistema cria um agente que aprende a escolher uma

boa estratégia de diálogo com humanos por meio de suas experiências e interações

com usuários humanos.

• Problema do controle de tráfego veicular urbano: o objetivo é criar um agente ca-

paz de controlar o número médio de veículos sobre uma rede urbana de forma a

minimizar os congestionamentos e o tempo de viagem [84].

Note que os problemas práticos apresentados anteriormente apresentam dificuldades

25



26 Capítulo 1. Introdução

similares aos problemas encontrado no domínio dos jogos de Damas como, por exemplo:

• aprender a se comportar em um ambiente em que o conhecimento adquirido é ar-

mazenado em uma função de avaliação;

• escolher um mínimo de atributos possíveis que melhor caracterizem o domínio e que

sirvam como um meio pelo qual a função de avaliação adquirirá novos conhecimentos

(esta questão é fundamental para se obter agentes com alto nível de desempenho);

• selecionar a melhor ação para um determinado estado ou configuração do ambiente

onde o agente está inserido (problema de otimização).

Diante do vasto campo de pesquisa proporcionado pelo domínio dos jogos de Damas,

Mark Lynch desenvolveu um jogador automático, NeuroDraughts, que utiliza técnica de

aprendizagem por Diferenças Temporais para ajustar os pesos de um perceptron multica-

madas cujo papel é estimar o quanto um estado de tabuleiro do jogo, representado em

sua camada de entrada por um conjunto de características específicas do próprio jogo, é

favorável ao agente jogador [42], [43].

Como o NeuroDraughts utilizou um conjunto de características definido manualmente,

Neto e Julia desenvolveram o LS-Draughts [50], [51], [52], um sistema que expande o

trabalho de Lynch por meio de técnica de algoritmos genéticos, gerando automaticamente

um conjunto mínimo e essencial de características para representar o jogo de Damas. Esse

conjunto mínimo de características encontradas por Neto e Julia otimizou o treinamento

e o desempenho do jogador automático de Mark Lynch.

Continuando as pesquisas, Caixeta e Julia desenvolveram o VisionDraughts. Esse sis-

tema substitui o módulo de busca minimax do NeuroDraughts por uma rotina de busca

em árvore eficiente baseada no algoritmo alfa-beta com tabela de transposição e aprofun-

damento iterativo, tornando o processo de treinamento do jogador extremamente eficiente

e, consequentemente, aumentando seu desempenho. Porém, no que diz respeito a bom

desempenho, o VisionDraughts e outros jogadores de Damas, como: Anaconda [14], [19],

NeuroDraughts [42], [43] e LS-Draughts [50], [51], [52] que aprendem por reforço, fre-

quentemente, não terminam a fase final de um jogo com sucesso, mesmo estando em

situação de vantagem quando comparado com seu oponente (problema de loop de final de

jogo).

Pretendendo atacar tal problema de finalização de jogo existente nesses jogadores, o

MP-Draughts estende e aprimora o VisionDraughts por meio de uma arquitetura multia-

gente em que cada um dos agentes que compõem o sistema é especializado em uma fase

distinta do jogo, conforme sugestão dos próprios autores do LS-Draughts [50], [51], [52] e

VisionDraughts [12], [11].

O projeto do MP-Draughts teve por objetivo gerar um jogador multiagente de Damas

competitivo e com o mínimo possível de intervenção humana usando somente eficientes
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técnicas da Inteligência Artificial para seu aprendizado. O sistema conta com 26 agentes

jogadores, sendo um agente especializado nas fases iniciais e intermediárias de jogo (car-

acterizadas por estados de tabuleiro com, no mínimo, 13 peças); e os outros 25 agentes

especializados em fase de final de jogo (caracterizada por tabuleiros com, no máximo,

12 peças). Cada um dos agentes que compõe o MP-Draughts apresenta uma arquitetura

aprimorada do VisionDraughts, ou seja, uma rede neural multicamadas que usa Diferen-

ças Temporais TD(λ), algoritmo alfa-beta com tabela de transposição e aprofundamento

iterativo para aprender a jogar com o mínimo possível de interferência humana. Contudo,

conforme será apresentado, a arquitetura dos agentes do MP-Draughts é mais otimizada

do que a do VisionDraughts, uma vez que conta com o procedimento adicional de orde-

nação parcial da árvore de busca que agiliza, consideravelmente, o processo de escolha do

melhor movimento pelo agente. Dos 25 agentes especializados em final de jogo presentes

na estrutura do MP-Draughts, cada um é treinado para ser capaz de lidar com um deter-

minado cluster de estados de tabuleiro de final de jogo diferente. Esses 25 clusters são

minerados de um base de dados com 4000 estados de tabuleiro de final de jogo por meio

de um algoritmo de redes de Kohonen-SOM [35], [34], [37], [38].

Realizaram-se alguns jogos envolvendo os jogadores NeuroDraughts, VisionDraughts e

MP-Draughts e os resultados obtidos indicam que, com o uso de um jogador multiagente, o

número de ocorrências do problema do loop reduziu; além disso, o desempenho do jogador

aumentou consideravelmente.

Convém salientar que os bons resultados obtidos com o MP-Draughts permitiram a

publicação do artigo "MP-Draughts: a Multiagent Reinforcement Learning System based

on MLP and Kohonen-SOM Neural Networks"na conferência "2009 IEEE International

Conference on Systems, Man, and Cybernetics"(SMC2009).

1.2 Estrutura da dissertação

Os próximos capítulos deste trabalho estão organizados conforme disposto a seguir:

Capítulo 2 : apresentação do referencial teórico que aborda as importantes técnicas

da Inteligência Artificial utilizadas no desenvolvimento do agente multiagente MP-

Draughts, que são: agentes inteligentes multiagentes, clusterização de dados, redes

neurais, aprendizagem por reforço, treinamento por Diferenças Temporais e estraté-

gia de busca.

Capítulo 3 : estado da arte de sistemas que utilizam das técnicas inteligentes apre-

sentadas no capítulo sobre referencial teórico para desenvolver agentes inteligentes

capazes de executar bem a tarefa para a qual foram projetados. Os sistemas abor-

dados nesse capítulo focam, principalmente, o ambiente de jogos de tabuleiros e,

mais especificamente, o domínio de jogo de Damas.
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Capítulo 4 : apresentação do agente jogador VisionDraughts, no qual o MP-Draughts

foi inspirado. O VisionDraughts é um sistema de aprendizagem de jogos de Damas

baseado em redes neurais, Diferenças Temporais, algoritmos de busca em árvores e

informações perfeitas contidas em bases de dados;

Capítulo 5 Apresentação do projeto e do desenvolvimento do sistema MP-Draughts : um

sistema multiagente jogador de Damas baseado em clusterização de dados, redes

neurais, Diferenças Temporais e algoritmos de busca em árvores. Nesse capítulo

apresentam-se também os bons resultados obtidos por tal sistema.

Capítulo 6 : conclusões e perspectivas de trabalhos futuros.



Capítulo 2

Referencial Teórico

Neste capítulo, apresentam-se as técnicas usadas no desenvolvimento do agente jogador

de Damas, MP-Draughts. As técnicas, aqui mostradas, são usadas no desenvolvimento de

vários outros jogadores automáticos, desde jogadores de Damas a jogadores de Gamão,

Xadrez etc.

A técnica de Sistemas Multiagentes foi usada para criar um jogador de Damas multi-

agente que possui jogadores especializados em fases distintas do jogo. Usou-se a técnica

de Clusterização Redes Kohonen-SOM [37], [38] para agrupar os estados de tabuleiros de

final de jogo nos quais o jogador foi treinado. As Redes Neurais são usadas no processo

de clusterização dos estados de tabuleiro, como citado acima, e também no processo de

aprendizagem do jogador combinada com Aprendizagem por Reforço e Método das Dife-

renças Temporais. A eficiente estratégia de busca apresentada foi usada para buscar, na

árvore de busca do jogo, o melhor movimento que o agente jogador deve executar em um

dado instante do jogo.

2.1 Sistemas Multiagentes

Adotar a abordagem de multiagentes para a resolução de problemas tem sido um

assunto muito explorado nas últimas duas décadas. Inúmeros trabalhos têm apresentado

conceitualizações, formalizações, protocolos, técnicas e métodos para aplicação desse tipo

de abordagem na concepção de software. Isso tem acontecido pelo fato de a abordagem

multiagente possuir algumas características que viabilizam a resolução de problemas de

outra forma que não a tradicional, adequando-se a problemas complexos [31], [29] e de

natureza descentralizada [3].

Esse paradigma adota o conceito de agente para caracterizar uma unidade autônoma

de resolução de problemas [44]. A partir disso, cria-se uma solução por agrupamento de

agentes que trabalham cooperativamente, cada um deles resolvendo uma parte do pro-

blema. A esse agrupamento dá-se o nome de Sistema Multiagente (SMA). Segundo Jen-

nings [30], SMA também refere-se à subárea da Inteligência Artificial Distribuída (IAD)

29
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que investiga o comportamento de um conjunto de agentes autônomos, objetivando a

solução de um problema que está além das capacidades de um único agente.

2.1.1 Sistemas Multiagentes e o Conceito de Agente

Um agente é uma entidade de software que exibe um comportamento autônomo e

pró-ativo orientado a objetivos. Um agente está situado em algum ambiente sobre o qual

é capaz de realizar ações para alcançar seus próprios objetivos de projeto e a partir do

qual percebe alterações [44].

Wooldridge [44] visualiza um agente como sendo uma entidade com capacidade de

resolução de problemas encapsulados. Inserido nessa visão, define-se o agente como tendo

as seguintes propriedades:

• autonomia 1: executam a maior parte de suas ações sem interferência direta de

agentes humanos ou de outros agentes computacionais, possuindo controle total

sobre suas ações e estado interno;

• habilidade social: por impossibilidade de resolução de certos problemas ou por

outro tipo de conveniência, interagem com outros agentes (humanos ou computa-

cionais), para completarem a resolução de seus problemas, ou ainda para auxiliarem

outros agentes. Disso surge a necessidade de que os agentes tenham capacidade para

comunicar seus requisitos aos outros e um mecanismo decisório interno que defina

quando e quais interações são apropriadas;

• capacidade de reação: percebem e reagem à alterações no ambientes em que

estiverem inseridos;

• capacidade pró-ativa: os agentes apresentam um comportamento orientado a

objetivos, tomando iniciativas quando julgarem apropriado e, além disso, atuam em

resposta às alterações ocorridas em seu ambiente.

Como um agente é uma entidade que encapsula conhecimento sobre algum domínio,

nada mais natural do que agrupar agentes que possuam parte do conhecimento envolvido

na estratégia de resolução de um problema e que, a partir disso, interajam com o objetivo

de complementarem suas habilidades (ideia usada para o desenvolvimento do jogador mul-

tiagente). Assim, da mesma forma que, no mundo real, existem empresas com funcionários

possuidores de diferentes habilidades e que, utilizando essas habilidades, desenvolvem

parte das atividades necessárias ao processo produtivo, pode-se compor uma sociedade de

agentes em que para cada agente seja alocada um subconjunto das habilidades requeridas

pela estratégia de solução, em que a parte das tarefas a serem cumpridas sejam designadas

1Para ter autonomia, o agente deve ter um certo grau de inteligência. Isso o capacita a sobreviver em
um ambiente dinâmico e por vezes ameaçador. Entende-se autonomia como a capacidade de o agente
agir por seus próprios objetivos sem a intervenção de outrém.
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a cada um. De acordo com sua disponibilidade de recursos (computacionais, materiais,

tempo, conhecimento etc.).

Pode-se distinguir duas principais classes de sistemas multiagentes [17]:

• Sistemas de Resolução Distribuída de Problemas: nesses sistemas os agentes

envolvidos são explicitamente projetados para, de maneira cooperativa, atingirem

um dado objetivo, considerando-se que todos eles são conhecidos, à priori, e supondo

que todos são benevolentes, existindo, desta forma, confiança mútua em relação às

suas interações;

• Sistemas Abertos: nesses sistemas, os agentes não são necessariamente projetados

para atingirem um objetivo comum, podendo ingressar e sair do sistema de maneira

dinâmica. Nesse caso, a dinâmica de agentes desconhecidos precisa ser levada em

consideração, bem como a possível existência de comportamento não benevolente

no curso das interações.

Dentro da segunda classificação, estão inseridos os Sistemas Multiagentes. Nesse tipo

de sistema, investiga-se o comportamento de um conjunto de agentes autônomos, possivel-

mente, pré-existentes, que interagem objetivando a resolução de um problema que está

além das capacidades de um único indivíduo. Dessa forma, o comportamento global do

sistema deriva da interação entre os agentes que fazem parte dele [17]. A partir disso, está

envolvida a busca por uma funcionalidade nesse sistema que permita a esses agentes a

capacidade de coordenar seus conhecimentos, objetivos, habilidades e planos individuais

de uma forma conjunta, em favor da execução de uma ação ou da resolução de algum

problema onde se faça necessária a cooperação entre os agentes.Nesses casos, diz-se que o

agente exibe um comportamento social [17].

Moulin e Chaib-Draa [3] evidenciam as características que constituem vantagens sig-

nificativas dos Sistemas Multiagente sobre um Sistema de único agente, entre elas: maior

eficiência na resolução de problemas; - mais flexibilidade por possuir agentes de diferentes

habilidades agrupados para resolver problemas; e aumento da segurança pela possibilidade

de agentes assumirem responsabilidades de agentes que falham.

2.2 Clusterização

Clusterização é a divisão de dados, com base na similaridade entre eles, em grupos

disjuntos chamados clusters. Isso significa que dados, em um mesmo cluster, são mais

similares do que dados pertencentes a outros clusters. O ato de agrupar dados pode ser

definido como um problema de aprendizado não-supervisionado, já que a estrutura dos

dados e as propriedades que os tornam similares são desconhecidas. Como não existem
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Figura 2.1: Etapas do processo de Clusterização

rótulos iniciais, o objetivo da clusterização é encontrar uma organização válida e conve-

niente dos dados, ao invés de separá-los em categorias como acontece no reconhecimento

de padrões e na classificação de dados [1].

O processo de clusterização é dividido em 4 etapas. Essas etapas são ilustradas na

figura 2.1. A seguir, são apresentadas cada uma dessas etapas que compõem o processo

de clusterização:

1. seleção de variáveis: etapa em que são identificadas as variáveis, ou atributos, mais

relevantes do conjunto de dados inicial;

2. medidas de similaridade: para que a proximidade de dois dados possa ser quan-

tificada, é necessário adotar alguma medida de similaridade entre eles. Existem

diversas maneiras de quantificar a similaridade entre pares de dados, e a escolha

da medida de similaridade adequada é fundamental para a clusterização dos dados.

A maneira mais comum de calcular a similaridade é usando distância Euclidiana.

Maiores detalhes sobre medida de similaridade serão apresentados na seção 2.2.1;

3. algoritmos de clusterização: nessa etapa define-se o modo de agrupamento dos da-

dos, que pode ser realizado de diferentes maneiras. Os algoritmos de clusterização

classificam-se de acordo com as diferentes técnicas empregadas por eles no agrupa-

mento dos dados. Alguns dos mais famosos algoritmos de clusterização serão apre-

sentados na seção de técnicas de clusterização ( seção 2.2.2). Nessa seção,apresentar-

se-á também o algoritmo de redes de Kohonen-SOM usado, neste trabalho, na fase

de clusterização dos estados de tabuleiros de final de jogo;

4. validação e análise dos resultados: nessa etapa avalia-se a qualidade dos clusters

encontrados, já que são desconhecidos inicialmente. A análise dos resultados pode

levar à redefinição dos atributos escolhidos, da medida de similaridade ou algoritmos

de clusterização definidos nas etapas anteriores.

As 4 etapas do processo de clusterização apresentadas anteriormente são essenciais

para se obter bons conjuntos de dados. Entre essas 4 etapas, as de maior peso para se

ter bons conjuntos de dados são medidas de similaridade e os algoritmos de clusterização.

Pensando nisso, as próximas subseções dedicam-se a clarificar o entendimento sobre essas

duas fases.
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2.2.1 Medida de Similaridade

Muitos métodos de clusterização utilizam, como ponto de partida, um vetor que reflete,

de maneira quantitativa, a proximidade entre os elementos de um conjunto de dados. Essa

proximidade pode representar a distância ou similaridade entre dois elementos. Quanto

maior a similaridade, ou menor a distância entre dois elementos, mais próximos esses

elementos encontram-se dentro de um conjunto [4]. Esse vetor recebe o nome de vetor de

similaridade ou vetor de proximidade.

As medidas de similaridade variam de acordo com a representação e escala dos atri-

butos dos dados. Um atributo pode ter representação binária, discreta ou contínua. A

escala indica o grau de importância de um atributo em relação aos demais. Por exemplo,

um atributo pode indicar a porcentagem de aceitação de um produto no mercado (onde o

valor do atributo varia de 0 a 100), ou indicar o peso de uma determinada característica

em um tabuleiro de Damas (seção 4.1.2), onde o valor absoluto do atributo é relevante.

Um vetor de similaridade representa a proximidade entre dados de um conjunto inicial.

Uma maneira de medir a similaridade entre dados é por meio do cálculo da distância

entre eles. Entre os métodos de cálculo de distância , os mais conhecidos são: distância

Euclidiana, distância de Manhattan e distância "Sup", todas variações da distância de

Minkowski [28].

A distância de Minkowski é denominada pela equação:

d(xi, xj) = p

√

∑d

k=1(|xik − xjk|)2, p ≥ 1 ,

onde: d(xi, xj) denota a proximidade entre os dados xi e xj, e o valor de p é que define

qual das variações, citadas acima, deve ser usada. Quando p = 1, usa-se distância de

Manhattan, se p = 2, usa-se distância Euclidiana e, se p → ∞, usa-se distância "Sup".

Para se decidir qual métrica usar para calcular a distância entre dois dados, deve-

se observar os tipos de dados que serão agrupados. A variação do parâmetro p define

distâncias diferentes. Por exemplo, para dados de valores contínuos, o cálculo da distância

Euclidiana é mais apropriado, ou seja, p = 2.

Como os dados a serem agrupados no decorrer deste trabalho, são dados de valores

contínuos, o cálculo de proximidade usado foi distância Euclidiana. Detalhes de como

foram feitos os cálculos são apresentados na seção 5.4.2 deste trabalho.

2.2.2 Técnicas de Clusterização

Na seção 2.2.1 relacionaram-se algumas medidas para quantificar a similaridade en-

tre dados. O vetor de similaridade que representa essa proximidade é a entrada para

os algoritmos de clusterização. Os algoritmos utilizados no processo de clusterização de

dados podem ser classificados, por exemplo, de acordo com a abordagem utilizada na

definição dos clusters: particionamento, redes auto-organizáveis, baseado em densidade
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e algoritmos hierárquicos. As características desses algoritmos são apresentadas, breve-

mente, nas subseções a seguir, dando destaque aos algoritmos de clusterização por redes

auto-organizáveis, que foram usados nesse trabalho.

Algoritmos de clusterização por particionamento

Na clusterização por particionamento, o conjunto de dados é dividido em um número

determinado de clusters uma única vez. O fato de gerar a partição uma única vez passa

a ser uma vantagem, quando a quantidade de dados é muito grande e a construção e ar-

mazenamento de todas as possibilidades de divisão resultantes da clusterização hierárquica

tornam-se muito custosas [53].

O problema de clusterização por particionamento pode ser definido formalmente como:

Dado um conjunto de n dados caracterizados por d atributos cada, determine uma par-

tição do conjunto inicial em K clusters. A escolha do valor de K depende do problema

abordado e pode interferir na eficiência do algoritmo. O objetivo é maximizar a simila-

ridade entre elementos de um mesmo cluster e minimizar a similaridade entre elementos

de clusters diferentes [28].

Algoritmos de clusterização por densidade

Um dado com d atributos pode ser representado como um ponto em um espaço d -

dimensional e os clusters correspondem a subconjuntos de dados que estejam próximos.

Dessa forma, os clusters localizam-se em regiões de maior densidade no espaço de métricas

e são separados por regiões de baixa densidade. Os métodos de clusterização por densidade

utilizam critério de clusterização local, por considerarem a densidade de ligações entre os

dados. A possibilidade de encontrar clusters de formas arbitrárias e o fato de não precisar

da definição do número de clusters [2] como parâmetro inicial são as principais vantagens

dos algoritmos baseados em densidade.

Algoritmos de clusterização hierárquica

Nessa abordagem, são produzidas diversas partições do conjunto de dados com base

na junção ou divisão dos clusters de acordo com a medida de similaridade. Conforme

o modo de produção das partições, os métodos de clusterização hierárquicos podem ser

classificados como aglomerativos ou divisórios [53].

Em algoritmos aglomerativos, no passo inicial, cada elemento do banco de dados forma

um cluster. Nas próximas iterações, pares de clusters da iteração precedente que satis-

fazem um certo critério de distância mínima são aglutinados em um único cluster. O

processo termina quando um número de clusters k fornecido pelo usuário é atingido [4].

Em algoritmos divisórios, no passo inicial, cria-se um único cluster composto pelo

banco de dados inteiro. Nas próximas iterações, os clusters são subdivididos em duas
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partes de acordo com algum critério de similaridade. O processo termina quando se

atinge um número de clusters k fornecido pelo usuário [4].

Redes Auto-Organizáveis - SOM

A aplicação mais comum de redes neurais é feita na classificação de dados, no qual

dados são separados em grupos previamente conhecidos. Entretanto, um tipo particu-

lar de rede neural, a rede auto-organizável, ou Kohonen-SOM (Self Organizing Maps),

desenvolvida por Teuvo Kohonen [35] [36] pode separar dados em grupos desconhecidos

inicialmente por meio de aprendizado não-supervisionado [4].

Em linhas gerais, as redes auto-organizáveis são formadas por um conjunto de neurônios,

onde cada dado tem seus atributos conectados a todos os neurônios da rede. A essa li-

gação entre neurônio e atributo é dado um peso, inicialmente, aleatório. O aprendizado

ocorre à medida que os dados são apresentados à rede, e o neurônio com conjunto de pe-

sos mais próximo do dado é escolhido para representá-lo. O neurônio escolhido tem seus

pesos alterados a fim de representar melhor o dado atribuído a ele. Assim cada neurônio

torna-se especialista na identificação dos atributos.

Redes Kohonen-SOM foi o algoritmo escolhido para o processo de clusterização deste

trabalho. Escolheu-se esse algoritmo pelo fato de sua aprendizagem ser baseada em téc-

nicas de Inteligência Artificial( o que respeita a ideia geral deste trabalho cuja proposta é

usar técnicas de Inteligência Artificial para ensinar um agente automático a jogar Damas).

Outro fato importante na escolha do algoritmo declusterização Kohonen-SOM foi o co-

nhecimento que os autores deste trabalho têm sobre ele.

Maiores detalhes sobre o algoritmo de clusterização por Redes Kohonen-SOM são

apresentados na seção 2.3.4.

2.3 Redes Neurais

O trabalho em Redes Neurais Artificiais (RNAs), usualmente denominadas "redes

neurais", tem sido motivado, desde o começo, pelo reconhecimento de que o cérebro

humano processa informações de uma forma inteiramente diferente do computador digital

convencional. O cérebro é um computador altamente complexo, não-linear e paralelo. Ele

tem a capacidade de organizar seus neurônios de forma a realizar certos processamentos

muito mais rapidamente que o mais rápido computador digital existente [25].

As subseções a seguir tratam os principais aspectos da abordagem de redes neurais,

apresentando: a modelagem matemática do neurônio e os tipos de redes neurais.

Destaca-se, entretanto, que, em virtude da grande diversidade de arquiteturas encon-

tradas na literatura, apenas as de maior importância, ou de alguma forma relevantes ao

trabalho proposto serão abordadas, tais como: Perceptron Multicamada e Redes Auto-
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Figura 2.2: Modelo de um neurônio artificial [46]

Organizáveis Kohonen-SOM. Um panorama geral de outras arquiteturas pode ser encon-

trado em algumas referências bibliográficas da área [25], [18], [39].

2.3.1 A modelagem Matemática do Neurônio

Uma rede neural artificial é um modelo computacional, baseado em redes neurais

biológicas, que consiste em uma rede de unidades básicas simples chamadas neurônios.

Um mesmo algoritmo é executado em cada um dos neurônios e cada um deles se comunica

com um subconjunto qualquer de outros neurônios da mesma rede [47].

O primeiro modelo matemático de um neurônio artificial foi proposto por McCulloch

e Pitts em 1943 [46] e pode ser visto na figura 2.2. Nesse modelo, tem-se:

1. o neurônio é referenciado pela letra j ;

2. os vínculos de entrada são representados por a0, a1 até an. Exceto a entrada a0 que

está fixa e vale -1, as demais entradas do neurônio j representam saídas de outros

neurônios da rede;

3. os pesos são referenciados pela letra w. O peso w1j , por exemplo, define o grau de

importância que o vínculo de entrada a1 possui em relação ao neurônio j ;

4. a função de soma acumula os estímulos recebidos pelos vínculos de entrada a fim

de que a função de ativação possa processá-los. A função de ativação é dada por

aj = g(inj) = g(
∑n

i=0 wij.ai), onde ai é a ativação de saída do neurônio i conectado

a j, e wij é o peso na ligação entre os neurônios i e j ;

5. o peso w0j , conectado à entrada fixa a0 = -1, define o limiar para o neurônio j, no

sentido de que o neurônio j será ativado quando a soma ponderada das entradas

reais
∑n

i=1 wij.ai exceder w0j.a0.

A função de ativação g, ou camada de processamento de limiares, é projetada para

atender a duas aspirações:

1. o neurônio deverá ser ativado, se, e somente se, as entradas recebidas superarem o

limiar do neurônio;
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Figura 2.3: Modelo de uma função de ativação baseada na tangente hiperbólica

2. a ativação precisa ser não-linear para redes MLP, caso contrário, a rede neural se

torna uma função linear simples;

Um exemplo de função de ativação é a tangente hiperbólica mostrada na figura 2.3.

O ajuste sináptico entre os neurônios de uma RNA representa o aprendizado, em cada

neurônio, do fato apresentado, isto é, cada neurônio, conjuntamente com todos os outros,

representa a informação que atravessou pela rede. Nenhum neurônio guarda em si todo o

conhecimento, mas faz parte de uma malha que retém a informação graças a todos os seus

neurônios. Dessa forma, o conhecimento dos neurônios e, consequentemente, da própria

rede neural, reside nos pesos sinápticos.

Desse modo, pode-se dizer que as redes neurais artificiais têm sido desenvolvidas como

generalizações de modelos matemáticos de cognição humana ou neurobiologia, assumindo

que:

• o processamento da informação ocorre com o auxílio de vários elementos chamados

neurônios ;

• os sinais são propagados de um elemento a outro por meio de conexões ;

• cada conexão possui um peso associado que, em uma rede neural típica, pondera o

sinal transmitido;

• cada neurônio possui uma função de ativação (geralmente não-linear), cujo argu-

mento é a soma ponderada dos sinais de entrada, que determina a saída do neurônio.

Os tipos de redes neurais, apresentadas na próxima seção, são classificados de acordo

com sua estrutura e a forma de treinamento.

2.3.2 Tipos de Redes Neurais

A abordagem conexionista das RNAs abre um amplo leque de formas de conexão entre

as unidades de processamento, isto é, os neurônios. Isso abrange o número de camadas



38 Capítulo 2. Referencial Teórico

presentes na rede, a forma de conexão entre tais unidades, a forma de treinamento, as

funções de ativação presentes em cada camada etc.

Graças à grande bibliografia disponível sobre o tema RNA, até mesmo sua classificação

gera algumas discussões. Fausett [18], por exemplo, define arquitetura de uma rede neural

como a disposição dos neurônios em camadas e as conexões entre as camadas. Em um

sentido mais amplo, outros pesquisadores utilizam a notação arquitetura na denominação

de todo um conjunto de características de uma rede, englobando sua forma de treinamento,

finalidade etc.

Em [86], Duc Pham define dois critérios básicos para a classificação das RNAs:

1. quanto à estrutura;

2. quanto à forma de treinamento.

Estruturas das RNAs

As redes neurais se classificam, quanto á estrutura, em acíclicas ou cíclicas [50], [86]:

• redes acíclicas ou redes de alimentação direta (feedforward): a propagação do pro-

cessamento neural é feita em camadas sucessivas, ou seja, neurônios dispostos em

camadas terão seus sinais propagados sequencialmente da primeira à última camada

de forma unidirecional. Um exemplo típico desse tipo de rede seria o Perceptron

Simples ou o Perceptron multicamadas;

• redes cíclicas ou redes recorrentes (recurrent): as saídas de um (ou todos) os neurônios

podem ser realimentadas a neurônios de camadas precedentes (tipicamente da primeira

camada). Esse tipo de rede é classificada como memória dinâmica. Um exemplo

típico dessa rede é a rede de Hopfield (HOPFIELD, 1982).

O Treinamento das RNAs

Haykin propõe a seguinte definição para o aprendizado no contexto de redes neurais:

"(...) é um processo pelo qual os parâmetros livres de uma rede neural são adaptados

por meio de um processo de estimulação pelo ambiente no qual a rede está inserida. O

tipo de aprendizagem é determinado pela maneira pela qual a modificação dos parâmetros

ocorre" [25].

As redes neurais se classificam, quanto à forma de treinamento, em redes com treina-

mento supervisionado, com treinamento não supervisionado e com aprendizagem por re-

forço [50], [86]:

• redes com treinamento supervisionado: uma sequência de padrões de entrada

associados a padrões de saída é apresentada à rede; daí ela utiliza comparações entre

a classificação para o padrão de entrada e a classificação correta do padrão de saída

para ajustar seus pesos;
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Figura 2.4: Arquitetura de um Perceptron Simples

• redes com treinamento não supervisionado não existe a apresentação de ma-

peamentos entrada-saída para a rede. Para esse tipo de treinamento não se usa um

conjunto de exemplos previamente conhecidos. Uma medida da qualidade da repre-

sentação do ambiente é estabelecida e os pesos da rede são modificados de modo a

otimizar tal medida;

• redes com aprendizagem por reforço: utiliza-se alguma função heurística para

descrever o quanto uma resposta da rede para uma determinada entrada é boa. Não

se fornece à rede o mapeamento direto entrada-saída, mas sim uma recompensa

(ou penalização) decorrente da saída gerada pela rede em consequência da entrada

apresentada. Tal reforço é utilizado no ajuste dos pesos da rede.

O conhecimento adquirido e mantido por uma rede neural reside em seus pesos, porque

nenhum neurônio guarda em si todo o conhecimento, mas faz parte de uma malha que

retém a informação graças a todos os seus neurônios [50]. Ajustar os pesos de uma

rede neural significa treiná-la com algum tipo de treinamento, seja supervisionado, não

supervisionado ou com aprendizagem por reforço. Particularmente, a aprendizagem por

reforço é essencial para o entendimento do sistema apresentado nesta dissertação e será,

portanto, a única técnica de ajuste de pesos detalhada aqui (seção 2.4).

2.3.3 O Perceptron Simples e Perceptron Multicamadas - MLP

Os perceptrons de única camada são o tipo mais antigo de redes neurais, as quais são

formadas por uma camada única de neurônios de saída que estão conectados às entradas

xi(n) pelos pesos wij(n), em que xi(n) representa o i-ésimo elemento do vetor padrão de

entrada na iteração n; e, wij(n) representa o peso sináptico conectando a entrada xi(n) à

entrada do neurônio de saída j na iteração n, como apresentado na figura 2.4.

O modelo do perceptron de camada única de uma RNA consegue aprender apenas

problemas linearmente separáveis. O perceptron simples é incapaz de resolver problemas
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Figura 2.5: Arquitetura de um Perceptron Multicamadas - MLP

cujas funções não são linearmente separáveis, isto é, problemas que apresentam caracte-

rísticas de comportamento não linear.

Os perceptrons multicamadas ou MLPs se caracterizam pela presença de uma ou mais

camadas intermediárias ou escondidas (camadas em que os neurônios são efetivamente

unidades processadoras, mas não correspondem à camada de saída). Adicionando-se uma

ou mais camadas intermediárias, aumenta-se o poder computacional de processamento

não-linear e armazenagem da rede. Em uma única camada oculta, suficientemente grande,

é possível representar, com exatidão, qualquer função contínua das entradas. O conjunto

de saídas dos neurônios de cada camada da rede é utilizada como entrada para a camada

seguinte. A figura 2.5 ilustra uma rede MLP com duas camadas ocultas.

2.3.4 Redes Neurais Auto-Organizáveis - SOM

Nesta seção, será estudado um dos mais populares algoritmos na categoria de apren-

dizado não-supervisionado, as redes neurais conhecidas como Mapas Auto-Organizados

de Kohonen (Self-Organizing Map - SOM), ou simplesmente Redes Kohonen-SOM [37],

[36], [38].

As redes Kohonen-SOM foram inicialmente desenvolvidas pelo Prof. Teuvo Kohonen

[35], [34] e constituem um dos principais paradigmas na área de redes neurais artificiais.

Tais redes foram inspiradas no modo pelo qual informações sensoriais são mapeadas no

córtex cerebral.

O desenvolvimento de uma rede Kohonen-SOM, como modelo neural, foi motivado

por uma característica do cérebro humano. Assim descrever-se-á, na próxima subseção a

motivação biológica para sua criação e, na sequência, será apresentado sua arquitetura.

Estas seções restringir-se-ão a aspectos fundamentais de uma rede Kohonen-SOM.
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Figura 2.6: Função Chapéu Mexicano descrevendo a ativação lateral do cérebro humano

Motivação biológica

O córtex cerebral humano é uma fina camada de células de, aproximadamente, um

metro quadrado, contendo seis camadas de neurônios redobradas para caber no crânio

[21]. Apesar de a mecânica e os processos do córtex não serem ainda completamente

entendidos, evidências anatômicas e fisiológicas sugerem a existência de iteração lateral

entre os neurônios. No caso do cérebro dos mamíferos, ao redor de um centro de excitação

existe uma região (50 a 100 µm) de excitação lateral. Ao redor dessa região, existe uma

área de ativação inibitória, aproximadamente, de 200 a 500 µm [36]. Novamente, ao

redor dessa ultima área, segue-se uma região de excitação fraca (alguns centímetros). O

fenômeno de iteração lateral pode ser modelado pela função chapéu-mexicano (Mexican

hat), mostrado na figura 2.6.

Atualmente sabe-se que o cérebro possui áreas especializadas para processar diferen-

tes modalidades de sinais. Nessas áreas, principalmente, nas áreas dedicadas ao proces-

samento primário de sinais sensoriais, os neurônios respondem às muitas qualidades dos

estímulos de uma forma ordenada. Por exemplo, na área auditiva, existe uma "escala"para

frequências acústicas diferentes. Na área visual, existem mapas para processar a orien-

tação de segmentos de reta, mapas de cores [5] etc. Mapas ordenados topograficamente,

geralmente, bidimensionais e o conceito de formação de imagens abstratas das dimen-

sões das características sensoriais aparentam ser um dos mais importantes princípios na

formação das representações internas no cérebro [36].

Talvez o trabalho experimental mais influente nessa área, tenham sido os estudos

de Hubel e Wiesel [27] usando micro-eletrodos no córtex visual de gatos. Estímulos

semelhantes, como segmentos de reta com orientação variando poucos graus, excitaram

neurônios próximos. Registrando as respostas mais intensas com um eletrodo, inserido

paralelamente à superfície do córtex e gradualmente movido ao longo do tecido nervoso,

obtém-se uma série de orientações que, em geral, variam suavemente ao longo do córtex.

A figura 2.7 mostra dados experimentais de Hubel e Wiesel, nos quais veem-se também
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Figura 2.7: Sensibilidade à orientação versus distância - Adaptado de Hubel e Wiesel
(1962)

descontinuidades ocasionais.

Percebe-se, na figura 2.7, uma espécie de mapeamento, onde orientações similares

excitam regiões do tecido nervoso próximo. No caso do córtex auditivo, experimentos

indicam uma escala logarítmica de frequências. Neurônios em posições diferentes são

excitados por sons diferentes e as posições relativas refletem, de uma certa forma, o

relacionamento entre o conjunto de sons [36].

Apesar de as ideias de auto-organização em sistemas neurais terem sido iniciadas no

final dos anos 50 e início dos anos 60 [87], C. von der Malsburg demonstrou, pela primeira

vez, em 1973, a possibilidade de treinar uma rede neural usando métodos competitivos

de forma a criar um mapeamento semelhante ao apresentado na figura 2.7. Modelos de

auto-organização biologicamente inspirados foram desenvolvidos [85] baseados no estudo

de neurônios que respondem seletivamente a estímulos, como os sensíveis à intensidade

de luz e orientação de segmentos de retas, no córtex visual.

Kohonen [35], [34] generalizou tal modelo na rede Kohonen-SOM. Previamente, Ko-

honen havia se dedicado a estudos sobre memória associativa e modelos para atividade

neuro-biológica. A popularização da rede Kohonen-SOM deve-se a muitos fatores como,

por exemplo, o seu esforço de manter uma fonte de referências sempre atualizada.

Estrutura básica de uma Kohonen-SOM

Apesar de ter sido desenvolvido inicialmente para tentar modelar áreas sensoriais do

córtex e das iterações laterais entre os neurônios em tais estruturas, uma rede do tipo

Kohonen-SOM tem um algoritmo extremamente simplificado e, apenas superficialmente,

podemos compará-lo a uma estrutura biológica real do cérebro.

As redes Kohonen-SOM são compostas por duas camadas, sendo a primeira de entrada

e a segunda de saída. A camada de entrada é por onde os dados a serem clusterizados

são introduzidos na rede. Os nodos dessa camada são completamente conectados com os
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Figura 2.8: Modelo arquitetura de uma rede Kohonen-SOM

neurônios da segunda camada (camada de saída), sendo a segunda camada da rede com-

petitiva. Em uma camada competitiva, os neurônios disputam entre si quem representará

o dado apresentado na entrada de rede. A cada conexão entre um nodo da camada de

entrada e um neurônio da camada de saída é associado um peso. A figura 2.8, mostra a

arquitetura de uma rede Kohonen-SOM.

A arquitetura de uma rede Kohonen-SOM, mostrada na figura 2.8, inclui n nodos

na camada de entrada e m neurônios na camada de saída, onde todos os nodos Xi da

camada de entrada (1 ≤ i ≤ n) estão conectados a todos os neurônios Yj da camada de

saída (1 ≤ i ≤ m). O wij indica o peso da ligação entre o i-ésimo neurônio da camada

de entrada e o j-ésimo neurônio da camada de saída. Adicionalmente o vetor peso que

representa cada neurônio Yj da camada de saída é composto de todos os n pesos wij,

lembrando que (1 ≤ i ≤ n).

O algoritmo de clusterização da rede Kohonen-SOM será detalhado na seção 5.4.2.

2.4 Aprendizagem por Reforço

O paradigma da aprendizagem por reforço (AR) tem sido de grande interesse na área

da aprendizagem automática, uma vez que dispensa um "professor"inteligente para o for-

necimento de exemplos de treino, esse fato torna-o particularmente adequado a domínios

complexos em que a obtenção desses exemplos seja difícil ou até mesmo impossível [60].

Segundo Sutton e Barto [77], na Aprendizagem por Reforço, um indivíduo deve apren-

der a partir da sua interação com o ambiente onde se encontra, pelo do conhecimento do

seu próprio estado no ambiente, das ações efetuadas no ambiente e das mudanças de

estado que aconteceram depois de efetuadas as ações.

A importância de utilizar AR como uma técnica de aprendizagem está diretamente

ligada ao fato de se tentar obter uma política ótima de ações. Tal política é representada

pelo comportamento que o agente segue para alcançar o objetivo e pela maximização de

alguma medida de reforço a longo prazo (globais) nos casos em que não se conhece, a
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priori, a função que modela esta política (função do agente-aprendiz).

Um sistema típico de aprendizagem por reforço constitui-se, basicamente, de um agente

interagindo em um ambiente via percepção e ação. O agente percebe as situações dadas no

ambiente (pelo menos parcialmente) e seleciona uma ação a ser executada em consequência

de sua percepção. A ação executada muda, de alguma forma, o ambiente; e as mudanças

são comunicadas ao agente por um sinal de reforço [50].

Formalmente, o modelo de um sistema de aprendizagem por reforço consiste em [77]:

• um conjunto de variáveis de estado percebidas por um agente. As combinações de

valores dessas variáveis formam o conjunto de estados discretos do agente (S );

• um conjunto de ações discretas, que escolhidas pelo agente mudam o estado do

ambiente (A(s), onde sǫ S );

• um conjunto de valores das transições de estados (reforços tipicamente entre [0,1]).

O objetivo do método de aprendizagem por reforço é fazer com que o agente escolha

uma sequência de ações que aumente a soma dos valores das transições de estados, ou

seja, é encontrar uma política, definida como um mapeamento de estados em ações que

maximize as medidas de reforço acumuladas ao longo do tempo.

Entre todos os algoritmos existentes para solucionar o problema da aprendizagem por

reforço, este trabalho enfocará o algoritmo de Diferenças Temporais (TD(λ)) de Sutton,

descrito com mais detalhe em [77].

2.4.1 Método de Solução por Diferenças Temporais

As Diferenças Temporais são capazes de utilizar o conhecimento prévio de ambientes

parcialmente conhecidos para predizer o comportamento futuro (por exemplo, predizer se

uma determinada disposição de peças no tabuleiro de Damas conduzirá à vitória).

Os métodos TD(λ) são guiados pelo erro ou diferença entre predições sucessivas tem-

porárias de estados sequenciais experimentados por um agente em um domínio. Assim, o

aprendizado do agente pelo método TD(λ) é extraído de forma incremental, diretamente

da experiência desse agente sobre o domínio de atuação, atualizando as estimativas a cada

passo, sem a necessidade de ter que alcançar o estado final de um episódio (um episó-

dio pode ser definido como sendo um único estado ou uma sequência de estados de um

domínio) (NETO, 2007).

O cálculo formal do reajuste dos pesos de uma rede neural, usando o método de

Diferenças Temporais TD(λ) de Sutton [75] é detalhado, posteriormente, na seção 4.4, em

que o mesmo é usado para reajuste dos pesos da rede neural jogadora.
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2.5 Estratégia de Busca Eficiente

Os agentes inteligentes devem maximizar sua medida de desempenho para a resolução

de um determinado problema. O processo de busca em um agente jogador é fundamental

para a maximização do seu desempenho, porque é pelo processo de busca que o jogador

encontra o melhor movimento a executar em um dado momento. Pensando nisso, foram

usadas técnicas extremamente eficientes no processo de busca do jogador desenvolvido

neste trabalho, as quais são apresentadas na sequência.

2.5.1 Algoritmo de Busca Alfa-Beta

De forma genérica, as estratégias de busca tradicionais envolvem uma busca em uma

árvore que descreve todos os estados possíveis a partir de um estado inicial dado. Formal-

mente, o espaço de busca é constituído por um conjunto de nós conectados por arcos. A

cada arco pode ou não estar associado um valor que corresponde ao custo c de transição

de um nó a outro. A cada nó temos associada uma profundidade p, sendo que a mesma

tem valor 0 no nó raiz e aumenta de uma unidade para um nó filho. A aridade a de um

nó é a quantidade de filhos que o mesmo possui, e a aridade de uma árvore é definida

como a maior aridade de qualquer um de seus nós. O objetivo da busca é encontrar um

caminho (ótimo ou não) do estado inicial até um estado final explorando, sucessivamente,

os nós conectados ao nós já explorados até a obtenção de uma solução para o problema.

Entretanto, nos problemas em que se deseja planejar, com antecedência, ações a serem

executadas por um agente em um ambiente onde outros agentes estão fazendo planos

contrários àquele, surge o chamado problema de busca competitiva. Nesses ambientes,

as metas dos agentes são mutuamente exclusivas. Os jogos são exemplos de ambientes

que apresentam este tipo de problema de busca competitiva: o jogador não tem que se

preocupar apenas em chegar ao objetivo final, mas também em evitar que algum oponente

chegue antes dele, ou seja, vença o jogo. Dessa maneira, o jogador deve se antecipar à

jogada do seu adversário para poder fazer a sua jogada. Uma das maneiras de solucionar

esse tipo de problema é utilizando o método de busca minimax.

O minimax [60] é uma técnica de busca para determinar a estratégia ótima em um

cenário de jogo com dois jogadores. O objetivo dessa estratégia ótima é decidir a melhor

jogada para um dado estado do jogo. Há dois jogadores no minimax: o MAX e o MIN.

Uma busca em profundidade é feita a partir de uma árvore onde a raiz é a posição corrente

do jogo. As folhas dessa árvore são avaliadas pela ótica do jogador MAX, e os valores dos

nós internos são atribuídos de baixo para cima com essas avaliações. As folhas do nível

minimizar são preenchidas com o menor valor de todos os seus nós filhos, e o nível de

maximizar são preenchidos com o maior valor de todos os nós filhos. Como a quantidade

de busca cresce exponencialmente com o aumento da profundidade de análise do algoritmo

minimax, é necessário, para reduzir o tempo de busca, que nenhum tempo seja perdido
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Figura 2.9: Exemplo de uma árvore de busca criada pelo minimax

Figura 2.10: Exemplo de uma árvore de busca criada pelo algoritmo alfa-beta

analisando jogadas que obviamente não serão boas para o jogador. Um modo significativo

de se conseguir isso é utilizando de poda alfa-beta no algoritmo minimax.

A figura 2.9 mostra um exemplo de aplicação do algoritmo minimax que gera a árvore

de busca do jogo para um determinado estado.

O algoritmo minimax examina mais nós da árvore de busca do que o necessário e,

nesse sentido, o mecanismo de poda alfa-beta elimina seções da árvore de busca que,

definitivamente, não podem conter a melhor ação a ser executada pelo agente jogador.

O algoritmo alfa-beta pode ser resumido como um procedimento recursivo que escolhe a

melhor ação a ser executada fazendo uma busca em profundidade, da esquerda para a

direita, em uma árvore de busca [72].

A figura 2.10 exemplifica como acontece uma poda alfa-beta em uma árvore de busca.

Comparando as figuras 2.9 e 2.10, é possível verificar o quanto um mecanismo de poda

pode economizar no tempo de busca pela melhor ação. Com essa economia no tempo de

busca, é possível aumentar o nível de busca na árvore e consequentemente aumentar a

chance de se encontrar melhores resultados para a busca.

A fim de proporcionar ainda mais eficiência ao mecanismo de busca, a combinação do

algoritmo alfa-beta com aprofundamento iterativo e tabelas de transposição pode fornecer
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bons resultados. Veja como funciona cada uma dessas técnicas nas seções 2.5.2 e 2.5.3,

respectivamente.

2.5.2 Algoritmo de Busca Alfa-Beta e Aprofundamento Iterativo

A busca com aprofundamento iterativo combina os benefícios dos procedimentos de

busca em largura e busca em profundidade [60]. Como na busca em largura, ela é completa

quando o fator de ramificação é finito e ótima quando o custo do caminho é proporcional

à profundidade. Como na busca em profundidade, ela economiza recursos computacionais

enquanto tenta encontrar a solução do problema.

Uma busca com aprofundamento iterativo (iterative deepening) pode ser utilizada para

tentar encontrar o limite de profundidade mais adequado que um algoritmo de busca

deve descer em busca da melhor ação, levando em consideração as restrições de recursos

computacionais e tempo de busca. Ela faz isso incrementando, gradualmente, o limite de

profundidade até encontrar o estado objetivo mais raso, ou até atingir o limite de tempo

fornecido para a busca.

A ideia básica da combinação do algoritmo de busca alfa-beta com o aprofundamento

iterativo é realizar uma série de buscas, em profundidade, independentes, cada uma com

um look-ahead (nível de profundidade de busca) acrescido de um nível. Assim, é garantido

que o procedimento de busca iterativo encontra o caminho mais curto para a solução

aproveitando, ao máximo, o tempo disponibilizado para a busca pela melhor ação [45].

A desvantagem do procedimento iterativo é que ele processa muitos estados repetidos

antes de alcançar a profundidade do estado objetivo. Com uma análise mais detalhada,

no entanto, percebe-se que, combinando o aprofundamento iterativo com uma tabela

de transposição, o custo adicional de processar estados repetidos não afeta a busca em

árvores (crescimento exponencial) de maneira significativa, visto que os nós visitados em

uma iteração anterior poderão ser buscados em uma tabela de transposição ao invés de

serem explorados novamente, conforme será visto com mais detalhe no capítulo 4.

2.5.3 Algoritmo de Busca Alfa-Beta, Aprofundamento Iterativo

e Tabela de Transposição

A grande desvantagem do aprofundamento iterativo, como relatado na seção anterior, é

o processamento repetido de estados em níveis mais rasos da árvore de busca que acontece

antes de se encontrar a profundidade do estado objetivo do problema.

Tabelas de transposição são repositórios, em memória, de estados que foram previa-

mente submetidos ao procedimento de busca [47]. Com o uso de tabelas de transposição,

o procedimento de busca em profundidade pode ser modificado de modo a verificar se um
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determinado estado encontra-se armazenado em memória antes de explorá-lo (os detalhes

poderão ser observados, posteriormente, na seção 4.6.2). Desse modo, a grande desvan-

tagem do aprofundamento iterativo (processamento repetido de estados em níveis mais

rasos da árvore de busca) praticamente desaparece, uma vez que buscar informações em

memória é um procedimento extremamente rápido.

Além disso, tabelas de transposição são utilizadas em conjunto com aprofundamento

iterativo para produzir árvores de buscas parcialmente ordenadas. Entre as informações

armazenadas em uma tabela de transposição para um determinado estado, está a melhor

ação a ser executada a partir desse estado. Quando o aprofundamento iterativo pesquisar

um nível mais profundo da árvore de busca e revisitar um dado estado S0, o filho Sm de S0,

originado pela execução da melhor ação eventualmente indicada na tabela de transposição

para ser executada a partir de S0, será pesquisado primeiro (ordenação parcial da árvore).

Assumindo que uma busca mais rasa é uma boa aproximação para outra mais profunda,

a melhor ação para um estado S0 na profundidade d será, possivelmente, a melhor ação

para o estado S0 na profundidade d + 1 [56].

Com o uso de tabelas de transposição e aprofundamento iterativo, o procedimento

de busca alfa-beta é aprimorado para expandir árvores em busca pela melhor escolha,

tornando tal algoritmo extremamente eficiente e de uso adequado para o ambiente de

jogos.

Os detalhes do eficiente algoritmo de busca alfa-beta, tabela de transposição e apro-

fundamento iterativo serão apresentados no capítulo 4 desta dissertação. Nesse capítulo

serão apresentados detalhadamente cada um dos algoritmos que compõe esse método de

busca, assim como os problemas encontrados para implementá-lo.



Capítulo 3

Estado da Arte

Pesquisas realizadas pela comunidade científica utilizam o ambiente de jogos para

aprimorar e desenvolver técnicas eficientes de inteligência artificial.

Sabendo da vasta aplicabilidade de técnicas inteligentes em aprendizagem em jogos,

o objetivo deste capítulo é apresentar algumas das técnicas mais relevantes usadas no

domínio de jogos, mais especificamente, no domínio de jogos de tabuleiros. As técnicas

abordadas neste capítulo já foram descritas no capítulo 2 em que se trata o referencial

teórico que envolve este trabalho.

A criação de programas jogadores com alto nível de desempenho tem sido um dos

maiores triunfos da Inteligência Artificial. A exemplo disso, têm-se os sucessos obtidos

com os jogos Gamão, Xadrez, Damas e Othello. Esses jogos usam variadas técnicas

inteligentes no aprendizado de seus jogadores, e todos com bom nível de competição. Entre

os métodos utilizados para obter esses resultados, a busca e a utilização da capacidade

de memória dos computadores tem sido uma das técnicas mais bem sucedidas. Nesse

sentido, a Aprendizagem por Reforço e a Computação Evolutiva aparecem como opções

de técnicas inteligentes para a aquisição autônoma de conhecimento em estratégias de

aprendizagem em jogos.

Serão apresentados, neste capítulo, alguns dos melhores projetos científicos na área

de jogos de tabuleiro que foram construídos utilizando técnicas inteligentes. Antes,

apresentar-se-á uma seção sobre complexidade temporal e espacial de jogos de tabulei-

ros, a qual tem um objetivo informativo. Após ler esta seção, o leitor terá noção da

complexidade em que está inserido o domínio de jogos de tabuleiro, o quanto é custoso,

computacionalmente, desenvolver técnicas que trabalhem bem em um ambiente de buscas

tão grande.

3.1 Complexidade de Jogos

Em [82] Herik apresenta uma análise exaustiva das principais características dos jogos

que mais influenciam em sua complexidade. Em particular, são definidas duas medidas de

49
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complexidade em jogos: a complexidade do espaço de estados e a complexidade da árvore

do jogo.

A complexidade do espaço de estados é definida como o número de posições de jogo

legais que podem ser atingidas a partir da posição inicial do jogo. A complexidade da

árvore do jogo é definida como o número de folhas na árvore de busca da solução do

jogo a partir de uma posição (ou estado) atual. Em outras palavras, a complexidade da

árvore do jogo á determinada pelo fator de ramificação do jogo em questão. A principal

análise feita em [82] é a de que uma baixa complexidade do espaço de estados é mais

importante do que uma baixa complexidade na árvore do jogo como fator determinante

para se resolver os problemas dos jogos.

A tabela 3.1, retirada de [13], compara o fator de ramificação e o espaço de estados de

alguns jogos de tabuleiro.

Jogo Ramificação Estados

Xadrez 30 - 40 1050

Damas 8 - 10 1017

Gamão ±420 1020

Othello ±5 < 1030

GO 19 x 19 ±360 10160

Abalone ±80 < 361

Tabela 3.1: Complexidade do espaço de estados e fator de ramificação de alguns jogos de
tabuleiro

3.2 Jogadores Automáticos de Damas que utilizam Re-

des Neurais com Aprendizado por Reforço e Método

das Diferenças Temporais

Para que um jogador automático de Damas tenha a eficácia de um perito, é necessário

que haja habilidade no tratamento de memória, reconhecimento de padrões e capacidades

sofisticadas de planejamento. A maioria dos algoritmos utilizados em jogos de Damas

normalmente utilizam uma função de avaliação que retorna uma unidade escalar vinculada

a uma dada posição do jogo. Nesse tipo de jogo complexo, devem ser utilizadas técnicas

de busca rigorosas em que milhões de posições têm de ser avaliadas antes de se encontrar

uma solução viável.

Um dos principais requisitos para se construir um jogador automático de Damas com

alto nível de jogo é possuir um bom modelo de função de avaliação. Dado um estado de

tabuleiro, a função de avaliação deve ajudar o jogador automático a executar uma ação

que traga resultados positivos para si próprio. Quanto maior a quantidade de estados
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distintos possíveis em um jogo, mais complexa se torna a tarefa de construir um bom

modelo de função de avaliação.

Representar, por meio de funções de avaliação, todas as descontinuidades produzidas

pelos diversos estados de tabuleiro disponíveis em um jogo é quase impossível. Então,

a utilização de redes neurais tornou-se bastante popular como recurso de aproximação

de funções de avaliação [25]. Como exemplo, podem-se citar o Chinook de Schaeffer

[71], o NeuroDraughts de Lynch [42], [43], o LS-Draughts de Neto e Julia [50], [52] e o

VisionDraughts de Caixeta e Julia [11]. Todos eles utilizam redes neurais como funções

de avaliação para treinarem seus jogadores automáticos de Damas.

Para que um agente jogador aprenda a jogar, deve-se aplicar uma estratégia de treina-

mento à sua função de avaliação de modo que ela possa otimizar as ações do agente e

orientá-lo a como se comportar no ambiente de jogo. Entre os vários tipos de treinamentos

encontrados hoje na literatura [60], [47], tem-se o treinamento por reforço que ajusta os

pesos de uma rede neural de modo a aprimorar o conhecimento dessa rede. Este tipo de

treinamento é o mais utilizado no domínio de jogos de tabuleiro em geral.

Segundo SUTTON e BARTO em [77], a Aprendizagem por Reforço significa aprender

a jogar de forma a poder, incrementalmente, testar e refinar a função de avaliação. O

agente não recebe qualquer informação direta acerca do valor absoluto ou relativo dos

exemplos de treino, em vez disso, recebe um sinal escalar do ambiente que lhe indica a

eficiência das jogadas efetuadas [50]. O primeiro a construir um sistema de aprendizagem

por reforço para o jogo de Damas foi Samuel [61], [62]. No jogador de Samuel, uso-

se um algoritmo complexo para selecionar ajustamentos nos parâmetros baseando-se na

diferença entre as sucessivas avaliações de posições bem sucedidas em um jogo, a fim de

aprender a jogar Damas.

A Aprendizagem por Diferenças Temporais TD (λ) [76], [80] é um caso especial de

Aprendizagem por Reforço que fornece um método eficiente para receber exemplos de

treino com uma precisão mais elevada, uma vez que a avaliação de um dado estado é

ajustada utilizando as diferenças entre a sua avaliação e as avaliações de posições suces-

sivas. Dessa forma, a previsão do resultado do jogo a partir de uma certa posição está

relacionada com as previsões das posições seguintes [50].

Entre os jogadores Chinook [68], NeuroDraughts [42], LS-Draughts [50] e Vision-

Draughts [11], podem-se encontrar jogadores que usam redes neurais com Aprendizagem

por Reforço e TD(λ) como auxiliadores no seu processo de aprendizagem e, além disso,

contam com interferência humana durante esse processo. Existem também àqueles jo-

gadores que aprendem por si só. As próximas seções tratam, em separado, cada um

desses jogadores.
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3.2.1 Jogadores com Forte Interferência Humana no Processo de

Aprendizagem

Apesar de o processo de aprendizagem da maioria dos jogadores de Damas ser comple-

tamente automático, existem jogadores que possuem interferência humana no ajuste das

suas funções de avaliação. Como exemplo de um jogador que possui esse tipo de interfe-

rência, tem-se o jogador automático de Damas, Chinook. Esse jogador, possui uma base

de dados com informações perfeitas sobre final de jogo e outra com informações sobre boas

jogadas para início de jogo, além disso, possui também ajuste manual em suas funções de

avaliação. As bases de dados junto com a função de avaliação com ajuste manual, são as

grandes responsáveis por esse jogador se tornar imbatível.

Chinook : Base de Dados e o Ajuste Manual

O projeto Chinook foi iniciado em 1989 como uma iniciativa para tentar melhor en-

tender as buscas heurísticas. O Chinook se tornou o mais famoso e mais forte jogador de

Damas do mundo [63], [71], [68], [67]. Ele é o campeão mundial homem-máquina para o

jogo de Damas e usa uma função de avaliação ajustada manualmente para estimar quanto

um determinado estado do tabuleiro é favorável para o jogador. Além disso, ele tem acesso

à coleções de jogadas utilizadas por grandes mestres na fase inicial do jogo (opening books)

e um conjunto de bases de dados para as fases finais do jogo com 39 trilhões de estados do

tabuleiro (todos os estados com 10 peças ou menos) com valor teórico provado (vitória,

derrota ou empate). Para escolher a melhor ação a ser executada, o Chinook utiliza um

procedimento de busca minimax com poda alfa-beta, aprofundamento iterativo e tabelas

de transposição.

O Chinook conseguiu o título de campeão mundial de Damas em Agosto de 1994 ao

empatar 6 jogos com o Dr. Marion Tinsley que, até então, defendia seu título mundial a

mais de 40 anos. Para o Chinook, o jogo á dividido em 4 fases e cada uma delas possui

21 características que são ajustadas manualmente para totalizar os 84 parâmetros de sua

função de avaliação. Os parâmetros foram ajustados ao longo de 5 anos, por meio de testes

extensivos em jogos contra si mesmo e em jogos contra os melhores jogadores humanos.

Diante de tamanho esforço para ajustar a função de avaliação do Chinook, Schaef-

fer [71] e sua equipe realizaram um estudo detalhado de comparação entre uma função

de avaliação treinada, manualmente, por peritos e uma função ajustada por Diferenças

Temporais [68]. A primeira abordagem do estudo consistiu em treinar os pesos jogando

contra o próprio Chinook para determinar a eficácia da aprendizagem em face o benefício

de jogar contra um oponente de alto desempenho. O segundo conjunto de experiências

envolveu o jogo contra si próprio (estratégia de treino por self-play) a fim de verificar

se a aprendizagem poderia alcançar um alto nível de desempenho sem ter o privilégio

de treinar jogando contra um oponente forte (em ambos os casos, o treino foi realizado
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utilizando um look-ahead de 5, 9 e até 13 níveis de profundidade).

Os resultados do treino por self-play, obtidos por Schaeffer, evidenciaram que não é

necessário um bom professor para que o programa ajuste um conjunto de pesos de uma

função de avaliação de forma a alcançar o nível de jogo de um campeão mundial [68].

Em Damas, é fundamental evitar algumas posições no início de um jogo. Por isso,

torna-se necessário a utilização de bases de dados de início de jogos (openning books). A

falta de um openning book em Damas pode fazer com que, antes do quarto movimento,

seja encontrada uma situação de derrota forçada. São armadilhas que necessitam de

buscas profundas para serem descobertas e, por outro lado, especialistas humanos sabem

como enfrentá-las. No início de seu desenvolvimento, o Chinook não possuía bases de

dados iniciais e, obviamente, não poderia competir no topo, por muito tempo. Tal base

de dados demorou a ser inserida no jogador, inclusive, esse foi o motivo de muitas derrotas

sofridas no início de sua existência. A necessidade de escolher jogadas corretas motivou

a criação do anti-book (uma base de dados com movimentos que devem ser evitados no

começo do jogo). Essa base de dados foi chamada posteriormente de openning book e

proporcionou ao jogador maiores condições para executar boas jogadas no início do jogo.

A utilização de bases de dados de finais de jogos em um jogo de Damas tem papel

fundamental para a construção de agentes jogadores de alto desempenho. As bases de

dados de 8 peças tiveram papel fundamental para o sucesso do Chinook contra os melhores

jogadores humanos. Elas começaram a ser construídas em 1989 e a construção somente

se completou em 1993. Foram mais de 400 bilhões de estados possíveis do tabuleiro

comprimidos em mais de 5 gigabytes de dados [40], [69].

As bases de dados do Chinook foram construídas de maneira sistemática, tentando

provar as posições de vitória ou derrota em um movimento, dois movimentos, três movi-

mentos e assim por diante. Quando acabaram os estados de vitória ou derrota, os estados

restantes foram declarados empates. Essas bases de dados não contam com a informação

de quantos movimentos são necessários para que o jogador alcance uma vitória ou derrota

durante um jogo [70], [40].

Assumindo a eficiência do jogador Chinook, as bases de dados de 9 e 10 peças foram

iniciadas em 2001 com o intuito de resolver o jogo de Damas. Considerando todas as

combinações com 10 peças ou menos sobre o tabuleiro, existem mais de 39 trilhões de

estados distintos. Diante de números tão expressivos, o código do Chinook teve de ser

transformado para utilizar índices de 64 bits de endereçamento. Todos os estados com 10

peças ou menos no tabuleiro tiveram seus valores teóricos (vitória, derrota ou empate)

calculados e foram comprimidos em 237 gigabytes. As bases de dados são indispensáveis

para a solução do jogo de Damas, e um eficiente algoritmo de compressão é utilizado para

permitir rápida localização e descompressão em tempo real [65].

Em 2007, a equipe do Chinook anunciou que o jogo de Damas estava resolvido. A partir

da posição inicial do jogo, existe uma prova computacional de que o jogo é um empate.



54 Capítulo 3. Estado da Arte

A prova consiste em uma estratégia explícita com a qual o programa nunca perde, isto é,

o programa pode alcançar o empate contra qualquer oponente jogando tanto com peças

pretas quanto brancas [67].

3.2.2 Jogadores sem Interferência Humana no Processo de Apren-

dizagem

Nesta seção, serão apresentados os jogadores automáticos de Damas com o aprendizado

baseado em Redes Neurais com Aprendizagem por Reforço TD (λ), que não possuem

interferência humana no seu processo de aprendizagem. Entre esses jogadores tem-se o

NeuroDraughts [42], [43], precursor do estudo de jogadores automáticos de Damas pela

equipe de Julia [50], [11], o LS-Draughts e o VisionDraughts, sendo os dois últimos uma

evolução do NeuroDraughts.

NeuroDraughts e a Busca Minimax

O sistema NeuroDraughts de Lynch [42], [43] implementa o agente jogador de Damas

como uma rede neural MLP que utiliza a busca minimax para a escolha da melhor jogada

em função do estado do tabuleiro do jogo. Além disso, ele utiliza o método de aprendiza-

gem por reforço TD(λ) aliado à estratégia de treino por self-play com clonagem, como

ferramentas para atualizar os pesos da rede. Para tanto, o tabuleiro é representado por

um conjunto de funções que descrevem as características do próprio jogo de Damas. A

utilização de um conjunto de características para representar o mapeamento do tabuleiro

de Damas na entrada da rede neural é definida por Lynch como sendo um mapeamento

NETFEATUREMAP.

Em um mapeamento do tipo NETFEATUREMAP, o tabuleiro é representado por

um determinado número de funções que descrevem as características do próprio jogo de

Damas. Cada característica tem um valor absoluto que é convertido em uma sequência

binária. Com essa representação, a entrada na rede neural varia de acordo com o número

de características utilizadas e a quantidade de dígitos binários que cada característica

utiliza para representar seu valor absoluto.

No jogador de Lynch, é a busca minimax que avalia, em conjunto com a rede neu-

ral (ou função de avaliação), todos os possíveis movimentos legais detectados para uma

determinada posição do jogo corrente. Após essa avaliação, o algoritmo seleciona a ação

ou movimento que provê maior predição de vitória. A busca minimax é um método de

seleção da melhor ação a ser feita em um jogo, em que dois jogadores se empenham em

alcançar objetivos mutuamente exclusivos (MIN e MAX ), como apresentado no capítulo

2. Ela se aplica especialmente na busca em árvores de jogo para determinar qual a melhor

jogada para o jogador atual. O algoritmo se baseia no princípio de que, em cada jogada,

esse jogador irá escolher o melhor movimento possível.
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Um dos principais objetivos de Lynch quando desenvolveu o NeuroDraughts foi, jus-

tamente, tentar obter um bom jogador de Damas que pudesse jogar com um alto nível

de desempenho sem ter que realizar buscas profundas nem analisar jogos de especialistas

humanos [42]

LS-Draughts e o Algoritmo Genético

Dentro do paradigma de aprendizagem por reforço, vários jogadores automáticos uti-

lizam conjuntos de características específicas dos respectivos domínios, como parte fun-

damental do processo de ajuste de suas funções de avaliação. Em Damas, particular-

mente, Samuel foi o pioneiro e utilizou 28 características especificas do domínio de jogo

de Damas [61]. [62]. Lynch [42], [43] escolheu manualmente 12 dessas características, entre

aquelas utilizadas por Samuel, para implementar o NeuroDraughts. Tais características

podem ser visualizadas na tabela 4.1.

Pensando em automatizar o processo de escolha de características, Neto e Julia desen-

volveram o LS-Draughts : um sistema que gera, automaticamente, por meio da técnica de

algoritmos genéticos, um conjunto de características mínimas necessárias e essenciais para

o jogo de Damas, de forma a otimizar o treino de um jogador automático [50]. [51], [52].

Os Algoritmos Genéticos (AGs) foram introduzidos por John Holland na década de

1960 [26], na Universidade de Michigan, com o objetivo de estudar formalmente os con-

ceitos de adaptação que ocorrem na natureza, formalizá-los matematicamente, e desen-

volver sistemas artificiais que mimetizam os mecanismos originais encontrados em sistemas

naturais.

O LS-Draughts aproxima uma rede neural multicamadas por meio do método TD(λ),

aliado com busca minimax e a técnica self-play com clonagem. O mapeamento do tabuleiro

na camada de entrada da rede neural é feito pelo mapeamento NET-FEATUREMAP

utilizando o conjunto de características escolhidas pelos algoritmos genéticos. Com o

processo de escolha de características automatizado, o LS-Draughts supera o nível de

jogo alcançado pelo NeuroDraughts, conforme pode ser visto nos resultados experimentais

mostrados nos trabalhos de Neto e Julia [50]. [51], [52]. A escolha desses conjuntos foi

fundamental para se obter bons jogadores durante a etapa de treinamento das redes MLPs,

e também para melhorar a eficiência do jogador em relação ao seu predecessor.

O AG possibilitou ao LS-Draughts escolher um conjunto mínimo de atributos que

melhor caracterizem o domínio de Damas e que sirvam como um meio pelo qual a função de

avaliação adquirirá novos conhecimentos, o que é uma questão fundamental para acelerar

a aprendizagem e obter novos agentes com alto nível de desempenho.

Os resultados obtidos pelo LS-Draughts mostram que é possível jogar Damas com alto

nível de desempenho sem ter que utilizar grande quantidade de características. Dessa

forma, o AG aparece como uma poderosa ferramenta que auxilia na busca pela melhor

combinação de características que possam otimizar o treino por Diferenças Temporais de
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um agente jogador de Damas que utiliza este conjunto de características para aprender a

jogar.

VisionDraughts e o Eficiente Método de Busca

Enquanto o NeuroDraughts e o LS-Draughts contam com um sistema básico de busca

minimax que utiliza profundidade fixa de busca, o VisionDraughts conta com um módulo

alfa-beta com tabelas de transposição e aprofundamento iterativo que lhe permite ajustar

os pesos de sua rede neural de maneira muito mais precisa, e consequentemente ter mais

condições de escolher a melhor jogada em função do estado corrente do jogo. Além disso,

ele utiliza o método de Aprendizagem por Reforço TD(λ) aliado à estratégia de treino

por self-play com clonagem como ferramentas para atualizar os pesos da rede.

Como já citado anteriormente (seção 2.5.1) o algoritmo minimax examina mais estados

do tabuleiro que o necessário e, nesse sentido, o mecanismo de combinação do algoritmo

minimax com a poda alfa-beta elimina seções da árvore de busca que, definitivamente,

não podem conter a melhor ação a ser executada pelo agente jogador. Com esse tipo

de mecanismo (poda alfa-beta) o VisionDraughts conseguiu uma performance de jogo

superior ao obtido pelos jogadores NeuroDraughts e LS-Draughts.

Ainda no sentido de melhorar o mecanismo de busca do jogador, foi inserido no mesmo

o procedimento de aprofundamento iterativo combinado com tabela de transposição.

Muitos programas jogadores utilizam aprofundamento iterativo [63], [68], [45], [55]. O

uso do aprofundamento iterativo baseia-se na hipótese de que uma busca mais rasa, em

jogos de tabuleiro, é uma boa aproximação para uma busca mais profunda.

O procedimento começa pesquisando com profundidade igual a um e termina quase

imediatamente. Depois, a profundidade de busca é incrementada passo a passo e o proce-

dimento de busca é realizado para cada um deles. Em virtude ao crescimento exponencial

da árvore, o tempo necessário para expandir seu nível mais profundo é muito superior

ao tempo necessário para cada um dos níveis mais rasos. Os benefícios mais evidentes

do uso do aprofundamento iterativo para os programas jogadores são: obtenção de um

mecanismo eficiente de controle de tempo e obtenção de árvores de buscas parcialmente

ordenadas (PLAAT et al., 1996b).

As tabelas de transposição são utilizadas em conjunto com o aprofundamento itera-

tivo para alcançar árvores de buscas parcialmente ordenadas. O valor da predição de cada

estado já visitado pelo procedimento de busca e o melhor movimento a ser executado a

partir dele são armazenados em uma tabela de transposição. Quando o aprofundamento

iterativo pesquisar um nível mais profundo da árvore e revisitar estados, o movimento

sugerido pela tabela de transposição (caso disponível) será pesquisado primeiro. Assu-

mindo que uma busca mais rasa é uma boa aproximação para outra mais profunda, o

melhor movimento da profundidade d será, possivelmente, o melhor movimento para a

profundidade d + 1 [56].
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Outro jogador que utiliza busca em profundidade com aprofundamento iterativo é o

Chinook [64], [67], porém esse jogador faz uso de um algoritmo de busca paralelo muito

eficiente.

3.3 Anaconda e a Computação Evolutiva

A aplicação da Computação Evolutiva em jogos tem se mostrado bastante eficiente

na obtenção de bons agentes jogadores, tornando-se, assim, um paradigma alternativo ao

processo de treinamento convencional. O processo de treinamento de uma rede neural por

meio de Computação Evolutiva proporciona a obtenção de bons jogadores automáticos de

Damas. Nesse tipo de treinamento, as melhores soluções tendem a evoluir com o passar

das gerações e as piores soluções tendem a desaparecer. Nesse sentido, Fogel [15], [14],

[19] utilizou um processo co-evolutivo para implementar um bom jogador de Damas que

aprende a jogar sem utilizar perícia humana na forma de características específicas do

domínio do jogo.

O melhor jogador de Fogel, chamado Anaconda, foi resultado da evolução de 30 redes

neurais multicamadas ao longo de 840 gerações. Cada geração tinha em torno de 150

jogos de treinamento (5 jogos para cada um dos 30 indivíduos da população). Assim,

foram necessários 126.000 jogos de treinamento e 6 meses de execução para obtê-lo. Em

um torneio de 10 jogos contra uma versão baixo nível do Chinook, o Anaconda obteve 2

vitórias, 4 empates e 4 derrotas, o que permitiu classificá-lo como "expert".

Atualmente, escolher um método coevolutivo ou de Aprendizagem por Diferenças Tem-

porais para treinar uma rede neural pode ser uma tarefa árdua. Graças ao sucesso de

ambos em alguns domínios específicos como Gamão [16] e Xadrez [20], a conclusão é que

ainda existe muito a ser explorado nessa área do conhecimento humano.

Por outro lado, Paul Darwen demonstra em [16] a vantagem de se utilizar Diferenças

Temporais no treinamento de redes neurais multicamadas por causa da rapidez com que

a rede aprende um comportamento não linear sobre um determinado problema. Darwen

demonstra esta questão ao discutir o porquê da coevolução conseguir bater, para uma

arquitetura de rede linear (perceptron simples), a aprendizagem por Diferença Temporal

no jogo do Gamão, mas não conseguir o mesmo feito para uma arquitetura de rede não

linear (rede neural com camada oculta). O autor mostra que, se são necessários bilhões de

jogos para que uma arquitetura não-linear treinada por um método coevolutivo consiga

bater uma outra arquitetura não-linear treinada pelo método TD(λ), a qual, por sua vez,

requer apenas cerca de 100.000 jogos para aprender, então muitos dos bilhões de jogos do

método coevolutivo não estarão, de fato, contribuindo para a aprendizagem.

Esse fato demonstrado por Paul Darwen parece também ser aplicado ao domínio de

Damas, quando se pretende treinar uma rede neural multicamada por meio de um algo-

ritmo coevolutivo. Por exemplo, o melhor jogador de David Fogel (Anaconda) resultou da
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evolução de 30 redes neurais multicamadas ao longo de 840 gerações, o que levou 6 meses

de execução. Foram necessários 126.000 jogos de treinamento para que Fogel obtivesse o

seu melhor jogador, Anaconda. Já em [42], [43], Mark Lynch obteve o seu melhor jogador

de Damas depois de apenas 2.000 jogos de treinamento com o método das Diferenças

Temporais e utilizando um conjunto de características selecionadas manualmente para

representar o mapeamento do tabuleiro de Damas na entrada da rede neural.

3.4 Outros Jogos que Usam Aprendizagem por Reforço

e Diferenças Temporais

A aplicabilidade da técnica de Aprendizagem por Reforço e TD (λ) em outros jogos

deve-se ao fato de que nesse domínio, o agente de aprendizagem pode ser imaginado como

um agente contentor de um elemento de desempenho que decide quais ações executar e

um elemento de aprendizagem modificante do elemento de desempenho para que o agente

escolha melhores jogadas. Como exemplo de outros bons jogadores que utilizam dessa

técnica podem ser citados o Gamão e Xadrez, os quais serão brevemente apresentados a

seguir.

3.4.1 O sucesso do TD-Gammon para o jogo de Gamão

Gamão é um jogo praticado em um tabuleiro com 24 casas, 15 peças para o jogador

preto e 15 peças para o jogador vermelho (todas as peças são do mesmo tipo). Os jogadores

se movimentam arremessando 2 dados e seguindo o fluxo mostrado na figura 3.1. O jogo

de Gamão é considerado complexo por causa de seu espaço de estados e seu fator de

ramificação mostrados na linha 3 da tabela 3.1.

Uma pequena revolução no campo da Aprendizagem por Reforço ocorreu quando

Tesauro apresentou os primeiros resultados com o seu jogador de Gamão. O TD-Gammon,

utilizando pouco conhecimento específico sobre o jogo de Gamão, conseguiu atingir resul-

Figura 3.1: Exemplo de um tabuleiro do jogo de Gamão
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tados em nível dos maiores jogadores mundiais [78]. [79], [80]. O algoritmo de aprendiza-

gem utilizado no TD-Gammon é uma combinação do algoritmo TD(λ) com uma função

de aproximação não-linear baseada em uma rede neural multicamadas. Para mapear o ta-

buleiro do jogo na entrada da rede neural, Tesauro utilizou um conjunto de características

do domínio do jogo de Gamão.

Pollack e Blair [57] fundamentaram em 1998 a hipótese de que o sucesso do TD-

Gammon não está ligado às técnicas de aprendizagem por Diferença Temporal TD(λ),

mas sim a uma predisposição inerente à própria dinâmica do jogo de Gamão, assim como

à natureza do próprio processo de treino no qual a tarefa muda, dinamicamente, à medida

que a aprendizagem ocorre. Os fatores que Pollack e Blair citam como determinantes para

o sucesso do TD-Gammon são:

1. rapidez do jogo: o jogador aprendia a partir de vários jogos contra si próprio

(self-play). Em treinamentos que utilizam Aprendizagem por Reforço, o número de

jogos de treino é importante para o sucesso da aprendizagem;

2. suavidade na representação: a avaliação de um estado do tabuleiro no Gamão é

uma função razoavelmente suave de posição, facilitando uma boa aproximação por

rede neural;

3. natureza Estocástica: pelo fato de o Gamão ser jogado com lançamento de dados,

isto implica exploração de uma boa parte da quantidade do espaço de estados,

forçando o sistema a entrar em regiões desse espaço que ainda não foram vistas pela

função de avaliação corrente.

Contudo, e apesar do sucesso do TD-Gammon sobre os seus predecessores que foram

treinados por aprendizagem supervisionada ou treino por comparação, alguns pesquisadores

não concordam que a aprendizagem por Diferença Temporal seja a melhor solução para

todos os jogos.

Por outro lado, Sutton demonstrou a convergência do algoritmo TD(λ) para sistemas

nos quais a probabilidade de evolução para um determinado estado St+1 só depende do

estado atual St e da ação At selecionada a partir de St [76].

3.4.2 Xadrez

Uma abordagem interessante para o jogo de Xadrez foi dada por Baxter e outros

pesquisadores [7], [6] a fim de treinar seu jogador de Xadrez KNIGHTCAP. O método de

treino utilizado foi o TD-Leaf (λ), uma variante do algoritmo TD(λ), que permite ao TD-

Leaf ser usado conjuntamente com a busca minimax para atualizar a função de avaliação

do jogador. Esse algoritmo simplesmente usa a posição que surge na folha (daí o seu

nome) da árvore de busca minimax para atribuir a predição do estado raiz (estado atual

do jogo) e, assim, poder atualizar a função de avaliação do jogador por meio da Diferença
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Temporal entre esse estado do jogo atual e o próximo estado. Com essa técnica e jogando

contra humanos e computadores pela internet, KNIGHTCAP subiu sua classificação ELO

(sistema de classificação pontual da Federação Internacional de Xadrez) de 1650 para 2100

em apenas 308 jogos, durante 3 dias [7], [6]. Os ingredientes que contribuíram crucialmente

para o sucesso do KNIGHTCAP foram a disponibilidade de parceiros de treino em grande

variedade no servidor de Xadrez e a integração correta da aprendizagem por TD(λ) nos

procedimentos de busca do programa. Em [68], Schaeffer também utiliza esta combinação

do algoritmo TD(λ) com a busca minimax, proposto por Baxter, para treinar seu agente

jogador de Damas.

Outro jogador de Xadrez que utiliza de Aprendizagem por Reforço e Métodos das Di-

ferenças Temporais no seu processo de aprendizagem é o NeuroChess [81]. O NeuroChess

é um programa que aprende a jogar Xadrez a partir do resultado final dos jogos. O meca-

nismo de aprendizagem desse jogador é uma rede neural baseada em explanação [48], [49].

Esse jogador conseguiu obter sucesso em vários jogos de Xadrez envolvendo outros jo-

gadores automáticos, porém, quando se trata de jogos envolvendo especialistas humanos,

ele é considerado um jogador "pobre", ou seja, fraco.

Como o foco deste trabalho não são outros jogos senão o de Damas, esta seção apenas

apresentou um pouco sobre outros jogos que também usam de TD(λ) no seu processo de

aprendizagem. Maiores detalhes sobre outros jogos que utilizam dessa técnica podem ser

encontrados em: Xadrez [48], [49], [81], Othello [41], Gamão [78], [79], [80] e GO [73].

3.5 Redes Neurais Auto-Organizáveis - Kohonen-SOM

Conforme dito anteriormente, as Redes Kohonen-SOM possuem aprendizado não-

supervisionado, visto que não é necessária a apresentação de uma saída desejada para

realizar a correção dos pesos da rede. O processo de aprendizado da rede é o competitivo,

isso significa que as unidades competem entre si para ganhar o direito de se ativar [37],

[36], [38].

Atualmente, as Redes Kohonen-SOM são um dos modelos de rede neural mais impor-

tante no paradigma de redes neurais competitivas. São inúmeras as aplicações atuais de

uma rede Kohonen-SOM. Há, disponível na literatura, uma imensa quantidade de artigos

e relatórios publicados nas mais variadas áreas (de engenharia a medicina, de biologia a

economia etc). O livro de Kohonen [38] traz várias referências sobre as aplicações desse

tipo de rede. No domínio de jogos, no entanto, é difícil encontrar aplicações que fazem

uso de redes Kohonen-SOM.

Hartmann em [24] desenvolveu o programa brKChess o qual auxilia um professor de

Xadrez a ensinar tal arte. Esse programa traz à comunidade enxadrística a possibilidade

de ensinar tal habilidade por meio de tabuleiros-exemplo. Por meio de um tabuleiro, o

professor pode inserir posições de peças diversas e ativar o módulo de cálculo de modo
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que ele faça uma pesquisa por tabuleiros com características semelhantes do ponto de

vista visual. O programa permite também que alguns parâmetros sejam adaptados pelo

professor, a fim de se obterem resultados mais amplos. O sistema brKChess utiliza a rede

Kohonen-SOM para classificar tabuleiros de Xadrez com o intuito de recuperar tabuleiros

harmônicos.

Uma das maiores aplicações das redes Kohonen-SOM tem sido em reconhecimento de

fonemas e de voz. Kohonen [36], [37] apresentou a máquina fonética, Phonetic Typewriter,

a qual se baseia em uma rede Kohonen-SOM bidimensional treinada com partes do es-

pectro de sinais de voz. O sistema é capaz de reconhecimento de fala usando trajetórias

de ativações entre os neurônios que são ativados pelos diferentes fonemas.

Várias outras aplicações das redes Kohonen-SOM têm sido relatadas nas áreas de

mineração de dados e descoberta de conhecimento em bases de dados. A motivação básica

é a necessidade de analisar, de forma não-supervisionada, grandes volumes de registros em

bancos de dados. O uso de redes Kohonen-SOM como ferramenta de mineração de dados

tem sido abordada tanto em pesquisa como em produtos, por exemplo, o WEBSOM [33].

O WEBSOM foi desenvolvido objetivando a organização automática de grandes bases

de dados de textos, principalmente, os disponíveis na internet, como os disponíveis em

listas de grupos de interesse. Esse aplicativo efetua agrupamento nos dados a partir de

visualização, ou seja, há necessidade de intervenção do usuário que guia manualmente a

escolha dos parâmetros e a segmentação da rede. Nesse projeto, as redes Kohonen-SOM

foram utilizadas apenas como um instrumento de visualização para indicar tendências de

agrupamentos, efetuando a partição manualmente.

Outra área de aplicação das redes Kohonen-SOM é a de classificação de padrões de

dados ecológicos [53]. Nesse trabalho, Oliveira utiliza a rede de Kohonen como uma

metodologia para a classificação das espécies de peixes em categorias tróficas. A rede

Kohonen-SOM mostrou-se uma ferramenta robusta para a classificação dos dados, apre-

sentando resultados rápidos com uma clara visualização dos agrupamentos, facilitando

sobremaneira a interpretação dos resultados. Outros projetos nessa mesma área já haviam

sido realizados com o uso do algoritmo de clusterização K-means [1], porém os resultados

obtidos com as redes Kohonen-SOM foram mais favoráveis.
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Capítulo 4

VisionDraughts - Um Sistema de

Aprendizado de Damas com Eficiente

Método de Busca

Neste capítulo, apresenta-se o VisionDraughts [12], [11], um sistema de aprendizagem

de jogos de Damas cujo principal objetivo foi construir um agente automático capaz de

aprender a jogar com alto nível de desempenho e sem auxílio de especialistas humanos.

Esse jogador é uma otimização do jogador de Mark Lynch [42], [43] (tratado na sessão

3.2.2), e substitui o algoritmo de busca minimax usado pelo NeuroDraughts por um efi-

ciente módulo de busca e uma base de dados com informações sobre final de jogo.

O sistema implementa o agente jogador de Damas como uma rede neural MLP que uti-

liza a busca com poda alfa-beta, tabela de transposição e aprofundamento iterativo para,

em função do estado corrente do jogo, escolher a melhor jogada . Além disso, ele utiliza

o método de aprendizagem por reforço TD(λ) aliado à estratégia de treino por self-play

com clonagem como ferramenta para atualizar os pesos da rede. Para tanto, o tabuleiro

é representado por um conjunto de funções que descrevem as características do próprio

jogo de Damas. A utilização de um conjunto de características para representar o mapea-

mento do tabuleiro de Damas na entrada da rede neural é a mesma definida por Lynch

em seu jogador NeuroDraughts [42] como sendo um mapeamento NET-FEATUREMAP

(introduzido na seção 3.2.2 e detalhado na seção 4.1.2).

Dessa forma, para conseguir alto nível de desempenho, o VisionDraughts introduziu

dois novos módulos em relação ao jogador NeuroDraughts [42] e [43], que são: um módulo

de busca eficiente em árvores de jogos que fornece ao agente jogador de Damas maior

capacidade de analisar jogadas futuras; e um módulo de acesso às bases de dados de finais

de jogos [70] que fornece ao agente jogador a capacidade de anunciar, antes do final da

partida, se um estado do tabuleiro com até 8 peças representa vitória, derrota ou empate.

As próximas seções abordam, em detalhes, o desenvolvimento do VisionDraughts, cuja

63
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compreensão é fundamental para o entendimento do jogador MP-Draughts (apresentado

no capítulo 5). As seções suceder-se-ão de acordo com o disposto a seguir: i) a represen-

tação do tabuleiro nos jogadores de Damas; ii) a arquitetura geral do VisionDraughts ; iii)

o cálculo da predição e a escolha da melhor ação; iv) reajuste de peso da rede MLP; v) e

finalmente o eficiente módulo de busca desse jogador.

4.1 Representação do Tabuleiro nos Jogadores de Damas

Existem diversas maneiras de representar internamente um tabuleiro de jogo de Damas

[11]. A representação interna de um tabuleiro no jogadorVisionDraughts faz-se de duas

maneiras: representação vetorial e representação por características, também chamada de

NET-FEATUREMAP. Essas representações também são usadas no jogador desenvolvido

nesse trabalho, o MP-Draughts, que será apresentado no capítulo 5.

A representação vetorial é usada para representar o tabuleiro na entrada do algoritmo

alfa-beta durante o processo de busca pelo melhor movimento e também na representação

de estados de tabuleiros em base de dados. A representação NET-FEATUREMAP é usada

na entrada das redes neurais no momento de calcular a predição de um dado estado.

As próximas seções se dedicam a explicar, em detalhes, como é feito cada um dos tipos

de representação de tabuleiros citados acima.

4.1.1 Representação Vetorial

A escolha de uma estrutura de dados para representar o tabuleiro em um jogo é

fundamental para a eficiência de um jogador automático de Damas. Algoritmos de busca

em profundidade, baseados no alfa-beta, estão presentes nos melhores projetos da história

dos jogos de tabuleiro; e a escolha adequada de uma estrutura de dados para representar

o tabuleiro afeta, consideravelmente, a velocidade de execução desse tipo de algoritmo. A

representação vetorial é recomendada para casos em que um algoritmo alfa-beta é usado

em virtude de sua precisão na representação de um estado de tabuleiro.

O vetor que representa o estado de tabuleiro de um jogo tem 32 posições correspon-

dentes às posições existentes em um tabuleiro de Damas . O modo de como se faz a

representação vetorial de um tabuleiro de Damas é apresentado a seguir:

O tabuleiro do jogo de Damas representado, de maneira simples e direta, por meio de

representação vetorial:

BOARDVALUES{

EMPTY = 0,

BLACKMAN = 1,
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REDMAN = 2,

BLACKKING = 3,

REDKING = 4

}

BOARD{

BOARDVALUES p[32]

}

O tabuleiro é uma estrutura do tipo BOARD implementada como um vetor de 32 ele-

mentos do tipo BOARDVALUES. Cada elemento do vetor BOARD representa uma casa

do tabuleiro e cada casa do tabuleiro possui um dos valores presentes em BOARDVALUES

(EMPTY, BLACKMAN, REDMAN, BLACKKING, REDKING).

4.1.2 Representação NET-FEATUREMAP

A utilização de um conjunto de características para treinar um jogador de Damas

foi primeiramente proposta por Samuel [61] com o intuito de prover medidas numéricas

para melhor representar as diversas propriedades de posições de peças sobre um tabu-

leiro. Várias dessas características implementadas por Samuel resultaram de análises

feitas sobre o comportamento de especialistas humanos em partidas de Damas. Em ter-

mos práticos, essas análises tinham o objetivo de tentar descobrir quais características

referentes a um estado do tabuleiro são frequentemente analisadas e selecionadas pelos

próprios especialistas quando vão escolher seus movimentos de peças durante uma partida

de Damas.

Samuel implementou 28 características referentes ao domínio de jogo de Damas. Cai-

xeta e Julia utilizaram 12 dessas características para representar o tabuleiro do jogo no

VisionDraughts [11].

Tais características fornecem medidas quantitativas e qualitativas para melhor repre-

sentar as diversas propriedades das posições das peças sobre um tabuleiro de Damas.

Essas características, implementadas por Samuel, podem ser observadas na tabela 4.1

apresentada logo a seguir.
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Conjunto de Características implementadas por Samuel

CARACTERÍSTICAS DESCRIÇÃO FUNCIONAL

PieceAdvantage Contagem de peças em vantagem para o jogador

preto (no caso, número de peças que o jogador

tem a mais).

PieceDisadvantage Contagem de peças em desvantagem para o jogador

preto (no caso, número de peças que o jogador

tem a menos).

PieceThreat Total de peças pretas que estão sob ameaça.

PieceTake Total de peças vermelhas que estão sob ameaça de

peças pretas.

Advancement Total de peças pretas que estão na 5a
¯ e 6a

¯ linha do

tabuleiro menos as peças que estão na 3a
¯ e 4a

¯ linha.

DoubleDiagonal Total de peças pretas que estão na diagonal dupla do

tabuleiro.

BackRowBridge Se existe peças pretas nos quadrados 1 e 3 e se não

existem rainhas vermelhas no tabuleiro.

CentreControl Total de peças pretas no centro do tabuleiro.

XCentreControl Total de quadrados no centro do tabuleiro onde tem

peças vermelhas ou para onde elas possam mover.

TotalMobility - MOB Total de quadrados vazios para onde as peças vermelhas

podem mover.

Exposure Total de peças pretas que são rodeadas por quadrados

vazios em diagonal.

Taken Total de posições para qual uma peça vermelha pode

se mover e, assim, poder ameaçar uma peça preta em um

movimento subsequente.

Pole Total de peças simples pretas que estão completamente

rodeada de posições vazias.

Node Total de peças vermelhas que estão rodeada por, no mínimo,

3 posições vazias.
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KingCentreControl Total de rainhas pretas no centro do tabuleiro.

TriangleofOreo Se não existe rainhas vermelhas e se o triângulo de

Óreo (posições 2,3 e 7 ) está ocupado por peças pretas,

ou se não existe rainhas pretas e se o triângulo de Óreo

(posições 26,30 e 31) esta ocupado por peças vermelhas.

Threat Total de posições para qual uma peça preta pode se

mover e assim poder ameaçar uma peça vermelha em um

movimento subsequente.

UndeniedMobility Esta característica é a diferença entre MOB e

DenialofOccupancy.

Hole Total de posições vazias que estão rodeadas por 3

ou mais peças.

BackRowControl Se não existem rainhas pretas e, se, uma ponte ou

um triângulo de Oreo é ocupado por uma peça vermelha

Gap Total de posições vazias separadas por duas peças

vermelhas ao longo de uma diagonal ou que separam

uma peça vermelha de uma margem do tabuleiro.

Exchange Total de posições que a peça preta pode avançar uma

casa e forçar o oponente a comer uma peça.

DiagonalMoment Total de peças vermelhas que estão localizadas na

posição 1 ou na posição 2 de uma diagonal dupla mais

as peças passivas que estão na ponta da diagonal.

Apex Se não existe rainha preta no tabuleiro, ou

se os quadrados 7 ou 26 estão ocupados por uma

peça preta e se nenhum desses quadrados estão

ocupado por uma peça vermelha.

Cramp Se ocorre uma limitação de posição para as peças

vermelhas e pelo menos uma das posições estão

ocupadas por peças pretas.

Dyke Total de peças vermelhas que ocupem três posições

de diagonal adjacentes.
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DenialofOccupancy Total de posições onde, no próximo movimento, uma peça

preta pode ocupar esta posição e ser capturada na

próxima jogada.

Fork Total de peças vermelhas que ocupam duas posições

adjacentes em uma coluna e que nessa mesma coluna,

existam três posições vazias; assim a peça preta, pela

ocupação de uma dessas posições pudo capturar uma

ou duas peças vermelhas.

Tabela 4.1: Conjunto de 28 Características implementadas por Samuel

A representação NET-FEATUREMAP é mais conveniente do que a representação

vetorial em alguns casos como, por exemplo, na representação do tabuleiro de jogo de

Damas na entrada das redes neurais no momento de calcular a predição de um dado estado,

uma vez que fornece, também, uma visão qualitativa do tabuleiro que é mais apropriada

ao processo de sua avaliação do que a visão meramente posicional e quantitativa da

representação vetorial.

Sendo assim, uma coleção de n características fornece uma representação quantitativa

e qualitativa de um conjunto B de estados de tabuleiros. Cada característica fi representa

um certo atributo de um determinado tabuleiro x e pode ser definida como:

fi : B −→ N, onde:

fi(x) = a, em que a representa o atributo do tabuleiro x referente à característica fi,

conforme exemplificado abaixo.

Considere fi como sendo a característica peças em vantagem "PieceAdvantage", que

verifica em um dado tabuleiro x a quantidade de peças em vantagem de um jogador. Se

o jogador para o qual a característica está sendo verificada possui 5 peças em vantagem

em relação ao seu oponente, o atributo fi(x) produz 5 (ou seja, a =5); caso ele não

possua peças em vantagem, o valor do atributo fi(x) é 0 (ou seja, a =0). Se um tabuleiro

possui peças em vantagem para um jogador, consequentemente, ele não possui peças em

desvantagem para esse mesmo jogador. A figura 4.1 ilustra como seria a representação

do tabuleiro em relação às características PieceAdvantage e PieceDisadvantage, ambas

ocupando a 1a
¯ e a 2a

¯ posição do tabuleiro, respectivamente, considerando 5 peças em

vantagem.

Conforme visto anteriormente, a conveniência de se usar representação vetorial ou

representação NET-FEATUREMAP depende do processo em foco. Para as situações

em que a representação NET-FEATUREMAP é mais adequada, faz-se necessário um

processo de conversão de representação vetorial para tal representação (módulo NET-
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Figura 4.1: Exemplo de tabuleiro representado por NET-FEATUREMAP

FEATUREMAP apresentado na arquitetura do jogador), que é definido pelo mapeamento

C abaixo:

C: B −→ N
n, onde:

C(x) = < f1(x),..., fn(x) >

Em que n é a quantidade de características usadas na representação do tabuleiro por

características, a serem escolhidas entre as 28 características propostas por Samuel [61],

[62]. Isso significa que cada estado de tabuleiro x é representado por uma n-tupla composta

de n atributos, os quais correspondem as características f1,..., fn, respectivamente.

4.2 Arquitetura Geral do VisionDraughts

O fluxo mostrado na figura 4.2 ilustra a arquitetura do jogador VisionDraughts. Con-

forme já comentado, esse jogador consiste de uma rede neural MLP treinada pelo método

de aprendizagem por reforço TD(λ). Esse método utiliza predições (ou estimativas de

resultados finais do jogo) sucessivas para ensinar a rede neural a jogar Damas. O jogador

alcança alto nível de desempenho simplesmente jogando contra si mesmo (estratégia de

treino por self-play com clonagem) com uma busca eficiente e com miníma análise de

jogos de especialistas humanos.

Os módulos no qual a arquitetura, figura 4.2, se divide são:

1. Rede Neural Multicamadas: a rede neural recebe, em sua camada de entrada,

um estado do tabuleiro do jogo e devolve, em seu único neurônio na camada de

saída, um valor real compreendido entre -1.0 e +1.0. Tal valor (predição) representa

o quão o estado do tabuleiro presente na camada de entrada da rede é favorável ao

jogador automático;

2. Módulo NET-FEATUREMAP : por meio do mapeamento C, esse módulo con-

verte a representação vetorial do estado corrente em representação NET-FEATUREMAP

e apresenta esta última à de entrada da rede neural MLP. Como o VisionDraughts

usa 12 características para representar o tabuleiro, tem-se que C: B → N
12. Cada

característica tem um valor absoluto que representa a sua medida analítica sobre

um determinado estado do tabuleiro. Tal valor absoluto é convertido (conversão

numérica entre as bases decimal e binária) em bits significativos que, em conjunto

com os demais bits das outras características presentes na conversão, constituem
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Figura 4.2: Fluxo de aprendizado do VisionDraughts: um sistema de aprendizagem de
jogos de Damas

a sequência binária de saída do módulo NET-FEATUREMAP a ser apresentada

na entrada da rede neural. As características implementadas no VisionDraughts,

juntamente com as quantidades de bits significativos de cada uma, podem ser vistos

na tabela 4.2:

CARACTERÍSTICAS N◦ BITS

PieceAdvantage 4

PieceDisadvantage 4

PieceThreat 3

PieceTake 3

Advancement 3

DoubleDiagonal 4

BackRowBridge 1

CentreControl 3

XCentreControl 3

TotalMobility - MOB 4

Exposure 3

KingCentreControl 3

Tabela 4.2: Conjunto de Características implementadas no jogador VisionDraughts

3. Módulo Eficiente de Busca: seleciona a melhor ação a ser executada pelo agente

em função do estado corrente do tabuleiro. Esse módulo expande uma árvore em

busca da melhor ação e os nós presentes na camada mais profunda (folhas) são
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mapeados, pelo módulo 2 na entrada da rede neural do módulo 1;

4. Módulo Ajuste de Peso: o ajuste dos pesos da rede neural é feito pelo método

das Diferenças Temporais TD(λ). Esse processo é responsável pela aquisição de

conhecimento do sistema;

5. Base de Dados: O uso de bases de dados de finais de jogos [70], [40] reduz o número

de movimentos necessários a partir da jogada inicial, para se alcançar posições com

valor teórico definido (vitória, derrota ou empate). O VisionDraughts tem acesso

às bases de dados disponibilizadas em [69] e à biblioteca com funções de acesso

disponibilizada em [23].

Quase todos os programas para jogos de tabuleiro possuem a mesma arquitetura básica

[54]. Suas diferentes partes precisam gerar os próximos movimentos legais, avaliá-los e

retornar o melhor movimento a ser executado pelo agente jogador.

Observe que, para o problema de treinar uma rede neural com a finalidade de jogar

Damas utilizando o método TD(λ) e mapeamento NET-FEATUREMAP do tabuleiro,

a escolha da melhor ação está vinculada a dois fatores fundamentais: a profundidade

de busca (que indica a capacidade que o agente jogador possui de analisar combinações

futuras de jogadas) e a função de avaliação (que avalia uma determinada posição do

tabuleiro do jogo). Como observado por Neto e Julia [50], [51], [52], a ocorrência do

problema do loop de final de jogo indica certa imprecisão da função de avaliação. Assim

sendo, o VisionDraughts utiliza bases de dados de finais de jogos para reduzir a ocorrência

do problema do loop e aprimorar a função de avaliação.

4.3 Cálculo da Predição e Escolha da Melhor Ação

O cálculo das predições é efetuado por uma rede neural artificial acíclica com 3 ca-

madas. O número de nodos na camada de entrada da rede, varia de acordo com o número

de características e bits significativos presentes no módulo de mapeamento. A camada

oculta é formada por 20 neurônios fixos e a camada de saída por um único neurônio.

A arquitetura geral da rede neural é mostrada na figura 4.3. Nessa arquitetura, cada

um dos neurônios da rede está conectado a todos os outros das camadas subsequentes

(amplamente conectada); um termo bias é utilizado para todos os neurônios da camada

oculta e outro para o neurônio da camada de saída.

Formalmente, o processo de cálculo da predição Pt referente a uma configuração do

tabuleiro do jogo de Damas em um instante temporal t, isto é, St, pode ser descrito da

seguinte forma:

1. a representação interna do tabuleiro St é mapeada na entrada da rede neural pelo

módulo de mapeamento mostrado na figura 4.2;
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Figura 4.3: Rede Neural utilizada pelo VisionDraughts

2. calcula-se o campo local induzido in
(l)
j para o neurônio j (valor de entrada para o

neurônio j ) na camada l, para 1 ≤ l ≤ 2, da seguinte forma:

inl
j =



































m(l−1)
∑

i=0

w
(l−1)
ij .a

(l−1)
i , para neurônio j na camada l=1

m(l−1)
∑

i=0

w
(l−1)
ij .a

(l−1)
i +

m(l−2)
∑

i=0

w
(l−2)
ij .a

(l−2)
i , para neurônio j na camada l=2

onde ml representa neurônios na camada l ; al
i é o sinal de saída do neurônio i na

camada l e wl
ij é o peso sináptico da conexão de um neurônio i da camada l com

o neurônio j das camadas posteriores à camada l. Para as camadas ocultas (l = 1)

e de saída (l = 2) sendo i = 0, tem-se que a
(l−1)
0 = +1 e w

(l−1)
0j é o peso do bias

aplicado ao neurônio j na camada l ;

3. obtido o campo local induzido, o sinal de saída do neurônio j, na camada l, para

1 ≤ l ≤ 2, é dado por al
j = gj(in

(l)
j ), onde gj(x) é uma função de ativação tagente

hiperbólica definida por gj(x) = 2
(1+e−2x)

− 1;

4. a predição retornada pela rede neural para o estado St é a
(2)
j = a

(2)
m2 = Pt.

Funcionalmente, predições Pt’s calculadas pela rede neural MLP podem ser vistas como

uma estimativa do quão o estado St se aproxima de uma vitória (representada pelo retorno

do valor +1 pelo ambiente), derrota (representada pelo retorno do valor -1 pelo ambiente)

ou empate (representado pelo retorno do valor 0, ou próximo de 0, pelo ambiente). Assim,
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configurações de tabuleiros (ou estados do jogo) que receberem predições próximas de +1

tenderão a ser consideradas como bons estados de tabuleiro, resultantes de boas ações, que

poderão convergir para vitória (+1). Da mesma forma, tabuleiros cujas predições estão

próximas de -1 tenderão a ser considerados péssimos estados de tabuleiro, resultantes de

ações ruins, que poderão convergir para derrota (-1). O mesmo vale para configurações de

tabuleiros próximos de 0, que poderão convergir para empate (0 ou valor próximo deste).

O problema de escolher a melhor ação a ser executada pelo jogador VisionDraughts é

solucionado por meio de uma rede neural artificial, utilizando o cálculo das predições e

do algoritmo alfa-beta. O alfa-beta recebe como parâmetro de entrada o estado corrente

do tabuleiro do jogo, expande uma árvore de busca e envia suas folhas para o módulo de

mapeamento que gera a sequência binária de entrada na rede neural. O pseudo-código do

algoritmo alfa-beta será apresentado na seção 4.6.1

4.4 Reajuste de Pesos da Rede Neural MLP

O reajuste dos pesos da rede é online, isto é, o agente vai jogando contra o seu clone

(oponente) por meio do treinamento por self-play com clonagem e os pesos da rede vão

sendo ajustados pelo método TD(λ) de acordo com a escolha das melhores ações e os

estados resultantes dessas ações. Após o fim de cada partida de treino, um reforço final é

fornecido pelo ambiente informando o resultado obtido pelo agente jogador em função da

sequência de ações que executou (+1 ou -1, caso o resultado tenha sido vitória ou derrota,

respectivamente). Caso tenha ocorrido empate, o resultado será zero ou valor próximo

disso.

O agente jogador seleciona a melhor ação Mt a ser executada a partir de um estado

St com o auxílio do procedimento de busca alfa-beta e dos pesos atuais da rede neural.

O estado St+1 resulta da ação Mt sobre o estado St. A partir de então, o estado St+1 é

mapeado na entrada da rede neural e tem sua predição Pt+1 calculada (a predição é o

valor de saída no neurônio da última camada da rede neural). Os pesos da rede neural

são reajustados com base na diferença entre Pt+1 e a predição Pt, calculada anteriormente

para o estado St. Após o fim de cada partida de treino, um reforço final é fornecido

pelo ambiente informando o resultado obtido pelo agente jogador em função da sequência

de ações que executou (+1 para vitória, -1 para derrota e um valor próximo de 0 para

empate).

Formalmente, o cálculo do reajuste dos pesos é definido pela equação do método TD(λ)
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de Sutton (SUTTON, 1988):

w
(l)
ij = w

(l)
ij (t − 1) + ∆w

(l)
ij (t)

= w
(l)
ij (t − 1) + α(l).(Pt+1 − Pt).

∑t

k=1 λt−k∇wPk

= w
(l)
ij (t − 1) + α(l).(Pt+1 − Pt).elig

(l)
ij (t),

(4.1)

onde α(l) é o parâmetro da taxa de aprendizagem na camada. Caixeta e Julia [11]

utilizou uma mesma taxa de aprendizagem para todas as conexões sinápticas de uma

mesma camada l); w
(l)
ij (t) representa o peso sináptico da conexão entre a saída do neurônio

i da camada l e a entrada do neurônio j da camada (l + 1) no instante temporal t. A

correção aplicada a esse peso no instante temporal t é representada por ∆w
(l)
ij (t); o termo

elig
(l)
ij (t) é único para cada peso sináptico w

(l)
ij (t) da rede neural e representa o traço

de eligibilidade das predições calculadas pela rede para os estados resultantes de ações

executadas pelo agente desde o instante temporal 1 do jogo até o instante temporal t ;

∇wPk representa a derivada parcial de Pk em relação aos pesos da rede no instante k.

Cada predição Pk é uma função dependente do vetor de entrada
−−−→
X(k) e do vetor de pesos

−−−→
W (k) da rede neural no instante temporal k. O termo λt−k, para 0 ≤ λ ≤ 1, tem o papel

de dar uma "pesagem exponencial"para a taxa de variação das predições calculadas a k

passos anteriores de t. Quanto maior for λ, maior o impacto dos reajustes anteriores ao

instante temporal t sobre a atualização dos pesos w
(l)
ij (t).

Neto e Julia [50], [51], [52] descrevem o processo de reajuste de pesos por Diferenças

Temporais TD(λ) nas seguintes etapas:

1. o vetor
−−−→
W (k) de pesos é gerado aleatóriamente;

2. as eligibilidades associadas aos pesos da rede são inicialmente nulas;

3. dadas duas predições sucessivas Pt e Pt+1, referentes a dois estados consecutivos St

e St+1, calculadas em consequência de ações executadas pelo agente durante o jogo,

define-se o sinal de erro pela equação:

e(t) = (γP t+1 − P t),

onde o parâmetro γ é uma constante de compensação da predição Pt+1 em relação

a predição Pt;

4. cada eligibilidade elig
(l)
ij (t) está vinculada a um peso sináptico w

(l)
ij (t) correspondente.

Assim, as eligibilidades vinculadas aos pesos da camada l, para 0 ≤ l ≤ 1, no instante

temporal t elig
(l)
ij (t) são calculadas observando as equações dispostas a seguir:
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• para os pesos associados às ligações diretas entre as camadas de entrada (l =

0) e saída (l = 2):

elig
(l)
ij (t) = λ.elig

(l)
ij (t − 1) + g′(Pt).a

(l)
i ,

onde λ tem o papel de dar uma "pesagem exponencial"para a taxa de variação

das predições calculadas a k passos anteriores de t ;a(l)
i o sinal de saída do

neurônio i na camada l ;g′(x) = (1 − x2) representa a derivada da função de

ativação (tangente hiperbólica) [43].

• para os pesos associados às ligações entre as camadas de entrada (l = 0) e

oculta (l = 1):

elig
(l)
ij (t) = λ.elig

(l)
ij (t − 1) + g′(Pt).w

(l)
ij (t).g′(a

(l+1)
j ).a

(l)
i ,

onde a
(l+1)
j é o sinal de saída do neurônio j na camada oculta (l + 1);

• para os pesos associados as ligações entre as camadas oculta (l = 1) e de saída

(l = 2):

elig
(l)
ij (t) = λ.elig

(l)
ij (t − 1) + g′(Pt).a

(l)
i ;

5. calculados as eligibilidades, a correção dos pesos w
(l)
ij (t) da camada l, para 0 ≤ l ≤ 1,

é efetuada através da seguinte equação:

∆w
(l)
ij (t) = α(l).e(t).elig

(l)
ij (t), (4.2)

onde o parâmetro de aprendizagem α(l) é definido por Caixeta [11] como:

α(l) =



















1

n
, para l=0

1

20
, para l=1

6. existe um problema típico associado ao uso de redes neurais no qual a convergência

não é garantida para o melhor valor [50]. Caixeta [11], assim como Lynch [42], [43]

utilizou o termo momento µ para tentar solucionar esse tipo de problema. Para isso,

ele empregou uma checagem de direção na equação 4.1 ou seja, o termo momento µ

é aplicado somente quando a correção do peso atual ∆w
(l)
ij (t) e a correção anterior

∆w
(l)
ij (t−1) estiverem na mesma direção. Portanto, a equação final TD(λ) utilizada

para calcular o reajuste dos pesos da rede neural na camada l, para0 ≤ l ≺ 1, é

definida por:

w
(l)
ij (t) = w

(l)
ij (t − 1) + ∆w

(l)
ij (t); (4.3)

onde ∆w
(l)
ij (t) é obtido nas seguintes etapas:
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• calcule ∆w
(l)
ij (t) pela equação 4.1;

• se (∆w
(l)
ij (t) > 0 e ∆w

(l)
ij (t− 1) > 0) ou ∆w

(l)
ij (t) < 0 e ∆w

(l)
ij (t− 1) < 0), então

faça:

∆w
(l)
ij (t) = ∆w

(l)
ij (t) + µ∆w

(l)
ij (t − 1);

4.5 Estratégia de Treino por Self-Play com Clonagem

A ideia do treinamento por self-play com clonagem é treinar um jogador por vários

jogos contra ele mesmo, ou seja, uma cópia de si próprio. À medida que o jogador melhora

seu nível de desempenho de forma a conseguir bater sua cópia, uma nova clonagem é

realizada e o jogador passa a treinar contra esse novo clone. O processo se repete por um

determinado número de jogos de treinamento.

Na prática, o treinamento do agente jogador VisionDraughts segue os passos:

1. primeiro, os pesos da rede neural MLP do jogador opp1 (nome atribuído a rede

original) são gerados aleatoriamente;

2. antes de iniciar qualquer treinamento, a rede opp1 é clonada para gerar a rede clone

opp1-clone;

3. inicia-se então o treinamento da rede opp1 que joga contra a rede opp1-clone (opo-

nente). As redes começam uma sequência de n jogos de treinamento. Somente os

pesos da rede opp1 são ajustados durante os n jogos;

4. ao final dos n jogos de treinamento, um torneio de dois jogos é realizado para verificar

qual das redes é a melhor. Caso o nível de desempenho da rede opp1 supere o nível

da rede opp1-clone, é realizada a cópia dos pesos da rede opp1 para a rede opp1-

clone. Caso contrário, não se copiam os pesos e a rede original opp1 permanece

inalterada para a próxima sessão de treinamento;

5. vá para etapa 3 e execute uma nova sessão de n jogos de treinamento entre a rede

opp1 e o seu último clone opp1-clone. Repita o processo até que um número máximo

de jogos de treinamento (parâmetro do jogo) seja alcançado.

Observe que essa estratégia de treinamento utilizada no VisionDraughts é eficiente,

uma vez que o agente jogador opp1 deve sempre procurar melhorar o seu nível de de-

sempenho a cada sessão de n jogos de treinamento, de forma a poder bater seu clone

opp1-clone em um torneio de dois jogos. No primeiro jogo do torneio, a rede opp1 joga

com as peças pretas do tabuleiro de Damas e a rede opp1-clone joga com as peças verme-

lhas. Já no segundo jogo, as posições de ambas as redes sobre o tabuleiro de Damas são

invertidas. O objetivo dessa troca de posições dos jogadores sobre o tabuleiro é permitir

uma melhor avaliação do desempenho das redes opp1 e opp1-clone, ao jogarem entre si
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em ambos os lados do tabuleiro, uma vez que as características referem-se a restrições

sobre peças pretas e/ou vermelhas.

4.6 Eficiente Método de Busca do VisionDraughts

Quando se fala que o VisionDraughts [11] é uma otimização do NeuroDraughts [42],

na verdade, quer-se dizer que o VisionDraughts expande o NeuroDraughts por incluir dois

módulos na arquitetura dele. Esse módulos, como citado anteriormente, são: um eficiente

algoritmo de busca baseado em poda alfa-beta, tabela de transposição e aprofundamento

iterativo e uma base com informações perfeitas sobre final de jogo.

A qualidade de um programa jogador depende muito do número de jogadas que ele

pode olhar adiante (look-ahead), o que é aumentado com o uso do módulo de busca efi-

ciente [11]. O jogador automático tem maior capacidade de analisar jogadas futuras(estados

do tabuleiro mais distantes do estado corrente) e, consequentemente, realizar melhores jo-

gadas.

Como confirmação do ganho obtido pelo aperfeiçoamento do módulo de busca, tem-

se que: com a introdução do algoritmo alfa-beta, o VisionDraughts treinou um jogador

automático de Damas em apenas 5,83% do tempo gasto pelo NeuroDraughts ; além disso,

usando o alfa-beta combinado com tabelas de transposição e aprofundamento iterativo,

esse tempo caiu para 2.27% do tempo total gasto pelo NeuroDraughts.

Para verificar o impacto do módulo eficiente de busca no desempenho do Vision-

Draughts, dois torneios com 14 jogos foram executados entre o VisionDraughts e os jo-

gadores automáticos de Damas NeuroDraughts [42] e LS-Draughts [50]. Os resultados dos

torneios comprovaram, além da otimização do tempo de busca obtida pelo alfa-beta, a

eficiência do aumento do look-ahead :

• VisionDraughts x NeuroDraughts : 5 vitórias para o VisionDraughts, 8 empates e 1

derrota;

• VisionDraughts x LS-Draughts : 4 vitórias para o VisionDraughts, 8 empates e 2

derrotas.

Na sequência serão apresentados os "módulos"que compõem o eficiente módulo de

busca do jogador. A sequência da apresentação foi organizada de modo a facilitar o

entendimento do leitor, visto que a mesma ordem apresentada a seguir, foi seguida no

momento da implementação do método. A ordem de apresentação será: i)O algoritmo

Alfa-Beta; ii) A Tabela de Transposição; iii) Integração entre o Algoritmo Alfa-Beta e a

Tabela de Transposição, iv) O Aprofundamento Iterativo; v) e finalmente O Algoritmo

Alfa-Beta com a Tabela de Transposição e o Aprofundamento Iterativo ( peças funda-

mentais para o entendimento do módulo de busca eficiente).
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4.6.1 O algoritmo Alfa-Beta

O jogo de Damas pode ser pensado como uma árvore de possíveis estados futuros do

tabuleiro do jogo, ou seja, uma árvore representando uma evolução dos próximos movimen-

tos disponíveis de acordo com as regras do jogo. Geralmente a raiz da árvore tem vários

filhos representando todas as possíveis jogadas permitidas a partir do estado corrente(raiz

da árvore). A profundidade máxima de busca nessa árvore é determinada baseando-se

na quantidade de recursos computacionais disponíveis. Os estados do tabuleiro presentes

na camada mais profunda da árvore de busca denominam-se folhas da árvore (para sim-

plificar a representação da árvore de busca, cada estado do tabuleiro é representado, de

agora em diante, por um círculo chamado nó da árvore de busca).

O VisionDraughts utiliza o algoritmo alfa-beta para escolher, na árvore de busca, a

melhor ação a ser executada de acordo com o estado corrente do tabuleiro do jogo. O

algoritmo alfa-beta pode ser resumido como um procedimento recursivo que escolhe a

melhor jogada a ser executada fazendo uma busca em profundidade, da esquerda para a

direita, na árvore do jogo [72], [8]. A versão mais conhecida do algoritmo alfa-beta é a

versão hard-soft, apresentada nesta seção.

Com o objetivo de simplificar o entendimento do algoritmo alfa-beta, apresenta-se, a

seguir, o pseudo-código do algoritmo minimax juntamente com a explicação de como ele

funciona. Em seguida, será adicionado o mecanismo de poda alfa-beta no contexto do

procedimento minimax. Na verdade, o que acontece, de fato, é a introdução de uma poda

alfa-beta(limites que guiam as podas) no minimax; por isso o entendimento do minimax

faz-se necessário.

Pseudo-código do algoritmo minimax

1: minimax(node:n, int:depth, move:bestmove)

2: if leaf(n) or depth=0 then

3: return evaluate(n)

4: end if

5: if n is a max node then

6: besteval := - infinity

7: for each child of n: do

8: v := minimax (child,d-1,bestmove)

9: if v > besteval then

10: besteval:= v

11: thebest = bestmove

12: end if

13: end for

14: bestmove = thebest

15: return besteval



4.6. Eficiente Método de Busca do VisionDraughts 79

16: end if

17: if n is a min node then

18: besteval := + infinity

19: for each child of n: do

20: v := minimax (child,d-1,bestmove)

21: if v < besteval then

22: besteval:= v

23: thebest = bestmove

24: end if

25: end for

26: bestmove = thebest

27: return besteval

28: end if

• linha 1: o algoritmo recebe como parâmetro de entrada um estado do tabuleiro do

jogo de Damas n, uma profundidade de busca d e um parâmetro de saída bestmove

que armazena a melhor jogada a ser executada a partir do estado do tabuleiro n.

Ele retorna a predição associada ao estado n na forma de um número real, a qual é

a avaliação do estado n do ponto de vista do agente jogador;

• linhas de 2 a 4: o algoritmo minimax é recursivo e escolhe a melhor jogada a

ser executada fazendo uma busca em profundidade, da esquerda para a direita, na

árvore do jogo. Por se tratar de um procedimento recursivo, exige-se uma condição

de parada. Tal condição de parada do algoritmo verifica se o estado do tabuleiro

n é uma folha da árvore, ou seja, se n não possui filhos. Nos dois casos, a função

evaluate(n) é retornada indicando a predição dada pela rede neural para o estado

do tabuleiro n;

• linha 5: o estado do tabuleiro presente na raiz da árvore do jogo montada pelo

algoritmo é um nó maximizador e a predição associada a um nó maximizador será

igual à maior predição de seus filhos. Os filhos do estado do tabuleiro presente

na raiz da árvore do jogo são nós minimizadores e a predição associada a um nó

minimizador será igual à menor predição de seus filhos. Assim, os níveis da árvore

do jogo alternam entre nós maximizadores e minimizadores e o pedaço de código

delimitado por esta linha é executado para os nós maximizadores;

• linha 6: besteval representa a melhor avaliação encontrada para o nó n até o

presente momento. Como n representa um nó maximizador, inicialmente, o valor

de besteval é configurado como o maior valor negativo possível, por exemplo, -

infinity. Note que besteval recebe - infinity e será incrementado até o máximo valor

das predições associadas aos filhos de n;



80Capítulo 4. VisionDraughts - Um Sistema de Aprendizado de Damas com Eficiente Método de Busca

• linha 7: para cada um dos filhos de n, realiza-se os procedimentos das linhas 8 a

12;

• linha 8: Para cada um dos filhos child, do estado do tabuleiro n, o algoritmo

minimax é chamado, recursivamente, com profundidade d - 1. O valor da predição

associada ao filho child de n é armazenado na variável v ;

• linhas de 9 a 12: caso a predição armazenada na variável v seja maior que besteval

(melhor avaliação encontrada até o momento para n), o algoritmo atualiza o valor

de besteval com v e o valor de thebest (melhor movimento encontrado até o momento

para n) com bestmove;

• linha 14: assim que o algoritmo sair do laço da linha 7, thebest conterá o melhor

movimento a ser executado a partir do estado n. Então, bestmove é atualizado com

o valor de thebest ;

• linha 15: Assim que o algoritmo sair do laço da linha 7, besteval conterá a maior

predição de todos os filhos do estado do tabuleiro n (n é maximizador). Então,

besteval será retornado como valor da predição associada ao estado do tabuleiro n;

• linha 17: o pseudo-código delimitado por esta linha é similar ao delimitado pela

linha 5, porém, tratam-se, agora, de nós minimizadores.

• linha 18: besteval representa a melhor avaliação encontrada para o nó n até o

momento. Como n representa um nó minimizador, inicialmente, o valor de besteval

é configurado como o maior valor positivo possível, por exemplo, + infinity. Note

que besteval recebe + infinity e será decrementado até o mínimo valor das predições

associadas aos filhos de n;

• linha 19: para cada um dos filhos de n, realizam-se os procedimentos das linhas 20

a 24;

• linha 20: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo

é chamado, recursivamente, com a profundidade de busca decrementada de uma

unidade. O valor da predição associada ao filho child de n é armazenada na variável

v.

• linhas de 21 a 24: caso a predição armazenada na variável v seja menor que

besteval (melhor avaliação encontrada até o momento para n), o algoritmo atualiza

o valor de besteval com v e o valor de thebest (melhor movimento encontrado até o

momento para n) com bestmove;

• linha 26: assim que o algoritmo sair do laço da linha 19, thebest conterá o melhor

movimento a ser executado a partir do estado n. Então, bestmove é atualizado com

o valor de thebest ;
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• linha 27: assim que o algoritmo sair do laço da linha 19, besteval conterá a menor

predição de todos os filhos do estado do tabuleiro n (n é minimizador). Então,

besteval será propagado, ou seja, retornado como valor da predição associada ao

estado do tabuleiro n.

Como citado anteriormente, o algoritmo minimax examina mais estados do tabuleiro

que o necessário e, nesse sentido, o mecanismo de poda alfa-beta elimina seções da árvore

de busca que, definitivamente, não podem conter a melhor ação a ser executada pelo

agente jogador. Abaixo, é apresentado o pseudo-código do algoritmo alfa-beta seguido de

uma explicação dos pontos em que ele difere do minimax.

Pseudo-código do algoritmo alfa-beta hard-soft

1: alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)

2: if leaf(n) or depth=0 then

3: return evaluate(n)

4: end if

5: if n is a max node then

6: besteval := min

7: for each child of n: do

8: v := alphaBeta(child,d-1,besteval,max,bestmove)

9: if v > besteval then

10: besteval:= v

11: thebest = bestmove

12: end if

13: end for

14: if besteval >= max then

15: return max

16: end if

17: bestmove = thebest

18: return besteval

19: end if

20: if n is a min node then

21: besteval := max

22: for each child of n: do

23: v := alphaBeta(child,d-1,min,besteval,bestmove)

24: if v < besteval then

25: besteval:= v

26: thebest = bestmove

27: end if

28: end for
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29: if besteval <= min then

30: return min

31: end if

32: bestmove = thebest

33: return besteval

34: end if

• linha 1: enquanto o algoritmo minimax recebe um estado do tabuleiro do jogo de

Damas n, uma profundidade de busca d e um parâmetro de saída para armazenar a

melhor ação a ser executada, bestmove a partir de n, o algoritmo alfa-beta recebe,

ainda, um intervalo de busca delimitado pelos parâmetros min (representando o

limite inferior do intervalo de busca, sendo também conhecido como alfa) e max

(representando o limite superior do intervalo de busca, sendo também conhecido

como beta). A predição de retorno do algoritmo alfa-beta para o estado do tabuleiro

presente na raiz da árvore de busca é exatamente igual à predição retornada pelo

algoritmo minimax;

• linha 8: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo alfa-

beta é chamado, recursivamente, com profundidade d - 1. O valor da predição

associada ao filho child de n é armazenado na variável v. Note, porém, que um

novo intervalo de busca será utilizado para a chamada recursiva: em vez de utilizar

o intervalo [min; max ], será utilizado o intervalo [besteval; max ]. Tal fato significa

que, no nível de maximização, sempre que ocorrer atualização de um dos limites do

intervalo de busca, ela será um incremento no limite inferior. Isso acontece sempre

que a predição v calculada para child superar o valor de besteval na linha 9;

• linhas de 14 a 16: se acontecer de a predição armazenada na variável besteval

ultrapassar o limite superior do intervalo de busca (besteval ≥ max), o algoritmo re-

tornará, imediatamente, o limite superior do intervalo de busca (max ) como predição

associada ao estado do tabuleiro n. Tal fato expressa a ideia de que o intervalo de

busca deve ser respeitado, ou seja, a predição associada ao estado do tabuleiro n

deve estar contida dentro do intervalo de busca passado como parâmetro;

• linha 23: para cada um dos filhos child, do estado do tabuleiro n, o algoritmo

minimax é chamado, recursivamente, com profundidade d - 1. O valor da predição

associada ao filho child de n é armazenado na variável v. Note, porém, que um

novo intervalo de busca será utilizado para a chamada recursiva: em vez de utilizar

o intervalo [min; max ], será utilizado o intervalo [min; besteval ]. Tal fato significa

que, no nível de minimização, sempre que ocorrer atualização de um dos limites do

intervalo de busca, ela será um decremento no limite superior. Isso acontece sempre

que a predição v calculada para child for inferior ao valor de besteval na linha 24;
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Figura 4.4: A esquerda: árvore de busca expandida pelo minimax. A direita: árvore
expandida pelo Alfa-Beta.

• linhas de 29 a 31: se acontecer de a predição armazenada na variável besteval

tornar-se menor que o limite inferior do intervalo de busca (besteval ≤ min), o

algoritmo retornará, imediatamente, o limite inferior do intervalo de busca (min)

como predição associada ao estado do tabuleiro n. Tal fato expressa a ideia de que

o intervalo de busca deve ser respeitado, ou seja, a predição associada ao estado do

tabuleiro n deve estar contida dentro do intervalo de busca passado como parâmetro.

Para melhor esclarecer como funciona a poda alfa-beta durante um processo de busca

pela melhor ação ( no caso de Damas, melhor movimento), observe na figura 4.4 :

Considerando o exemplo de árvore do jogo de Damas mostrado na figura 4.4, o algo-

ritmo minimax executaria a seguinte sequência de busca pelos nós da árvore , S1, S11,

S12, S13, S2, S21, S3, S31, S32 e por último S33. Como é possível perceber, o algoritmo

percorre todos os nós da árvore e, só ao final, retorna o melhor movimento, no caso S1.

Já se tratando do algoritmo alfa-beta, a sequência de busca seria a seguinte S1, S11, S12,

S13, S2, S21, S3, S31 e, nesse momento, a busca seria interrompida (porque o valor mínimo

encontrado na árvore 0.2 já é menor que o valor mínimo permitido pelo intervalo de busca

que é 0.3) e o melhor movimento seria retornado, assim como no minimax,a melhor ação

seria se mover para S1.

Portanto, com base no exemplo mostrado na figura 4.4 e no pseudo-código do algoritmo

alfa-beta, é possível abstrair a seguinte ideia para o mecanismo de poda: a avaliação dos

filhos de um nó de minimização pode ser interrompida tão logo a predição calculada para

um de seus filhos seja menor que o parâmetro alfa (poda alfa). Similarmente, a avaliação

dos filhos de um nó de maximização pode ser interrompida tão logo a predição calculada

para um de seus filhos seja maior que o parâmetro beta (poda beta).

Como citado anteriormente, o primeiro avanço do VisionDraughts em relação ao seu

predecessor, NeuroDraughts, foi conseguido com o algoritmo alfa-beta, o qual diminuiu

o tempo de execução do VisionDraughts para um valor inferior á 10% do tempo exigido

pelo algoritmo minimax do NeuroDraughts.
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Figura 4.5: Exemplo de transposição em c e f : o mesmo estado do tabuleiro é alcançado
por combinações diferentes de jogadas com peças simples.

A fim de proporcionar ainda mais eficiência ao mecanismo de busca, o VisionDraughts

utiliza o algoritmo alfa-beta em conjunto com tabela de transposição. A subseção seguinte

introduz o conceito de transposição e descreve o funcionamento de uma tabela de trans-

posição.

4.6.2 A Tabela de Transposição

O algoritmo alfa-beta apresentado na seção anterior não mantém um histórico dos

estados da árvore de jogo já procurados anteriormente. Assim, se um estado do tabuleiro

for apresentado 2 vezes para o algoritmo alfa-beta, a mesma rotina será executada 2 vezes

a fim de encontrar a predição associada ao estado. Para evitar que o algoritmo alfa-

beta seja executado duas vezes para encontrar uma mesma predição associada ao estado,

pode-se associá-lo com uma tabela de transposição [10], [9].

Sabe-se que em um jogo de Damas, pode-se chegar a um mesmo estado do tabuleiro

2 vezes (ou mais); quando isso ocorre, diz-se que houve uma transposição [47]. Essas

transposições acontecem, em um jogo de Damas, de duas formas básicas:

• diferentes combinações de jogadas com peças simples: as peças simples não se movem

para trás, apesar disso, elas podem desencadear uma transposição, como mostrado

na figura 4.5. Nesse caso, os estados do tabuleiro mostrados em a e d são idênticos,

assim como os estados mostrados em c e f. Assumindo a como estado inicial, é

possível alcançar c passando por b. Assumindo d como estado inicial, é possível

alcançar f passando por e. Então, os únicos estados diferentes são b e e. No caso da

sequência de movimentos a, b e c, o jogador preto move-se primeiro para a direita

e, em seguida, para a esquerda, enquanto na sequência de movimentos d, e e f, o

jogador preto move-se primeiro para a esquerda e, em seguida, para a direita;
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Figura 4.6: Exemplo de transposição em a e c: o mesmo estado do tabuleiro é alcançado
por combinações diferentes de jogadas com reis.

• diferentes combinações de jogadas com reis: os reis se movem em qualquer direção,

gerando transposições facilmente, conforme mostrado na figura 4.6. Partindo do

estado a, avançando o rei, é possível alcançar o estado b e, em seguida, recuando o

rei, é possível alcançar o estado c, idêntico ao a.

Para entender melhor como o VisionDraughts utiliza a tabela de transposição, as

subseções, a seguir, abordarão em detalhes como isso é feito. Como a compreensão da

técnica de Zobrist é fundamental para a construção da tabela de transposição, inicial-

mente, apresenta-se a técnica de Zobrist [88]. Na sequência, são apresentados a estrutura

da tabela de transposição, e como tratar possíveis colisões de estados do tabuleiro dentro

da tabela.

Técnica de Zobrist - Criação de Chaves Hash para Indexação dos Estados do

Tabuleiro do Jogo

A tabela de transposição utilizada pelo VisionDraughts foi implementada como uma

tabela hash. Uma tabela hash é uma estrutura de dados que associa chaves a valores

[60]. Cada chave representa um estado do tabuleiro do jogo de Damas e é associada à

informações relevantes obtidas, a partir do algoritmo alfa-beta, para aquele estado. A

representação de um determinado estado do tabuleiro do jogo, na forma de uma chave

hash, é feita utilizando a técnica descrita por Zobrist [88].

O método descrito por Zobrist utiliza o operador XOR (ou exclusivo), simbolizado

matematicamente por ⊗. Logicamente, o XOR é um tipo de disjunção lógica entre dois

operandos que resulta em "verdadeiro"se, e somente se, exatamente, um dos operandos

tiver o valor "verdadeiro". Computacionalmente, o operador XOR pode ser aplicado

sobre dois operandos numéricos [11]. Por exemplo:

1. operandos numéricos na base binária: o XOR aplicado sobre dois bits quaisquer

resulta em "1"se, e somente se, exatamente, um dos operandos tiver o valor "1".

Assim, considere Seq1 = b1, b2, ..., bn uma sequência binária de n bits. Além disso,

considere Seq2 = r1, r2, ..., rn outra sequência binária, também, de n bits. Para
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calcular Seq3 = Seq1⊗Seq2, basta aplicar o operador XOR sobre os bits das posições

correspondentes de Seq1 e Seq2, isto é, basta fazer Seq3 = b1⊗r1, b2⊗r2, ..., bn⊗rn;

2. operandos numéricos na base decimal: a operação XOR sobre dois inteiros deci-

mais segue o mesmo procedimento mostrado para operandos numéricos na base

binária, exceto, os dois argumentos inteiros decimais que devem ser, antes de tudo,

convertidos para a base binária. A conversão de inteiros decimais para binários é

transparente em C++ 1. Isso significa que dois operandos inteiros decimais podem

ser passados como argumentos para o operador XOR (a conversão é feita implicita-

mente).

Assuma as seguintes propriedades, descritas em [88], para o operador XOR aplicado

sobre sequências aleatórias (r) de inteiros decimais de n bits:

1. ri ⊗ (rj ⊗ rk) = (ri ⊗ rj) ⊗ rk;

2. ri ⊗ rj = rj ⊗ ri;

3. ri ⊗ ri = 0;

4. se si = r1 ⊗ r2 ⊗ ... ⊗ ri então si é uma sequência aleatória de n bits;

5. si é uniformemente distribuída (uma variável é dita uniformemente distribuída

quando assume qualquer um dos seus valores possíveis com a mesma probabilidade).

Suponha que exista um conjunto finito S qualquer e que se deseje criar chaves hash

para os subconjuntos de S. Um método simples seria associar inteiros aleatórios de n bits

aos elementos de S e, a partir daí, definir a chave hash de um subconjunto S0 de S como

sendo o resultado da operação ⊗ sobre os inteiros associados aos elementos de S0. Pelas

propriedades 1 e 2, a chave hash é única e, pelas propriedades 4 e 5, a chave hash é

aleatória e uniformemente distribuída. Se qualquer elemento for adicionado ou retirado

do subconjunto S0, a chave hash mudará pelo inteiro que corresponde àquele elemento.

No caso do VisionDraughts, existem 2 tipos distintos de peças (peça simples e rei), 2

cores distintas de peças (peça preta e peça branca) e 32 casas no tabuleiro do jogo. Então,

existem, no máximo, 128 possibilidades distintas (2x2x32) de colocar alguma peça em

alguma casa do tabuleiro. Assim, criou-se um vetor de 128 elementos inteiros aleatórios,

mostrado na figura 4.7, para representar os estados possíveis do tabuleiro (cada elemento

representa uma possibilidade de se ocupar uma das 32 casas do tabuleiro com alguma das

4 peças inerentes ao jogo). A chave hash, para representar cada estado do tabuleiro, é

o resultado da operação XOR realizada entre todos os elementos do vetor associados às

casas não vazias do tabuleiro. Na figura, pode-se visualizar que são criadas 4 chaves para

cada posição do tabuleiro, o que cobre a necessidade de variações de chaves em um jogo

de Damas.
1linguagem usada na implementação do jogador
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Figura 4.7: Vetor de 128 elementos inteiros aleatórios utilizados pelo VisionDraughts

A técnica de Zobrist é, provavelmente, o método disponível mais rápido para calcular

uma chave hash associada a um estado do tabuleiro do jogo de Damas [88]. Os funda-

mentos dessa informação é a velocidade com que se executa a operação XOR por uma

CPU. Para entender como ocorre a atualização incremental das chaves hash, associadas

aos estados do tabuleiro, considere as movimentações possíveis no jogo de Damas:

1. movimento simples: um movimento simples pode ser tratado como a remoção de

uma peça simples da casa de origem do movimento e sua inserção na casa de destino

do movimento;

2. promoção: uma promoção acontece quando uma peça simples se torna rei. Pode ser

tratada como sendo a remoção de um tipo peça e a inserção de outro tipo de peça

na mesma casa do tabuleiro;

3. captura: uma captura pode ser tratada como sendo a remoção da peça capturada,

a remoção da peça capturadora da casa de origem do movimento e a inserção da

peça capturadora na casa de destino do movimento.

Considere o exemplo de movimento simples da figura 4.8 e o vetor de números aleatórios



88Capítulo 4. VisionDraughts - Um Sistema de Aprendizado de Damas com Eficiente Método de Busca

Figura 4.8: Exemplo de movimento simples.

utilizados pelo VisionDraughts, mostrado na figura 4.7:

1. para conseguir o número aleatório associado à peça preta simples, localizada na casa

21 do tabuleiro S0, basta fazer uma consulta ao vetor V e encontrar o valor I21 =

1171196056361380757;

2. para conseguir o número aleatório associado à peça preta simples, localizada na casa

22 do tabuleiro S0, basta fazer uma consulta ao vetor V e encontrar o valor I22 =

9204715365712158256;

3. para conseguir o número aleatório associado à peça branca simples, localizada na

casa 31 do tabuleiro S0, basta fazer uma consulta ao vetor V e encontrar o valor

I31 = 6271745259985944523;

4. para conseguir a chave hash C0, associada ao estado do tabuleiro S0, basta considerar

C0 = I21 ⊗ I22 ⊗ I31. Logo, C0 = 1171196056361380757 ⊗ 9204715365712158256 ⊗

6271745259985944523 , ou seja, C0 = 4104165011015584366;

5. para conseguir a chave hash C1, associada ao estado do tabuleiro S1, não é necessário

repetir os passos anteriores; basta atualizar, incrementalmente, o valor da chave C0

conforme passos 6 e 7;

6. C1 = C0⊗I21. Indica a remoção da peça preta simples da casa 21 do estado S0 (veja a

propriedade número 3). Logo, C1 = 4104165011015584366⊗ 1171196056361380757,

ou seja, C1 = 2932970144385327611;

7. C1 = C1 ⊗ I25. Isso indica a inserção da peça preta simples na casa 25 do tabuleiro,

gerando o estado S1 (veja a propriedade número 1). Logo, C1 = 2932970144385327611⊗

8978665553187022367, ou seja, C1 = 8988798927364941823.

Estrutura ENTRY - Dados Armazenados para um Determinado Estado do

Tabuleiro do Jogo

A tabela de transposição utilizada pelo VisionDraughts, implementada como uma

tabela hash a fim de que se consiga máxima velocidade de manipulação, mantém um

registro de estados analisados do tabuleiro do jogo com respectivos valores obtidos para
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os estados pelo algoritmo alfa-beta. A partir de então, sempre que um estado do tabuleiro

for apresentado como entrada do procedimento alfa-beta, primeiro o algoritmo verificará

se esse estado se encontra na tabela de transposição e, caso afirmativo, utilizará os valores

armazenados em memória, o que abreviará todo o procedimento de busca.

O VisionDraughts utiliza uma estrutura chamada ENTRY para armazenar os dados

de entrada para a tabela de transposição. Veja:

struct ENTRY{

int64 hashvalue;

int scorevalue;

MOVE bestmove;

int depth;

int scoretype;

int checksum;

}

Onde: o campo hashvalue armazena a chave hash mostrada na seção acima; o campo

bestvalue armazena o valor da predição retornada pelo algoritmo alfa-beta; o campo best-

move armazena a melhor jogada que é, também, retornada pelo algoritmo alfa-beta; o

campo depth armazena a profundidade de busca utilizada pelo algoritmo alfa-beta; O

campo scoretype armazena um flag que indica o real significado da predição contida em

bestvalue. Esse flag pode assumir três valores diferentes, hashAtMost (quando acontece

uma poda alfa), hashAtLeast (quando acontece uma poda beta) e hashExact quando

não acontece nenhuma poda e o valor de bestvalue é exato. O campo checksum ar-

mazena outra chave hash, gerada de forma idêntica à chave hashvalue, porém, partindo

de números aleatórios diferentes. A chave checksum utiliza números inteiros de 32 bits

enquanto hashvalue utiliza inteiros de 64 bits.

A estrutura ENTRY é a unidade básica de entrada para a tabela de transposição

utilizada pelo VisionDraughts. A tabela de transposição é uma estrutura do tipo TTABLE

que contém dois vetores (e1 e e2, ambos com elementos do tipo ENTRY ), um método

para armazenar novas entradas e um método para ler as entradas já existentes na tabela

de transposição. Um exemplo de como é armazenada uma estrutura ENTRY na tabela

pode ser visto logo abaixo:

struct ENTRY{

int64 hashvalue = hv;

int bestvalue = 0.3;

MOVE bestmove = S1;

int depth = 2;

int scoretype = hashExact;

int checksum = ck;
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}

A próxima seção se dedica a explicar os possíveis problemas de colisão de registros

na tabela de transposição e utiliza esta segunda chave hash, checksum, para o mesmo

estado do tabuleiro, como um dos instrumentos para detecção e tratamento de colisões. A

estrutura TTABLE será detalhada na seção 4.6.2, porém, é necessário entender, primeiro,

o mecanismo de tratamento de colisões utilizado pelo VisionDraughts.

Colisões - Conflitos de Endereços para Estados do Tabuleiro do Jogo

A tabela de transposição do VisionDraughts trata dois tipos de erros identificados por

Zobrist [88]. O primeiro tipo de erro, chamado erro tipo 1, ocorre quando dois estados

distintos do tabuleiro do jogo de Damas são mapeados na mesma chave hash. O erro tipo

1 ocorre quando dois estados distintos do tabuleiro são mapeados na mesma chave hash.

Caso o erro não seja detectado, pode acontecer de predições incorretas serem retornadas

pela rotina de busca alfa-beta com tabela de transposição.

Para controlar os erros tipo 1, são usadas as duas chaves hash da estrutura ENTRY

: hashvalue e checksum. Cada uma das chaves é gerada utilizando números aleatórios

independentes. Se dois estados diferentes do tabuleiro produzirem a mesma chave hash,

hashvalue, é improvável que produzam, também, o mesmo valor para checksum. A segunda

chave hash não precisa ser, necessariamente, do mesmo tamanho da primeira. Porém,

quanto maior o número de bits presentes nas chaves hash, menor a probabilidade de

ocorrência dos erros tipo 1. A primeira chave hash, hashvalue, contém 64 bits e a segunda,

checksum, possui 32 bits.

O erro tipo 2 ocorre em decorrência dos recursos finitos de memória existentes, quando

dois estados distintos do tabuleiro, apesar de serem mapeados em chaves hash diferentes,

são direcionados para o mesmo endereço na tabela de transposição.Em seguida é apre-

sentada a estratégia utilizada pelo VisionDraughts para resolver o dilema dos erros tipo

2.

O VisionDraughts utiliza dois esquemas de substituição quando acontece uma colisão

do tipo 2, um chamado Deep e outro chamado New. Esses esquemas foram escolhidos

entre os sete estudados por Breuker em [10], [9]. A escolha desses dois esquemas foi feita

baseada no jogador Chinook [71], [67]. O Chinook utiliza uma tabela de transposição

de dois níveis em que cada entrada da tabela pode conter informações relativas a até 2

estados do tabuleiro (um estado em cada nível). Experimentos no Chinook mostram que

tal estrutura para a tabela de transposição reduz o tamanho da árvore de busca em até

10% [64].

Caso um endereço da tabela de transposição armazene informações sobre o mesmo

estado do tabuleiro S0 em seus dois níveis, isso indica que as informações sobre S0 do

primeiro nível teriam sido obtidas a partir de uma busca mais profunda que aquela a
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partir da qual foram obtidas as informações sobre S0 armazenadas no segundo nível.

Caso um endereço da tabela de transposição armazene, em seus dois níveis, informações

sobre dois estados distintos do tabuleiro, isso indica que o segundo nível foi utilizado para

resolver um problema de colisão. Em termos práticos, o primeiro nível armazena os dados

de maior precisão enquanto o segundo, age como um ’cache"temporal.

Então, a tabela TTABLE contém 2 vetores e1 e e2, do tipo ENTRY, representando

os 2 níveis da tabela de transposição, e cada esquema de substituição está associado a um

dos dois vetores de TTABLE, como mostrado abaixo:

• Deep: o esquema de substituição Deep é tradicional e baseado nas profundidades

das sub-árvores examinadas para as posições envolvidas. Em uma colisão, a posição

com a mais profunda sub-árvore é preservada na tabela. O conceito por trás desse

esquema é que uma sub-árvore mais profunda, normalmente, contém mais nós do

que uma sub-árvore mais rasa, e tal fato faz com que o algoritmo alfa-beta economize

um tempo maior quando é poupado de pesquisar uma sub-árvore mais profunda;

• New : o esquema de substituição New substitui o conteúdo de uma posição na

tabela quando uma colisão ocorre. Tal conceito é baseado na observação de que

a maioria das transposições ocorrem localmente, ou seja, dentro de pequenas sub-

árvores da árvore de busca global. O segundo vetor da tabela de transposição

TTABLE (ENTRY* e2 ) utiliza esse esquema de substituição.

Foi possível constatar que, utilizando os dois esquemas de substituição (deep e new),

os erros tipo 2 foram totalmente controlados no VisionDraughts.

Estrutura TTABLE - Manipulação de Dados na Tabela de Transposição com

Tratamento de Colisões

Conforme dito anteriormente, a tabela de transposição utilizada pelo VisionDraughts

é uma estrutura do tipo TTABLE composta por dois vetores, (e1 e e2 com elementos do

tipo ENTRY ); um método para armazenar novas entradas na tabela; um método para

ler as entradas já existentes na tabela.

Em pseudo-código a estrutura de TTABLE é a seguinte:

class TTABLE{

int tableSize;

ENTRY* e1;

ENTRY* e2;

StoreEntry (...);

GetEntry (...);

}
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O campo tableSize passa a ideia do espaço alocado na tabela de transposição para

manipulação de registros do tipo ENTRY na memória. Importante notar que TTABLE

utiliza tanta memória quanta tiver disponível e, claro, quanto mais memória, melhor o

desempenho da tabela de transposição.

Cada par de vetor e1 e e2 é formado por elementos do tipo ENTRY e disponibiliza,

em memória, os dados relevantes de até dois estados do tabuleiro do jogo de Damas.

Tais dados são obtidos durante o procedimento de busca e os detalhes de como são ar-

mazenados e recuperados são definidos, respectivamente, pelos métodos GetEntry(...) e

StoreEntry(...) apresentados a seguir.

GetEntry(n; hashvalue; checksum; pdepth); (4.4)

O método GetEntry(...) da expressão 4.4 visa recuperar informações sobre um dado

estado do tabuleiro eventualmente armazenado na tabela de transposição. Para tanto,

ele recebe 4 parâmetros de entrada associados ao estado, que são: n representa o próprio

estado; hashvalue representa a primeira chave hash associada ao estado; checksum re-

presenta a segunda chave hash associada ao estado; e pDepth especifica a profundidade

mínima de busca desejada.

A partir daí, GetEntry localiza o endereço E1 associado ao parâmetro hashvalue na

tabela de transposição e verifica se existe algum elemento do tipo ENTRY gravado no

primeiro vetor e1 de E1. Caso exista, verifica se a primeira chave hash associada ao

elemento de e1 é igual a hashvalue. Caso afirmativo, verifica se a segunda chave hash

associada ao elemento de e1 é igual a checksum. Caso seja, verifica se a profundidade

de busca associada ao elemento de e1 é maior ou igual a pDepth. Caso isso também se

confirme, o método GetEntry terá obtido sucesso em sua busca e terá encontrado, em

TTABLE, as informações desejadas para o tabuleiro n. Assim, o algoritmo alfa-beta pode

utilizar os dados armazenados em memória em vez de continuar expandido a árvore de

busca do jogo. Caso não se tenha obtido êxito com o primeiro vetor e1, o mesmo processo

é realizado, novamente, para o segundo vetor e2 de E1.

StoreEntry(newEntry); (4.5)

O método StoreEntry(newEntry), representado na expressão 4.5, representa o método

de armazenamento de informações sobre um dado estado do tabuleiro na tabela de trans-

posição. Para tanto, o método recebe um elemento newEntry do tipo ENTRY e tenta

armazená-lo em TTABLE. O método localiza o endereço E1 em TTABLE associado ao

parâmetro hashvalue de newEntry. Considerando o endereço E1, três situações podem

ocorrer:

1. E1 encontra-se vazio: como inexiste informação gravada no endereço E1, basta ar-

mazenar newEntry no primeiro vetor e1 do endereço E1;
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2. E1 possui o mesmo elemento passado como parâmetro: o endereço E1 já possui

informação e o valor da primeira chave do primeiro vetor e1 de E1 é exatamente

igual ao valor hashvalue de newEntry. Assim, caso a profundidade de busca do

elemento newEntry seja maior que a profundidade de busca do elemento e1 presente

em E1, transfere-se o elemento presente no vetor e1 para a mesma posição no vetor e2

e sobrescreve-se a informação presente em e1 com a informação de newEntry. Caso a

profundidade de busca do elemento newEntry seja menor, mantém-se a informação

presente em e1 e perdem-se as informações de newEntry ;

3. E1 possui elemento diferente: o endereço E1 já possui informação e o valor da

primeira chave do primeiro vetor e1 de E1 é diferente do valor hashvalue de newEn-

try. Nesse caso, StoreEntry resolve a colisão mantendo a informação de e1 e, inde-

pendentemente do conteúdo do segundo vetor e2, gravando o valor de newEntry em

e2 ;

Portanto, havendo uma tabela de transposição como a TTABLE, sempre que um

determinado estado do tabuleiro for apresentado ao algoritmo alfa-beta, ele verificará,

primeiro, a tabela de transposição para ver se aquele estado do tabuleiro já foi analisado.

Caso afirmativo, a informação armazenada na memória será utilizada diretamente. Caso

contrário, a árvore do jogo será expandida pela rotina de busca e uma nova entrada será

gravada na tabela de transposição.

4.6.3 Integração entre o Algoritmo Alfa-Beta e a Tabela de Trans-

posição

A primeira tentativa do VisionDraughts para integrar o algoritmo alfa-beta com uma

tabela de transposição não obteve êxito. A tentativa baseou-se no pseudo-código da seção

4.6.1 e na tabela de transposição da seção 4.6.2. A introdução da estrutura TTABLE

dentro do procedimento de busca fez surgir erros difíceis de serem rastreados, impedindo a

escolha apropriada da melhor ação a ser executada pelo agente jogador, porque a resposta

obtida, em alguns casos, não coincidia com a resposta apontada pelo minimax na mesma

situação). O problema foi solucionado com a utilização de uma variante do algoritmo

alfa-beta chamada fail-soft alfa-beta [74], [55].

A Variante Fail-Soft do Algoritmo Alfa-Beta

A variante fail-soft alfa-beta é bastante parecida com a hard-soft, bastando realizar

alterações mínimas na versão hard-soft para que se consiga a versão fail-soft. Tais altera-

ções, no entanto, provocam grandes mudanças nas predições retornadas pelo algoritmo e

permitem a integração com as tabelas de transposição.
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O Pseudo-código abaixo apresenta os pontos em que a versão fail-soft se difere da

versão hard-soft :

Pseudo-código do algoritmo alfa-beta fail-soft

1: alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)

2: if leaf(n) or depth=0 then

3: return evaluate(n)

4: end if

5: if n is a max node then

6: besteval := min

7: for each child of n: do

8: v := alphaBeta(child,d-1,besteval,max,bestmove)

9: if v > besteval then

10: besteval:= v

11: thebest = bestmove

12: end if

13: end for

14: if besteval >= max then

15: return besteval

16: end if

17: bestmove = thebest

18: return besteval

19: end if

20: if n is a min node then

21: besteval := max

22: for each child of n: do

23: v := alphaBeta(child,d-1,min,besteval,bestmove)

24: if v < besteval then

25: besteval:= v

26: thebest = bestmove

27: end if

28: end for

29: if besteval <= min then

30: return besteval

31: end if

32: bestmove = thebest

33: return besteval

34: end if

Sendo que:
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• nas linhas de 14 a 16 se acontecer de a predição armazenada na variável besteval

ultrapassar o limite superior do intervalo de busca (besteval ≥ max ), o algoritmo

retornará, imediatamente, o valor constante da variável besteval, em vez do limite

superior do intervalo de busca (max ), como predição associada ao estado do tabuleiro

n. Tal fato expressa a ideia de que a predição associada ao estado do tabuleiro n é,

no mínimo, besteval ;

• nas linhas de 29 a 31 se acontecer de a predição armazenada na variável besteval

for menor que o limite inferior do intervalo de busca (besteval ≤ min), o algoritmo

retornará, imediatamente, o valor constante da variável besteval, em vez do limite

inferior do intervalo de busca (min), como predição associada ao estado do tabuleiro

n. Tal fato expressa a ideia de que a predição associada ao estado do tabuleiro n é,

no máximo, besteval ;

Com base na explicação do algoritmo fail-soft alfa-beta, mostrada acima, pode-se

concluir que:

• na poda alfa: a avaliação dos filhos de um nó n de minimização pode ser inter-

rompida tão logo uma predição Pi, calculada para um dos filhos de n, seja menor

que o parâmetro alfa. Nesse caso, o valor Pi indica que o nó n possui predição igual

a, no máximo, Pi;

• na poda beta: a avaliação dos filhos de um nó n de maximização pode ser inter-

rompida tão logo uma predição Pi, calculada para um dos filhos de n, seja maior

que o parâmetro beta. Nesse caso, o valor Pi indica que o nó n possui predição igual

a, no mínimo, Pi.

Tanto a versão hard-soft quanto a fail-soft retornam a mesma predição para um dado

estado, ambas efetuam as mesmas podas na árvore de busca, porém a versão fail-soft

armazena o valor real da predição do estado e não o valor do limite (min ou max ) que

efetuou a poda na busca, como é feito na versão hard-soft. Portanto, durante a construção

do VisionDraughts, foi possível concluir que a versão hard-soft é incompatível com o uso

de tabelas de transposição: caso, com a evolução do jogo, um dado estado Si precise ser

avaliado novamente, pode acontecer de um valor indevido de Si ser resgatado da tabela

de transposição. A versão fail-soft garante que caso o estado Si esteja na tabela, seu valor

será real, não se tratando de um valor de delimitador de busca.

A seguir, serão analisados os métodos utilizados para ler e escrever dados na tabela

de transposição a partir do algoritmo fail-soft alfa-beta.
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Armazenar Estados do Tabuleiro na Tabela de Transposição a partir do Algo-

ritmo Fail-Soft Alfa-Beta

Como o algoritmo alfa-beta não mantém um histórico dos estados da árvore de jogo

procurados anteriormente, se um estado do tabuleiro for apresentado 2 vezes para o al-

goritmo alfa-beta, a mesma rotina será executada 2 vezes a fim de encontrar a predição

associada ao estado. A tabela de transposição utilizada pelo VisionDraughts evita a

referida pesquisa em duplicidade, armazenando e recuperando dados em memória.

A estrutura ENTRY, mostrada na seção 4.6.2, é a unidade básica de entrada para a

tabela de transposição utilizada pelo VisionDraughts. Um método para armazenar estados

do tabuleiro na tabela de transposição precisa criar uma nova estrutura do tipo ENTRY

e armazená-la no endereço de memória correto. Então, para que seja possível criar uma

estrutura do tipo ENTRY, o método precisa ter a seguinte assinatura:

store(n; besteval; bestmove; depth; scoreType); (4.6)

onde n representa um estado qualquer do tabuleiro do jogo, besteval representa a

predição associada ao estado n, bestmove corresponde ao melhor movimento para o jogador

a partir de n, depth representa a profundidade de busca associada a n e scoreType indica

se a predição do estado do tabuleiro n é exatamente igual a besteval, no máximo, igual

a besteval, ou, no mínimo, igual a besteval. Considerando que todo e qualquer estado do

tabuleiro do jogo possui duas chaves hash associadas (seção 4.6.2), o método acima já

possui todas as informações para escrever na tabela de transposição, bastando obedecer

o esquema de substituição descrito na seção 4.6.2. Para tanto, o método store invoca o

método StoreEntry (equação 4.5).

O detalhe mais importante do método store é o parâmetro scoreType. Ele pode assumir

os valores hashExact, hashAtLeast ou hashAtMost de acordo com a seguintes regras:

1. ausência de poda: caso o estado do tabuleiro n seja uma folha da árvore de busca

ou caso todos os Fi filhos de n tenham sido analisados (não ocorre poda), significa

que a predição associada a n é exatamente igual a besteval. Então, scoreType deve

receber o valor hashExact ;

2. poda alfa: caso algum dos filhos Fi de n tenha sido descartado do procedimento

de busca por uma poda alfa, significa que n é um minimizador e sua predição é, no

máximo, igual a besteval. Então, scoreType deve receber o valor hashAtMost ;

3. poda beta: caso algum dos filhos Fi de n tenha sido descartado do procedimento

de busca por uma poda beta, significa que n é um maximizador e sua predição é,

no mínimo, igual a besteval. Então, scoreType deve receber o valor hashAtLeast.

Quando acontece algum tipo de poda nos filhos de n tem-se que, a predição associada

a n é igual a hashAtMost no caso de poda alfa, ou igual a hashAtLeast no caso de poda
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beta, como explicado anteriormente. Para saber que valor está associado a n na tabela

de transposição quando ocorre alguma poda, deve-se considerar que:

1. um nó n armazenado com predição Pi e scoreType = hashAtMost indica que:

• o nó n foi avaliado em nível de minimização da árvore de busca e, em tal

avaliação, ocorreu uma poda alfa. O pai de n estava em nível de maximização

e a avaliação de n provoca reajustes de incremento no limite inferior do intervalo

de busca do pai de n;

• considerando que n tenha k filhos com predições P1, ..., Pk, então Pi ǫ {P1, ..., Pk},

isto é, Pi é a predição de um dos filhos Fi de n;

• a predição dos nós podados (irmãos de Fi) ǫ {Pj | 1 ≤ j ≤ k e j 6= i};

• Pi < α (alfa), onde alfa era o limite inferior do intervalo de busca no momento

em que foi calculada a predição Pi para n.

2. um nó n armazenado com predição Pi e scoreType = hashAtLeast indica que:

• o nó n foi avaliado em nível de maximização da árvore de busca e, em tal

avaliação, ocorreu uma poda beta. O pai de n estava em nível de minimização e

a avaliação de n provoca reajustes de decremento no limite superior do intervalo

de busca do pai de n;

• considerando que n tenha k filhos com predições P1, ..., Pk, então Pi ǫ {P1, ..., Pk},

isto é, Pi é a predição de um dos filhos Fi de n;

• a predição dos nós podados (irmãos de Fi) ǫ {Pj | 1 ≤ j ≤ k e j 6= i};

• Pi > β (beta), onde beta era o limite superior do intervalo de busca no momento

em que foi calculada a predição Pi para n.

Nas próximas seções, quando forem encontradas as expressões hashExact, hashAtMost

ou hashAtLeast no que diz respeito às predições dos estados de tabuleiros, considere que

essas predições foram obtidas seguindo os critérios apresentados acima.

Recuperação dos Estados do Tabuleiro da Tabela de Transposição a partir do

Algoritmo Fail-Soft Alfa-Beta

O VisionDraughts tenta utilizar os dados armazenados em memória em vez de expandir

uma árvore de busca do jogo. Um método para verificar se um determinado estado do

tabuleiro do jogo encontra-se armazenado na tabela de transposição precisa ter a seguinte

assinatura:

retrieve(n; besteval; bestmove; depth; nodeType); (4.7)
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Figura 4.9: Árvore de busca onde o pai de n é maximizador

O estado do tabuleiro do jogo que está sendo procurado na tabela de transposição é

representado por n, depth representa a profundidade de busca associada a n, nodeType

indica se o estado pai de n é minimizador ou maximizador, besteval e bestmove são

parâmetros de saída que indicarão a predição e a melhor jogada associadas ao estado

n, respectivamente, caso ocorra sucesso no procedimento de recuperação do estado n na

tabela de transposição.

Assim sendo, inicialmente, o método retrieve aciona o procedimento de leitura GetEn-

try (4.4) para checar se o estado n está armazenado na tabela de transposição. Caso

obtenha sucesso e consiga recuperar uma entrada E1 na tabela correspondente ao estado

n, tal entrada precisa ser tratada de acordo com o parâmetro nodeType, a fim de verificar

se os valores constantes da tabela de transposição podem ser utilizados para preencher os

parâmetros de saída besteval e bestmove.

O estado do tabuleiro n no método retrieve representa, sempre, um nó filho. O

tratamento baseado no parâmetro nodeType é feito levando-se em conta o fato de o pai

de n ser maximizador ou minimizador.

Considere o exemplo da figura 4.9 para verificar se os valores da tabela de transposição

podem ser utilizados para preencher os parâmetros de saída besteval e bestmove levando

em consideração se o pai de n é maximizador, sendo que:

• a predição de S1 está na tabela da transposição com valor exato de predição (isto é,

hashExact) iguais a P1. S2 está na tabela de transposição com um valor de predição

hashAtMost Pi;

• suponha que S2 tenha k filhos ( parte pontilhada na figura 4.9).

Quando se que o pai de n, representado por S0, é um nó maximizador, algum dos

valores de predição P1 e Pi associados aos estados S1 e S2, respectivamente, fornecidos

pela tabela de transposição pode ser usado?

Partindo da premissa de que a profundidade de busca associada a cada uma das

predições P1 e Pi seja igual ou maior que a profundidade de busca dos estados S1 e S2

pode-se concluir que:
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Figura 4.10: Árvore de busca onde o pai de n é minimizador

1. o valor de P1 pode ser usado desde que o valor hashExact tenha sido obtido no nível

de minimização, ou seja, no mesmo nível de n. Caso tenha sido obtido em nível de

maximização (nível oposto ao de n), o valor de P1 será o oposto do valor de predição

desejado pelo nível de minimização;

2. Pi somente pode ser usado se Pi ≤ α, onde α é o limite inferior do intervalo de

busca com que S2 seria expandido. Note que S2, sempre, será podado pelo limite de

maximização de S0. De fato, nesse caso, nenhum filho de n com predição menor que

Pi "subiria"para S0, pois o valor de α impediria. Analogamente, nenhum filho de n

com predição maior que Pi "subiria"para S0 pois o minimizador de S2 impediria;

3. caso nenhum dos itens acima possam ser usados, os estados S1 e S2 precisam ser

expandidos.

Para a análise de quando o pai de n está em nível de minimização, considere a árvore

da figura 4.10:

Partindo da premissa de que a profundidade de busca associada a cada uma das

predições P1 e Pi seja igual ou maior que a profundidade de busca dos estados S1 e S2,

pode-se concluir que:

1. o valor de P1 pode ser usado desde que o valor hashExact tenha sido obtido no nível

de maximização, ou seja, no mesmo nível de n. Caso tenha sido obtido em nível de

minimização (nível oposto ao de n), o valor de P1 será o oposto do valor de predição

desejado pelo nível de maximização;

2. se Pi ≥ β, o valor associado a Pi pode ser usado, uma vez que n será descartado,

pois:

• todo irmão Fj de Fi que tiver sido podado na poda Beta que gerou Fi, e que

tiver predição Pj > Pi "subirá"pelo maximizador de n, mas será barrado pelo

minimizador de β;

• todo irmão Fj de Fi que tiver sido podado na poda Beta que gerou Fi, e que

tiver predição Pj < Pi será descartado pelo maximizador de n.
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3. se Pi < β, o valor associado a Pi não pode ser usado, pois todo irmão Fj de Fi

que tiver sido podado na poda beta que gerou Pi, e que tiver predição Pj, tal que

Pi < Pj < β seria candidato a "subir"até S0. Inicialmente "subiria"até n caso Pj

fosse maior que as predições dos filhos de n, posteriormente, "subiria"até S0, caso

Pj fosse a menor entre as predições dos filhos de S0;

4. caso nenhum dos itens acima possam ser usados os estados S1 e S2 precisam ser

expandidos.

O Algoritmo Fail-Soft Alfa-Beta com Tabela de Transposição

Todos os pré-requisitos para a integração entre algoritmo alfa-beta e tabelas de trans-

posição, no jogo de Damas, foram detalhados nas seções anteriores. Para esclarecer o

assunto, definitivamente, será apresentado o pseudo-código do algoritmo utilizado pelo

VisionDraughts e detalhadas as linhas mais importantes (as linhas que diferem do pseudo-

código da variante fail-soft alfa-beta sem tabela de transposição, mostrados na seção

4.6.3).

Pseudo-código do algoritmo fail-soft alpha-beta com tabela de transposição

1: alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)

2: if leaf(n) or depth=0 then

3: besteval := evaluate(n)

4: store(n, besteval,bestmove,depth,hashExact)

5: return besteval

6: end if

7: if n is a max node then

8: besteval := min

9: for each child of n do

10: if retrieve(child,besteval,bestmove,depth-1,parentIsMaxNode) then

11: then v := besteval

12: else

13: v := alfabeta(child,depth-1,besteval,max,bestmove)

14: end if

15: if v > besteval then

16: besteval:= v

17: thebest = bestmove

18: end if

19: if besteval >= max then

20: store(child,besteval,bestmove,depth,hashAtLeast)

21: return besteval
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22: end if

23: end for

24: bestmove = thebest

25: store(n,besteval,bestmove,depth,hashExact)

26: return besteval

27: end if

28: if n is a min node then

29: besteval := max

30: for each child of n do

31: if retrieve(child,besteval,bestmove,depth-1,parentIsMinNode) then

32: then v := besteval

33: else

34: v := alfabeta(child,depth-1,besteval,max,bestmove)

35: end if

36: if v < besteval then

37: besteval:= v

38: thebest = bestmove

39: end if

40: if besteval <= min then

41: store(child,besteval,depth,hashAtMost)

42: return besteval

43: end if

44: end for

45: bestmove = thebest

46: store(n, besteval,depth,hashExact)

47: return besteval

48: end if

• linha 4: quando o algoritmo de busca chamar a rede neural na linha 3, com a

rotina evaluate(n), para conhecer a predição associada ao estado folha n, o valor da

predição recém calculada deverá ser armazenado na tabela de transposição. Assim,

o algoritmo invoca o procedimento store (4.6), descrito na seção 4.6.2. Como n é

um nó folha, o valor da predição deve ser armazenado com scoretype = hashExact,

ou seja, predição exatamente igual a besteval ;

• linha 10: para cada um dos filhos de um estado maximizador n, antes de chamar

a rotina de busca recursivamente, o repositório de dados em memória (tabela de

transposição) deverá ser consultado. Então o algoritmo invoca o procedimento re-

trieve (4.7), também descrito na seção 4.6.2, com nodeType = parentIsMaxNode.

Outro detalhe muito importante é que, nesta linha, a profundidade de busca deve
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ser igual a depth - 1, que corresponde à profundidade de n;

• linha 11: se o filho do estado n estiver armazenado na tabela de transposição e o

método retrieve obtiver sucesso no tratamento das informações, o valor da predição

retornado por retrieve deverá ser utilizado, em vez de chamar o algoritmo alfa-beta

recursivamente. Veja que o método retrieve (4.7)é chamado com um flag indicando

que o estado do tabuleiro n é do tipo maximizador;

• linha 20: Detectada a ocorrência de uma poda beta, quando o algoritmo estiver

analisando os filhos de um nó n do tipo maximizador, significará que os demais filhos

de n, caso existam, não precisam mais ser analisados. A variável besteval conterá,

nesta linha, o valor mínimo aceitável para o estado do tabuleiro representado pelo

nó n. Assim, a predição presente na variável besteval deverá ser armazenada na

tabela de transposição pelo método store (4.6) com o flag hashAtLeast indicando

que a predição associada ao estado do tabuleiro n é, no mínimo, igual a besteval ;

• linha 25: quando o algoritmo tiver analisado todos os filhos de um nó n do tipo

maximizador, a variável besteval conterá exatamente o valor da predição para o

estado do tabuleiro representado pelo nó n. Assim, a predição presente na variável

besteval deve ser armazenada na tabela de transposição pelo método store (4.6)

com o flag hashExact que indica que a predição associada ao estado do tabuleiro n

é exatamente igual a besteval ;

• linha 31: se o filho do estado n estiver armazenado na tabela de transposição e o

método retrieve obtiver sucesso no tratamento das informações, o valor da predição

retornado por retrieve deve ser utilizado, em vez de chamar o algoritmo alfa-beta

recursivamente. Veja que o método retrieve (4.7) é chamado com um flag indicando

que o estado do tabuleiro n é do tipo minimizador;

• linha 41: detectada a ocorrência de uma poda alfa, quando o algoritmo estiver

analisando os filhos de um nó n do tipo minimizador, significa que os demais filhos

de n, caso existam, não precisam mais ser analisados. A variável besteval conterá,

nesta linha, o valor máximo aceitável para o estado do tabuleiro representado pelo nó

n. Assim, a predição presente na variável besteval deve ser armazenada na tabela

de transposição pelo método store (4.6) com o flag hashAtMost indicando que a

predição associada ao estado do tabuleiro n é, no máximo, igual a besteval ;

• linha 46: quando o algoritmo analisar todos os filhos de um nó n, do tipo mini-

mizador, a variável besteval conterá exatamente o valor da predição para o estado

do tabuleiro representado pelo nó n. Assim, a predição presente na variável besteval

deve ser armazenada na tabela de transposição pelo método store (4.6) com o flag

hashExact indicando que a predição associada ao estado do tabuleiro n é exatamente

igual a besteval.
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O segundo avanço do VisionDraughts em relação ao sistema NeuroDraughts [42], [43]

foi conseguido com o uso das tabelas de transposição em conjunto com o fail-soft alfa-beta.

O uso de tabelas de transposição reduz o tempo de execução necessário para encontrar a

melhor ação a ser executada pelo agente jogador para menos de 40% do tempo exigido

pelo algoritmo alfa-beta puro.

4.6.4 O Aprofundamento Iterativo

A qualidade de um programa jogador que utiliza o algoritmo de busca alfa-beta de-

pende muito do número de jogadas que ele pode olhar adiante (look-ahead). Para jogos

com um fator de ramificação grande, o jogador pode levar muito tempo para pesquisar

poucos níveis adiante.

Em jogos de Damas, a maioria dos programas utilizam mecanismos para delimitar o

tempo máximo permitido de busca. Como o algoritmo alfa-beta realiza uma busca com

profundidade fixa, não existe garantia de que a busca irá se completar antes do tempo

máximo estabelecido. Para evitar que o tempo se esgote e o programa jogador não possua

nenhuma informação de qual a melhor jogada a ser executada, profundidade fixa não deve

ser utilizada [45].

Larry Atkin [22] introduziu a técnica de aprofundamento iterativo como um meca-

nismo de controle do tempo de execução durante a expansão da árvore de busca, conforme

ilustrado na figura 4.11. Note que a ideia básica do aprofundamento iterativo é realizar

uma série de buscas, em profundidade, independentes, cada uma com um look-ahead

acrescido de um nível. Assim, é garantido que o procedimento de busca iterativo encontra

o caminho mais curto para a solução justamente como a busca em largura encontraria.

Porém, em comparação com a última estratégia, os recursos de memória são insignifi-

cantes. Em outras palavras, uma busca com aprofundamento iterativo "imita"uma busca

em largura com uma série de buscas em profundidade [45].

Seguindo a ideia de Atkin, o VisionDraughts utiliza a técnica de aprofundamento

iterativo da seguinte forma: inicialmente, o algoritmo alfa-beta pesquisa com profundidade

2, depois com profundidade 4, depois com profundidade 6 e assim, sucessivamente, até

que o tempo máximo de busca se esgote.

No VisionDraughts, o algoritmo alfa-beta é chamado com profundidades depth = 2, 4,

6, ..., max, até que o tempo de busca se esgote em uma profundidade qualquer depth = d,

tal que 4 ≤ d ≤ max. Nesta situação, os resultados encontrados para a profundidade depth

= d - 2 são utilizados (se o tempo de busca não se esgotar, os resultados encontrados para

a profundidade depth = max são utilizados). Conforme dito na seção 2.5.2, a desvantagem

do aprofundamento iterativo é o processamento repetido de estados de níveis mais rasos

da árvore de busca. Para atenuar tal inconveniente, o VisionDraughts lança mão de

repositório da tabela de transposição descrito na seção anterior.
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Figura 4.11: Árvore de busca criada pelo Aprofundamento Iterativo com limite de pro-
fundidade 3

Convém salientar que o MP-Draughts, além do recurso de tabela de transposição, tam-

bém utiliza uma estratégia de ordenação parcial para atacar o problema de redundância

de expansão de estados ocasionada pelo aprofundamento iterativo, conforme apresentado

no capítulo 5.

4.6.5 O Algoritmo Alfa-Beta com a Tabela de Transposição e o

Aprofundamento Iterativo

Tendo integrado o algoritmo alfa-beta com a tabela de transposição, falta somente a

integração com o aprofundamento iterativo para que o eficiente módulo de busca utilizado

pelo VisionDraughts fique completo.

A busca com aprofundamento iterativo é, normalmente, mais eficiente que uma busca

alfa-beta com profundidade fixa, além dissom proporciona um bom controle de tempo. A

visualização da eficiência do procedimento iterativo não é óbvio e, de fato, o procedimento

não é eficiente se não for utilizado em conjunto com tabelas de transposição.

Para executar o procedimento alfa-beta repetidas vezes, ou seja, introduzir aprofun-

damento iterativo, é necessário uma rotina de iteração. Essa rotina usará o algoritmo

fail-soft alfa-beta com tabela de transposição, descrito acima. O pseudo-código da rotina

pode ser visualizado a seguir:

Rotina de iteração

1: iterative(node:n, int:depth, int:min, int:max, move:bestmove)

2: besteval = alfaBeta(n, 2, min, max, bestmove)

3: start = clock()

4: for d=4 ; d ≤ MAX-SEARCH-DEPTH ; d=d+2 do

5: besteval = alfaBeta(n, d, min, max, bestmove)
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6: stop = clock()

7: if (stop - start) > MAX-EXECUTION-TIME then

8: return besteval

9: end if

10: end for

11: return besteval

Abaixo segue a explicação em detalhes do como tal rotina funciona:

• linha 1: a rotina de iteração possui os mesmos parâmetros utilizados no procedi-

mento de busca alfa-beta com tabela de transposição;

• linha 2: o primeiro passo de iteração é realizado com profundidade igual a 2.

O melhor movimento a ser realizado é armazenado em bestmove e a predição em

besteval ;

• linha 3: a variável start representa o início da contagem de tempo disponível para

que o agente jogador encontre o melhor movimento a ser realizado;

• linha 4: o procedimento iterativo se repetirá até que o limite de tempo ou profun-

didade de busca máxima seja alcançada;

• linha 5: representa os passos de iteração com profundidade depth ≥ 4;

• Linha 6: a variável stop representa o fim cronológico de um passo de iteração;

• linha 8: se o tempo máximo estabelecido para que o agente jogador encontre o

melhor movimento a ser realizado se esgotar, o procedimento iterativo deve ser

encerrado com retorno do melhor movimento besteval encontrado até o presente

momento;

• linha 11: retorna o melhor movimento besteval após a profundidade máxima de

busca ter sido atingida.

O terceiro avanço do VisionDraughts em relação ao sistema NeuroDraughts é con-

seguido com o uso da rotina de aprofundamento iterativo. Tal rotina contribui parcial-

mente para a diminuição da ocorrência do problema do loop, identificado por Neto e

Julia [50], [51], [52] no trabalho de Lynch [42]. O problema do loop representa a situação

na qual o agente jogador de Damas, apesar de estar em vantagem com relação a seu ad-

versário, não consegue pressioná-lo e entra em loop infinito, não evoluindo a partida. O

aprofundamento iterativo contribui parcialmente com o problema do loop, pois em algu-

mas situações o jogador consegue visualizar jogadas diferentes com um look-ahead maior

e variável.



106Capítulo 4. VisionDraughts - Um Sistema de Aprendizado de Damas com Eficiente Método de Busca

4.7 Análise em Retrocesso e Base de Dados

O uso de bases de dados para as fases finais do jogo de Damas tem papel fundamental

na construção de agentes jogadores de alto nível, pois embora o estado do tabuleiro pre-

sente na raiz da árvore de busca possa estar longe do fim do jogo, os estados representados

pelas folhas já podem estar nas bases de dados [40].

Essencialmente, a construção de bases de dados para fases finais do jogo é realizada

por uma "busca para trás"partindo da solução do problema. Tal técnica, combinada com

o algoritmo alfa-beta que realiza uma "busca para frente", permite que se encontre a

solução ótima para o problema de escolha da melhor ação em menos tempo. O grande

sucesso do programa Chinook, por exemplo, se baseia principalmente em suas bases de

dados de finais de jogos [40].

O espaço de busca do jogo de Damas possui aproximadamente 5 x 1020 estados dis-

tintos do tabuleiro. Sendo assim, a construção de bases de dados para as fases finais do

jogo é uma tarefa difícil. No projeto Chinook os esforços para construção das bases de

dados se iniciaram em 1989 e, desde então, dezenas de computadores trabalham exclusi-

vamente com esse intuito [67]. Em 1992 existiam mais de 200 computadores trabalhando

simultaneamente na construção das bases de dados [64].

Considerando a dificuldade de construção de bases de dados próprias, o VisionDraughts

utiliza as amostras disponibilizadas para download pela equipe do Chinook [69]. Tais

amostras possuem mais 5.0 GB de tamanho e informação perfeita (vitória, derrota ou

empate) para os seguintes estados do tabuleiro envolvendo 8 peças ou menos:

1. todos os estados do tabuleiro com 6 peças ou menos;

2. os estados do tabuleiro formados pela combinação 4 x 3 peças ;

3. os estados do tabuleiro formados pela combinação 4 x 4 peças ;

Apesar de o VisionDraughts utilizar apenas uma amostra das bases de dados de 8

peças ou menos, seu desempenho é melhorado, consideravelmente, em dois sentidos: -

quando um estado do tabuleiro é encontrado na base de dados, o VisionDraughts utiliza

a predição exata para ele (vitória, empate ou derrota) em vez de utilizar a função de

avaliação heurística; - quando um estado do tabuleiro é encontrado em uma base de

dados, o VisionDraughts não precisa pesquisar nenhum dos descendentes dele na árvore

de busca.

O efeito combinado dos benefícios acima resulta em um mecanismo de busca que

expande uma árvore de busca menor e alcança resultados mais precisos [64], uma vez

que mais estados do tabuleiro serão associados com predições exatas (vitória, derrota ou

empate) extraídas das bases de dados.

Sendo assim, de posse das bases de dados, resta detalhar os procedimentos utilizados

pelo VisionDraughts para consultar se um determinado estado do tabuleiro encontra-se
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presente nas bases e como utilizá-las em conjunto com o algoritmo fail-soft alfa-beta com

tabelas de transposição.

Para fins de integração com o procedimento alfa-beta, as seguintes linhas são acres-

centadas ao algoritmo mostrado na seção 4.6.3.

Pseudo-código do algoritmo fail-soft alpha-beta com tabela de transposição e

bases de dados de finais de jogos

1: alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)

2: if (not isRoot(n)) and (isLookupBoard(n)) then

3: getBitBoards(n, BP,WP,K)

4: db-value = lookup-positions(..., BP, WP, K)

5: end if

6: if (db-value==1) and (n is a min node) then

7: return -1.0

8: end if

9: if (db-value==1) and (n is a max node) then

10: return +1.0;

11: end if

12: if (db-value==2) and (n is a min node) then

13: return +1.0;

14: end if

15: if (db-value==2) and (n is a max node) then

16: return -1.0;

17: end if

18: if (db-value==3) then

19: return 0.0;

20: end if

21: if leaf(n) or depth=0 then then

22: ...

23: ...

24: end if

25: if n is a max node then

26: ...

27: ...

28: end if

29: if n is a min node then

30: ...

31: ...

32: end if
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1. linha 2: a função isLookupBoard é utilizada no sentido de garantir que o tabuleiro

do jogo cumpra os pré-requisitos necessários para que possa ser consultado junto às

bases de dados. A função isRoot é utilizada para garantir que os estados consultados

nas bases de dados sempre tenham, no mínimo, um antecessor na árvore de busca

(todos os estados da árvore com exceção de sua raiz);

2. linha 3: a função getBitBoards pega um estado do tabuleiro e gera os BitBoards

(BP, WP, K) necessários para integração com as bases de dados. BitBoards é o

modo usado pelo Chinook para representar tabuleiro de jogo de Damas;

3. linha 4: a função lookup-positions realiza o procedimento de consulta junto às bases

de dados;

4. linha 6: o resultado db-value = 1 indica que o estado do tabuleiro n representa

vitória para o próximo jogador a se mover. Logo, o estado do tabuleiro n representa

derrota para o estado pai de n. Depois de todas essas considerações, é possível

concluir que o valor -1.0 deve ser retornado na linha 7 para indicar que o pai de n

(maximizador) encontra-se derrotado na partida de acordo com as bases de dados;

5. linha 9: o resultado db-value = 1 indica que o estado do tabuleiro n representa

vitória para o próximo jogador a se mover. Logo, o estado do tabuleiro n representa

derrota para o estado pai de n. É possível concluir que o valor +1.0 deve ser retor-

nado na linha 10 para indicar que o pai de n (minimizador) encontra-se derrotado

na partida de acordo com as bases de dados;

6. linha 12: o resultado db-value = 2 indica que o estado do tabuleiro n representa

derrota para o próximo jogador a se mover. Logo, o estado do tabuleiro n representa

vitória para o estado pai de n. É possível concluir que o valor +1.0 deve ser retornado

na linha 13 para indicar que o pai de n (maximizador) encontra-se vitorioso na

partida de acordo com as bases de dados;

7. linha 15: o resultado db-value = 2 indica que o estado do tabuleiro n representa

derrota para o próximo jogador a se mover. Logo, o estado do tabuleiro n representa

vitória para o estado pai de n. É possível concluir que o valor -1.0 deve ser retornado

na linha 16 para indicar que o pai de n (minimizador) encontra-se vitorioso na

partida de acordo com as bases de dados;

8. linha 18: O resultado db-value = 3 indica que o estado do tabuleiro n representa

empate para o próximo jogador a se mover. Logo, o estado do tabuleiro n representa

empate para o estado pai de n. Portanto, o valor 0.0 deve ser retornado na linha

19 para indicar que o pai de n encontra-se empatado na partida de acordo com as

bases de dados;

Importante ressaltar que os valores - 1.0, 0.0 e + 1.0 podem ser substituídos por outros

que tendem a eles. Por exemplo, em vez de utilizar + 1.0 representando vitória para um
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estado maximizador, pode-se utilizar um valor x, tal que x seja quase + 1.0. Fazendo isso,

o valor + 1.0 passa a representar somente as vitórias expressas diretamente no tabuleiro

e o valor x passa a representar as vitórias expressas nas bases de dados.

A inserção dos dois módulos de busca no VisionDraughts (base de dados e algoritmo

de busca eficiente) diminuiu consideravelmente a ocorrência de loops nesse jogador. O

problema de frequente ocorrência de loop é um dos fatores negativos na performance

do jogador NeuroDraughts, predecessor do VisionDraughts. A simples utilização de uma

maior profundidade de busca (look-ahead) já forneceu ao VisionDraughts capacidade de

superar o nível de jogo do NeuroDraughts.

Ao leitor de desejar conhecer melhor todos os detalhes do jogador VisionDraughts, é

sugerido a leitura do trabalho de Caixeta e Julia [11]. Não é foco desse trabalho apresentar

detalhadamente o VisionDraughts, já que este trabalho tem um objetivo maior que é criar

um jogador especialista em final de jogo. Como dito anteriormente, o VisionDraughts foi

usado como jogador de início e meio de jogo, por ser um bom jogador de Damas e também

por fazer parte de um grupo de estudos no qual ambos os jogadores estão envolvidos.
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Capítulo 5

MP-Draughts - Um Sistema

Muti-Agente de Aprendizado de Damas

Neste capítulo, será apresentado o MP-Draughts (MultiPhase Draughts): um sistema

multi-agente de aprendizagem de jogos de Damas cujo principal objetivo é construir um

agente automático capaz de jogar Damas com alto nível de desempenho ao longo de um

jogo. A proposta para esse jogador é que o mesmo tenha o mínimo de intervenção humana

possível e use somente poderosas técnicas de Inteligência Artificial no seu processo de

aprendizagem.

A eficiência do jogador é conseguida por meio de eficientes técnicas de Inteligência

Artificial como auxílio no seu processo de aprendizagem, ao contrário do Chinook [71]

(melhor jogador de Damas automático do mundo), que conta com ajustes manuais em

suas funções de aprendizagem e, além disso, usa duas bases de dados para auxiliar na

tomada de decisão de quais jogadas executar no início e no final de um jogo. Essas bases

de dados foram construídas por especialistas humanos e contêm informações precisas de

boas jogadas de início de jogo (Openning Book) e informações exatas quanto a jogadas de

finalização de jogo. Na base de dados de final de jogo é possível encontrar o resultado de

qualquer jogo que tenha dez peças ou menos sobre o tabuleiro, ou seja, nessa base existem

informações sobre vitória, empate ou derrota de qualquer configuração de tabuleiro com

10 peças ou menos [71], [70]. Como é possível notar, o melhor jogador do mundo contou

com muita intervenção humana para conseguir tal título, e não é esse o objetivo desse

trabalho. Relembrando que o objetivo aqui é ter um jogador de Damas competitivo

e autônomo (baseado na sua própria capacidade de escolha) para tomar decisões sobre

como agir durante um jogo.

O MP-Draughts é composto por 26 agentes, sendo que um agente (IIGA - Ini-

tial/Intermidiate Game Agent) foi construído e treinado para ser especialista em fases

111
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iniciais e intermediárias de jogo, ao passo que os outros 25 agentes(EGA - EndGame

Agent) foram construídos e treinados para serem especialistas em fases de final de jogo

(cada um treinado para ser capaz de lidar com um determinado tipo de tabuleiro de final

de jogo).

Para facilitar o entendimento do que é fase inicial/intermediária de jogo e fase de final

de jogo, desse ponto em diante, a expressão "fase inicial/intermediária de jogo"deve ser

entendida como configuração de tabuleiro com, no mínimo, 13 peças. Já a expressão "fase

de final de jogo"refere-se a tabuleiros com, no máximo, 12 peças, ao passo que "tabuleiro

de final de jogo"referencia tabuleiros com exatas 12 peças.

O jogador multiagente tratado nesse trabalho é fruto de uma contínua atividade de

pesquisas que teve como frutos anteriores o jogador de Neto e Julia, o LS-Draughts [50] e

o jogador de Caixeta e Julia, o VisionDraughts [11], sendo que este último foi tratado no

capítulo 4. E assim como nesse jogadores, a linguagem de programação usada foi o C++.

Cada agente que compõe o MP-Draughts apresenta a mesma arquitetura do Vision-

Draughts, ou seja, cada agente jogador é implementado como uma rede neural multica-

madas (Multi-Layer Perceptron - MLP) que utiliza de busca alfa-beta com tabela de trans-

posição e aprofundamento iterativo para a escolha da melhor jogada em função do estado

corrente do tabuleiro do jogo. Além disso, utiliza o método de aprendizagem por reforço

por Diferenças Temporais TD(λ) aliado à estratégia de treino por self-play com clonagem,

como ferramentas para atualizar os pesos da rede. Para tanto, o tabuleiro é representado

por um conjunto de funções que descrevem as características do próprio jogo de Damas. A

utilização de um conjunto de características para representar o mapeamento do tabuleiro

de Damas é a mesma definida por Lynch em seu jogador NeuroDraughts [42] como sendo

um mapeamento NET-FEATUREMAP. A representação do conjunto de características

usadas no mapeamento dos tabuleiros foi descrita na seção 4.1 desta dissertação.

Apesar do bom desempenho, o VisionDraughts (jogador usado como base para o de-

senvolvimento deste trabalho), assim como outros bons agentes jogadores de Damas que

aprendem por reforço, tais como Anaconda [14], [19], NeuroDraughts [42], [43], e LS-

Draughts [50], [51], frequentemente, não terminam com sucesso a fase final do jogo, mesmo

estando em situação de vantagem quando comparado com seu oponente. Tal situação de

insucesso inclui loops de final de jogo. Um loop ocorre quando o agente, mesmo em van-

tagem, não consegue pressionar o adversário e alcançar a vitória. Ao invés disso, o agente

começa uma sequência repetitiva de movimentos (loop) alternando-se entre posições inú-

teis do tabuleiro. Tais movimentos não modificam o estado do jogo. O problema de loop

no VisionDraughts é constatado sempre em fase de final de jogo.

Na intenção de atacar esse mal comportamento durante um jogo de Damas, o MP-

Draughts conta com 25 redes neurais especializadas em final de jogo, cada uma treinada

para ser capaz de lidar com um determinado cluster de final de jogo. Esses 25 clusters

são minerados de uma base de dados (BD) que contém 4000 estados de tabuleiros de
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final de jogo (tabuleiros com 12 peças) obtidos de partidas jogadas entre os jogadores

VisionDraughts, NeuroDraughts e LS-Draughts. Foi usada uma rede de Kohonen-SOM

para minerar esses estados de tabuleiros [35], [36].

A dinâmica adotada pelo MP-Draughts durante as partidas de Damas é a seguinte: o

VisionDraughts é o agente responsável por jogar desde o tabuleiro em seu estado inicial até

que ele atinja a quantidade máxima de 12 peças. O jogador VisionDraughts corresponde

ao agente IIGA. Do ponto de 12 peças em diante sobre o tabuleiro, um dos 25 agente

especializados em final de jogo assume o mesmo. É escolhido, por meio de Redes Kohonen-

SOM, qual dos agentes de final de jogo (entre os 25 treinados para final de jogo) melhor

representa o estado de tabuleiro de final de jogo corrente. O modo como essa escolha é

feita será apresentado na seção 5.4.4.

As próximas seções abordam, em detalhe, o desenvolvimento do jogador MP-Draughts.

Inicialmente será apresentada a ordenação feita na árvore de busca do jogador Vision-

Draughts. Faz-se necessária a explicação dessa ordenação, pois como dito no capítulo 4,

o VisionDraughts é a base sobre a qual se fundamenta o presente jogador e sua versão

original não possuía tal ordenação. Como a ordenação da árvore aconteceu em paralelo

com o desenvolvimento do MP-Draughts, achou-se conveniente que sua explicação fosse

tratada neste capítulo. Na sequência, serão apresentados: a arquitetura do jogador multi-

agente; os agentes que compõem tal arquitetura; a ferramenta utilizada na implementação

do jogador; assim como os resultados obtidos pelo mesmo.

5.1 Ordenação da árvore de busca do VisionDraughts

O módulo de busca eficiente, em árvores de jogos, foi desenvolvido no VisionDraughts

para fornecer ao jogador automático maior capacidade de analisar jogadas futuras, ou

seja, maior capacidade de analisar estados do tabuleiro mais distantes do estado corrente.

A introdução de tal módulo de busca proporcionou ao jogador acesso a jogadas já ana-

lisadas em situações anteriores [11]. Essas jogadas são armazenadas em uma tabela de

transposição e são elas que possibilitam a ordenação da árvore de busca.

Como abordado na seção 4.6.2, as tabelas de transposição são utilizadas em conjunto

com aprofundamento iterativo para produzir árvores de busca parcialmente ordenadas.

Entre as informações armazenadas em uma tabela de transposição para um determinado

estado, está a melhor ação a ser executada a partir dele. Quando o aprofundamento

iterativo pesquisar um nível mais profundo da árvore de busca e revisitar um dado estado

S0, o filho Sm de S0 originado pela execução da melhor ação, eventualmente, indicada

na tabela de transposição para ser executada a partir de S0 será pesquisado primeiro,

desde que a árvore esteja ordenada. Assumindo que uma busca mais rasa é uma boa
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Figura 5.1: Exemplo de ordenação da árvore de busca com aprofundamento iterativo

aproximação para outra mais profunda, a melhor ação para um estado S0 na profundidade

d será, possivelmente, a melhor ação para o estado S0 na profundidade d + 1 [56]; e com a

ordenação da árvore colocando o melhor movimento no primeiro ramo da árvore de busca

(ramos mais a esquerda), o melhor movimento deverá ser encontrado mais rapidamente.

A melhor ação citada acima, na verdade, é o filho do estado(encontrado na tabela)

que obteve melhor predição durante as buscas feitas anteriormente. A ordenação parcial

dos nós consiste em fazer com que esse filho ocupe a primeira posição da esquerda para a

direita da árvore de busca. Logo, a ordenação faz com que o melhor movimento, a partir

de um estado na profundidade d, seja o primeiro a ser explorado na profundidade d+1.

No aprofundamento iterativo (usado em conjunto com a tabela de transposição), a

busca começa pesquisando com profundidade igual a um, sendo, posteriormente, in-

crementada passo a passo. Em razão do crescimento exponencial da árvore, o tempo

necessário para expandir seu nível mais profundo é muito superior ao tempo necessário

para cada um dos níveis mais rasos. Os benefícios mais evidentes do uso do aprofunda-

mento iterativo para os programas jogadores são: obtenção de um mecanismo eficiente de

controle de tempo e obtenção de árvores de buscas parcialmente ordenadas [55], [56].

No MP-Draughts , a ordenação parcial é conseguida ordenando o melhor movimento

(melhor filho) do estado pai, jogando-o para o ramo mais à esquerda da árvore, como

mostrado na figura 5.1. Veja que a iteração d retornou o filho B como melhor movimento

a ser realizado a partir da raiz (20 > 15 > 13). Assumindo que o resultado obtido

pela iteração d contenha uma boa aproximação do melhor movimento a ser realizado na

iteração d+1, a árvore de busca é ordenada de forma que o filho B fique mais à esquerda

da mesma. No exemplo, após a execução da iteração d+1, o filho B mostrou-se, realmente,

a melhor opção de movimento, com uma predição igual a 30.

O pseudo-código abaixo apresenta o eficiente módulo de busca do VisionDraughts

acrescido da ordenação parcial da árvore de busca. Abaixo são explicados os pontos

essenciais para o entendimento do processo de ordenação, sendo que o funcionamento do

módulo de busca já foi apresentado na seção 4.6.3 desta dissertação.

Pseudo-código do algoritmo fail-soft alpha-beta com tabela de transposição,

bases de dados de finais de jogos e ordenação
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1: alfaBeta(node:n, int:depth, int:min, int:max, move:bestmove)

2: if leaf(n) or depth=0 then

3: besteval := evaluate(n)

4: store(n, besteval,bestmove,depth,hashExact)

5: return besteval

6: end if

7: if n is a max node then

8: besteval := min

9: if !leaf(n) and !depth=0 then

10: found= retrieve(child,besteval,bestmove,depth-2,parentIsMaxNode)

11: if if (found != 0 AND scoreType!= hINVALID) then

12: setChildrenOrder(n,bestmove)

13: end if

14: end if

15: for each child of n do

16: if retrieve(child,besteval,bestmove,depth-1,parentIsMaxNode) then

17: v := besteval

18: else

19: v := alfabeta(child,depth-1,besteval,max,bestmove)

20: end if

21: if v > besteval then

22: besteval:= v

23: thebest = bestmove

24: end if

25: if besteval >= max then

26: store(child,besteval,bestmove,depth,hashAtLeast)

27: return besteval

28: end if

29: end for

30: end if

31: if n is a min node then

32: besteval := max

33: if !leaf(n) and !depth=0 then

34: found= retrieve(child,besteval,bestmove,depth-2,parentIsMinNode)

35: if if (found != 0 AND scoreType!= hINVALID) then

36: setChildrenOrder(n,bestmove)

37: end if

38: end if

39: for each child of n do
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40: if retrieve(child,besteval,bestmove,depth-1,parentIsMinNode) then

41: v := besteval

42: else

43: v := alfabeta(child,depth-1,besteval,max,bestmove)

44: end if

45: if v < besteval then

46: besteval:= v

47: thebest = bestmove

48: end if

49: if besteval <= max then

50: store(child,besteval,bestmove,depth,hashAtMost)

51: return besteval

52: end if

53: end for

54: end if

55: bestmove = thebest

56: store(n,besteval,bestmove,depth,hashExact)

57: return besteval

• linha 1: o algoritmo alfa-beta recebe um estado do tabuleiro do jogo de Damas, n,

uma profundidade de busca, d, e um parâmetro de saída para armazenar a melhor

ação a ser executada, bestmove, a partir de n, um intervalo de busca delimitado

pelos parâmetros min (representando o limite inferior do intervalo de busca, alfa)

e max (representando o limite superior do intervalo de busca, beta). O retorno

do algoritmo é a predição associada ao estado n na forma de um número real que

corresponde à avaliação do estado n do ponto de vista do agente jogador;

• linha 2: o algoritmo alfa beta escolhe a melhor jogada a ser executada (armazena

a melhor jogada no parâmetro de saída bestmove) fazendo uma busca em profun-

didade, da esquerda para a direita, na árvore do jogo. Por se tratar de um pro-

cedimento recursivo, exige-se uma condição de parada. A condição de parada do

algoritmo verifica se o estado do tabuleiro n é uma folha da árvore;

• linha 3: o retorno da função evaluate(n) (que indica a predição dada pela rede

neural para o estado do tabuleiro n ) é armazenada em besteval ;

• linha 4: quando o algoritmo de busca chamar a rede neural na linha 3, com a

rotina evaluate(n), para conhecer a predição associada ao estado folha n, o valor da

predição recém-calculada deverá ser armazenado na tabela de transposição. Assim,

o algoritmo invoca o procedimento store. Como n é um nó folha, o valor da predição

deve ser armazenado com scoretype = hashExact, ou seja, predição exatamente igual

a besteval ;
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• linha 7: verifica se o estado do tabuleiro presente na raiz da árvore do jogo montada

pelo algoritmo alfa-beta é um nó maximizador;

• linha 10: se o tabuleiro n não for uma folha da árvore de busca e não for a

raiz da árvore, busca-se na tabela de transposição o melhor movimento (bestmove)

armazenado para a profundidade d-2. O valor buscado é armazenado na variável

found ;

• linha 11: verifica se o valor de found é diferente de 0, o que indica que há um

bestmove associado ao tabuleiro n para a profundidade d-2 e que este valor realmente

corresponde a uma predição scoreType válida. Essas são condições necessárias para

se poder usar o valor encontrado na tabela;

• linha 12: o procedimento setChildrenOrden(n, bestmove) é invocado. Após a ex-

ecução desse procedimento o ramo esquerdo da árvore de busca conterá o melhor

movimento obtido para a profundidade d-2 ;

• linha 15: para cada um dos filhos de um estado maximizador n, antes de chamar

a rotina de busca recursivamente, o repositório de dados em memória (tabela de

transposição) deve ser consultado. Então o algoritmo invoca o procedimento re-

trieve, com nodeType = parentIsMaxNode. Outro detalhe muito importante é que,

nesta linha, a profundidade de busca deve ser igual a depth - 1 que corresponde à

profundidade de n;

• linha 16: Se o filho do estado n estiver armazenado na tabela de transposição e o

método retrieve obtiver sucesso no tratamento das informações, o valor da predição

retornado por retrieve deve ser utilizado, ao invés de chamar o algoritmo alfa-beta

recursivamente;

• linha 25: detectada a ocorrência de uma poda beta, quando o algoritmo estiver

analisando os filhos de um nó n do tipo maximizador, significa que os demais filhos

de n, caso existam, não precisam mais ser analisados. A variável besteval conterá o

valor mínimo aceitável para o estado do tabuleiro representado pelo nó n. Assim, a

predição presente na variável besteval deve ser armazenada na tabela de transposição

pelo método store, com o flag hashAtLeast indicando que a predição associada ao

estado do tabuleiro n é, no mínimo, igual a besteval ;

• linhas de 31 a 54: são realizados os mesmos procedimentos das linhas 7 à 30,

porém considerando o nó da raiz um nó minimizador;

• linha 55: quando o algoritmo tiver analisado todos os filhos do nó n, a variável

besteval conterá exatamente o valor da predição para o estado do tabuleiro represen-

tado pelo nó n. Assim, a predição presente na variável besteval deve ser armazenada

na tabela de transposição pelo método store, com o flag hashExact indicando que a

predição associada ao estado do tabuleiro n é exatamente igual a besteval.
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A cada nível da árvore de busca, o movimento com maior probabilidade de ser o melhor

ocupará sempre a primeira posição (da esquerda para a direita), sendo o primeiro a ser

explorado pelo processo de busca. Isso faz com que o processo de busca fique mais ágil,

e que as chances de podas dos irmãos desse nó (melhor movimento) aumentem. Uma vez

que torna o processo de busca mais eficiente (graças ao aumento do número de podas), o

aprofundamento iterativo consegue explorar níveis mais profundos da árvore na tentativa

de encontrar melhores movimentos, aumentando a visão (look-ahead) do jogador. Jogador

com um campo de visão maior tem maiores condições de fazer escolhas mais acertadas e,

consequentemente, melhorar sua eficiência.

O principal motivo da aceleração do processo de busca está diretamente ligado ao fato

do aumento do número de podas. A constatação desse aumento significa que os melhores

movimentos realmente estão sendo encontrados nos primeiros nós da árvore de busca,

confirmando a eficiência da ordenação e o que Plaat aponta em [55].

Para ilustrar a melhora do jogador VisionDraughts incrementado com o módulo de

ordenação da árvore de busca, o mesmo foi comparado com o VisionDraughts sem o

módulo de ordenação, o que expõe claramente tal contribuição. Foi realizado um torneio

de 14 jogos em que o jogador com o módulo de ordenação venceu 8 partidas, empatou 5

e perdeu somente uma. Quanto aos casos de loops de final de jogo encontrados durante

o treinamento do VisionDraughts, os seguintes resultados puderam ser observados: em

um treinamento de 2000 jogos, no jogador sem a ordenação ocorreram 96 casos de loop,

enquanto que no jogador com a ordenação, a ocorrência de loop foi de 41 casos. Os casos

de loop diminuíram em 52% no jogador com o módulo de ordenação

Portanto, a ordenação da árvore de busca contribuiu para diminuir, consideravelmente,

o número de partidas encerradas indevidamente em loop durante o treinamento, o que

impactou, diretamente, na eficiência do jogador.

5.2 Arquitetura Geral do MP-Draughts

Conforme explicado anteriormente, MP-Draughts é um sistema multiagente para jogos

de Damas. Cada agente que compõe o jogador consiste de uma rede neural multicamadas

treinada pelo método de aprendizagem por reforço TD(λ). Esse método utiliza predições

sucessivas para ensinar a rede neural a jogar Damas. O agente alcança alto nível de jogo

simplesmente jogando contra si próprio (estratégia de treino por self-play com clonagem),

com mínima busca e sem qualquer análise de jogos feitas por especialistas humanos.

A arquitetura do MP-Draughts é mostrada na figura 5.2 e resumida logo a seguir:

1. IIGA - Initial/Intermidiate Game Agent : esse agente é treinado para ser especia-

lista em fases iniciais e intermediárias de jogo, o que aqui representa responsável

por atuar em tabuleiros com, no mínimo, 13 peças. O agente IIGA nada mais é que
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Figura 5.2: Arquitetura geral do MP-Draughts : um sistema multiagente de aprendizagem
de jogos de Damas.

a rede jogadora de Caixeta e Julia [11], o VisionDraughts, acrescida do processo de

ordenação na árvore de busca;

2. Agentes de Final de Jogo: esse módulo consiste de 25 redes jogadoras similares

ao agente jogador IIGA. Todavia elas foram treinadas a partir de um conjunto de

tabuleiros de final de jogo (tabuleiros com 12 peças) distribuídos em 25 clusters que

foram organizados por meio de redes Kohonen-SOM [35], [34], [36]. Os estados que

compõem tais clusters são provenientes de uma base de dados composta de 4000

estados de tabuleiro de final de jogo. A cada cluster foi acoplada uma rede neural

similar à rede usada no IIGA. Ao final do treinamento, cada rede é capaz de lidar

com um determinado tipo de estado de tabuleiro de final de jogo diferente (definido

pelo cluster que a rede representa);

3. Rede Kohonen-SOM : o módulo de Rede Kohonen-SOM também é responsável

por classificar, entre os 25 agentes de final de jogo, qual está mais apto a assumir

a fase de final de jogo. Esse módulo tem como entrada o tabuleiro que representa

o estado corrente do jogo (tabuleiro com no máximo 12 peças) e um vetor de pesos

que representa cada agente de final de jogo. Dado o vetor que representa o estado

atual do jogo e os vetores de pesos referentes aos agentes de final de jogo, a rede

Kohonen-SOM calcula a distância entre o vetor que representa o estado corrente

do jogo e todos 25 vetores que representam os agentes. Feito esse cálculo, o vetor

de pesos que tiver menor distância do vetor do estado corrente será selecionado. A

rede que estiver associada a este vetor de peso será acionada de modo a finalizar o

jogo corrente. Ela também corresponde ao EGA definido a seguir;

4. EGA - EndGame Agent : o EGA é o agente de final de jogo escolhido, entre os 25

agentes de final de jogo existentes, para finalizar o jogo de Damas. Esse agente, por

ser o mais próximo do estado atual do tabuleiro, é o que tem maior condições de

finalizar a partida, visto que o mesmo foi treinado em estados de tabuleiros similares

ao estado alcançado pelo IIGA durante o jogo.
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Como abordado anteriormente, cada agente que compõe o MP-Draughts apresenta

a mesma arquitetura do jogador VisionDraughts (apresentada na seção 4.2), acrescida

da ordenação da árvore de busca, ou seja, uma rede neural MLP que usa Diferenças

Temporais e algoritmo de busca alfa-beta para escolher o melhor movimento, além disso,

usa estratégia de treinamento por self-play com clonagem e com o mínimo de intervenção

humana possível.

As seções seguintes apresentam, em detalhes, a estrutura de cada agente que compõe

o MP-Draughts e os resultados obtidos por ele.

5.3 IIGA - Initial/Intermidiate Game Agent

O jogador automático de Damas VisionDraughts [11] é a base sobre a qual se funda-

menta o jogador IIGA.

Apesar de o IIGA ter a mesma estrutura do VisionDraughts, algumas adaptações

foram feitas no VisionDraughts para que ele atendesse as necessidades do MP-Draughts.

Essas necessidades são: diminuir o máximo possível a interferência humana no processo

de aprendizagem do jogador; e adaptar o conjunto de características usada pelo jogador

de modo a inserir características essenciais tanto para começo quanto para final de jogo.

Para reduzir a interferência humana no processo de aprendizagem do jogador, a pos-

sibilidade de utilização da base de dados com jogadas de final de jogo admitida pelo

VisionDraughts foi retirada da estrutura do IIGA. Com a retirada dessa bas,e o jogador

não terá mais "suporte"para saber se um dado estado S de tabuleiro (com oito peças ou

menos) representa estado de vitória, empate ou derrota antes que o jogo termine. Para

saber o resultado do jogo envolvendo o estado S de tabuleiro, o jogador terá que conduzi-lo

até o final.

O módulo de acesso à base de dados de final de jogo fornece ao agente jogador ca-

pacidade de anunciar, antes do final da partida, se um estado do tabuleiro com até oito

peças representa vitória, derrota ou empate. A utilização da base de dados para as fases

finais do jogo agiliza o processo de escolha da melhor ação a ser executada por um jogador

automático. Além disso, torna mais eficiente o processo de escolha da melhor ação na

medida em que substitui heurística por informação perfeita presente nas bases (vitória,

derrota ou empate). Como a base de dados foi retirada no IIGA, o processo de treina-

mento ficou mais demorado, e as escolhas de movimentos já não são tão precisas como

quando é utilizada a base de dados. A eficiência do jogador IIGA foi prejudicada pela

retirada da base de dados, mas foi favorecida quando se observa o fator "interferência

humana", visto que esse fator foi consideravelmente reduzido, o que atende a expectativa

em relação ao jogador proposto.

No que tange às características de jogo de Damas usadas pelo jogador durante o pro-

cesso de aprendizagem, a seleção delas continua sendo feita, manualmente, assim como é
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feita no VisionDraughts e no NeuroDraughts. Todavia, as características usadas no IIGA

contêm duas características a mais do que as usadas pelo VisionDraughts : diagonalmo-

ment e threat, totalizando 14 características (conforme tabela 5.1), ou seja, a representação

NET-FEATUREMAP do tabuleiro é obtida pelo mapeamento C: B → N
14.

Cada atributo do tabuleiro NET-FEATUREMAP (ver seção 4.1.2) é convertido para

sua representação binária respeitando-se a quantidade de bits previstos para as caracte-

rísticas adotadas (segunda coluna da tabela 5.1). Cada um desses bits alimentará um

neurônio da entrada da rede MLP.

CARACTERÍSTICAS N◦ BITS

PieceAdvantage 4

PieceDisadvantage 4

PieceThreat 3

PieceTake 3

Advancement 3

DoubleDiagonal 4

BackRowBridge 1

CentreControl 3

XCentreControl 3

TotalMobility - MOB 4

Exposure 3

KingCentreControl 3

Threat 3

DiagonalMoment 4

Tabela 5.1: Conjunto de Características implementadas no jogador MP-Draughts

A figura 5.3 mostra o novo fluxo de aprendizagem do jogador sem a base de dados

de final de jogo. Veja que os módulos são bastante parecidos com os do sistema Vision-

Draughts. A exceção é a base de dados de final de jogo que não está presente na estrutura

do IIGA.

O fluxo mostrado na figura 5.3 é resumido a seguir:

1. Estado Corrente → percepção → Módulo Eficiente de Busca: o algoritmo de

busca eficiente recebe como parâmetro de entrada o estado corrente do tabuleiro do

jogo. A partir de então, ele monta uma árvore de busca com intuito de descobrir

qual a melhor jogada a ser executada;

2. Módulo Eficiente de Busca → nós folhas → Módulo NET-FEATUREMAP:

os estados da camada mais profunda da árvore de busca, chamados folhas, são

enviados para o módulo NET-FEATUREMAP, que aplicará a conversão de tabuleiro

aos mesmos. O mapeamento NET-FEATUREMAP é feito com base em funções que

descrevem as próprias características do jogo de Damas [42], [43];
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Figura 5.3: Fluxo de aprendizado do IIGA: um sistema de aprendizagem para fases iníci-
ais/intermediárias de jogos de Damas

3. Módulo NET-FEATUREMAP → avaliação nós folhas → Rede Neural Arti-

ficial: o módulo NET-FEATUREMAP converte as folhas da árvore mapeando-as

na camada de entrada da rede neural multicamadas;

4. Rede Neural Artificial → valores nós folhas → Módulo Eficiente de Busca: a

rede neural multicamadas recebe um estado do tabuleiro mapeado em sua camada

de entrada e retorna, em seu único neurônio da camada de saída, um valor entre

-1.0 e +1.0, representando a avaliação do estado de entrada sob a ótica do jogador

automático. Tal valor, denominado predição do estado de entrada, é retornado para

o módulo de busca que o utilizará com o propósito de descobrir a melhor ação a ser

executada;

5. Módulo Eficiente de Busca→ melhor ação → Estado Corrente: após montar

a árvore de busca e utilizar os módulos de mapeamento e rede neural para avaliar

as folhas da árvore, o algoritmo de busca propaga, de baixo para cima, a melhor

ação a ser executada pelo agente jogador;

6. Estado Corrente → movimento → Próximo Estado: de posse da melhor ação

a ser executada, o estado do tabuleiro é modificado com a realização de uma ação

concreta para um próximo estado;

7. Próximo Estado→ percepção → Módulo NET-FEATUREMAP: esse novo

estado do tabuleiro do jogo é enviado para o módulo NET-FEATUREMAP , como

anteriormente.

8. Módulo NET-FEATUREMAP → percepção → Rede Neural Artificial: o
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módulo NET-FEATUREMAP , agora, mapeia esse novo estado diretamente na

entrada da rede neural multicamadas. Note que agora, não se usa o módulo de

busca;

9. Rede Neural Artificial → predição melhor ação → Aprendizagem TD: assim

que o novo estado é mapeado na camada de entrada da rede neural, um novo valor

(predição) é obtido no seu único neurônio de saída;

10. Aprendizagem DT → ajuste de pesos → Rede Neural Artificial: essa nova

predição, recém calculada, é utilizada juntamente com a última predição, anterior-

mente calculada no neurônio de saída, para atualizar todos os pesos da rede neural

multicamadas;

11. Rede Neural Artificial: → próximo passo →Novo Estado Tabuleiro : a partir

de agora, com os pesos da rede atualizados, o jogo passa para um novo estado de

tabuleiro (estado atingido depois de um movimento);

12. Novo Estado Tabuleiro: → próximo passo → Estado Corrente: o fluxo retorna

ao estágio inicial e o procedimento começa a se repetir até o fim de uma partida de

treinamento.

O processo de treinamento do IIGA é o mesmo seguido pelo VisionDraughts [11]:

self-play com clonagem. A ideia básica do treinamento por self-play com clonagem é

treinar um jogador em vários jogos contra uma cópia de si próprio. A partir de um certo

momento, o oponente com menor nível de desempenho é descartado, e o oponente com

maior nível de desempenho é clonado para que outros jogos sejam realizados, e o novo

jogador com o maior nível de desempenho seja selecionado para clonagem. O processo se

repete até que um jogador com alto nível de desempenho seja obtido.

5.4 EGA - EndGame Agent

O MP-Draughts é composto por 26 agentes, sendo um agente (IIGA) especialista em

início e meio de jogo (descrito na seção anterior) e outros 25 agentes especialistas para

final de jogo. Todos os 25 agentes especializados em final de jogo possuem a mesma

arquitetura do IIGA, porém treinados em estados de tabuleiro de final de jogo.

Cada um dos 25 agentes será treinado em diferentes estados de tabuleiro de final de

jogo, sendo que cada agente será treinando e especializado para lidar com um determinado

tipo de tabuleiro. Os tabuleiros usados para treinar os agentes de final de jogo são

agrupados em 25 clusters diferentes, em que cada cluster corresponderá, no final do

processo de treinamento, a um agente especializado em um determinado tipo de tabuleiro

de final de jogo. Cada cluster usado para treinar os agentes de final de jogo contém 25

estados de tabuleiros que são minerados (por meio de redes de Kohonen-SOM ) de uma
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base de dados com 4000 estados de tabuleiro. Os estados de tabuleiro pertencentes a um

dado cluster, apesar de distintos entre si, satisfazem um critério mínimo de similaridade,

fato que não ocorre entre esse cluster e os demais clusters.

No caso, o critério de similaridade usado para agrupar os estados de tabuleiro nos

clusters é baseado nas caracteríticas, conforme apresentado na seção 5.4.2.

O MP-Draughts usa uma extensão do VisionDraughts como seu jogador de início de

partida (IIGA); por isso ele foi usado para gerar a base de dados com tabuleiros de final

de jogo usada no treinamento dos agentes de final de jogo.

Nas subseções que seguem, serão apresentados os passos seguidos para obter agentes

especializados em final de jogo, que é o foco principal deste trabalho. A apresentação

varrerá desde a geração da base de dados usada para treinar o jogador, até a obtenção do

jogador especializado em final de jogo.

5.4.1 Obtenção de Base de Dados de Treinamento dos Agentes

de Final de Jogos

Para o treinamento dos agentes de final de jogo, foi gerada uma base de dados contendo

4000 estados de tabuleiros de final de jogo, ou seja, tabuleiros com 12 peças.

A escolha de usar tabuleiros com 12 peças para representar final de jogo foi feita após

a observação de vários estágios de um jogo de Damas. No estágio de jogo com 12 peças

sobre o tabuleiro, ainda não existe um jogador tendencioso a ganhar o jogo, ao contrário

do que pôde ser observado em tabuleiros com 10 ou menos peças. Em tabuleiros com 10

peças ou menos, a vantagem de um jogador em relação ao seu oponente, na maioria dos

casos, já é visível e a possibilidade de reversão de resultado de jogo fica comprometida, o

que não é interessante para os agentes de final de jogo. Desse modo, fica definido como

fase de final de jogo, tabuleiros com 12 peças.

Em se tratando de tabuleiros com 12 peças, nota-se que existe cerca de 1 quatrilhão

de configurações possíveis de tabuleiros [71], [69], como pode ser observado na figura

5.4. Assim sendo, mesmo considerando os mais modernos recursos computacionais, é

impraticável treinar agentes para serem especialistas em todos esses estados.

Como o número de configurações possíveis de tabuleiros com 12 peças é muito grande,

e entre essas configurações existem tabuleiros cuja ocorrência é praticamente impossível

de acontecer durante um jogo (tabuleiros com 12 peças rainhas, por exemplo), foram

realizados torneios entre alguns jogadores automáticos de Damas na intenção de verificar

quais estados de tabuleiros com 12 peças são mais prováveis. Tais torneios envolveram os

jogadores NeuroDraughts [42], LS-Draughts [50], VisionDraughts [11] e o IIGA. Observou-

se que os estados alcançados por esses jogadores são realistas e tem uma boa chance de

ocorrerem durante uma partida de jogo de Damas, isso porque esses estados foram obtidos

durante partidas reais de jogo de Damas.
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Figura 5.4: Espaço de estados para o jogo de Damas: quantidade de estados possíveis de
acordo com o número de peças sobre o tabuleiro (SCHAEFFER et al., 2007).

O torneio entre os jogadores foi distribuído da seguinte maneira:

• 1000 jogos entre VisionDraughts e NeuroDraughts ;

• 1000 jogos entre VisionDraughts e LS-Draughts ;

• 1000 jogos entre VisionDraughts e IIGA;

• 1000 jogos entre LS-Draughts e NeuroDraughts.

Inicialmente foi gerada uma base de dados contendo 1000 estados de tabuleiros de final

de jogo obtidos de jogos entre esses jogadores. Porém essa quantidade não foi suficiente

para obter uma boa distribuição dos estados entre os clusters, de modo que alguns clusters

se encontravam vazios ao final do processo de clusterização. Foram feitos também testes

com bases de 2000 e 3000 estados, porém os melhores resultados foram obtidos com 4000

estados.

Após o término do torneio, a base de dados com 4000 estados de tabuleiros já está

montada. No intuito de selecionar em quais desses tabuleiros cada agente de final de

jogo será treinado, deve-se aplicar uma técnica de clusterização sobre a base para obter

os grupos de treinamentos. A técnica de clusterização usada foi redes Kohonen-SOM

[36], [38] que retorna, como produto final de sua execução, grupos de dados. Os dados

pertencentes a um determinado grupo apresentam similaridades satisfatórias entre si,

diferentemente, dos pertencentes aos outros grupos. O processo de clusterização bem

como a regra de similaridade usada para agrupar os estados serão apresentados na seção

5.4.2 deste capítulo.
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5.4.2 Clusterização da Base de Dados usando Redes de Kohonen-

SOM

As redes Kohonen-SOM é um modelo de rede neural artificial desenvolvido por Teuvo

Kohonen [35], [34] para demonstrar as possibilidades de uma rede competitiva trabalhar

de forma não-supervisionada. Essas redes neurais são compostas por duas camadas, sendo

a primeira, de entrada e a segunda, de saída. A primeira camada é por onde os dados

a serem classificados são apresentados aos nodos que compõem a camada de entrada.

Os nodos dessa camada são completamente interconectados com os neurônios da camada

de saída, a qual é competitiva. Na camada de saída ocorrem as competições entre os

neurônios. A competição se dá por meio do cálculo da menor distância entre os nodos da

camada de entrada e cada neurônio da camada de saída. Terminada cada competição, o

neurônio vencedor e seus dois vizinhos (um à esquerda e outro à direita) têm seus pesos

atualizado conforme a entrada dada.

A utilização de uma rede de Kohonen-SOM é dada em duas etapas: uma de treina-

mento, em que os pesos são ajustados conforme um determinado conjunto de treinamento;

e uma etapa de utilização, em que os pesos não são ajustados e os clusters são formados.

As redes de Kohonen-SOM são treinadas para aprender a classificar dados em grupo

segundo suas similaridades. Tal aprendizado insere-se no contexto dos aprendizados não-

supervisionados [60], ou seja, o reajuste dos pesos das redes são atualizados sem interfe-

rência externa (fato que exclui os reforços e as comparações com padrões esperados).

Nesse ponto, já é de conhecimento do leitor o processo de formação da base de dados

de final de jogo, a representação dos tabuleiros na base de dados e como eles devem ser

apresentados à rede Kohonen-SOM. Sendo assim, já é possível entender como funciona

o processo de clusterização dos estados de final de jogo presentes na base de dados,

apresentados na seção seguinte.

Arquitetura Geral do Processo de Clusterização

A arquitetura geral do processo de clusterização da base de dados do jogador MP-

Draughts é apresentada na figura 5.5.

Os módulos que compõem essa arquitetura são:

• Base de dados: composta por 4000 estados de tabuleiros de final jogo (tabuleiros

com 12 peças) obtidos de torneios entre os jogadores automáticos de Damas Vi-

sionDraughts, NeuroDraughts, LS-Draughts e IIGA. Essa base contém os estados de

tabuleiros que serão usados no processo de treinamento dos agentes especialistas em

final de jogo. Os tabuleiros presentes nessa base são representados na forma vetorial

(descrito na seção 4.1.1), visto que foram obtidos de partidas envolvendo jogadores

que utilizam dessa representação durante os jogos. Como mostrado anteriormente,
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Figura 5.5: Arquitetura do processo de Clusterização

a representação vetorial é a mais usada pelos jogadores automáticos de Damas por

ser uma forma de representação simples e eficiente;

• Módulo NET-FEATUREMAP : este módulo é o responsável por converter um

tabuleiro de representação vetorial em um vetor de atributos (representação por

características). Nesse caso, os estados pertencentes à base, inicialmente, represen-

tados de modo vetorial são convertidos para a representação NET-FEATUREMAP

(por características), sendo que são usadas as 28 características de Samuel para

representar o tabuleiro, ou seja, C: B → N
28 (seção 4.1.2). O módulo NET-

FEATUREMAP recebe do módulo Base de Dados um tabuleiro vetorial, converte

o tabuleiro em um vetor de atributo e o retorna para o módulo da Rede Kohonen-

SOM. O vetor de atributos resultante do módulo NET-FEATUREMAP é a entrada

do módulo Rede Kohonen-SOM.

• Rede Kohonen-SOM : esse módulo tem como entrada, o vetor de atributos gerado

pelo módulo NET-FEATUREMAP e, como saída, 25 arquivos de tabuleiros. Cada

elemento do vetor de atributos é conectado a um nodo da camada de entrada da

rede Kohonen-SOM. Todos os nodos da camada de entrada são conectados a todos

os neurônios da camada de saída (como mostrada na estrutura de rede Kohonen-

SOM, explicado no capítulo 2). Quando um vetor é apresentado à entrada da rede

Kohonen-SOM durante o treinamento, é calculado o quadrado da distância Eucli-

diana entre o estado apresentado à entrada da rede e cada neurônio de saída. O

neurônio de saída que possuir menor distância em relação aos nodos da camada

de entrada é o vencedor, devendo ser candidato a representar o tabuleiro de en-

trada. Nesse caso, a cada neurônio de saída, será associado um arquivo contendo a

representação vetorial dos estados de tabuleiros que o neurônio representa.

Detalhes referentes ao cálculo da distância entre tabuleiros de entrada e neurônio

de saída serão apresentados no algoritmo de clusterização desta seção.
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• Clusters: O módulo Clusters nada mais é que bases de dados (com estados de

tabuleiros de final de jogo) criadas a partir dos arquivos de saída do módulo Rede

Kohonen-SOM . Cada um dos 25 clusters, presentes nesse módulo, representa um

neurônio de saída da rede Kohonen-SOM. Um estado pertencente a um dado cluster

tem alto grau de similaridade em relação aos outros estados desse cluster, ou seja,

possui várias características de jogo de Damas em comum. Ao final da execução

do processo de clusterização, cada cluster deve conter 25 estados de tabuleiro os

quais serão usados para treinar um agente de final de jogo específico. A redução do

número de estados presentes em um cluster foi feita no intuito de diminuir o tempo

de treinamento do agente de final de jogo, visto que tais agentes demandam muito

tempo de treinamento.

O fluxo de dados que acontece durante o processo de clusterização, apresentado na

figura 5.5, é resumido a seguir:

• Base de dados → tabuleiro vetorial → Módulo NET-FEATUREMAP: a base

de dados passa, como parâmetro de entrada para o módulo NET-FEATUREMAP,

os estados de tabuleiro de final de jogo na forma de representação vetorial. É

passado um estado de tabuleiro de cada vez. A partir de então o módulo NET-

FEATUREMAP converte o tabuleiro de representação vetorial em um vetor de

atributos (representação por características);

• Módulo NET-FEATUREMAP→ vetor de atributos→RedeKohonen-SOM :

depois que o tabuleiro vetorial foi convertido em vetor de atributos, ele é passado

como parâmetro de entrada para a rede neural. A rede neural recebe o vetor de atri-

butos, conecta cada posição do vetor a um nodo específico da camada de entrada,

verifica qual neurônio de saída mais se assemelha com vetor de atributos e elege-o

como neurônio "vencedor". Escolhido o neurônio vencedor, ele recebe o tabuleiro

vetorial correspondente ao vetor característica conectado na camada de entrada da

rede;

• Rede Kohonen-SOM → tabuleiro vetorial → Clusters: depois que o neurônio

de saída foi escolhido, o tabuleiro vetorial correspondente ao vetor característica

conectado na entrada da rede neural é direcionado para o cluster que representa o

neurônio vencedor da camada de saída. Esse processo se repete até que todos os

estados da base tenham sido clusterizados. No caso específico dessa base de dados,

os passos apresentados aqui se repetem por 4000 vezes.

O processo de clusterização da base de dados é apenas um dos módulos que envolve

o processo de aprendizagem dos agentes de final de jogo que compõem o MP-Draughts.

Depois da fase de clusterização, vem a fase de treinamento dos agentes jogadores (redes

neurais de final de jogo). A fase de treinamento das redes de final de jogo é análoga
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ao do IIGA, diferindo apenas, na quantidade e na natureza dos estados de tabuleiros a

partir dos quais as redes são treinadas. Enquanto o IIGA é treinado a partir de um único

tabuleiro (o de início de jogo de Damas), cada agente de final de jogo é treinado a partir

de 25 estados de tabuleiro de final de jogo.

Ainda no processo de entendimento da fase de clusterização, a próxima seção traz a

explicação do algoritmo usado pela rede Kohonen-SOM para clusterizar os estados da

base.

O Algoritmo Clusterização Kohonen-SOM

O MP-Draughts utiliza o algoritmo Kohonen-SOM para agrupar os estados de tabu-

leiro de final de jogo presentes na base de dados. A medida de similaridade usada é o

quadrado da distância Euclidiana.

Visando simplificar o entendimento do algoritmo de clusterização Kohonen-SOM, é

apresentado, a seguir,o pseudo-código do algoritmo juntamente com uma descrição de

cada linha.

Note que, das linhas 3 a 15, é feito o reajuste de peso na rede, ao passo que, das linhas

16 a 22, calcula-se qual neurônio de saída representará o estado de final de jogo analisado.

Pseudo-código do algoritmo de clusterização por redesKohonen-SOM

1: Kohonen(int:radius, double:alpha, int:numberNeuronsIn, int:numberNeuronsOut)

2: Initialize weights Wij

3: while alpha > 0.1 do

4: for each input datum Bk: do

5: for each j, compute: do

6: D(j) =
∑n

i=1 (Wij − Ai)
2

7: end for

8: Find Yj such that D(J) is a minimum

9: for all units j within a specified neighborhood of J , and for all i: do

10: Wij(new) = Wij(old) + α[Xi - Wij(old)]

11: end for

12: end for

13: Update learning rate

14: Test stopping condition

15: end while

16: for each input datum Bk: do

17: for each j, compute: do

18: D(j) =
∑

i
(Wij − Ai)

2

19: end for

20: Find Yj such that D(J) is a minimum
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21: Store Bk in Yj

22: end for

Onde:

• linha 1: o algoritmo Kohonen-SOM recebe o raio que indica o número de vizinhos

do neurônio de saída que está sendo avaliado cujos os vetores de pesos dos vizinhos

serão reajustados juntamente com o neurônio de saída; a taxa de aprendizagem do

algoritmo, o número de nodos da camada de entrada da rede (igual ao número de

características implementadas) e o número de neurônios da camada de saída ( igual

ao número de cluster que devem ser gerados no final da execução do algoritmo). No

caso específico deste algoritmo, o raio da vizinhança é 1, a taxa de aprendizagem

começa em 1 e vai decrementando em 5% ao longo do treinamento, o número de

nodos de entrada é 28 (correspondente ao número de características) e o número

de neurônios de saída é 25 (número de clusters gerado no final do algoritmo). Ao

final de execução do algoritmo, os vetores associados a cada neurônio devem ser

armazenados em 25 arquivos diferentes, cada um representando um neurônio de

saída em específico;

• linha 2: cada conexão Wij no mapa de Kohonen, mostrado na figura 2.8 no capítulo

2, tem um peso associado. A rede é inicializada com valores aleatórios para esses

pesos. Os valores de peso são atualizados durante o treinamento da rede. Cada

nó vencedor atualiza seu próprio peso e, em menores graus, os nós da vizinhança

também são atualizados;

• linha 3: a taxa de aprendizagem alpha é a condição de parada do algoritmo. Os

pesos da rede são atualizados até que a taxa de aprendizagem seja menor que 0.1.

Quando a taxa é atingida, considera-se que o algoritmo já convergiu e a rede está

apta a classificar corretamente a base de dados;

• linha 4: o laço de execução é repetido até que todos os estados de tabuleiros Bk

presentes na base de dados tenham sido analisados pela rede Kohonen-SOM. Para

cada estado Bk, execute os passos de 5 a 12 do algoritmo;

• linha 5: dado um estado de tabuleiro, representado por características (C: B →

N
28) Bk, o quadrado da distância Euclidiana Dj entre esse tabuleiro e cada neurônio

Yj da camada de saída deve ser analisado, sendo que j corresponde ao neurônio de

saída que está sendo analisado;

• linha 6: o cálculo do quadrado da distância Euclidiana D(j) entre o vetor de pesos

que representa o neurônio de saída Yj e o vetor de entrada da rede neural é calcu-

lado com base na fórmula: D(j) =
∑n

i=1 (Wij − Ai)
2, onde n representa o número

de características da representação NET-FEATUREMAP, i representa qual nó de

entrada Xi está sendo analisado, o índice j especifica o neurônio de saída, Wij é
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valor do peso correspondente à conexão entre i e j, e Ai corresponde ao valor do

atributo representado no nodo Xi da camada de entrada da rede neural. Como

explicado anteriormente, cada posição do vetor característica é conectada a um

nodo específico da camada de entrada, ou seja, um vetor de características com 28

posições é representado da seguinte maneira na entrada de rede Kohonen-SOM : Bk

= <A1, A2, ..., A27, A28>. Repete-se esse processo até que todas as distâncias entre

um dado vetor de entrada e todos os neurônios de saída sejam calculadas;

• linha 8: após calculadas todas as distâncias entre o vetor de entrada e os neurônios

de saída Yj, encontra-se o neurônio de saída Yj com menor distância;

• linhas 9 e 10: o neurônio Yj com menor distância tem seus pesos atualizados, assim

como os seus vizinhos, sendo atualizado um vizinho à direita e um à esquerda desde

neurônio. A atualização dos pesos é feita usando a seguinte fórmula: Wij(new) =

Wij(old) + α[Xi - Wij(old)], em que Wij(old) é o peso antigo do neurônio. Após o

ajuste de pesos, esses neurônios estarão mais parecidos com a entrada oferecida;

• linha 13: terminada a classificação de todos os estados de tabuleiros Bk presentes na

base, a taxa de aprendizagem deve ser ajustada baseada no decremento estabelecido

no começo do algoritmo (5%), ou seja, alpha = alpha * 0.05;

• linha 14: ajustada a taxa de aprendizagem, testa-se a condição de parada do

algoritmo, de modo que, se ela não tiver sido atingida, os passos de 4 a 12 serão

executados novamente. Caso a taxa de aprendizagem já tenha sido atingida, a rede

estará apta a classificar corretamente os estados da base. A partir desse momento,

não serão mais efetuadas quaisquer alterações nos pesos da rede e ela passa da

fase de treinamento para a fase de utilização efetiva. O processo de classificação e

geração dos arquivos com os tabuleiros classificados acontece da linha 16 a linha 22

do algoritmo;

• Linha 16: para cada estado de tabuleiro Bk presente na base de dados, as linhas

de 17 a 19 são executadas na intenção de se descobrir qual neurônio de saída melhor

representa o estado.

• linha de 17 a 19: dado um estado Bk, é calculada a distância entre tal estado e

cada neurônio de saída da rede no intuito de descobrir a qual neurônio de saída o

estado Bk deve pertencer. A fórmula usada para verificar a qual neurônio o estado

deve ser relacionado é similar a apresentada na linha 6 desse algoritmo. A diferença

é que, depois de encontrado o neurônio que representará o estado, tanto o peso de tal

neurônio como os pesos de seus vizinhos não são reajustados. Os pesos dos neurônios

de saída devem ser reajustados somente durante o processo de treinamento da rede;

• linha 20: dado que já tenham sido calculadas as distâncias entre o tabuleiro de

entrada Bk e todos os neurônios de saída, o neurônio de saída Yj "vencedor"que
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representará o estado de tabuleiro será o que possuir o menor valor do quadrado da

distância Euclidiana Dj;

• linha 21: nesta linha do algoritmo, o estado de tabuleiro Bk é armazenado no

cluster Yj. Quando o estado Bk é direcionado para o cluster, sua representação por

característica é abandonada, sendo que o estado armazenado no cluster é o estado

de representação vetorial. Não se esqueça que o estado de tabuleiro representado

por característica é usado somente para definir em qual cluster um dado estado deve

ser armazenado, como explicado na seção 4.1.1.

Concluída a distribuição dos 4000 estados de tabuleiro de final de jogo entre os 25

clusters a fim de limitar a quantidade de de estados de cada cluster (de modo a reduzir o

tempo de treinamento dos agentes de final de jogo) efetua-se um processo que seleciona os

25 estados primeiros estados presentes em cada cluster, sendo que ao final desse processo

cada cluster deve conter apenas 25 estados.

Tão logo o processo de clusterização é concluído, associa-se uma rede MLP com ar-

quitetura similar a do IIGA a cada um dos 25 clusters gerados pela rede Kohonen-SOM.

Tais redes são treinadas de modo a se especializar para tabuleiros de final de jogo que

representam (definidos pelos clusters).

5.4.3 Treinamento das Redes Multiagentes de Final de Jogo

A fase de treinamento dos agentes de final de jogo que compõem o MP-Draughts é

análoga à fase de treinamento do VisionDraughts e do IIGA. A diferença é que as redes de

final de jogo são treinadas a partir dos 25 estados de tabuleiros de final de jogo presentes

no cluster que elas representam.

Os pesos da rede neural que representam um agente de final de jogo são reajusta-

dos durante a fase do treinamento por self-play com clonagem por meio da técnica de

aprendizagem por Diferenças Temporais TD(λ). O processo de treinamento, detalhado a

seguir, acontece para cada um dos agentes acoplados aos clusters de estados de tabuleiro

de final de jogo, descritos na seção anterior.

A ideia do treinamento por self-play com clonagem é treinar o jogador opp1 por

vários jogos contra uma cópia de si próprio, o opp1-clone. Os jogos de treinamento devem

percorrer todos os 25 estados de tabuleiros, sendo realizados 200 jogos em cada estado de

tabuleiro, totalizando 5000 jogos de treinamento. Desses 200 jogos,o agente joga 100 deles

com peças pretas e 100 com peças vermelhas. Observe que essa estratégia de treinamento

utilizada pelos agentes que compõem MP-Draughts é eficiente, uma vez que o agente

jogador opp1 deve sempre procurar melhorar o seu nível de desempenho a cada sessão de

treinamento de forma a poder bater seu clone opp1-clone. Durante a fase de treinamento

somente a rede opp1 tem seus pesos reajustados.
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No final de uma bateria de 5000 jogos de treinamento, acontece um torneio entre o

agente com pesos reajustados opp1 e seu clone opp1-clone. São realizados dois jogos em

cada estado de tabuleiro, num total de 50 jogos-teste realizados. Dos dois jogos-teste que

acontecem em cada estado de tabuleiro, no primeiro deles, o agente opp1 joga com as

peças pretas do tabuleiro de Damas e o agente opp1-clone joga com as peças vermelhas.

Já no segundo jogo, as posições de ambos os agentes são invertidas. O objetivo dessa

troca de posições dos jogadores sobre o tabuleiro é permitir uma melhor avaliação do

desempenho dos agentes opp1 e opp1-clone ao jogarem entre si em ambos os lados do

tabuleiro, uma vez que as características se referem a restrições sobre peças pretas e/ou

vermelhas.

Ao final dos 50 jogos-teste, se o agente opp1 conseguir ganhar no mínimo 60% dos

jogos, faz-se uma nova clonagem e o jogador passa a treinar contra esse novo clone. O

processo se repete por uma bateria de 10 sessões de jogos de treinamento e, no final dessas

baterias, realiza-se um torneio entre todos os clones obtidos no decorrer do treinamento.

O jogador vencedor desse torneio é eleito para representar o cluster ao qual ele é acoplado.

5.4.4 Escolha do EGA

Após o treinamento dos agentes de final de jogo (processe descrito na seção 5.4.3), o

MP-Draughts contará com 26 agentes treinados para jogar Damas, o IIGA e os 25 agentes

especializados em fase de final de jogo.

A dinâmica de um jogo de Damas envolvendo o MP-Draughts acontece da seguinte

maneira: o IIGA é o jogador que inicia o jogo de Damas e o conduz até que o tabuleiro

tenha, no máximo, 13 peças. A partir desse momento, um dos agentes especialistas em

final de jogo é que deve assumir o jogo, ou seja, esse agente deve substituir o IIGA na

partida e conduzi-la até que ela termine. O agente de final de jogo escolhido entre os

25 agentes especialistas para finalizar o jogo - aqui chamado EGA - é aquele que melhor

representa o estado de final de jogo corrente.

Faz-se o processo de escolha do EGA do seguinte modo: o estado de tabuleiro de final

de jogo corretente é submetido à rede Kohonen-SOM treinada. Detecta-se o neurônio de

saída Yj que apresenta a menor distância Euclidiana com relação àquele estado. O agente

de final de jogo que estiver associado ao cluster definido por Yj será escolhido como EGA,

conforme pseudo-código apresentado e comentado a seguir.

Pseudo-código referente a fase de seleção do agente de final de jogo - EGA

- responsável por finalizar a partida

1: Select-EGA(board:board-state)

2: for each EndGameNetwork in set of EndGameNetwork : do

3: d[i] = distancia(board-state, EndGameNetwork[i])
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4: end for

5: j = i of minimum(d[i])

6: return j

Onde:

• linha 1: o algoritmo Select-EGA recebe, como argumento, o estado corrente do

tabuleiro de jogo de Damas, board-state;

• linha 2: para cada um dos agentes especializados em final de jogo que compõe o

MP-Draughts, executa-se a linha 3 do algoritmo, de modo a encontrar o agente que

substituirá o IIGA no jogo;

• linha 3: calcula-se o quadrado da distância Euclidiana entre o estado corrente do

jogo (tabuleiro de final de jogo) e cada um dos 25 agentes de final de jogo. O valor

resultante desse cálculo é armazenado na variável d[i]. Para cada um dos agentes de

final de jogo, calcula-se o quadrado da distância Euclidiana entre as características

presentes no tabuleiro corrente e as características presentes no agente em questão;

• linha 5: depois de calculado o quadrado da distância Euclidiana entre o estado

corrente e os agentes de final de jogo, verifica-se qual das distâncias é a menor. O

valor da variável i correspondente à posição onde se encontra a menor distância, e

indica o agente de final de jogo EGA que deverá ser selecionado;

• linha 6: depois de definido o EGA, o valor referente a ele é retornado para a função

principal. A função principal transfere o jogo para ele.

Até o momento, apresentaram-se todos os agentes que compõem o MP-Draughts (IIGA

e EGA), assim como os passos necessários para se obter cada um desses agentes. Na

próxima seção, mostra-se é apresentado como é feita a interação desses agentes durante

um jogo de Damas.

5.5 Resultados Experimentais

Esta seção apresenta a eficiência da arquitetura multiagente do MP-Draughts com-

parada com as arquiteturas do VisionDraughts [11] e do NeuroDraughts [42]. Os parâ-

metros levados em consideração na comparação foram o número de vitórias, empates e

derrotas obtidos por cada agente em um torneio de 20 jogos. É interessante ressaltar

que todos os jogadores tiveram o mesmo tipo de treinamento (self-play com clonagem)

e o mesmo número de jogos de treinamento (5000 jogos de treinamento, seção 5.4.3). A

igualdade no número de treinamento foi mantida no sentido de não favorecer ou prejudicar

qualquer um dos jogadores.
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Tabela 5.2: Tempo de treinamento dos jogadores VisionDraughts e MP-Draughts

As seções seguintes apresentam os resultados obtidos pelo MP-Draughts no que se

refere a: tempo de treinamento, impacto de arquiteturas multiagentes e, além disso,

mostra os bons resultados conseguidos pelo MP-Draughts nas situações de loop de final

de jogo. Para avaliar o desempenho do MP-Draughts no que diz respeito a frequência

de loop de final de jogo, realizou-se um torneio entre ele e os jogadores VisionDraughts e

NeuroDraughts.

Conforme mostrado, as ocorrências de loop de final de jogo envolvendo o MP-Draughts

restringem-se a 0% jogando contra o NeuroDraughts, e a 5% jogando contra o Vision-

Draughts. A título de comparação, a frequência de ocorrência de loop em jogos entre o

NeuroDraughts e o VisionDraughts é de 25%.

5.5.1 Impacto Causado no Tempo de Treinamento

O módulo de busca eficiente em árvores de jogos desenvolvido no VisionDraughts

(apresentado no capítulo 4) forneceu ao jogador automático maior agilidade no processo

de treinamento. Com essa agilidade, foi possível treiná-lo em 5000 jogos durante aproxi-

madamente, 9 minutos, como mostra a tabela 5.2.

O treinamento do agente MP-Draughts, mais especificamente, o treinamento dos 26

agentes que o compõem, utilizou o mesmo módulo de busca eficiente do VisionDraughts.

O tempo dedicado para o treinamento do IIGA foi o mesmo dedicado ao treinamento do

VisionDraughts, aproximadamente, 9 minutos. Já o tempo dedicado para o treinamento

dos 25 agentes especialistas em final do jogo foi de aproximadamente, 63 minutos, segundo

a tabela 5.2.

O aumento do tempo de treinamento deu-se, principalmente, porque movimentos ex-

ecutados nas fases finais de jogos de Damas precisam ser muito bem avaliados, uma vez

que um erro nessas fases tendem a levar a derrotas. Em razão dessa característica de

final de jogo, o tempo gasto para executar um movimento em um tabuleiro de final de

jogo também é maior do que o tempo gasto para executar um movimento nm tabuleiro

de início de jogo.

Note, na tabela 5.2, que o VisionDraughts é treinado em apenas 14% do tempo de

treinamento do MP-Draughts. Logo, pode-se concluir que o aprendizado de jogadores

especialistas em fases específicas de jogo demora mais tempo para convergir do que o

aprendizado daqueles concebidos para atuar em todas as fases do jogo. Apesar disso, a
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Tabela 5.3: Resultado de torneio de 20 jogos entre: MP-Draughts, VisionDraughts e
NeuroDraughts

estratégia multiagentes apresenta uma boa alternativa, uma vez que ela se mostrou mais

eficiente, como pode ser comprovado nos resultados apresentados nas próximas seções.

5.5.2 Impacto da Criação de Agentes Especializados em Fases

Distintas do Jogo de Damas

As habilidades que um jogador tem de ter para finalizar um jogo com sucesso são

diferentes das habilidades necessárias para executar boas jogadas no início de um jogo.

Nessa linha, o MP-Draughts conta com um agente de início de jogo com habilidades

suficientes para executar boas jogadas no início do jogo e com agentes de final de jogo

com habilidades essenciais para final de jogos.

Ao passo que no MP-Draughts a capacidade de desenvolver habilidades específicas em

cada fase do jogo de Damas é provida por agentes especializados em fases distintas do

jogo de Damas, o que possibilita ao campeão mundial de Damas Chinook [71] manter

sua habilidade ao longo das fases do jogo são 5 funções de avaliação ajustadas manual e

exaustivamente por especialistas humanos. Observe que o jogador MP-Draughts conseguiu

desenvolver habilidades em fases distintas de um jogo, assim como Chinook, porém, com o

mínimo de intervenção humana possível, contando, na maior parte do tempo, com técnicas

inteligentes para desenvolver essas habilidades.

Para verificar o impacto da criação dos agentes especializados, realizo-se um torneio

de 20 jogos entre o jogador MP-Draughts e os jogadores VisionDraughts e NeuroDraughts.

Os resultados do torneio, mostrados na tabela 5.3, comprovam a eficiência de sistemas

jogadores multiagentes comparados com sistemas baseados em agentes simples.

Como é possível verificar na tabela 5.3, no torneio entre o MP-Draughts e o Vision-

Draughts, o primeiro ganhou 65% dos jogos, empatou 20% e perdeu apenas 15%. Desses

20% de empate, somente 5% foram causados por problemas de loop. Já no torneio entre

MP-Draughts e o NeuroDraughts, o MP-Draughts ganhou 70% , empatou 15% e perdeu

15%, não havendo nenhum empate causado por loop de final de jogo.

Como trabalho futuro, os autores deste trabalho pretendem desenvolver uma interface

apropriada que permita ao MP-Draughts jogar com o campeão mundial, Chinook, no

sentido de avaliar o desempenho do MP-Draughts.
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Tabela 5.4: Número de empates causados por loop em 20 jogos entre os jogadores MP-
Draughts, VisionDraughts e NeuroDraughts

5.5.3 Impacto da redução dos casos de loop

Com a diminuição dos casos de loops nos torneios envolvendo jogadores automáticos,

a eficiência desses jogares é significativamente melhorada, o que pode ser constatado nos

resultados apresentados na seção anterior.

Tanto o NeuroDraughts quanto o VisionDraughts mostraram-se ineficientes para fi-

nalizar diversas partidas do jogo de Damas, justamente, por causa da frequente ocorrência

de loop de final de jogo, fato que pode ser observado na última coluna da tabela 5.4 que

apresenta resultados de empates em torneio de 20 jogos envolvendo ambos os jogadores.

No caso, o VisionDraughts terminou 9 partidas em empate contra o NeuroDraughts, sendo

5 delas causadas por loop de final de jogo. As ocorrências de loop de final de jogo, nesse

caso, corresponderam a 25% do total de jogos.

Já nos jogos envolvendo o MP-Draughts, os casos de loop de final de jogo foram con-

sideravelmente reduzidos. A redução dos casos de loops deu-se porque, como abordado

anteriormente, o MP-Draughts conta com agentes especialistas em fases distintas do jogo

de Damas. Esses agentes possuem habilidades mais refinadas para decidir qual jogada

executar em um determinado momento do jogo, tornando-os mais ofensivos e mais con-

hecedores dessa fase do jogo.

Pode-se concluir que jogadores especializados em final de jogo têm mais conhecimento

do ambiente e, consequentemente, mais conhecimento para executar uma jogada que tire-o

de uma situação de loop e conduza-o para a "vitória óbvia". A tabela 5.4 apresenta tam-

bém os casos de empate que ocorreram nos 20 jogos entre MP-Draughts x VisionDraughts

e MP-Draughts x NeuroDraughts.

Analisando os casos de empates acontecidos durante os torneios, foi possível verificar

que, dos 4 empates ocorridos durante o torneio contra o VisionDraughts, apenas um foi

por ocorrência de loop; os outros 3 foram empates reais do jogo. Já no torneio contra o

NeuroDraughts, não se constatou nenhum caso de loop, o que comprova, novamente, que

o MP-Draughts supera seus predecessores em fase de final de jogo.

A título de esclarecimento, em Damas, empates reais são situações em que os jogadores

encontram-se em equilíbrio no jogo, e a configuração do tabuleiro não deixa alternativa

para que se dê um desfecho ao jogo após uma quantidade limite de jogadas. Exemplos de

configuração de tabuleiros que são considerados empates reais:
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• tabuleiros com 2 rainhas contra 2 rainhas;

• tabuleiros com 2 rainhas contra 1 rainha;

• tabuleiros com 2 rainhas contra 1 rainha e uma peça simples.

Concluindo, o uso de agentes especializados em fases distintas do jogo contribuiu para

diminuir, consideravelmente, o número de partidas encerradas indevidamente em loop

durante o torneio, o que impactou, diretamente, na eficiência do MP-Draughts.



Capítulo 6

Conclusões e Propostas Futuras

Apresentou-se neste trabalho, o MP-Draughts, um agente multiagente jogador de

Damas que conta com agentes especializados em fases distintas do jogo. Esse jogador

possui 26 agentes especializados, sendo: um agente especializado nas fases iniciais/ in-

termediárias de um jogo (tabuleiros com no mínimo 13 peças); e outros 25 agentes es-

pecializados em fase de final de jogo (tabuleiros com no máximo 12 peças). Os agentes

jogadores que compõem o MP-Draughts correspondem a redes neurais MLPs treinadas

pelo método de aprendizagem por reforço TD(λ), aliado a um eficiente método de busca

baseado em poda alfa-beta com tabela de transposição e aprofundamento iterativo. O

treinamento desses jogadores acontece por self-play com clonagem e as entradas das redes

neurais correspondem aos estados de tabuleiros de Damas representados por um conjunto

de características. O MP-Draughts conta com um mínimo possível de intervenção humana

no seu processo de aprendizagem, ao contrário do atual campeão do mundo, Chinook, que

conta com ela no ajuste manual das suas funções de avaliação e no uso de duas bases de

dados existentes nele(de início e fim de jogo).

O problema do loop de final de jogo identificado nos jogadores NeuroDraughts, LS-

Draughts e VisionDraughts foi a principal motivação que levou à criação do jogador mul-

tiagente e, além disso, é claro, o fato de se desejar obter jogadores especializados mais

ofensivos em fases distintas do jogo de Damas.

Os resultados experimentais obtidos de torneios entre o MP-Draughts e os jogadores

NeuroDraughts e VisionDraughts mostram que a ocorrência do problema do loop foi,

consideravelmente, reduzida. A utilização de agentes especializados em fases distintas de

um mesmo jogo possibilitou ao jogador o aumento na sua capacidade para tomar melhores

decisões, uma vez que o ele possui uma visão mais refinada de cada fase do jogo. Quanto

menor o ambiente em que o jogador deve agir, mais detalhes ele consegue enxergar dentro

desse ambiente.

De forma geral o jogador multiagente mostrou-se mais eficiente na redução do problema

de loop e desempenho no jogo que os jogadores precedentes a ele. Isso que pode ser

observado nos resultados apresentados na seção 5.5.
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Assim sendo, a proposta de trabalho apresentada e os resultados alcançados se mostraram

bem promissores. A grande vantagem desse tipo de jogador é sua autonomia no processo

de aprendizado, restringindo o uso de recursos externos apenas ao conjunto de caracterís-

ticas de Samuel [61], [62]. Já a principal desvantagem deste jogador foi o tempo dedicado

ao treinamento do mesmo. Como pode ser observado na tabela 5.2 na seção 5.5, o tempo

de treinamento do MP-Draughts é aproximadamente 450% maior do que o tempo de

treinamento de um agente simples.

6.1 Perspectiva de Trabalhos Futuros

Apesar do bom desempenho do MP-Draughts, muitas técnicas ainda podem ser apli-

cadas em sua arquitetura na intenção de obter melhores resultados. Algumas sugestões

de técnicas a serem aplicadas estão relacionadas abaixo:

• integrar ao MP-Draughts o módulo de algoritmo genético desenvolvido por Neto e

Julia [50], [51], [52] no jogador LS-Draughts a fim de descobrir qual é o conjunto

mínimo de características fundamentais para representar final de jogo. Atualmente,

essa escolha é feita manualmente;

• desenvolver uma interface apropriada que permita ao MP-Draughts jogar com o

campeão mundial, Chinook, no sentido de verificar o desempenho desse jogador

quando comparado com o melhor do mundo;

• encontrar outras técnicas para representar os estados de tabuleiros de final de jogo

no momento da clusterização desses estados por exemplo, foi feita uma primeira

tentativa de uso de representação vetorial do estado de tabuleiro, porém esta se

mostrou pior do que a clusterização usando características. Então, sugere-se a cri-

ação de algumas heurísticas no sentido de melhorar a clusterização feita em estados

representados de forma vetorial;

• utilizar técnicas paralelas no processo de busca pelo melhor movimento (algorit-

mos paralelos), principalmente, considerando a popularização dos processadores com

vários núcleos de processamento. Boas referências sobre paralelismo de algoritmos

podem ser encontrada em [58], [66], [32];

• utilizar técnicas de processamento distribuído na etapa de treinamento.
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