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Figura 3.20 - EMG de superfície simulado utilizando-se a matriz de 61 eletrodos. Cada coluna 

do gráfico corresponde a uma coluna de eletrodos da  matriz, disposta na mesma direção da fibra 

muscular. 

Extraído de [Merletti, 2004] 
  

Podemos citar ainda o modelo desenvolvido por Andrade et al (2000), que 

utilizou modelos auto-regressivos (AR) para extração de características do sinal EMG. 

A figura 3.21 mostra a organização e o fluxograma de informações no sistema 

desenvolvido. Tal sistema propõe aplicar uma metodologia sistemática para extrair 

características apropriadas do sinal para que se possa utilizá-los nas entradas para redes 

neurais artificiais, onde os resultados podem então, serem utilizados na decisão de qual 

será a função realizada por uma prótese. 

 

 
Figura 3.21 – Sistema desenvolvido por Andrade et al 

Modificado de [Andrade, 2000] 



42 

 

O modelo AR utilizado pelos autores mostrou-se capaz de representar 

adequadamente o sinal, ou seja, seus parâmetros realmente conseguiram associar uma 

determinada atividade eletromiográfica a um determinado tipo de movimento. Um dos 

grandes problemas encontrados no modelo AR é em relação ao estabelecimento de sua 

ordem e da constante de convergência do filtro. Como para cada sinal existe uma ordem 

e uma constante mais adequada, nem sempre o mesmo pode ser bem representado. Este 

problema foi amenizado pelo uso do algoritmo LMS (Least Mean Square) proposto por 

Veiga et al. Com relação ao sistema de classificação adotado, notou-se que as RNA’s 

executaram muito bem o papel de segmentação dos coeficientes AR em classes distintas 

de padrões, obtendo uma taxa de acerto máxima de 100%. Deve-se ressaltar, porém, que 

o algoritmo é complexo e demanda alto poder computacional, inviabilizando sua 

implantação em um microcontrolador de uma prótese. 

 

Ortolan (2002), analisou algumas técnicas de processamento do sinal 

mioelétrico, de forma a possibilitar a implementação de um circuito que reconheça o 

sinal e possa controlar um sistema de reabilitação. Foram simuladas e avaliadas diversas 

técnicas de filtragem, como por exemplo: clássica, cancelamento de ruído adaptativo e 

reconstrução do sinal por meio das componentes obtidas pela transformada wavelet.  

Também foi implementado e analisado um sistema simplificado de 

reconhecimento de padrões baseado em uma RNA, onde foi aplicado na entrada o 

próprio sinal EMG e não suas características obtidas por processamentos matemáticos. 

Diante dos resultados obtidos, a técnica de canceladores de ruído adaptivo apresentou a 

melhor filtragem. Apesar de não ter sido adequada para a filtragem, a transformada 

wavelet mostrou-se uma poderosa ferramenta de análise de sinais em virtude de sua 

característica multiresolução, e a técnica utilizada para reconhecer padrões mostrou 

bons resultados para com os sinais analisados.   

 

Como se pode observar, existem vários métodos de extração e classificação dos 

padrões eletromiográficos descritos na literatura. Tais estudos possuem suas vantagens e 

suas limitações, e dentre as principais limitações estaria a complexidade dos algoritmos 

utilizados na avaliação do sinal EMG, exigindo recursos computacionais “poderosos”.  
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Neste sentido este trabalho visa avaliar técnicas matemáticas mais simples com 

algoritmos menos complexos, onde se possa exercer a função classificadora de padrões 

com pelo menos a mesma competência, demandando um baixo poder computacional. 

 

 
 
 
 
 
 
 
 
 
 
 
 

 



 

 

Capítulo 4 

Proposta e desenvolvimento do Trabalho 

A proposta deste trabalho, como já mencionado, é o desenvolvimento de um 

algoritmo que possa reconhecer com rapidez e simplicidade o tipo de movimento 

efetuado pelo indivíduo visando o controle de uma prótese de membro superior. Será 

descrita neste capítulo a proposta de uma metodologia para a extração e classificação de 

padrões do sinal EMG.  

 As etapas seguidas podem ser observadas na figura 4.1, onde se destaca o 

estágio de processamento do sinal EMG. 

 

 

 

 

 

 

 

  

 

 

Figura 4.1 Diagramação dos estágios de processamento do modelo proposto. 

 

Detecção e 
condicionamento 
do Sinal 

Processamento Prótese 

Extração das características  

Classificação do  
Sinal EMG  
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Cada um dos blocos da figura 4.1 será devidamente descrito nos itens que se 

seguem. Contudo, é importante destacar que os experimentos realizados para teste da 

metodologia proposta utilizaram sinais previamente coletados. Todavia, descreve-se os 

elementos do hardware utilizado nas coletas com o objetivo de especificar cada um dos 

elementos de um sistema completo para captura e processamento de sinais EMG. 

4.1 Condicionamento e aquisição do sinal  

  4.1.1 Detecção do sinal EMG 

 Foram utilizados eletrodos de disco banhados a prata (Figura 4.2), por seu custo 

relativamente baixo e por proporcionarem uma representação satisfatória do sinal. Na 

realização do experimento foi realizada abrasão da pele para obter uma melhor interface 

eletrodo/pele.   

Informações sobre posicionamento de eletrodos podem ser adquiridas em 

Hermes et al (1999). 
 

 
Figura 4.2 - Eletrodos de disco. 

 

Para dois subgrupos de movimentos: contrações estáticas e dinâmicas foram 

utilizados 5 pares de eletrodos, sendo dois sobre o grupo muscular bíceps e três sobre o 

grupo muscular tríceps. A configuração (figura 4.3) de 5 pares, em cinco sítios 

distribuídos sobre o bíceps e o tríceps, foi utilizada para a detecção do sinal. Andrade 

(2000) avaliou a composição de algumas configurações para a distribuição dos eletrodos 

e obteve melhores resultados com a configuração de 5 unidades utilizada . 

O Eletrodo de referência foi situado no acrônio. 
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Figura 4.3 - Disposição de eletrodos [ANDRADE, 2000]. 

 

Para a coleta dos dados o voluntário realiza 4 classes de movimentos. São elas: 

 Flexão de cotovelo 

 Extensão de cotovelo 

 Pronação de punho 

 Supinação de punho 

Para cada classe de movimento foram coletados 50 grupos de sinais (cinco sinais 

por movimento). 

4.1.2 Condicionamento 

O eletromiógrafo (Figura 4.4) utilizado para a realização do trabalho possui as 

seguintes características: 

 Aquisição simultânea de até 8 canais diferenciais; 

 Terra comum a todos os canais; 

 Filtro passa faixa com freqüência de passagem entre 20 Hz e 5 kHz; 

 Três estágios de amplificação, que permitem um ganho mínimo de 100 vezes e 

máximo de 16.000 vezes. 

 Isolação óptica de 1.5 kV (rms) a 60 Hz entre o dispositivo eletrônico e o 

estágio que fica em contato com o sujeito; 

 Impedância de entrada diferencial de 10 GOhms; 

 RRMC de 93 dB a 60 Hz. 
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Figura 4.4 – Eletromiógrafo utilizado 
 para a coleta dos dados. 

 

4.1.3 Digitalização do sinal EMG 

Nesse estágio se dá a transformação do sinal mioelétrico contínuo, em sinal 

discreto. O processo de digitalização de um sinal analógico é realizado por um 

dispositivo conhecido como Conversor Analógico-Digital (Analog-to-Digital 

Converter - ADC) e é importante que cada aplicação seja avaliada considerando as 

vantagens e limitações do ADC especificado [De Luca, 2001]. 

Esta representação do sinal contínuo por uma seqüência de amostras 

selecionadas em espaços de tempo pré-fixados (freqüência de amostragem) traduz a 

amplitude do sinal contínuo no instante da amostragem. Para que o processo de 

amostragem não conduza a perda de informação, é necessário que a freqüência de 

amostragem obedeça ao “teorema de Nyquist”, isto é, seja pelo menos duas vezes 

superior à máxima freqüência presente no sinal (figura 4.5).  

 

 
Figura 4.5 – (a) Sinal senoidal 1Vp, 1Hz, amostrada a 2Hz.  

(b) Reconstrução do sinal amostrado. Modificado de [Delsys, 2001] 
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Foi utilizado na digitalização do sinal o cartão: CIO-DAS 16/330 – Computer Boards, 

que apresenta as seguintes características: 

 

 Conversor A/D de 12 bits; 

 Configuração de entrada para 16 canais single-ended ou 8 canais diferenciais; 

 Amplificador de ganho programável 1, 2, 4 ou 8 vezes; 

 Taxa máxima de aquisição de 330 kHz; 

 Faixa de entrada de -10 V a +10 V 

 Buffer FIFO com capacidade de 1024 amostras; 

  

4.2 Proposta de uma metodologia para extração de 

características do sinal EMG 
  

 Para o controle de prótese mioelétrica é necessário que se tenha uma grande 

preocupação com relação ao tempo de resposta da mesma para que o movimento 

aparente ser o mais natural possível. Um tempo de resposta acima de 300 ms já é 

perceptível para o usuário. Assim, deseja-se que todo o processo de aquisição e 

processamento do sinal aconteça em um tempo menor que o tempo de resposta mínimo 

já citado. 

 Nesse sentido o presente trabalho propõe uma metodologia de extração e 

classificação de sinais EMG que aborde uma matemática simples, com algoritmo que 

exija “baixo poder computacional”, mas com precisão equivalente a de sistemas mais 

complexos. 

 Observando que o sinal EMG, para cada tipo de movimento, possui variações 

em sua amplitude e consequentemente em sua potência, e que existem pequenas 

diferenças temporais dos momentos de disparo de cada músculo, buscou-se um sistema 

de reconhecimento do sinal a partir dessas características. Os estágios de processamento 

do sinal para a extração das mesmas podem ser brevemente analisados com a ajuda do 

diagrama da figura 4.6.  
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Figura 4.6 – Estágios utilizados no processamento do sinal. 

 
 

De forma geral, o processo ocorre da seguinte forma: de posse dos dados coletados 

e devidamente janelados, ou seja, com o inicio e o fim da atividade eletromiográfica 

bem definidos, aplica-se um filtro passa-alta com o objetivo de retirar o nível dc. O sinal 

é então retificado e o filtro de média móvel é aplicado para a determinação da envoltória 

do mesmo. Assim, temos o sinal preparado para se calcular a área abaixo da curva 

(Integral da envoltória). 

 Na seqüência normaliza-se o sinal visando eliminar a interferência da diferença de 

amplitude máxima entre os sinais a serem comparados, para em seguida determinar as 

diferenças temporais dos momentos de disparo de cada músculo (tempos de ativação).    

Nas seções seguintes será enfatizada cada uma das etapas mostradas na figura 4.6: 

 

4.2.1 Filtro passa alta 
 

Muitas vezes o sinal apresenta uma componente contínua que provoca um 

deslocamento da linha de base do sinal. Esta componente contínua é um sinal comum 

que não possui qualquer relação com a atividade mioelétrica, podendo ser o resultado 

de fenômenos eletroquímicos entre os eletrodos e a pele ou de limitações dos 

amplificadores utilizados. Portanto, antes de se proceder qualquer tratamento do sinal 

deve-se eliminar esse nível contínuo através de um filtro passa alta. Nesse trabalho 

utilizou-se um filtro passa alta digital de 4 pólos. 

 

Sinal 
Janelado 

Filtro de 
Média Móvel 

Filtro Passa 
Alta (8 HZ) 

Normalização 

Integral da 
envoltória 

Cálculo dos Tempos de 
Ativação 



50 

 

 

4.2.2 Filtro de Média Móvel  
 

A média móvel é uma técnica matemática simples usada primariamente para 

eliminar discrepâncias e revelar a real variação em uma coleção de dados. Ela é também 

um protótipo do filtro de resposta impulsiva finita, o filtro mais utilizado em 

instrumentação baseada em computador [DATAQ, 2005].   

 

 Um filtro de média móvel pode ser utilizado como um filtro passa-baixa, para 

atenuar ruídos inerentes a muitos tipos de formas de onda, ou como um filtro passa-alta, 

para eliminar variações na linha de base de sinais de freqüências mais altas. O 

procedimento utilizado pelo algoritmo para determinar o nível de filtragem depende do 

uso de um fator de “suavização” (smoothing factor). Se implementado em software 

como mostra a figura 4.7, este valor pode ser incrementado ou decrementado para 

especificar o número de pontos simultâneos da forma de onda que serão utilizados pela 

média móvel. Como qualquer forma de onda pode ser vista como uma longa coleção de 

pontos, o algoritmo determina uma média móvel utilizando-se de dois ou mais pontos 

da mesma, soma-os, divide a soma pelo número total de pontos adicionados, 

substituindo o primeiro ponto pelo valor calculado, e repetindo os passos anteriores para 

o segundo, terceiro, e assim, até que se encontre o fim da cadeia de dados (figura 4.8). O 

resultado é uma segunda forma de onda que consiste dos dados médios, tendo o mesmo 

número de pontos que a forma de onda original. 
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Figura 4.7 – Diagrama do programa LabView Responsável pelo cálculo da média móvel 

 
 

 
 

Figura 4.8 – Evolução do algoritmo da média móvel. Extraído de [DATAQ, 2005] 
 

 
A chave para a flexibilidade do algoritmo é a grande faixa selecionável de 

fatores de suavização. Este fator determina quantos pontos ou amostras serão utilizados 

no cálculo da média. Especificando um valor positivo simula-se um filtro passa-baixa 

como o que é utilizado neste trabalho (figura 4.9) que, enquanto especificando um valor 

negativo, simula-se um filtro passa-alta. Dado um valor absoluto do fator de suavização, 

valores maiores suavizam mais a curva, enquanto valores menores provocam um efeito 

menor. Com um valor apropriado para o fator de suavização, é possível ainda utilizar o 

algoritmo para extrair o valor médio de um dado sinal periódico. 

O filtro pode ser aplicado várias vezes ao mesmo sinal, se necessário, para 

encontrar um resultado satisfatório. Um sinal apropriadamente filtrado para uma 
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aplicação pode ser inaceitavelmente ruidoso para outra. Cada aplicação determina se o 

número de pontos utilizados para a média foi grande, pequeno, ou adequado. A 

flexibilidade do algoritmo permite o ajuste do fator de suavização, e mais passagens 

pelo algoritmo, quando o resultado inicial não foi satisfatório. 
 
 

 
Figura 4.9 - (a) EMG retificado. (b) EMG após uma filtragem com janela de 20 amostras. 

  (c) EMG após uma filtragem com janela de 5 amostras. Extraído de [LOSS, 2005]. 
 
 
 

 Independente da aplicação, a razão universal para a utilização de um filtro de 

média móvel é “suavizar” as altas e baixas discrepâncias de um sinal, revelando uma 

forma de onda intermediária mais representativa, sem comprometer outras 

características da forma de onda original. 

 Nesse trabalho foi utilizado um filtro de média móvel de 100 amostras. Como a 

freqüência de aquisição do sinal foi de 5 KHz, cada amostra  tem espaçamento temporal 

de 0.2 ms. Um ponto gerado pelo filtro de média móvel corresponde a um intervalo de 

tempo de 0.2 ms vezes 100 (20 ms) resultando em um sinal filtrado a 50 Hz.   
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4.2.3 Integral da envoltória 

A interpretação matemática do conceito de integral consiste na determinação 

da área delimitada pela curva, seja esta um sinal EMG ou qualquer outro sinal.  

A fórmula matemática para o cálculo da integral é mostrada na Figura 4.10. 

 

 

Figura 4.10 – Cálculo da Integral 
 

Sabe-se que a integral da envoltória nos fornece a potência muscular 

desenvolvida para cada tipo de movimento. Com isso, o cálculo da área abaixo da 

curva pode ser usado como parâmetro de comparação da atuação dos 5 músculos 

envolvidos no movimento. 

 

4.2.4 Normalização 

A normalização do sinal foi efetuada visando proporcionar a comparação entre 

sinais com a mesma classe ou classes diferentes e entre diferentes indivíduos. Um dos 

problemas encontrados, por exemplo, no momento de se determinar os tempos de 

ativação é a comparação de sinais com diferentes amplitudes máximas. Aplicando-se o 

processo de normalização, coloca-se todos os sinais numa mesma escala, facilitando a 

determinação dos tempos de ativação a partir de um limiar.   

O processo de normalização implementado no software LabView , e mostrado 

na figura 4.11 foi linear, restringindo a amplitude do sinal entre –1 e 1. Para a 

conversão de escala adotou-se a equação 4.1, onde X representa uma matriz cujas 
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linhas são os sinais de um determinado grupo e Y a matriz representando o sinal 

normalizado. 
 

 

 
Figura 4.11 - Diagrama do Programa LabView responsável pela normalização dos sinais. 
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Equação 4.1 – Normalização do Sinal 

 

Os valores utilizados para o Offset e o Scale foram determinados 

experimentalmente (Tabela 4.1) de acordo com Andrade, (2000). 
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Grupo Experimental Isométrico Isotônico 

Scale 8.7735 8.3020 

Offset 0.4775 -0.3300 
Tabela 4.1- Valores usados para  Scale e Offset 

 

 

4.2.5 Tempos de ativação 
 

Durante uma contração muscular, o recrutamento dos grupos musculares não 

ocorre de forma simultânea [Merletti, 2002]. Dessa forma, calculou-se a característica 

“tempo de ativação” como sendo a diferença temporal entre o momento de disparo de 

um músculo em relação a outro usado como referência. 

 Os pontos de disparo do sinal de cada eletrodo são estabelecidos comparando-os 

com um limiar estabelecido. O ponto de disparo é definido como o primeiro ponto do 

sinal a cruzar esse limiar. Caso o sinal não cruze o limiar pré-estabelecido, o ponto de 

disparo é definido como o último ponto do sinal. 

O ponto de disparo do eletrodo 1, posicionado sobre  o bíceps (cabeça curta)  é 

usado como referência, e consequentemente seu tempo de ativação é definido como 0 

(zero). 

 O tempo de 

ativação dos demais 

músculos é então 

calculado como a 

diferença temporal 

entre o ponto de 

disparo do músculo 

corrente e do músculo 

de referência como 

mostra a figura 4.12. 
    

       Figura 4.12 – Determinação do tempo de ativação. 
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A figura 4.13 mostra o trecho de código LabView responsável pelo cálculo dos 

tempos de ativação. 

 Figura 4.13 - Diagrama LabView responsável pelo cálculo  dos tempos de ativação. 

 

 

4.3 Classificação de padrões 
  

 A palavra “padrão” deriva do latim patronus, e é definida por um dicionário de 

português como um exemplo, ou modelo – algo a ser seguido ou copiado.  

 O reconhecimento de padrões tem como fundamento as capacidades cognitivas 

do ser humano, ou seja, a capacidade de adquirir conhecimento. Pode ser observado 

ainda como um processo de redução de informações [Rauber, 1997]. 

Existem diversas formas de classificações de padrões, que vão desde 

arquiteturas probabilísticas à arquiteturas neurais [Rauber, 1997].  
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Ao realizar o reconhecimento de padrões do sinal EMG, dois fatores devem ser 

levados em consideração: a provável localização dos eletrodos em pontos diferentes 

cada vez que o usuário se conectar ao equipamento, e a grande variação nas 

características do sinal coletado entre indivíduos diferentes. Entre os amputados, isto é 

agravado graças às diferentes alterações na estrutura muscular remanescente [O’Neill 

et al, 1994]. Para contornar estes problemas, é interessante que o método de 

reconhecimento de padrões seja baseado em um sistema que possa ser “ensinado” a 

reconhecer cada tipo de sinal. Por este motivo, o método de reconhecimento de 

padrões utilizado neste trabalho foi baseado em Redes Neurais Artificiais (RNA)  

[Principe, 2000] . 

Uma rede neural é caracterizada pelo padrão de conexão entre seus neurônios 

(arquitetura), pelo método de determinação dos pesos entre as conexões (treinamento 

ou aprendizagem) e por sua função de ativação [Fausett, 1994]. A afirmação de que 

uma rede neural pode “aprender” refere-se à possibilidade de alterar o peso das 

conexões entre os neurônios, fazendo com que haja variação no padrão de saída. Ou 

seja, treinar uma rede neural artificial é, basicamente, ajustar valores numéricos das 

conexões entre seus neurônios.  

Atualmente, existem inúmeras arquiteturas de redes neurais artificiais. 

Referências sobre elas podem ser encontradas em Braga et al (1998), Fausett (1994), 

Gudwin (1996), Haykin (1994), Lippman (1987), Prosdocimo (1996), Rauber (1997) e 

Welstead (1994). Dentre as arquiteturas neurais, uma das que tem obtido melhores 

resultados é a chamada MLP (Multi-Layer Perceptron), utilizando como mecanismo de 

treino um algoritmo conhecido como Backpropagation [Andrade, 2000], sendo por 

isso a selecionada para utilização neste trabalho (Figura 4.14). 

O backpropagation é um método de gradiente descendente para minimização do 

erro quadrático total da saída calculada pela rede. Seu objetivo é treinar a rede para 

alcançar um equilíbrio entre a habilidade de responder corretamente a padrões 

utilizados no treinamento, e a habilidade de fornecer respostas razoáveis a padrões de 

entrada similares, mas não idênticos (generalização). 

Contudo, este treinamento pode apresentar problemas. Existe a possibilidade 

que o processo não chegue a convergir para o resultado desejado, ou existir um erro 

muito grande entre a saída obtida e a desejada. E ainda que haja convergência, isto 
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pode ocorrer muito lentamente, exigindo um tempo muito longo de treinamento. Para 

tornar o processo mais rápido e estável, diversas técnicas de adaptação foram 

desenvolvidas.  

A técnica utilizada neste trabalho é denominada Resilient Backpropagation. Ela 

se utiliza de uma adaptação local da taxa de aprendizagem, de acordo com o 

comportamento da função erro. O processo de adaptação é influenciado pelo 

comportamento temporal do sinal da derivada, ao invés de seu valor, levando a um 

processo de adaptação mais transparente e eficiente [Reidmiller, 1993].  

 

 
Figura 4.14 – Diagrama esquemático de uma Rede Neural MLP 

 

Para este trabalho, a RNA for projetada da seguinte forma: 

• 9 neurônios na camada de entrada, referentes às características extraídas 

na etapa anterior; 

• 7 neurônios na camada intermediária, sendo que este valor foi obtido 

empiricamente e com o qual obtivemos melhores respostas para a RNA; 

• 4 neurônios de saída, correspondentes às 4 classes de movimentos que se 

deseja classificar. 

 

4.4 O Aplicativo de Software 
 

O aplicativo de software construído para execução dos passos descritos no item 

4.2 foi desenvolvido utilizando o LabView 7.0® da National Instruments. O 

fluxograma visualizado na figura 4.15 mostra a lógica interna de funcionamento do 
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programa. A utilização do programa pode ser dividida em duas fases distintas, 

denominadas “treinamento” e “reconhecimento”, descritas a seguir. 

 

 
Figura 4.15 – Fluxograma do programa desenvolvido 
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 4.4.1 Fase de Treinamento 
 Durante essa fase, os dados necessários para o correto treinamento da RNA são 

selecionados, e o treinamento é efetuado. Para isso, deve-se realizar os seguintes 

passos: 

 

 A partir da inferface principal (Figura 4.16), seleciona-se um diretório, 

contendo os arquivos com dados necessários para o treino da rede neural. Para 

isso, é possível tanto indicar o caminho do diretório na caixa de texto (Figura 

4.17), ou utilizar-se do botão “diretório” (Figura 4.18) para realizar a seleção do 

diretório com os dados (Figura 4.19).  

 

 
Figura 4.16 – Interface principal do programa de classificação do sinal EMG 



61 

 
Figura 4.17 – Interface principal do programa, evidenciando a caixa de texto para seleção do diretório 

contendo os dados para treinamento da RNA. 

 

 
Figura 4.18 – Interface principal do programa, evidenciando o botão “Selecionar Diretório contendo 

os dados para treinamento da RNA”. 
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Figura 4.19 – Diálogo para seleção de diretório com dados de treino, evidenciando o botão 

“Selecionar Diretório”. 

 

 

 

 

 Após a seleção do diretório contendo os dados, inicia-se o treino da rede neural 

pressionando-se o botão “TREINAR REDE”. Um “LED” indicativo 

permanecerá aceso enquanto o programa executa o treinamento da rede. Logo 

abaixo, as propriedades da RNA treinada são exibidas (Figura 4.20). Ao 

término do treinamento, é exibido um diálogo com os resultados (performance) 

(Figura 4.21). 
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Figura 4.20 – Treinamento em andamento. O LED indicativo está evidenciado. 

 
Figura 4.21 – Diálogo exibindo a performance do treinamento 
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O gráfico da performance exibe o erro total da rede em função da iteração 

(epoch). Um treinamento bem sucedido ocorre quando o erro total da rede é menor 

que o limite estabelecido (alvo da rede). 

 

4.4.2 Fase de Reconhecimento 
 Completado o treinamento da RNA, o sistema estará pronto para proceder a 

identificação (classificação) dos movimentos (padrões) desconhecidos. Para tal, 

deve-se realizar os seguintes passos: 
 

 Estando a rede devidamente treinada, o botão “Reconhecer” se torna ativo 

(Figura 4.22), permitindo que o usuário possa selecionar um conjunto de dados 

para ser classificado conforme o treinamento efetuado. (Figura 4.23) 
 

 

 

 
Figura 4.22 – Interface do programa de classificação do sinal EMG, evidenciando o botão 

“Reconhecer” ativo 
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Figura 4.23– Diálogo para seleção do diretório com os dados para classificação, evidenciando o botão 

“Selecionar Diretório”. 

 

 Durante a realização do processo de classificação, um LED indicativo 

permanecerá ativo (Figura 4.24). Ao término da classificação, os resultados 

poderão ser visualizados (Figura 4.25). 

 

 
Figura 4.24 –Reconhecimento em andamento. O LED indicativo está evidenciado. 
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Figura 4.25 –Resultados da classificação. 

 

 

 Cada uma das quatro primeiras barras verticais indicam o número de sinais de 

uma determinada classe que foram devidamente reconhecidos (Flexão, Extensão, 

Pronação e Supinação, respectivamente). A última barra indica a quantidade de sinais 

que não foram devidamente reconhecidos pela rede.  

 

 

 Caso algum sinal não tenha sido corretamente classificado, o usuário tem 

condições de visualizá-lo na tela (Figura 4.26), para que possa analisá-lo e 

determinar se a falha na classificação foi resultado de mal-treinamento da rede, 

ou se a falha é resultante de um sinal muito degradado por ruídos (Figura 4.27). 
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Figura 4.26 –Interface do programa, exibindo um sinal não reconhecido. 

 

 
Figura 4.27 – Sinal degradado por ruídos



 

 

 

Capítulo 5 

 

Experimentos e avaliações  

Conforme descrito anteriormente, o objetivo do presente estudo é desenvolver uma 

metodologia capaz de extrair as características do sinal eletromiográfico e classificar 

esse sinal para que o resultado dessa classificação possa ser enviado a um sistema de 

controle de uma prótese com 4 graus de liberdade. O sistema deve ser baseado em uma 

matemática simples, que possa ser implementado exigindo baixo poder de 

processamento.  

 

5.1 Metodologia Experimental 
 
   

Para avaliar o sistema proposto, decidiu-se trabalhar com um conjunto de sinais 

EMG previamente coletados, conforme os padrões descritos no capítulo 2.  

O conjunto de sinais utilizados foi coletado para a realização do trabalho de 

mestrado de Andrade (2000) e foi realizada de acordo com a seguinte metodologia 

(texto adaptado de Andrade, 2000): 
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 “Para a realização dos experimentos, foi escolhido um indivíduo normal com 

as seguintes características: 

• Idade: 24 anos 

• Altura: 1,80m 

• Peso: 78kg 

• Sexo: Masculino 

 

Dividiu-se o movimento em dois subgrupos: isotônicos e isométricos. Para cada 

um deles foi utilizada a seguinte configuração de posicionamento de eletrodos: 

 

• 5 pares, sendo dois sobre o grupo muscular bíceps  - na cabeça longa (B1) e na 

cabeça curta (B2) e três sobre o grupo muscular tríceps – na cabeça longa 

(T1), na cabeça medial (T2) e cabeça lateral (T3);  

 

A configuração de 5 pares (figura 5.1) baseou-se no trabalho de Souza (1998), 

onde 5 sítios distribuídos sobre o bíceps, e o tríceps, são utilizados para a detecção do 

sinal.” 

 
5.1 – Posicionamento dos 5 pares de eletrodos.  

Extraído de [Andrade, 2000] 
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 Os movimentos foram realizados tendo em mente a naturalidade dos mesmos, 

sem a preocupação de se obter grande uniformidade em força ou velocidade. 

Procurou-se, contudo, trabalhar com movimentos de duração  máxima de 1 segundo. A 

digitalização se deu a uma taxa de 5KHz. Para cada classe de movimento analisada, 

foram realizadas em um único dia, 50 repetições isométricas e 50 isotônicas. As 

repetições foram seqüenciais com intervalos de 10 segundos entre movimentos de uma 

mesma classe e intervalo de 2 minutos entre mudanças de classes. Estes intervalos 

foram estabelecidos para evitar fadiga muscular.  

Para cada um dos subgrupos apresentados, analisou-se 4 classes de 

movimento: flexão, pronação, extensão e supinação, o que nos permitiria controlar 

uma prótese com 4 graus de liberdade. 

Os dados foram coletados, armazenados em arquivos, e agrupados de acordo 

com o tipo de movimento executado (50 sinais para cada tipo de movimento, para 

cada subgrupo, totalizando então 400 sinais) “. 

 

5.2 Extração das Características 
 

Observando as variações na amplitude do sinal EMG e consequentemente em 

sua potência, e as diferenças temporais dos momentos de disparo de cada músculo, 

buscou-se um sistema de reconhecimento do sinal a partir das seguintes características: 

integral da envoltória do sinal e tempos de ativação. 

Foram então calculados, como descrito no capítulo 5, a integral e os tempos de 

ativação para cada classe de movimento (flexão, extensão, pronação e supinação), 

sendo cada movimento composto  de 5 sinais referentes aos 5 eletrodos. 

A figura 5.2 exemplifica o procedimento. São exibidos os 5 sinais referentes a 

cada eletrodo, sendo o sinal superior referente ao eletrodo sobre o bíceps – cabeça 

curta; o sinal logo abaixo, do eletrodo sobre o bíceps – cabeça longa; o sinal na parte 

mediana é referente ao eletrodo sobre o tríceps – cabeça lateral, o sinal abaixo deste do 

eletrodo sobre o tríceps – cabeça longa, e o sinal inferior é referente ao sinal do 

eletrodo sobre o tríceps – cabeça medial. Foram evidenciados na figura os coeficientes 

calculados a partir de um sinal-exemplo. 
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5.2 – Representação dos 5 sinais e os 

respectivos coeficientes. 
 
Portanto, cada movimento será, para a RNA, avaliado como um conjunto de 

apenas 9 valores, o que elimina em muito a quantidade de neurônios na entrada da 

rede neural, quando se comparado, por exemplo, a utilização do sinal puro.   

Este mesmo processo foi repetido para todos os arquivo relacionados aos quatro 

tipos de movimento, resultando em 900 coeficientes( 9 * (25*4)), ou seja, para cada 

movimento (flexão, extensão, pronação e supinação) temos um total de 5 sinais 

(referentes aos eletrodos), e duas características (integral e TAs), tudo isso foi feito 

para 25 contrações e para os 4 grupos de movimento de cada uma delas. 

Plotando-se esses valores em gráficos 3D (figura 5.3) com o eixo dos 

“coeficientes” representando os tempos de ativação e as integrais abaixo das curvas , o 

eixo “sinais” indicando os sinais a serem analisados (50 para cada classe de 

movimento) e o eixo “amplitude” contendo os valores calculados para os coeficientes, 

podemos obter uma superfície conforme mostra a figura 5.3. 

Os sinais de 0 a 50 pertencem à classe extensão, os de 51 a 100 à flexão, os de 

101 a 150 à pronação e os de 151 a 200 à supinação. 

Observa-se uma certa facilidade de discriminação visual entre as classes. A 

separabilidade do sinal é bem vista na mudança da forma de cada gráfico. O fato de 

serem utilizados 5 eletrodos contribui para essa separabilidade, já que se tem um maior 

número de informações, quando comparado à utilização de uma quantidade menor de 

eletrodos [Andrade, 2000].   

sVenvemsTa .27.00 μ∫ ==

sVenvemsTa .20.055.8 μ∫ ==

sVenvemsTa .12.034.30 μ∫ ==

sVenvemsTa .15.033.13 μ∫ ==

sVenvemsTa .14.032.9 μ∫ ==



72 

 

 

 
Figura 5.3 – Superfície de Coeficientes. 

 

O gráfico da figura 5.3 foi gerado com base em um limiar de 0.5 para a detecção 

do tempo de ativação de cada sinal. 

Contudo, para avaliar a contribuição deste limiar no resultado da RNA, este 

mesmo conjunto de características foi gerado para limiares de 0.1 a 0.6, para cada 

subgrupo (estático e dinâmico). Os resultados são apresentados a seguir. 
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Superfície de Coeficientes - Grupo Estático - Cinco Pares 

 

Figura 5.4 – Superfície de coeficientes para o grupo de contrações estáticas 

5 pares – Limiar 0,1. 

 
Figura 5.5 – Superfície de coeficientes para o grupo de contrações estáticas 

5 pares – Limiar 0,2. 
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Superfície de Coeficientes - Grupo Estático – Cinco Pares 

 
Figura 5.6 – Superfície de coeficientes para o grupo de  contrações estáticas  

5 pares – Limiar 0,3. 

 

Figura 5.7 – Superfície de coeficientes para o grupo de contrações estáticas 

5 pares – Limiar 0,4. 
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Superfície de Coeficientes - Grupo Estático – Cinco Pares 

 

Figura 5.8 – Superfície de coeficientes para o grupo de contrações estáticas 

5 pares – Limiar 0,5. 

 

Figura 5.9 – Superfície de coeficientes para o grupo de contrações estáticas 

5 pares – Limiar 0,6. 
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Superfície de Coeficientes - Grupo Dinâmico – Cinco Pares 

 
Figura 5.10 – Superfície de coeficientes para o grupo de contrações dinâmicas 

5 pares – Limiar 0,1. 

 
Figura 5.11 – Superfície de coeficientes para o grupo de contrações dinâmicas 

5 pares – Limiar 0,2. 
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Superfície de Coeficientes - Grupo Dinâmico – Cinco Pares 

 
Figura 5.12 – Superfície de coeficientes para o grupo de contrações dinâmicas 

5 pares – Limiar 0,3. 

 
Figura 5.13 – Superfície de coeficientes para o grupo de contrações dinâmicas  

5 pares – Limiar 0,4. 
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Superfície de Coeficientes - Grupo Dinâmico  – Cinco Pares 

 
Figura 5.14 – Superfície de coeficientes para o grupo de contrações dinâmicas 

5 pares – Limiar 0,5. 

 
Figura 5.15 – Superfície de coeficientes para o grupo de contrações dinâmicas 

5 pares – Limiar 0,6. 
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5.3 Treinamento da RNA 
 

Para cada limiar: 

• Os 25 grupos de características foram enviados para a RNA 

aleatoriamente. 

• Depois de finalizado o treinamento, estes mesmos sinais foram enviados 

para reconhecimento pela RNA. Observou-se que a rede foi capaz de 

aprender corretamente todos os sinais de todos os grupos de movimento 

treinados com as respectivas variações de limiar e padrões de contração 

(dinâmica e estática) analisados.  

 

5.4 Análise da performance do sistema para 

reconhecimento de padrões não treinados 

• A extração das 9 características para cada movimento foi feita conforme 

descrito anteriormente. 

• Para cada classe de movimento foram analisados 25 sinais. 

• As tabelas a seguir exprimem os resultados obtidos experimentalmente. 

 

 
 

Grupo Estático - Cinco Pares - Limiar 0,1 
Classe de movimentos Grupo de execução 
Extensão 100% 
Flexão 96% 
Pronação 83% 
Supinação 96% 
Acerto Médio 94% 
Tabela 5.1 – Taxa de acerto grupo estático Limiar 0,1. 
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Grupo Estático - Cinco Pares - Limiar 0,2 
Classe de movimentos Grupo de execução 
Extensão 92% 
Flexão 96% 
Pronação 88% 
Supinação 92% 
Acerto Médio 92% 
Tabela 5.2 – Taxa de acerto grupo estático Limiar 0,2 

 

Grupo Estático - Cinco Pares - Limiar 0,3 
Classe de movimentos Grupo de execução 
Extensão 100% 
Flexão 96% 
Pronação 92% 
Supinação 92% 
Acerto Médio 95% 
Tabela 5.3 – Taxa de acerto grupo estático Limiar 0,3  

 

Grupo Estático - Cinco Pares - Limiar 0,4 
Classe de movimentos Grupo de execução 
Extensão 96% 
Flexão 96% 
Pronação 79% 
Supinação 92% 
Acerto Médio 91% 
Tabela 5.4 – Taxa de acerto grupo estático Limiar 0,4  

 

Grupo Estático - Cinco Pares - Limiar 0,5 
Classe de movimentos Grupo de execução 
Extensão 100% 
Flexão 100% 
Pronação 96% 
Supinação 92% 
Acerto Médio 97% 
Tabela 5.5 – Taxa de acerto grupo estático  Limiar 0,5 

 

Grupo Estático - Cinco Pares - Limiar 0,6 
Classe de movimentos Grupo de execução 
Extensão 100% 
Flexão 96% 
Pronação 88% 
Supinação 88% 
Acerto Médio 93% 
Tabela 5.6 – Taxa de acerto grupo estático Limiar 0,6 
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Grupo Dinâmico - Cinco Pares  
Limiar 0,1 

Classe de movimentosGrupo de execução 
Extensão 92% 
Flexão 80% 
Pronação 92% 
Supinação 88% 
Acerto Médio 88% 

Tabela 5.7 – Taxa de acerto grupo dinâmico Limiar 0,1 

 

 

Grupo Dinâmico - Cinco Pares - Limiar 0,2 
Classe de movimentos Grupo de execução 
Extensão 83% 
Flexão 100% 
Pronação 100% 
Supinação 88% 
Acerto Médio 93% 
Tabela 5.8 – Taxa de acerto grupo dinâmico Limiar 0,2 

 

 

Grupo Dinâmico - Cinco Pares - Limiar 0,3 
Classe de movimentos Grupo de execução 
Extensão 83% 
Flexão 96% 
Pronação 96% 
Supinação 88% 
Acerto Médio 91% 
Tabela 5.9 – Taxa de acerto grupo dinâmico  Limiar 0,3 

 

 

Grupo Dinâmico - Cinco Pares - Limiar 0,4 
Classe de movimentos Grupo de execução 
Extensão 83% 
Flexão 100% 
Pronação 88% 
Supinação 92% 
Acerto Médio 91% 
Tabela 5.10 – Taxa de acerto grupo dinâmico Limiar 0,4 
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Grupo Dinâmico - Cinco Pares  
Limiar 0,5 

Classe de movimentos Grupo de execução 
Extensão 83% 
Flexão 96% 
Pronação 92% 
Supinação 96% 
Acerto Médio 92% 

Tabela 5.11 – Taxa de acerto grupo dinâmico Limiar 0,5 

 

Grupo Dinâmico - Cinco Pares  
Limiar 0,6 

Classe de movimentos Grupo de execução 
Extensão 92% 
Flexão 96% 
Pronação 92% 
Supinação 92% 
Acerto Médio 93% 

Tabela 5.12 – Taxa de acerto grupo dinâmico Limiar 0,6 

 

 

 

 

5.5 Análise dos resultados 
 

Os resultados indicam uma variação na resposta do sistema de classificação em 

função do tipo de contração realizada. Observando as tabelas contendo as diferentes 

taxas de acerto, é possível se chegar a algumas conclusões: 

• Para contrações dinâmicas nota-se uma dificuldade maior da rede neural 

em separar os diferentes sinais. Para contrações estáticas, observa-se que 

o sistema de classificação consegue separar bem as classes de 

movimentos em análise.  

• Não foi possível estabelecer nenhuma relação entre o limiar e o ganho 

ou perda de performance do sistema. O melhor valor para cada grupo de 

contrações foi determinado empiricamente. 
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Possíveis causas da piora na performance do reconhecimento de contrações 

dinâmicas são: 

• Movimento relativo das fibras musculares abaixo do eletrodo 

• Movimento da pele 

• Artefatos provenientes do balanço de cabos 

 

5.5.1 Análise Comparativa 

 
As tabelas 5.13 e 5.14 comparam os melhores resultados obtidos no presente 

estudo e no trabalho de Andrade[2000] para a configuração de 5 pares de eletrodos para 

os dois grupos de movimentos (estático e dinâmico).  

 

 Sistema Proposto Andrade[2000] 
Classe de movimentos Acerto Médio Acerto Médio 
Extensão 92% 96% 
Flexão 96% 100% 
Pronação 92% 100% 
Supinação 92% 92% 
Acerto Médio 93% 97% 

Tabela 5.13 – Tabela comparativa – Grupo dinâmico (5 pares) 

 

 Sistema Proposto Andrade[2000] 
Classe de movimentos Acerto Médio Acerto Médio 
Extensão 100% 100% 
Flexão 100% 100% 
Pronação 96% 100% 
Supinação 92% 100% 
Acerto Médio 97% 100% 

Tabela 5.14 – Tabela comparativa – Grupo estático (5 pares) 

 

Os resultados obtidos demonstram que o sistema teve uma performance dentro 

do esperado com um acerto médio de 93% e 97%, ou seja, através de análises 

matemáticas simples obteve-se um resultado próximo ao obtido com metodologias 

extremamente mais complexas. 



 

 

 

Capítulo 6 

Conclusões e Trabalhos Futuros 

6.1 Conclusões 

Neste trabalho foi desenvolvida uma metodologia para classificação de padrões 

eletromiográficos capaz de fornecer sinais de controle para uma prótese de quatro graus 

de liberdade. Para tal, foram utilizados as integrais abaixo das curvas e os tempos de 

ativação referentes a cada sinal EMG coletado. Estes parâmetros representativos foram 

então classificados por uma rede neural artificial.  

O modelo desenvolvido mostrou-se capaz de representar adequadamente o sinal 

EMG, ou seja, os parâmetros calculados conseguem associar uma determinada atividade 

eletromiográfica a um determinado tipo de movimento. 

O sistema de classificação adotado executou bem o seu papel de segmentar os 

coeficientes em classes distintas. Foram observados, porém, alguns problemas: 

• Redes demasiadamente treinadas perdem a capacidade de generalização, 

ficando especializadas apenas nos dados de treino. 

• Existe dificuldade em determinar valores ideais para parâmetros de 

treinamento, por exemplo a quantidade de neurônios na camada 

intermediária. Estes valores ainda são determinados empiricamente. 



85 

 Comparativamente a outros trabalhos realizados na área, pode-se afirmar que o 

sistema apresentado possui uma boa performance, a um custo computacional 

significativamente menor que o de outros métodos, como por exemplo Hudgins (1993), 

Andrade (2000) e Merletti (2002). 

O percentual de acerto máximo para o grupo isométrico (estático) foi de 97% 

para um limiar de 0.5, enquanto para o grupo isotônico (dinâmico), foi de 93% para os 

limiares de 0.2 e 0.6. Pode-se observar que a diferença é considerável, tendo o primeiro 

grupo resultados melhores, o que pode ser causado por “artefatos”, movimento das 

fibras abaixo do eletrodo e movimento da pele.  

Os resultados obtidos experimentalmente sugerem que bons resultados podem 

ser obtidos utilizando-se a metodologia desenvolvida em outros grupos musculares. 

 

6.2 Trabalhos Futuros 

Os resultados obtidos mostram a viabilidade da metodologia no controle de 

próteses de membros artificiais. Contudo, diversas melhorias podem ser 

contempladas, como por exemplo: 

• Utilização de outros mecanismos de classificação, tendo em vista que não foi 

objeto de estudo a análise de diferença de performance entre várias 

arquiteturas de classificadores neurais.  

• Implementar o modelo em linguagem de programação para 

microcontroladores; 

• Avaliar outras características para compor o conjunto de dados de entrada 

para a RNA, como por exemplo, a derivada da envoltória dos sinais, 

permitindo conseguir assim uma melhor separabilidade entre as classes de 

movimentos. 
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