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RESUMO

Este estudo aborda a avaliação da dose nos órgãos/tecidos, fundamentada na posição

espacial do médico (representado por um manequim) durante o procedimento de radiologia

intervencionista. O objetivo principal foi analisar a capacidade de previsão, considerando

diferentes distâncias em relação ao tubo de raios-X, em diferentes órgãos/tecidos. Os

métodos aplicados incluíram um modelo de previsão de baixo custo de treinamento,

porém, com limitações específicas, destinado a um tipo de procedimento considerando

pacientes imóveis, gênero fixo e condições estáticas do equipamento de raios-X. Restringir o

movimento do médico dentro da área dos marcadores foi crucial para reduzir deformações

na imagem. Os resultados destacaram que, em órgãos pequenos, como a próstata, ocorreram

as maiores diferenças entre os valores de dose preditos e os calculados com o MCNP6.2. Os

resultados ressaltam a viabilidade da integração do modelo Multilayer Perceptron (MLP),

utilizado para fazer a predição de dose em cada órgão, com o modelo YOLOv4, para

identificação em tempo real das posições espaciais do médico. Essa integração apresenta

a vantagem de ser de baixo custo, sendo, assim, um recurso crucial para monitorar os

valores de doses da equipe médica durante procedimentos de radiologia intervencionista,

embora ainda existam oportunidades de melhoria identificadas para ambos os modelos.

- Palavras-chave: Dose de órgãos. Previsão espacial. Exposição médica. Modelos de

imagem. Monitoramento durante procedimentos. Inteligência Artificial.





ABSTRACT

This study addresses the assessment of dose to organs/tissues, based on the spatial

position of the physician (represented by a mannequin) during the interventional radiology

procedure. The main objective was to analyze the prediction capacity, considering different

distances in relation to the X-ray tube, in different organs/tissues. The methods applied

included a prediction model with low training cost, however, with specific limitations,

intended for a type of procedure considering immobile patients, fixed gender and static

conditions of the X-ray equipment. Restricting the physician’s movement within the marker

area was crucial to reducing image deformation. The results highlighted that, in small

organs, such as the prostate, the greatest differences occurred between the predicted

dose values and those calculated with MCNP6.2. The results highlight the feasibility of

integrating the Multilayer Perceptron (MLP) model, used to predict doses in each organ,

with the YOLOv4 model, for real-time identification of the doctor’s spatial positions.This

integration has the advantage of being low cost, thus being a crucial resource for monitoring

the dose values of the medical team during interventional radiology procedures, although

there are still opportunities for improvement identified for both models.

Keywords: Organ Dose. Spatial Prediction. Medical Exposition. Imaging Models. Proce-

dure Monitoring. Artificial Intelligence.
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1 INTRODUÇÃO

A Organização Mundial da Saúde aponta que a principal causa de morte no mundo

é devido a doenças cardiovasculares. Em 2017, foram registradas 384.000 mortes no Brasil

devido a doenças cardiovasculares (FERES et al., 2017). No mundo, o total de óbitos

relacionados a essas enfermidades chegou a 15,2 milhões (SILVA et al., 2019). Portanto,

procedimentos como os de Radiologia Intervencionista (RI) têm grande importância no

diagnóstico no tratamento de lesões e doenças cardiovasculares.

A utilização dos métodos de Imagem tem aumentado consideravelmente ao longo

dos anos. Cerca de metade da população global realiza, pelo menos, um exame de imagem

radiológica por ano. Esses procedimentos apresentam vantagens significativas, tais como

a possibilidade de realizar intervenções complexas com cirurgias de menor invasividade,

reduzindo assim a probabilidade de infecções. Além disso, há uma alta taxa de recuperação

dos pacientes e uma consequente diminuição dos custos hospitalares (CANEVARO, 2009).

Até a década de 1950, o único método com o melhor resultado para observar

diretamente uma imagem de raios X era o método de telas fluorescentes, denominada

técnica de fluoroscopia. Neste exame o feixe de raios X, transmitido pelo paciente, é

absorvido em uma tela especial, que converte a radiação X em luz visível. Com o avanço da

tecnologia foi introduzido um sistema de intensificação e um monitor. A imagem que era

gerada na tela fluorescente foi ampliada pelo intensificador de imagem, sendo processada

até chegar no monitor, resultando em imagens em tempo real (LUZ et al., 2007).

A RI é compreendida como a área médica que emprega radiações ionizantes em

procedimentos diagnósticos e terapêuticos, utilizando imagens de fluoroscopia para guiar

os cateteres e encontrar o local de tratamento. Meios de contraste são administrados ao

paciente para facilitar a distinção de estruturas anatômicas com baixo número atômico

(CANEVARO, 2009).

Dentre todos os procedimentos em radiodiagnóstico, a RI é o que apresenta as

maiores doses de radiação na equipe médica. Os principais fatores que contribuem para

estas altas doses são o posicionamento inadequado do tubo em relação aos profissionais, e

longos tempos de exposição (LUZ et al., 2007).

Devido à alta dose de radiação sobre os profissionais, deve-se realizar um monitora-

mento da dose sobre os órgãos e tecidos. Porém, como é impossível realizar experimental-

mente o monitoramento da dose interna, é utilizado o Método Monte Carlo (MC) para a

dosimetria interna de forma computacional. O Método MC vem se destacando em diversas

áreas, inclusive em Física Médica. Este pode ser descrito como um método estatístico,

que utiliza números pseudo-aleatórios para simular o transporte da radiação na matéria, e
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permitindo o cálculo de grandezas como a dose absorvida (YORIYAZ, 2009).

O algoritmo empregado foi o Monte Carlo MCNP6.2 (Monte Carlo N-Particle),

contudo, ele manifesta algumas limitações, restringindo-se à condução exclusiva de simula-

ções estáticas. Porém, um procedimento de RI é demorado e as posições e parâmetros dos

equipamentos são alterados durante o tempo. Para resolver esse problema, neste trabalho

foi utilizado o aprendizado de máquina com redes neurais de forma inédita. O aprendizado

de máquina com redes neurais está sendo um dos maiores avanços tecnológicos devido sua

ampla área de aplicações, e dentro destes, as Redes Neurais Convolucionais apresentam os

melhores resultados em relação a visão computacional, com reconhecimento em vídeos e

imagens (VARGAS; PAES; VASCONCELOS, 2016).

1.1 Objetivos

O propósito primordial deste projeto consistiu em determinar em tempo real as

doses absorvidas pelos profissionais em RI. Utilizando o método de Monte Carlo, foi criado

um ambiente computacional que permite a obtenção de um banco de dados contendo todas

as doses recebidas pelos profissionais. Por meio da aplicação da rede neural convolucional

You Only Look Once (YOLO), foi possível identificar o médico (em todo este trabalho,

representado por um manequim) durante o procedimento e utilizar essa informação de

posicionamento como parâmetro de entrada para a rede de predição de doses. Esta rede

foi treinada utilizando um banco de dados gerado computacionalmente, possibilitando

previsões precisas das doses em tempo real (LI et al., 2022).

1.1.1 Objetivos específicos

• Revisão de literatura de conceitos de inteligência artificial e método Monte Carlo;

• Construção do cenário utilizado no código de Monte Carlo MCNP6.2;

• Inserção dos objetos simuladores antropomórficos virtuais nos cenários do código

MCNP6.2;

• Variação dos parâmetros da simulação;

• Criação de um banco de dados com as doses de radiação para a equipe médica;

• Criação de um algoritmo de determinação de doses em tempo real;

• Detecção da equipe médica com algoritmo YOLOv4;

• Comunicação em tempo real entre modelo YOLOv4 com o modelo de predição de

dose;

• Apresentação das doses equivalentes em tempo real.
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2 REVISÃO DA LITERATURA

2.1 Redes Neurais

Redes neurais artificiais são inspiradas no funcionamento do sistema nervoso humano

e foram descritas inicialmente em (MCCULLOCH; PITTS, 1943) como um modelo capaz

de representar funções não lineares.

Na representação da Figura 1, cada nó representa um neurônio, e cada aresta

denota uma conexão entre neurônios, onde a saída de um neurônio à esquerda serve como

entrada para o neurônio à direita. A determinação do número de neurônios na camada

intermediária desempenha um papel crucial, influenciando na precisão das previsões, como

destacado por (CABRERA; ELBULUK; HUSAIN, 1997).

As redes neurais são formadas por neurônios, onde cada neurônio é fundamental-

mente uma função matemática que visa ponderar os dados que lhe são fornecidos como

entrada. Estes dados são multiplicados por valores denominados de pesos sinápticos com

o objetivo de individualizar o comportamento de cada neurônio. A Figura 2 ilustra a

estrutura de um neurônio.

Na Figura 2 é possível observar os pesos associados a cada entrada, que serão

usados para gerar os valores base para a função de transferência do neurônio. A função de

trasnferência geralmente é linear, como por exemplo uma soma de fatores. A equação que

define de forma geral o funcionamento de um neurônio é dada pela equação 2.1:

x =
N

∑

n=1

un · wn (2.1)

Onde: x é o resultado da soma da multiplicação dos pesos sinápticos, w, pelos

valores de entrada da rede u.

Após a função de transfêrencia existe a função de ativação que tem a propriedade

de restringir os valores gerados pelo neurônio, essa função é importante para auxiliar na

classificação dos sinais emitidos pela rede neural.

O desempenho das funções de ativação é medido principalmente pela capacidade

da rede em classificar corretamente os dados em sua etapa final. É possível rastrear uma

classificação errada devido a uma característica não representativa, que é propagada ao

longo da rede. Algumas funções como a sigmóide, Equação 2.2, possuem a característica

de zerar as saídas conforme seus gradientes são reduzidos, fazendo com que a rede não

aprenda nessa faixa de valores. Para tentar contornar essa característica foram propostas

funções como a Tanh na Equação 2.3, que varia seus valores entre -1 e 1, solucionando o
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Figura 1 – Arquitetura da MLP demonstrando as camadas e número de neurônios

Fonte: Elaborada pelo autor.

Figura 2 – Composição de um neurônio.

Fonte: Elaborada pelo autor.
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problema de zerar as saídas com valores muito baixos de gradiente.

Como essa função tem um papel fundamental no desempenho das redes neurais,

diversas funções foram apresentadas com o objetivo de aprimorar a performance das redes

(SHARMA; SHARMA; ATHAIYA, 2017). Dentre as funções comumente utilizadas vale

destacar as seguintes:

- Sigmóide: a saída possui valores entre 0 e 1:

σ(y) =
1

1 + e−y
(2.2)

- Tangente hiperbólica (Tahn): a saída possui valores entre -1 e 1:

tanh(y) =
ey

− e−y

ey + e−y
(2.3)

- Linear retificada (ReLU): a saída possui valores entre 0 e o máximo fornecido a

função:

ReLU(y) =











ay, se y > 0,

0, caso contrário.
(2.4)

Onde:

y é o valor calculado após a função de transferência do neurônio em questão e a corresponde

ao parâmetro de inclinação da função, na função tangente hiperbólica Equação 2.3.

Segundo Neogi, Mohanta e Dutta (2014) uma função com bons resultados é a função

linear retificada (ReLU), Equação 2.4, que possui a propriedade de tornar as conexões

dos neurônios esparsas, dessa forma ativando apenas regiões significantes que podem ser

responsáveis para a correta interpretação dos dados de entrada. O comportamento das

funções de ativação ReLu (Equação 2.4), sigmóide (Equação 2.2) e tangente (Equação 2.3)

pode ser observado na Figura 3.

Dentro do contexto de redes neurais existem aquelas denominadas de redes neurais

de retro-propagação. Nas quais, através de um aprendizado supervisionado, os erros de

classificação são utilizados para recalcular os valores dos pesos sinápticos através de uma

função de correção. Um exemplo de rede neural de retro-propagação é a rede Perceptron

(ROSENBLATT, 1958). A composição de uma rede Perceptron pode ser observada na

Figura 1.

As redes Perceptron podem possuir inúmeras camadas entre a entrada de dados

e a camada de saída, dependendo do objetivo e complexidade do projeto desenvolvido.

Observa-se que redes mais profundas, com mais camadas internas, têm a capacidade de

aprender conceitos e relações mais complexas entre os dados de entrada.
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Figura 4 – Funcionamento do algoritmo backpropagation

Fonte: Elaborada pelo autor.

de ativação sigmóide são frequentemente adotadas em redes neurais, conforme observado

por Han e Moraga (HAN; MORAGA, 1995). A equação 2.2 descreve a função sigmóide, a

qual foi selecionada para este estudo, aplicável a todos os valores reais de x.

2.1.2 Treinamento e Validação

O sucesso de uma rede neural, como a MLP, depende significativamente do processo

de treinamento e validação. O treinamento envolve ajustar os pesos e bias da rede com base

em um conjunto de dados de treinamento para minimizar a discrepância entre as saídas

desejadas e as saídas reais da rede. Já a validação é essencial para avaliar o desempenho

do modelo em conjuntos de dados não vistos durante o treinamento, verificando se a rede

generaliza bem para novos exemplos.

2.1.3 Algoritmo de Otimização

Durante o treinamento, um algoritmo de otimização é utilizado para ajustar

os parâmetros da rede de forma a minimizar a função de custo. Um dos algoritmos

amplamente utilizados é o Gradiente Descendente, que ajusta os pesos na direção oposta

ao gradiente da função de custo em relação aos pesos. Existem variantes do Gradiente

Descendente, como o Gradiente Descendente Estocástico (Stochastic Gradient Descent

SGD) e o Gradiente Descendente em Lote (Batch Gradient Descent da sigla BGD), cada

um com suas características específicas (HUH; SEJNOWSKI, 2018).
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2.1.4 Épocas e Taxa de Aprendizado

O treinamento é realizado por meio de iterações chamadas épocas, em que todo o

conjunto de treinamento é processado uma vez pela rede. A taxa de aprendizado é um

hiperparâmetro que determina o tamanho do passo que os pesos são ajustados durante

o treinamento. Um valor adequado de taxa de aprendizado é crucial, pois valores muito

altos podem resultar em convergência inadequada, enquanto valores muito baixos podem

prolongar excessivamente o processo de treinamento.

2.1.5 Validação Cruzada

Para avaliar a capacidade de generalização da MLP, é comum empregar técnicas de

validação cruzada. A validação cruzada divide o conjunto de dados em partes, treinando

o modelo em subconjuntos e avaliando-o em conjuntos distintos. Isso proporciona uma

estimativa mais robusta do desempenho do modelo em dados não vistos.

2.2 Configuração da captação das imagens

Neste trabalho foi utilizado apenas uma única câmera para realizar o monitoramento

da movimentação do médico na sala de RI, a câmera foi colocada em uma posição fixa, e

calibrada com 4 pontos fixados na sala.

As câmeras pinhole mais baratas de hoje introduzem muita distorção nas imagens.

Duas distorções principais são a distorção tangencial e a distorção radial.

Para corrigir essas irregularidades, Duane (1971) propôs duas estratégias: para as

distorções radiais, ele sugeriu o uso de uma expansão em Série de Taylor de três termos

k1, k2 e k3, onde esses coeficientes representam as distorções; enquanto para as distorções

tangenciais, foram introduzidos os coeficientes p1 e p2.

Para resolver a distorção radial é resolvida da seguinte forma:

Xcorrigido = x(1 + k1r
2 + k2r

4 + k3r
6) (2.5)

Ycorrigido = y(1 + k1r
2 + k2r

4 + k3r
6) (2.6)

Onde: k1, k2 e k3 são coeficientes de distorção radiais.

Da mesma forma, outra distorção é a distorção tangencial que ocorre porque a

lente de captura de imagem não está alinhada perfeitamente paralelamente ao plano

de imagem.Portanto, algumas áreas da imagem podem parecer mais próximas do que o

esperado, sendo resolvida conforme as equações (2.8) e (2.9).
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Xcorreto = x +
[

2p1xy + p2(r
2 + 2x2)

]

(2.7)

Ycorreto = y +
[

p1(r
2 + 2y2) + 2p2xy

]

(2.8)

Onde: p1 e p2 são coeficientes de distorção tangeciais.

Resumindo, é necessário encontrar cinco parâmetros, conhecidos como coeficientes

de distorção dados por:

Coeficientes de distorção = (k1, k2, p1, p2, k3) (2.9)

Além disso, precisa-se encontrar mais algumas informações, como parâmetros

intrínsecos e extrínsecos de uma câmera. Os parâmetros intrínsecos são específicos de

uma câmera, incluindo informações como distância focal (fx, fy), centros ópticos (cx, cy).

Depende apenas da câmera, portanto, uma vez calculado, pode ser armazenado para fins

futuros, e é expresso como uma matriz 3x3:

Câmera matrix =











fx 0 cx

0 fy cy

0 0 1











(2.10)

Os parâmetros extrínsecos correspondem a vetores de rotação e translação que

traduzem as coordenadas de um ponto 3D em um sistema de coordenadas.

Para aplicações estéro, estas distorções precisam ser corrigidas primeiro. Para

encontrar todos esses parâmetros, deve-se fornecer algumas imagens de amostra de um

padrão bem definido, conhecendo suas coordenadas na imagem. Com esses dados, algum

problema matemático é resolvido em segundo plano para obter os coeficientes de distorção.

Para melhores resultados foram realizadas 50 padrões de teste neste trabalho.

2.2.1 Marcadores ArUco

A estimativa de posição é uma tarefa amplamente empregada em várias aplicações,

como visão computacional e realidade aumentada, entre outras. Corresponder pontos no

mundo real com suas coordenadas de projeção na imagem 2D é uma tarefa complexa,

geralmente abordada com o uso de modelos desenvolvidos especificamente para esse pro-

pósito, como os marcadores sintéticos ou fiduciais. Um exemplo comum são os marcadores

quadrados binários, como os marcadores ArUco, concebidos por Garrido e Nicholson

(2021).
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Esses marcadores são quadrados sintéticos compostos por uma borda preta e

uma matriz binária interna, responsável por determinar seu identificador (GARRIDO;

NICHOLSON, 2021).

Os marcadores ArUco são frequentemente utilizados em pesquisas para implementar

funcionalidades em algoritmos de visão computacional, explorando suas capacidades e

limitações quando comparados à instrumentação convencional (PHAM et al., 2021). Por

exemplo, Pham et al. (2021). desenvolveram um sistema de medição de nivelamento entre

superfícies planas usando marcadores ArUco. Essa abordagem tem aplicações práticas em

indústrias automotivas para alinhamento de peças mecânicas.

Lupu et al. (2017) desenvolveram um sistema de realidade virtual para reabilitação

pós-AVC (Acidente Vascular Cerebral) em membros superiores, empregando marcadores

ArUco. Esse sistema proporciona um retorno visual ao paciente durante as atividades de

reabilitação motora. A parte do corpo em reabilitação é monitorada por uma câmera que

rastreia os movimentos dos marcadores fixados nessa região específica. As imagens são

processadas em tempo real, apresentando um avatar do membro ao paciente.

Além disso, Roos-Hoefgeest, Garcia e Gonzalez (2021) propuseram um sistema

para localização de robôs móveis. Esse sistema envolve o uso de um anel de câmeras,

instalação de marcadores ArUco no ambiente e um algoritmo de mapeamento. A proposta

visa substituir o uso de sensores a laser, devido ao seu alto custo, e podendo ser aplicada

na indústria para inspeção e reparo de chapas de aço.

2.2.2 Detecção de objetos

A área de visão computacional engloba um conjunto diversificado de tarefas relaci-

onadas à detecção de objetos em imagens digitais (FELZENSZWALB et al., 2009). Essa

técnica visa a identificação e localização de objetos em imagens ou vídeos, com aplicações

amplas, tais como detecção de pedestres em ambientes urbanos (SUNG; POGGIO, 1998),

reconhecimento facial (DOLLAR et al., 2011), identificação de veículos em contextos de

tráfego (PEPPA et al., 2018; DU; ANG; RUS, 2017), e sistemas de contagem automática

(CHEN et al., 2018; SANTANA et al., 2019).

Considerada um dos problemas fundamentais na visão computacional, a detec-

ção de objetos provê informações cruciais para a compreensão semântica de imagens e

vídeos, encontrando aplicabilidade em diversas áreas, tais como classificação de imagens

(VEDALDI et al., 2014; KRIZHEVSKY; SUTSKEVER; HINTON, 2012), análise do com-

portamento humano (CAO et al., 2017) e reconhecimento facial (YANG; NEVATIA, 2016).

Ao identificar e localizar objetos, essa técnica permite a contagem precisa de elementos

em uma cena e o rastreamento de suas posições.

Devido à diversidade de pontos de vista, poses, oclusões e condições de iluminação,
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a detecção de objetos, especialmente quando combinada com a localização, apresenta

desafios significativos. Isso tem despertado considerável atenção e pesquisa nesse campo

nos últimos anos (REDMON et al., 2016; GIRSHICK et al., 2014; GIRSHICK, 2015; REN

et al., 2015).

A detecção de objetos abrange a tarefa de localizar e categorizar cada objeto em uma

imagem específica, combinando a identificação da localização e a classificação do objeto.

Os modelos tradicionais de detecção de objetos geralmente seguem um pipeline composto

por três estágios principais: seleção de região informativa, extração de características e

classificação.

Na primeira etapa, conhecida como seleção de região informativa, os objetos podem

surgir em diferentes posições e proporções na imagem. Para lidar com essa variação, é co-

mum empregar uma análise da imagem completa usando uma técnica de "janela deslizante"

em várias escalas. No entanto, essa abordagem torna-se onerosa computacionalmente

devido ao grande número de janelas candidatas, gerando redundâncias. Mesmo ao utilizar

um número fixo de modelos de "janela deslizante", podem surgir regiões inadequadas

(COMASCHI et al., 2013).

O estágio subsequente, a extração de características, visa reduzir uma imagem de

tamanho variável a um conjunto fixo de atributos visuais, essenciais para contextualizar

ou conferir significado à imagem. Tanto os modelos tradicionais de visão computacional

quanto os métodos de aprendizagem profunda compartilham o objetivo de extrair atributos

da imagem de entrada.

Nos sistemas de detecção de objetos, é comum utilizar modelos pré-treinados de

classificação de imagens para a extração de características. Em seguida, o processo envolve a

previsão da classe de um objeto em uma região específica da imagem principal. A detecção é

responsável por determinar com precisão a localização do objeto na imagem, delimitando-o

por uma caixa e classificando-o de acordo com as classes aprendidas durante o treinamento.

Essa abordagem é crucial para a detecção instantânea em visão computacional, como será

discutido adiante.

2.2.3 Detecção de objetos em vídeo

No início da década de 2010, os avanços pioneiros na visão computacional foca-

ram principalmente no processamento de imagens, como classificação (JIA et al., 2014;

KRIZHEVSKY; SUTSKEVER; HINTON, 2012), detecção (LONG; SHELHAMER; DAR-

RELL, 2015; CHEN et al., 2016; RIBEIRO et al., 2016; YANG; CHOI; LIN, 2016), e

segmentação (LONG; SHELHAMER; DARRELL, 2015; JUNG; KIM, 2011; GIDARIS;

KOMODAKIS, 2015; ZHU et al., 2015). Em contraste, o processamento de vídeo recebeu

menos atenção nesse período.
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Isso se deve, em parte, à natureza do vídeo, essencialmente uma sequência de

imagens chamadas de quadros (frames em inglês). Contudo, essa definição simplificada

não abarca toda a complexidade do processamento de vídeo, que adiciona uma dimensão

temporal ao problema.

Os vídeos não consistem apenas em sequências de imagens, mas sim em sequências

de imagens inter-relacionadas. Essa distinção sutil abre oportunidades para explorar a

dimensão temporal de maneira que não se aplicam a imagens individuais. Adicionalmente,

devido à complexidade dos dados em vídeo, como o tamanho do conjunto de dados e as

anotações relacionadas, e o alto custo de treinamento e inferência, avançar nesse campo

tem sido desafiador.

Recentemente, no entanto, houve um aumento significativo de pesquisas relacio-

nadas ao processamento de vídeo, especialmente com o lançamento do ImageNet VID

(RUSSAKOVSKY et al., 2015) e outros conjuntos de dados de vídeo na segunda metade

da década de 2010. Surgiram abordagens que envolvem métodos de pós-processamento (LI

et al., 2017; MA; ZHANG; BULL, 2020; SANTAMARIA et al., 2021), técnicas multi-frame

(WEN; DING; XU, 2021; CHOI et al., 2017) e uso de fluxo ótico (HUANG et al., 2021b;

TIAN et al., 2020). Entre essas, destaca-se o modelo YOLO, proposto por Redmon et al.

(2016), que, em sua simplicidade, prevê caixas delimitadoras e probabilidades de classe

com uma única rede em uma única avaliação, permitindo previsões em tempo real.

2.2.4 YOLO

O YOLO (do inglês You Only Look Once) utiliza Redes Neurais Convolucionais

(CNN) para a detecção de objetos, abordando essa tarefa como um único problema de

regressão. Com isso, uma única olhada na imagem por meio da CNN permite prever as

caixas delimitadoras e a confiança das classes dos objetos.

O diferencial desse método, como o nome sugere, está na abordagem de única

visualização da imagem, tornando o YOLO um dos algoritmos mais rápidos para detecção

já criados. Contudo, essa rapidez pode comprometer parte da precisão do algoritmo. Ainda

assim, o YOLO é capaz de realizar detecções em tempo real a uma taxa de até 30 quadros

por segundo (FPS) (REDMON et al., 2016).

O processo de detecção ocorre ao dividir a imagem em uma grade de células S × S.

Essas células variam de tamanho de acordo com a versão do YOLO, podendo ser 3×3, 5×5

ou 19×19. Cada célula prevê N caixas delimitadoras possíveis e a confiança associada a

cada uma delas. Isso resulta em um total de S × S × N previsões de caixas delimitadoras.

Para filtrar as detecções, o algoritmo define um limiar de confiança, descartando as caixas

com valores abaixo desse limiar (JIANG et al., 2022).

A probabilidade das classes é detectada para cada célula, independentemente do
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3 MATERIAIS E MÉTODOS

3.1 Visão geral do método do cálculo em tempo real de doses equivalentes

A metodologia empregada neste trabalho visa calcular com rapidez e precisão a

dose de radiação nos órgãos da equipe médica durante procedimentos de RI. Foi proposto

o desenvolvimento de uma rede neural Multilayer Perceptron (MLP) treinada com uma

ampla variedade de simulações em MC, utilizando objetos simuladores voxelizados como

dados de entrada e considerando as posições da equipe médica.

Os dados de entrada para este modelo incluem não apenas parâmetros das simula-

ções, mas também a localização (x, y) do médico durante o procedimento. Adicionalmente,

um modelo de rede neural convolucional foi empregado para identificar em tempo real

a posição do médico durante o procedimento (nos testes experimentais deste trabalho,

representado por uma manequim). Utilizando pontos de calibração posicionados no chão

da sala, foi possível determinar as coordenadas da posição do médico. Essas coordenadas

espaciais são então utilizadas como entrada na rede neural MLP para cálculo da dose.

A saída da rede neural MLP fornece a estimativa da dose de radiação nos órgãos

do médico. É fundamental ressaltar que ambos os modelos têm a capacidade de operar

em tempo real durante o procedimento, mantendo uma elevada precisão, validada por

simulações em MC especialmente conduzidas para validar este sistema.

A Figura 8 apresenta a arquitetura básica deste projeto.

3.1.1 Estimativa de dose

Considerando a natureza computacional do estudo, os coeficientes de conversão

(CC), foram empregados para correlacionar os resultados da simulação às grandezas

medidas experimentalmente, como Produto Kerma-Área (PKA). O CC[Ht] representa a

dose equivalente, estabelecendo uma relação entre o valor obtido computacionalmente e o

valor experimental através da equação 3.1

CC[Ht] =
Ht

PKA
(3.1)

Onde:

• Ht: Valor do tally F6 (obtido da simulação computacional) de cada órgão, multipli-

cado pelo fator de ponderação da radiação wR, igual a 1 para raios-X.

• PKA: Valor do tally F6 para PKA (obtido da simulação computacional).
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Figura 8 – Resumo da arquitetura desse projeto

Fonte: Elaborada pelo autor.

3.2 Conjunto de dados

O conjunto de dados utilizado para a predição da dose foi composto por um total

de 122 simulações geradas por meio do código de Monte Carlo MCNP6.2 (do inglês Monte

Carlo N-Particle) (WERNER et al., 2017) que é mantido pelo laboratório Los Alamos. Essas

simulações foram especificamente conduzidas para simular o procedimento de embolização

de mioma uterino, empregando um gantry fixo na posição póstero-anterior (PA) e uma

tensão constante no tubo de raios-X de 75 kVp, com um campo de 14,1 × 14,1 cm2. No

entanto, vale ressaltar que a posição do médico foi variada dentro de um amplo intervalo,

abrangendo desde 0 até 224 cm no eixo x, com um espaçamento de 10 cm, bem como de

0 a 96 cm no eixo y, com um espaçamento de 5 cm. Na Figura 9 é possível verificar um

exemplo de como seria uma das 122 simulações realizadas com a perspectiva superior.

Para aumentar a confiabilidade das simulações e reduzir significativamente a

incerteza associada aos resultados, cada simulação envolveu o rastreamento de 1E9 histórias

de partículas.

3.2.1 Configuração de simulação

Para a simulação, foi desenvolvida uma representação simplificada de um cenário

comumente encontrado em RI. Nesta representação, foram incluídos os equipamentos de

proteção individual e coletiva, como avental de chumbo, óculos plumbíferos e protetor de

tireoide.

A fonte de radiação foi configurada como um feixe pontual colimado, direcionado











43

Figura 13 – Área que limita a região de deslocamento do médico durante o procedimento
de RI

Fonte: Elaborada pelo autor.

Esta etapa inicial visou estabelecer uma base sólida para o mapeamento preciso

da área de movimentação. A disposição ordenada dos marcadores foi cuidadosamente

planejada para otimizar a captura de dados, assegurando uma representação fiel da

realidade física. Após a implantação dos marcadores, procedeu-se à medição precisa das

distâncias entre eles no ambiente real.

Essa abordagem permitiu a obtenção de uma relação pixel/cm, um fator crucial para

a subsequente mensuração das coordenadas do médico durante a execução do procedimento.

Ao converter as dimensões em pixels para unidades de medida física, foi possível estabelecer

um sistema de coordenadas preciso, fornecendo uma base robusta para a aplicação efetiva

do YOLOv4 na identificação e rastreamento do profissional de saúde em tempo real.

3.5.3 Ajustes do modelo YOLOv4

Após a conclusão do processo de calibração e o cálculo da relação pixel/cm, foi

aplicado o modelo YOLOv4 treinado especificamente para a detecção de pessoas. Com a

identificação bem-sucedida do médico, obteve-se o ponto central dos pés do profissional,

como ilustrado na Figura 14, o qual desempenha um papel crucial para o cálculo preciso

das coordenadas. Este ponto central dos pés serve como referência fundamental para

monitorar e calcular as coordenadas do médico durante suas movimentações dentro da área

delimitada pelos marcadores. Essa abordagem refinada não apenas melhora a precisão do
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Com esse propósito, a Tabela 1 e a Figura 16 apresentam as estatísticas básicas do banco

de dados.

Conforme mencionado anteriormente, as variáveis independentes numéricas do

modelo são X e Y (coordenadas espaciais do médico), enquanto a variável categórica

chamada “Órgão”, foi utilizada como um dado adicional após o rearranjo dos dados para

a entrada dos modelos.

Neste estudo, a variável dependente é a dose recebida no órgão, após a variação no

posicionamento do médico durante o procedimento. Na Tabela 1, é possível observar os

valores de média, variância, mínimo, primeiro quartil, terceiro quartil e valor máximo para

todas as variáveis mencionadas.

Tabela 1 – Estatística Descritiva do banco de dados

Estatística Variável Média Variância Mín Q1 Q3 Máx

Parâmetros
de X[cm] 110,04 65,36 0 56 160 224

Posicionamento

Parâmetros
de Y[cm] 54,30 27,71 0 32 80 96

Posicionamento

Medidor
de Dose[Gy] 1,37E3 2,71E-6 2,15E-12 1,03E-8 1,66E-6 2,17E-5

Dose

Fonte: Elaborada pelo autor.
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Tabela 3 – Diferenças percentuais entre os valores de dose calculados pelo MCNP6.2 e preditos neste

trabalho, para o médico.

Orgão Dose - MCNP Dose - Predita Posição - X Posição - Y Diferença (%)

Bexiga 5,29E-11 2,62E-09 48 88 4856
Cerebro 1,19E-06 1,55E-06 16 0 31

Conjunto de Ossos Compactos 6,65E-07 3,84E-07 0 8 42
Coração 5,41E-08 8,96E-08 144 88 66
Cólon 7,75E-09 3,04E-08 80 88 292

Demais tecidos e orgãos 6,49E-07 4,35E-07 0 8 33
Esôfago 1,54E-08 4,34E-08 80 88 181

Estômago 1,30E-08 2,62E-09 160 88 80
Fígado 1,78E-07 1,24E-07 144 64 30

Glândulas Salivares 2,35E-07 2,66E-07 176 88 13
Lentes dos Olhos 1,30E-08 2,35E-08 208 72 82

Mamas 7,08E-09 2,62E-09 200 72 63
Medula Óssea Amarela 1,77E-07 2,32E-07 200 88 31

Olhos 3,13E-07 2,81E-07 224 80 10
Ossos Cartilaginosos 6,85E-07 7,72E-07 136 80 13

Ossos Compactos 1,96E-05 1,83E-05 176 88 7
Ossos Esponjosos 6,53E-06 6,21E-06 176 88 5

Ossos esponjosos Superior e Inferior 2,69E-07 3,28E-07 216 24 22
Pele 6,96E-06 6,71E-06 184 88 4

Próstata 2,15E-12 2,62E-09 0 24 121871
Pulmão 1,42E-06 1,72E-06 64 48 21

Superfície Óssea 8,06E-06 7,64E-06 200 88 5
Testículo 6,99E-09 2,62E-09 216 88 62
Tireoide 1,98E-07 2,38E-07 160 88 20

Fonte: Elaborada pelo autor.
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5 CONCLUSÃO

Em suma, este estudo alcançou com êxito a previsão de doses em órgãos/tecidos

com base nas posições espaciais do médico durante procedimentos de RI.

No entanto, ao realizar previsões em órgãos que apresentaram incertezas altas na

simulação do MCNP 6.2, acabou refletindo altas taxas de erro durante o modelo MLP.

Esse comportamento está relacionado a regiões pequenas, como próstata, bexiga e cólon.

Para melhorar as previsões do modelo MLP é necessário fazer alterações nas simulações

do MCNP, usando métodos de redução de variância para melhorar a incerteza dos órgãos

e tecidos que apresentaram altas variações.

Comparando as doses preditas e calculadas com o MCNP6.2, observou-se uma

diferença percentual de 121871% para a próstata, enquanto que a pele teve uma diferença

de 4%. As maiores diferenças ocorreram em áreas de menor volume devido a própria

dificuldade das simulações do MCNP6.2.

É relevante destacar que o modelo MLP apresentou um custo de treinamento baixo,

graças à facilidade de compreender as diversas simulações, baseadas na diminuição da

radiação com o quadrado da distância. As limitações deste modelo de previsão de dose

estão restritas a um único tipo de procedimento, envolvendo pacientes imóveis, com gênero

fixo, tubo de radiação em projeção constante (PA), tensão no tubo também constante e

cenário estático, sem movimentação dos equipamentos ao redor.

Embora, o modelo de captura de imagem seja adequando, é necessário restringir

o movimento do médico dentro da região dos marcadores, pois as regiões fora desses

marcadores estão sujeitas a maiores deformações da imagem, mesmo com a utilização

de calibração intrínseca e extrínseca. O modelo é capaz de identificar pessoas mesmo se

a imagem estiver cortada, permitindo a identificação do médico mesmo na presença de

obstruções, como um carrinho com equipamentos médicos entre o médico e a câmera.

Entretanto, é crucial ajustar o modelo para distinguir entre médico e enfermeiro. Para

obter a caixa delimitadora do médico, o modelo demorou 0,5 segundos, sendo importante

ressaltar que o tempo está diretamente relacionado à capacidade da máquina que está

realizando o procedimento. O modelo YOLOv4 possibilita uma taxa de captura de até 30

FPS.

Finalmente, embora este método apresente oportunidades significativas para me-

lhorias, a integração do MLP e YOLO apresentou resultados muito promissores, de baixo

custo e se revela como um importante fator de monitoramento para a equipe médica

durante procedimentos de RI.
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